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Oz

Giliniimiizde sosyal medya platformlariin sayisinin ve kullaniminin artmasiyla birlikte artik insanlar satin aldiklari bir {irlinle veya
gittikleri bir yer ile ilgili deneyimlerini sosyal medya platformlarinda daha siklikla paylagmaktadirlar. Sosyal medya platformlarindaki
verilerin hacmi diisiiniildigiinde, sosyal medya platformlarinda paylasilan incelemeler ve deneyimler igerisinde kurumlar veya sirketler
icin anlamli birtakim bilgilerin oldugu disiiniilmektedir. Hal bdyle olunca sosyal medyada paylasilan incelemeler ve deneyimler
icerisinden anlamli bilgi ¢ikarma yontemlerini daha iyi hale getirmek ve hangi yontemin daha iyi oldugunu bilmek dnem arz etmektedir.
Bu ¢aligmada turistik mekanlar i¢in yapilan Tiirk¢e incelemeler kullanilarak, yukarida bahsedilen yontemlerden biri olan duygu analizi
yontemindeki kelime temsil yontemlerinden kelime c¢antast ve fastText kelime temsil yontemlerinin siniflandirma basarilari
kargilastirilmistir. Ayrica karsilastirma islemi gerceklestirilirken duygu analizi isleminin 6n hazirlik asamasi olan kelimeleri koklerine
ayirma ve kelimeleri olumsuzlastirma islemlerinin siniflandirma basarisina katkilarinin olup olmadig: dl¢iilmiistiir. Caligmada hem iki
simiflt (pozitif, negatif) duygu analizi hem de ti¢ siniflt (pozitif, negatif, ndtr) duygu analizi gerceklestirilmistir. Bahsedilen karsilagtirma
islemlerini gergeklestirebilmek igin alt1 adet veri seti olusturulmustur. Veri setleri 6nce metin madenciliginde siklikla kullanilan Naive
Bayes (NB), Multinom Naive Bayes (MNB), k-Nearest Neighbor (k-NN) ve Support Vector Machines (SVM) algoritmalari kullanilarak
ve kelime cantasi kelime temsil yontemi esas alinarak WEKA programiyla siniflandirtlmistir. Tim veri setlerinin kelime ¢antasi kelime
temsil yontemine gore test sonuglari elde edildikten sonra fastText kelime temsil yontemine dair testler python programlama dilinin
fastText kiitiiphanesi kullanilarak gerceklestirilmistir. Smiflandirma islemleri 10 tekrarli ¢apraz dogrulama yontemiyle yapilarak
smiflandirma islemlerinin f-skor degerleri elde edilmistir. Nihayetinde iki sinifli duygu analizinde kelime cantasi kelime temsil
yonteminin fastText kelime temsil yonteminden daha basarili siniflandirma gergeklestirdigi, ii¢ sinifli duygu analizinde ise tam tersi bir
sekilde fastText kelime temsil yonteminin kelime gantasi kelime temsil yonteminden daha bagarili siniflandirma islemi gergeklestirdigi
tespit edilmistir. Duygu analizi 6n hazirlik islemlerinden kelimeleri kdklerine ayirma ve olumsuzlastirma iglemlerinin fastText kelime
temsil yontemiyle gerceklestirilen siniflandirma islemlerinde olumlu ya da olumsuz bir katki saglamadigi gortilmiistiir. Ancak kelime
cantasi kelime temsil yontemi kullanilarak gerceklestirilen duygu analizi islemlerinde az da olsa bir katkisinin oldugu tespit edilmistir.
Iki simifli duygu analizinde en basarili sniflandirma sonucuna kelime ¢antasi kelime temsil yontemi kullamlarak 0.91 f-skoru degeriyle
SVM algoritmasiyla olusturulan makine 6grenmesi modeliyle ulasilmistir. Ug smifli duygu analizinde ise en basarili siniflandirma
sonucuna 0.78 f-skoru degeriyle fastText kelime temsil yontemi kullanilarak olusturulan makine 6grenmesi modeliyle ulagilmistir.

Anahtar Kelimeler: Metin madenciligi, Duygu analizi, Kelime temsil yontemleri, Kelime ¢antasi, FastText, Makine 6grenmesi.

Comparison of fastText and Bag of Words Word Representation
Methods by Using Turkish Reviews Conducted for Touristic Places

Abstract

Nowadays, with the increasing number and use of social media platforms, people now share their experiences about a product they have
bought or a place they have been to on social media platforms more frequently. Considering the volume of data on social media
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platforms, it is considered that there is some meaningful information for institutions or companies in the reviews and experiences shared
on social media platforms. As such, it is important to improve the methods of extracting meaningful information from the reviews and
experiences shared on social media and to know which method is better. In this study, the classification successes of the bag of words
and the fastText word representation methods, which are among the word representation methods in sentiment analysis methods
mentioned above, were compared by using Turkish reviews performed for touristic places. Besides, while performing the comparison
process, it was measured whether the process of separating the words into their roots and negation of the words, which is the preliminary
stage of the sentiment analysis process, contributed to the classification success. In the study, both two-class (positive, negative)
sentiment analysis and three-class (positive, negative, neutral) sentiment analysis were performed. Six data sets were created to carry
out the mentioned comparison operations. The data sets were first classified using the Naive Bayes (NB), Multinomial Naive Bayes
(MNB), k-Nearest Neighbor (k-NN) and Support Vector Machines (SVM) algorithms, which are frequently used in text mining, and
based on bag of words word representation method, they were classified with WEKA program. After the test results of all data sets were
obtained according to the bag of words word representation method, the tests of the fastText word representation method were carried
out using the fastText library of the Python programming language. Classification procedures were carried out with 10-fold cross-
validation methods, and f-score values of the classification processes were obtained. Finally, it was determined that bag of words word
representation method performed a more successful classification than the fastText word representation method in two-class emotion
analysis, while the fastText word representation method performed a more successful classification process than bag of words word
representation method in three-class emotional analysis. It was observed that the process of separating the words into their roots and
negating the words, which are the preliminary processes of sentiment analysis, did not contribute positively or negatively to the
classification processes performed with the fastText word representation method. However, it was determined that it had a minor
contribution to sentiment analysis processes performed by using bag of words word representation method. In the two-class sentiment
analysis, the most successful classification result was achieved by using the machine learning model created with the SVM algorithm
with the value of 0.91 f-score employing bag of words word representation method. In the three-class sentiment analysis, the most
successful classification result was achieved with the machine learning model created using the fastText word representation method
with the value of 0.78 f-score.

Keywords: Text mining, Sentiment analysis, Word representation methods, Bag of words, FastText, Machine learning.

aglar1 ve destek vektor makineleri gibi ¢esitli makine 6grenmesi

1. Giris

Gilinlimiizde sosyal medyada olusan veriler, degerli bilgiler
elde etmek icin O6nemli bir kaynak haline gelmistir. Gelisen
teknolojiyle birlikte bir metin madenciligi teknigi olan duygu
analizi kullanilarak sosyal medya kaynaklarindan birtakim
anlaml bilgiler ¢ikarmak miimkiin hale gelmistir. Duygu analizi
vasitasiyla insanlarin hizmetler, bireyler, konular, {iriinler gibi
varliklara yonelik duygulari, tutumlart ve degerlendirmeleri
analiz edilebilmektedir (Liu, 2012). Ozellikle incelemeler,
yorumlar gibi kullanicilar tarafindan iretilen igerikler bir¢ok
sirket tarafindan pazarlama faaliyetlerinde kullanilmaktadir (Ait
Hammou wvd., 2020). Bu igerikler sadece pazarlama
faaliyetlerinde kullanilmamaktadir, ayn1 zamanda karar verme ve
tahmin alanlarinda da kullanilmaktadir (Kizilkaya, 2018; Yiiksel
& Giilgah, 2018). Duygu analizi c¢aligmalart birgok alanda
yapildig1 gibi turizm alaninda da yapilmakta ve genellikle miisteri
iligkileri yonetiminde kullanilmakta ve miisterilerin tirettikleri
iceriklerle miisterilerin duygulari, tutumlar1 ve degerlendirmeleri
analiz edilmektedir (Neri vd., 2012). Turizm alaninda yapilan
duygu analizi ¢caligmalarinin bircogu oteller ve restoranlar igin
yapilan incelemeler kullanilarak yapilmakta ve bu g¢aligmalar
genellikle bir sirketi muhatap almaktadir. Ozellikle yerel
yonetimleri muhatap alan ve bir bolgedeki dogal ve kiiltiirel
varliklar i¢in yapilmis duygu analizi ¢caligmasi yok denecek kadar
azdir (Aydogan & Akcayol, 2016; Can & Alatas, 2017; Karaoglan
vd., 2019; Ozyurt & Akgayol, 2018). Ayrica alan yazinda ingilizce
icerikler kullanilarak yapilan birgok duygu analizi galigmasi
olmasina ragmen Tiirk¢e igerikler kullanilarak yapilmis duygu
analizi c¢aligmalarinin olduk¢a kisitli oldugu goriilmektedir
(Aydogan & Akcayol, 2016; Can & Alatag, 2017; Coban vd.,
2015; Ozyurt & Akgayol, 2018). Tiirk¢e igerikler kullanilarak
gergeklestirilen duygu analizi calismalar1 genellikle c¢esitli
makine 6grenmesi tekniklerinin karsilastirilmasi iizerinedir (Kaya
vd., 2012; Tiirkmenoglu & Tantug, 2014; Yiiksel & Giilsah,
2018). Kaynar vd. (2016) film yorumlarin veri olarak kullanarak
naive bayes, merkez tabanli siniflayici, ¢ok katmanli yapay sinir
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yontemleriyle duygu analizi gergeklestirerek yapay sinir aglarinin
ve destek vektor makinalarinin diger yontemlere gore daha iyi
sonug verdigini saptamislardir. Coban vd. (2015) twitter verilerini
kullanarak  ¢esitli  makine  Ogrenmesi  algoritmalarinin
smiflandirma basarisin1 6l¢tiikleri duygu analizi galismasinda,
%66,06 dogru siniflandirma yiizdesiyle multinominal naive bayes
algoritmasiyla en basarili siniflandirma sonucuna ulagmuslardir.

Duygu analizi c¢alismalarinda duygu simiflandirmasi
yapilabilmesi i¢in  metinlerin  bir  sekilde bilgisayarin
anlayabilecegi sekle vyani sayisal hale donistiiriilmesi

gerekmektedir. Metinler vektdr uzay modeli, kelime ¢antasi
yontemi (BOW), Word2Vec gibi yontemlerle sayisal hale
doniistiirilmektedir (Albayrak, 2018). Duygu analiziyle ilgili alan
yazindaki c¢aligmalarin  bir kismi da bu yontemlerin
kargilastirilmasit  lizerinedir. Alessa vd. (2018) Word2Vec
altyapisin1 kullanan fastText algoritmasiyla grip konusunu igeren
tweetleri siniflandirarak, fastText’in RandomForest tekniginden
hiz ve dogruluk anlaminda daha iyi sonuglar verdigini
saptamiglardir. Velioglu vd. (2018) Tirkge twitter verilerini
kelime cantas1 yontemiyle sayisal hale getirdikten sonra lineer
regresyon algoritmastyla bir model olusturmuslardir. Daha sonra
ayni veriler ile Word2 Vec kelime temsil yontemine dayali fastText
algoritmastyla bagka bir model olusturmuslardir. Son olarak bu iki
modeli karsilastirdiklarinda iki model arasinda anlamli bir farkin
olmadigint tespit etmislerdir. Bir bagka ¢alismada da Bilgin ve
Sentiirk (2017) Doc2Vec metin temsil yontemini kullanarak
duygu analizi ¢alismasi yapmisladir. Bu calismada DBOW
(Disturbuted bag of words) yonteminin DM’den (Disturbuted
Memory) daha basarili oldugu tespit edilmistir.

Ilgili galigmalardan anlasilacag iizere Tiirkce duygu analizi
calismalar1  genellikle  belirli  yontemlerin  birbirleriyle
kargilagtirilmasi iizerinedir. Bu calismada turizm yoneticilerini
muhatap alan ve bir bdlgedeki dogal ve kiiltiirel varliklar igin
duygu analizi yapmaya imkan saglayacak bir makine 6grenmesi
modeli gelistirmek hedeflemektedir. Bu hedefi gergeklestirirken
de duygu analizinde kullanilan kelime temsil yontemlerinden olan
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kelime cantast ve fastText kelime temsil ydntemlerinden
hangisinin daha basarili smiflandirma yaptigini tespit etmek
amaglanmaktadir. Karsilagtirma islemi gergeklestirilirken duygu
analizi igleminin 6n hazirlik asamalarindan olan kelimeleri
koklerine ayirma ve kelimeleri olumsuzlastirma islemlerinin
smiflandirma basarisina katkilarimin olup olmadigt Slc¢iilmeye
calistlmistir. Caligmamiz bu yoniiyle 6nem arz etmektedir. Ayrica
alan yazindanki Tirkge igeriklerle gerceklestirilen duygu analizi
caligmalariin kisith olmasi ve ¢alismamizin Tiirkce igeriklerle
gerceklestirilen bir duygu analizi ¢aligmasi olmasi miinasebetiyle
¢alismanin alan yazina katki saglayacagi beklenmektedir.

2. Materyal ve Metot

Calismamiz bir Tirk¢e duygu analizi ¢aligmasidir. Duygu
analizi, insanlarin iriinler, etkinlikler, konular, bireyler,
organizasyonlar  gibi  varliklara  yonelik incelemelerini,
tutumlarini ve duygularini analiz eden bir ¢aligma alanidir (Liu,
2012). Duygu analizi isleminde genellikle bir duygu, pozitif ve
negatif olarak ikili siniflandirildig1 gibi pozitif, negatif ve notr
olarak iiclii smiflandirma da yapilmaktadir (Seker, 2016). Bu
caligmada hem ikili hem de TUgli = smiflandirma
gerceklestirilmigtir.

Duygu analizi, makine 6grenmesi yontemi ve sozliik tabanli
yontem olmak iizere iki sekilde yapilabilmektedir (Can & Alatas,
2017). Makine Ogrenmesi yonteminde etiketlenmis yani bir
sekilde smmiflar1 tayin  edilmis verilerle bir model
olusturulmaktadir. Daha sonra smifi bilinmeyen verilerin siniflar
bu model kullanilarak tespit edilmektedir (Pang vd., 2002).
Sozlik tabanli smiflandirmada ise goriis kutbu belli olan
kelimelerden olugan bir s6zliikk bulunmaktadir. Bu sézliikte her bir
kelimenin goriis kutbu (pozitiflik, negatiflik, notrliik) degerleri
bulunmaktadir. Siniflandirilacak metinlerdeki her bir kelime bu
sozliikkte aranarak metnin duygu polaritesi hesaplanmaktadir
(Baccianella vd., 2010; Esuli & Sebastiani, 2006; Ku vd., 2006).
Bu caligmada, alan yazinda daha istiin bir yontem oldugu
belirtildigi i¢in makine 6grenmesi yontemi kullamlmistir (Ozyurt
& Akgayol, 2018). Makine 6grenimi yontemiyle gergeklestirilen
duygu analizi aslinda bir siniflandirma islemidir ve metnin duygu
smifini tahmin etmekten ibarettir. Makine 6grenimiyle yapilacak

duygu analizi i¢in duygu smiflarinin makineye yani bilgisayara
tanitilmasi gerekmektedir. Yani makineye hangi tiir metinlerde
hangi duygu polaritesi sonucunu iireteceginin Ogretilmesi
gerekmektedir. Bunun i¢in veri setlerine, veri setlerini olusturmak
icinse veriye ihtiya¢ duyulmaktadir. Bu ¢aligmada veri setlerini
olusturabilmek i¢in Tiirkiye’nin {i¢ iline (Trabzon, Rize, Artvin)
ait turistik mekanlar i¢in yapilan incelemeler, cesitli sosyal medya
platformlarindan veri kazima yontemiyle alinmistir. Sosyal
medya platformu olarak, alan yazindaki caligmalarda siklikla
kullanilan ve turistlerin gittikleri yerlerle ilgili incelemeler ya da
yorumlar yapmasina imkan saglayan siteler olan Google
Haritalar, Foursquare ve Tripadvisor siteleri kullanilmistir.
Verilerin toplandig: tarih olan 10.03.2020 tarihinde 203 turistik
mekan i¢in toplamda 49031 adet inceleme belirtilen sitelerden
veri kazima yontemiyle alinarak bu calismada gergeklestirilen
duygu analizinde kullanilacak veri setlerini olusturmak igin
kullanilmugtir. Tablo 1°de goriildiigli gibi belirtilen sitelerden
alman veriler, turistik mekan icin turistler tarafindan yapilan
inceleme, turistik mekan icin turistlerin vermis oldugu puan ve
turistlerin yapmis oldugu incelemenin tarihi alanlarindan
olugmaktadir.

Buraya kadarki kisimdan anlasilacagi iizere bu ¢aligmada
turistik mekanlar i¢in yapilan Tiirkg¢e incelemeler kullanilarak
makine Ogrenmesi yontemleriyle bir duygu analizi caligmasi
yapilmaktadir. Makine 6grenmesi ydntemiyle yapilan duygu
analizi ¢caligmalarinda, duygu simifi tespit edilecek metinlerin, bir
sekilde bilgisayarin anlayabilecegi sekle yani sayisal hale
doniistiiriilmesi gerekmektedir. Metinler, vektdr uzay modeli,
kelime cantast modeli (BOW), Word2 Vec gibi yontemlerle sayisal
hale doniistiiriilmektedir (Albayrak, 2018). Bu yontemler, kelime
temsil yoOntemleri olarak adlandirilmaktadir. Bu c¢alismada
belirtilen kelime temsil yontemlerinden kelime c¢antasi ve
Word2Vec yonteminin bir uzantist1 olan FastText yontemi
karsilastirilmaktadir. Ayrica duygu analizi isleminin 6n hazirlik
adimlarindan olan kelimeleri olumsuzlagtirma ve kelimeleri
koklerine ayirma islemlerinin siiflandirma basarisina olan etkisi
Ol¢iilmeye caligilmistir. Bu boliimiin alt basliklarinda ¢alismada
ismi gegen terimler daha iyi anlasilabilmesi igin kisaca
aciklanmugtir.

Tablo 1. Turistik Mekanlar icin Yapilan Tiirkce Inceleme Ornekleri

inceleme Puan Tarih

Muhtesem manzara. Gidip goriilmesi gereken bir yer. 5 10.03.2020
Her gecen giin dogasi biraz daha bozuluyor 1 10.05.2019
Tarihi konumu var. Hediyelik esyalarin satildig: yerler var. 3 10.01.2020

2.1. Duygu Analizi

Duygu analizi, insanlarin iriinler, etkinlikler, konular,
bireyler, organizasyonlar gibi varliklara yonelik incelemelerini,
tutumlarini ve duygularini analiz eden bir ¢alisma alanidir (Liu,
2012). Duygu analizi isleminde genellikle bir duygu, pozitif ve
negatif olarak ikili siiflandirildig: gibi pozitif, negatif ve notr
olarak ti¢lii siniflandirma da yapilmaktadir (Seker, 2016). Duygu
analizi caligmalarinda smiflandirma basarisin1  artirmak ve
Oznitelik sayisimi diisiirebilmek adina terimlerine ayirma, terim
normallestirme, kok bulma, durak kelimeleri ¢ikarma, terim
agirliklandirma, olumsuzlastirma gibi bir takim 6n iglemler analiz
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yapilacak verilere uygulanmaktadir (Aydogan & Akcayol, 2016;
Coban, 2016; Coban vd., 2015; Meral & Diri, 2014; Saad, 2010;
Tirkmenoglu, 2015). Asagida bu islemler kisaca agiklanmistir.

2.1.1. Terimlerine Ayirma

Terimlerine ayirma islemi kelimelere gore veya harflere gore
yapilabilmektedir. N-gram olarak adlandirilan yontem ile
smiflandirilacak  metin, segilen n degeri kadar terime
ayrilmaktadir. Ornegin kelime tabanli terimlerine ayirma
isleminde n degeri | olarak alindiginda, her bir kelime bir terim
olarak degerlendirilmektedir. Harf tabanli terimlerine ayirma
isleminde ise n degeri 3 olarak ele alindiginda, metin her terimde
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iicer harf olacak sekilde terimlerine ayrilmakta ve her {i¢ harflik
grup bir terim olarak degerlendirilmektedir.

2.1.2. Terim Normallestirme

Siniflandirmas1  yapilacak metinlerde bir takim yazim
yanlislar1 bulunabilmektedir. Ozellikle sosyal medyada yazilan
Tiirkge incelemelerde veya yorumlarda Tiirkge karakterlerin
yerine Ingilizce karakterlerin kullanildig1 yaygin bir sekilde
goriilmektedir. Bu yazim hatalarmin giderilmesi islemine terim
normallestirme  denilmektedir. ~ Tilitkce  duygu  analizi
galismalarinda bu islem genellikle Zemberek-NLP? dogal dil
isleme araci kullanilarak gergeklestirilmektedir.

2.1.3. Kok Bulma

Duygu analizi ¢alismalarinda 6zellikle metin icerisindeki her
bir kelime bir terim olarak ele alindiginda 6znitelik sayis1 metin
icerisinde gecen tekil kelime sayisina denk gelmektedir. Bu
durum Oznitelik miktarinin fazla olmasina neden olmaktadir.
Bunun oniine gecebilmek igin yani Oznitelik sayisim
diislirebilmek icin terimlerin kokleri saptanmaktadir. Boylece
ayni kokten tiiremis kelimeler tek bir Oznitelik olarak
degerlendirilmekte ve neticesinde Oznitelik sayisi azalmaktadir.
Kok bulma islemi bir dogal dil isleme c¢aligmasidir ve Tiirkce
metinler  igin  genellikle  Zemberek-NLP  kullanilarak
gergeklestirilmektedir (Akin & Akin, 2007).

2.1.4. Durak Kelimeleri Cikarma

Durak kelimeler baglaglar gibi ciimlenin duygusuna herhangi
bir etkisi olmayan kelimelerdir (Sevindi, 2013). Duygu analizi
calismalarinda durak kelimeler genellikle oznitelik sayisim
diistirebilmek i¢in duygu analizi yapilacak olan metinden
¢ikarilmaktadir (Coban, 2016; Kaynar vd., 2016; Meral & Diri,
2014). Durak kelime ¢ikarma islemi, duygu analizi
¢aligmasindaki metinlerde gegen her bir kelimenin 6nceden
hazirlanmig durak kelime listesinde aranmasiyla ve daha sonra
bulunan kelimelerin duygu analizi yapilacak metinlerden
cikartilmasiyla gergeklestirilmektedir.

2.1.5. Olumsuzlastirma

Tiirkge’nin sondan eklemeli bir dil olmasi miinasebetiyle
kelimelerde olumsuzlastirma genellikle sonradan eklenen eklerle
yapilmaktadir. Ornegin Zemberek-NLP, “gelmiyor” sézciigiiniin
kokiinii “gel” olarak tespit etmektedir. Béylece olumsuz olan bir
kelime olumlu hale gelmis olmaktadir. Bu durumunun iistesinden
gelebilmek icin duygu analizi ¢aligmalarinda olumsuzlagtirma
yapilmaktadir. Olumsuzlastirma islemi kelimenin koklerine

me/ma, siz/siz gibi eklerin eklenmesiyle gergeklestirilmektedir
(Gezici & Yanikoglu, 2018).

2.2. Kelime Cantasi (Bag of Words - BOW)

Makine oOgrenmesi yontemiyle yapilan duygu analizi
calismalarinda, duygu sinifi tespit edilecek metinlerin, bir sekilde
bilgisayarin anlayabilecegi sekle yani sayisal hale doniistiiriilmesi
gerekmektedir. Kelime ¢antas1 yontemi, metinlerin sayisal hale
doniistiiriilmesine olanak saglayan yontemlerden biridir (Bag-of-
Words model, 2007; Harris, 1954). Kelime ¢antast yonteminde
smiflandirma ¢aligmas1 yapilan metnin tamami terimlerine
ayrilmaktadir. Olusturulan her bir terim bir 6znitelik olarak ele
almmaktadir. Daha sonra her bir 6zniteligin yani terimin tiim
metinde gecme siklifi Ozniteligin degeri olarak atanmaktadir.
Boylece kategorik bir veri sayisal hale doniistiiriilmektedir.

2.3. Word2Vec

Mikolov vd. (2013) tarafindan alan yazina sunulmus olan ve
kelimeleri vektdr olarak goéstermeyi saglayan yoOntemlere
Word2Vec denilmektedir. Word2Vec kelime temsil yonteminde
yapay sinir aglar1 kullanilmaktadir ve denetimsiz &grenme
teknigiyle kelimeler vektorlere doniistiiriilmektedir. Word2Vec
yonteminde CBOW ve Skip-Gram adinda iki model
bulunmaktadir. Her iki modelde de pencere boyutu (window size)
adi verilen bir giris parametresi bulunmaktadir. Sekil 1°de
goriilecegi lizere CBOW (Continious Bag of Word) yani siirekli
kelime torbasi modelinde tahmin edilmek istenen kelimenin
sagindan ve solundan pencere boyutu parametresi kadar kelime
yapay sinir agma girdi olarak girmekte ve nihayetinde tahmin
edilmek istenen kelimenin vektorii ¢ikti olarak elde edilmektedir.
Skip-gram modelinde ise CBOW modelinin tam tersi bir islem
gerceklestirilmektedir. Climledeki bir kelime giris olarak yapay
sinir agina girmekte, girig yapilan kelimenin sagindan ve solundan
pencere boyutu parametresi kadarki kelimelerin vektorii ¢ikti
olarak elde edilmektedir. Her iki modelde de islemler tiim ciimle
tamamlanana kadar devam etmektedir (Aydogan & Karci, 2019;
Mikolov vd., 2013).

2.4. FastText

FastText, Facebook arastirma ekibi tarafindan gelistirilmis bir
kelime temsil yontemidir. Word2Vec yonteminin skip-gram alt
yontemine dayanmaktadir. Word2 Vec yonteminde her bir kelime,
en kiicik birim olarak kullanilirken FastText yonteminde
kelimeler n-gramlarina ayrilarak ele alinmaktadir. N-gramlarina
ayrilan kelimeler, n-gramlarin toplami olacak sekilde vektorel
olarak temsil edilmektedir. N-gramlar1 ele almayan diger
yontemler, her bir kelimeyi bir vektore dontistiirdiikleri i¢in

2 Zemberek-NLP Tiirkee i¢in dogal dil isleme araglar1 sunan agik kaynak kodlu bir yazilimdir (Akin & Akin, 2007).

e-ISSN: 2148-2683

314



European Journal of Science and Technology

INPUT ~ PROJECTION  OUTPUT
wit2) |
wit) | N\
\ SUM
3
b > w(t)
//’
.

w(t+2)

CBOW

INPUT ~ PROJECTION  OUTPUT
P w(t-2)
w(t-1)

w(t) >
w(t+1)
w(t+2)

Skip-gram

Sekil 1. CBOW ve Skip-gram arasindaki fark. “Efficient Estimation of Word Representations in Vector Space” by Mikolov, T., Chen,
K., Corrado, G. S., & Dean, J., 2013, arXiv preprint arXiv:1301.3781. Copyright 2013 by arXiv.org.

kelimenin morfolojisini gdrmezden gelmektedirler. Bu durum
ozellikle biiyiik kelime dagarcigi olan ve ¢ok nadir kelimelere
sahip olan diller igin bir sinirlandirma getirmektedir. FastText
yontemi n-gram yontemi sayesinde bu sinirlamanin iistesinden
gelmektedir (Bojanowski vd., 2017).

3. Deneysel Kurulum

Bu bo6limde materyal ve metot kisminda bahsedilen
karsilagtirmalar1 gergeklestirebilmek i¢in deneysel bir kurulum
gerceklestirilmigtir. Bu boliimiin alt basliklarinda bu deneysel
kurulumun gergeklestirilme adimlari sirasiyla verilmistir.

3.1. Verilerin Hazirlanmasi

Materyal ve yontem kisminda belirtildigi gibi ¢aligma igin
toplam 49031 adet inceleme ¢esitli sosyal medya
platformlarindan toplanmistir. Calisma duygu analizi galismasi
oldugu i¢in verilerin analize hazir hale getirilmesi gerekmektedir.
Verileri hazir hale getirebilmek icin asagidaki islemler
gerceklestirilmigtir.

1. Caligmada sadece Tiirk¢e dilinde yazilmis incelemeler
kullanilacagt  i¢in, incelemelerin  hangi  dilde
yazildiklarinin tespit edilmesi gerekmektedir.
Incelemelerin dil degerleri Google terciime servisindeki
(Google Translation API®) dil algilama metodu
kullanilarak tespit edilmis ve Tiirkce haricindeki
incelemeler silinmistir.

2. Incelemelerdeki harfler ve bosluk karakterleri haricindeki
tiim diger karakterler temizlenmis ve tiim harfler kiiciik
karaktere doniistiirtilmiistiir.

3. Kaullanicilar sosyal medyada inceleme ya da yorum
yazarken  genellikle yazim  kurallarina  riayet

etmemektedirler. Bu durum yazim hatalarina neden
olmaktadir. Verilerdeki yazim hatalarin1 giderebilmek
icin veriler, Zemberek-NLP kullanilarak normalize
edilmigtir.

4. Kelimeler Oznitelik sayisim  diisiirmek amaciyla
Zemberek-NLP kullanilarak koklerine ayrilmistir.

5. Yontem kisminda bahsedilen olumsuzlastirma islemi
kelimelere uygulanmistir.

6. Son olarak Sevindi (2013)’in ¢aligmasinda kullandigi
durak kelimeler veri setinden ¢ikarilmistir.

Veriler iizerinde gerekli temizlik ve doniistiirme iglemleri
yapildiktan sonra geriye 527,232 kelimeden olusan 37,912 adet
inceleme kaydi kalmistt ve veri setleri bu verilerle
olusturulmustur.

3.2. Karsilastirma Esnasinda Kullanilacak Veri
Setlerinin Hazirlanmasi

Calismada hem iki sinifli duygu analizi hem de ¢ sinifl
duygu analizi gerceklestirilmistir. Bir onceki adimda duygu
analizi i¢in hazir hale getirilen veriler, incelemelere verilen
puanlara gore etiketlenmistir. Uglii simflandirmada inceleme
puani bir ve iki olan veriler negatif, lic olanlar ndtr, dort ve bes
olanlar ise pozitif duygu polaritesine sahip olarak etiketlenmistir.
ikili siniflandirma isleminde ise inceleme puani bir ve iki olan
veriler negatif, dort ve bes olan veriler ise pozitif olarak
etiketlenmigtir. Etiketleme islemi neticesinde Sekil 2’de
gorildiigii gibi 3.458 kayit negatif, 5556 kayit notr, 28898 kayit
ise pozitif olarak etiketlenerek siniflar1 tayin edilmistir.

Saglikli bir simmiflandirma islemi yapabilmek igin veri
setlerinde her siniftan esit sayida 6rnek olmasi gerekmektedir.
Veri setlerinde her bir siniftan esit sayida veri olmasini saglamak

3 Google Translation API, yiizii askin dili destekleyen bir terciime ve dil algilama servisidir (Google, 2019).
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icin her bir siniftan 6rnek sayist en az olan sinifin drnek sayisi
kadar 6rnek alinmasi gerekmektedir. Bu nedenle her bir siniftan
3458 kayit alinarak veri setleri olusturulmustur. Tablo 2’de
goriildiigii gibi veri setleri siif sayilarina, veri setlerindeki
kelimelerin koklerine ayrilma durumlarina ve olumsuzlastirma
durumlarina gore ayrilmaktadir. Testler VS1, VS2, VS3, VS4,
VS5, VS6 olarak adlandirilan alt1  veri seti iizerinde
gerceklestirilmigtir.

@ Pozitif: 28898

@ Notr: 5556

® Negatif: 3458

Sekil 2. Puana gore etiketleme neticesinde verilerin siniflara
dagilimi

3.3. Deneylerin Gergeklestirilmesi

Bir onceki adimda agiklanan veri setleri kelime cantasi
kelime temsil yontemiyle sayisal hale getirildikten sonra metin
madenciliginde siklikla kullanilan Naive Bayes (NB), Multinom
Naive Bayes (MNB), k-Nearest Neighbor (k-NN) ve Support
Vector Machines (SVM) algoritmalar1 WEKA programiyla
smiflandirilmigtir (Witten vd., 2016). WEKA programinda
yapilan tim smiflandirmalar FilteredClassifier siniflandiricisiyla
gerceklestirilmigti. WEKA programinda gergeklestirilen tiim
ayarlamalar asagida maddeler halinde verilmistir.

*  Metinleri kelime g¢antasi kelime temsil yontemine goére
sayisal hale donistiirebilmek igin FilteredClassifierin
filter 6zelligi StringToWordVector olarak secilmistir.

» Literatiirde siniflandirma basarisina katki sagladigi
belirtildiginden dolayr  StringToWordVectorun TF
Transformation ve IDF Transformation 6zellikleri True

olarak isaretlenmistir (Sevindi, 2013). Yani terimler TF-
IDF yontemine gore agirliklandirilmistir.

o k-Nearest Neighbor algoritmasinda literatiirdeki
kullanimlar dikkate alinarak k degeri li¢ olarak ele
almmistir  (Silahtaroglu, 2013). Diger simiflandirma
algoritmalarinda ise WEKA programinin varsayilan
parametreleri kullanilmigtir.

*  Tim veri setleri 10 tekrarli ¢apraz dogrulama (10-fold
cross-validation) yontemiyle siniflandirilarak kelime
cantast yoOntemine yoOnelik tim test sonuglari elde
edilmigtir.

Tiim veri setlerinin kelime ¢antas1 kelime temsil yontemine
gore test sonuglari elde edildikten sonra fastText kelime temsil
yontemine dair testler ger¢eklestirilmistir. FastText kelime temsil
yontemine yonelik testler python programlama dilinin fastText
kiitiiphanesi kullanilarak gergeklestirilmistir (Joulin vd., 2017).
FastText kelime temsil yontemi i¢in yapilan testler fastText
kiitiiphanesinin otomatik parametre optimizasyonu kullanilarak
yapilmistir  (Automatic hyperparameter optimization, n.d.).
Boylece olusturulan modeller ig¢in en uygun parametreler tespit
edilebilmistir. FastText kiitiphanesinde tekrarli ¢capraz dogrulama
(cross-validation) 6zelligi olmadigi i¢in bir python kodu ile tekrar
sayisi 10 olacak sekilde c¢apraz dogrulama islemi
gerceklestirilerek fastText kelime temsile yontemine yonelik test
sonuglari elde edilmistir.

3.4. Smiflandirma Sonuclarinin Degerlendirilmesi

Makine  Ogrenimiyle  gergeklestirilen  siniflandirma
islemlerinde smiflandirma basarilarinin degerlendirilmesi igin
genellikle dogruluk, duyarlilik, kesinlik ve f-6l¢iitii gibi metrikler
kullanilmaktadir (Altunkaynak, 2017; Kése, 2018; Parlar & Ozel,
2016). Asagida bu metrikler kisaca agiklanmigtir.

3.4.1. Dogruluk

Siiflandirilan kayitlarin yiizde kagimin dogru bir sekilde
smiflandirildigini gésteren bir metriktir. Dogru smiflandiriimis
kayit sayisinin toplam kayit sayisina boliinmesiyle elde edilen bir
degerdir. Dogruluk, iki siifli (pozitif, negatif) bir siniflandirma
isleminde Esitlik 1°deki gibi hesaplanmaktadir (Kdse, 2018).

Dodrulik TP +TN )
OBTUNE = TP Y TN + FP + FN

TP (True Pozitif) dogru bir sekilde pozitif olarak
smiflandirilmis kayitlarin sayisini, TN (True Negatif) dogru bir
sekilde negatif olarak siniflandirilan kayitlarin sayisini, FP (False
Pozitif) negatif olmasi gerekirken pozitif olarak siiflandirilmis

Tablo 2. Calismada kullanilan veri setleri

Siniflandirma Sekli | Kéklerine Ayirma ve Olumsuzlastirma Durumu Veri Seti
Koklerine Ayrilmamis VSl1
Ikili Koklerine Ayrilmis ve Olumsuzlastirma Yapilmamis VS2
Koklerine Ayrilmis ve Olumsuzlastirma Yapilmig VS3
Koklerine Ayrilmamis VsS4
Uclii Koklerine Ayrilmis ve Olumsuzlastirma Yapilmamis VS5
Koklerine Ayrilmis ve Olumsuzlastirma Yapilmig VS6
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kayitlarin sayisini, FN (False Negatif) pozitif olmas1 gerekirken
negatif olarak smiflandirilmis kayitlarin sayisi ifade etmektedir.

3.4.2. Kesinlik

Kesinlik, dogru siniflandirilan kayitlarin sayisinin, toplam
tahmin edilen pozitif sayisina boliinmesiyle Esitlik 2°deki gibi
hesaplanmaktadir. Kesinlik, siniflandirma modelinin tahmin ettigi
pozitiflerinin kacinin gercek pozitif oldugunu belirten bir
metriktir (Shung, 2020).

TP
L )
Kesinlik TP+ FP 2)
3.4.3. Hassasiyet

Dogru pozitif orani (True Positive Rate - TPR) olarak da
adlandirilmaktadir. Gergek pozitiflerin ne kadarinin dogru bir
sekilde siniflandirildigini gosteren bir metriktir. Hassasiyet Esitlik
3’de gosterildigi gibi hesaplanmaktadir (Kdse, 2018).

TP

o 3
Hassasiyet = m5—— —FN (3)

3.4.4. F Skoru

Hassasiyet ve kesinlik metriklerinin harmonik otalamasindan
olusan bir metriktir. Hem kesinligi hem hassasiyeti dikkate aldig
icin birgok smiflandirma iglemlerinde degerlendirme metrigi
olarak kullanilmaktadir (Altunkaynak, 2017; Chicco & Jurman,
2020; F1 score, 2006). F-skoru Esitlik 4’deki gibi
hesaplanmaktadir.

2 * Kesinlik * Hassasiyet

F Sk = 4
ort Kesinlik + Hassasiyet @

4. Arastirma Sonugclar1 ve Tartisma

Deneysel  kurulum  boliimiinde  bahsedilen  testler
gergeklestirildikten sonra Tablo 3’deki sonuglar elde edilmistir.
Tabloda kelime ¢antasi ve fastText kelime temsil yontemlerinin
smiflandirma sonuglart gosterilmektedir. Hem iki smifli hem de
ic smifli  duygu analizi isleminin sonuglar1 tabloda
bulunmaktadir. Literatiirdeki benzer c¢alismalarda siniflandirma
basarilarmin  karsilastirilmasinda  genellikle  f-skorunun
kullanildig1 goriilmektedir (Alessa vd., 2018; Velioglu vd., 2018).
Calisma sonucunda elde edilen smiflandirma sonuglarini
literatiirdeki diger ¢aligmalarin sonuglariyla karsilastirabilmek
igin ¢alismamizda smiflandirma sonuglarimin
degerlendirilmesinde f-skoru metrigi kullanilmistir ve Tablo 3°de
caligmada gerceklestirilen siiflandirma islemlerinin f-skoru
degerleri sunulmustur.

Tablo 3 incelendiginde iki sinifli duygu analizi neticesinde
kelime cantas1 kelime temsil yonteminin fastText kelime temsil
yonteminden daha basarili siniflandirma islemi gergeklestirdigi
goriilmektedir. Ug stmfli duygu analizi islemindeyse tam tersi bir
sekilde fastText kelime temsil yontemi, kelime ¢antasi kelime
temsil yOnteminden daha Dbasarili siniflandirma  islemi
gerceklestirmistir. iki smifli duygu analizi ve ii¢ simfli duygu
analizi sonuclarma bakilinca iki kelime temsil yonteminin de sinif
sayisinin artmasindan olumsuz yonde etkilendigi goriilmektedir.

Kelime ¢antas1 kelime temsil yontemi kullanilarak yapilan
smiflandirma testleri neticesinde gerek iki siifli duygu analizi
isleminde gerekse ii¢ siiflt duygu analizi igleminde en basarili
smiflandirma isleminin SVM algoritmast kullanilarak elde
edildigi goriilmektedir.

VS1 koklerine ayrilmamis iki smifli veri setini, VS2
koklerine ayrilmig ancak olumsuzlagtirma iglemi yapilmamis iki
smuflt veri setini, VS3 ise koklerine ayrilmis ve olumsuzlastirma
yapilmis iki sinifli veri setini ifade etmektedir. Ayn1 sekilde VS4
koklerine ayrilmamus {i¢ sinifl1 veri setini, VS5 koklerine ayrilmis
ancak olumsuzlagtirma islemi yapilmamis ii¢ sinifli veri setini,
VS6 ise koklerine ayrilmis ve olumsuzlastirma yapilmis ii¢ sinifli
veri setini ifade etmektedir. VS2 ve VS1 wveri setlerinin
smiflandirma sonuglarinin farki iki sinifli duygu analizi isleminde
koklerine ayirma isleminin siniflandirma basarisina olan katkisini
gostermektedir. Benzer sekilde VS3 ve VS2 veri setlerinin farki
da iki sinifli duygu analizi isleminde olumsuzlastirma igleminin
siiflandirma basarisina olan katkisini gostermektedir. Ug sinifli
duygu analizi isleminde iki sinifli duygu analizine benzer sekilde
VS5 ve VS4 veri setlerinin siniflandirma sonuglarinin fark: ii¢
smifli duygu analizi isleminde koklerine ayirma isleminin
smiflandirma basarisina olan katkisini gostermektedir. VS6 ve
VS5 veri setlerinin farki da ti¢ sinifli duygu analizi isleminde
olumsuzlastirma isleminin siniflandirma basarisina olan katkisini
gostermektedir. Bu bilgiler 1s1g3inda Tablo 4 incelendiginde
koklerine ayirma ve olumsuzlastirma iglemlerinin fastText kelime
temsil yontemiyle gergeklestirilen duygu analizlerinde
smiflandirma basarisina olumlu ya da olumsuz bir etkisinin
olmadigi goriilmektedir. Kelime gantasi kelime temsil yontemiyle
yapilan iki sinifli duygu analizinde koklerine ayirma iglemi NB
algoritmasinda 0.02’lik  f-skoru katkis1 getiritken MNB
algoritmasinda 0.01°’lik bir diisiise sebebiyet vermistir. Kelime
cantast kelime temsil yontemiyle yapilan i¢ simifli duygu
analizinde ise koklerine ayirma isleminin MNB algoritmasi
haricinde siniflandirma basarisina katki sagladig: goriilmektedir.
Benzer sekilde olumsuzlagtirma igleminin de SVM algoritmasi
hari¢ siniflandirma basarisina katki sagladigi goriilmektedir.

Tablo 3. Simiflandirma Sonuglar

Siniflandirma . . Kelime Cantasi1 (TF-IDF) FastText
v . Veri Setleri

Tiirii NB MNB SVM k-NN FastText
VS1 0.84 0.87 0.91 0.36 0.84
ikili VS2 0.86 0.86 0.91 0.36 0.84
VS3 0.86 0.86 0.91 0.36 0.84
VS4 0.59 0.63 0.70 0.20 0.78
Uclii VS5 0.62 0.62 0.71 0.22 0.78
VS6 0.63 0.63 0.71 0.23 0.78
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Tablo 4. Olumsuzlastirma ve Koklerine Ayirma Islemlerinin Stmiflandirma Sonuclarmma Olan Katkilar:

Simiflandirma Tiirii Veri Setleri Kelime Cantasi (TF-IDF) FastText
NB MNB SVM k-NN FastText
ikili VS2-VSl1 0.02 -0.01 0 0 0
VS3-VS2 0 0 0 0 0
Ul VS5-V§4 0.03 -0.01 0.01 0.02 0
VS6-VS5 0.01 0,01 0 0.01 0
calismalarinda  klasik makine  Ogrenmesi  algoritmalari
5, SOHUG kullanilarak gerceklestirilen siniflandirma sonucunda elde edilen
f-skorlarinin ikili siniflandirmada 0.78 ile 0.921 arasinda, tiglii
Sosyal medya platformlarindaki  verilerin  hacmi  siniflandirmada ise 0.59 ile 0.78 arasinda degistigi goriilmektedir
diisiiniildiigiinde, sosyal medya platformlarinda paylasilan  (Coban vd., 2015; Kaya vd., 2012; Kaynar vd., 2016; Velioglu

incelemeler ve deneyimler icerisinde kurumlar veya sirketler i¢in
anlamli birtakim bilgilerin oldugu diistinilmektedir. Hal bdyle
olunca sosyal medyada paylasilan incelemeler ve deneyimler
icerisinden anlamli bilgi ¢ikarma ydntemlerini daha iyi hale
getirmek hangi yontemin daha iyi oldugunu bilmek 6nem arz
etmektedir. Bu nedenle bu c¢alismada o6zellikle turizm
yoneticilerini muhatap alan ve bir bolgedeki dogal ve kiiltiirel
varliklar i¢in duygu analizi yapmaya imkén saglayan bir model
gelistirmek hedeflenmistir. Bu hedefi gergeklestirirken de duygu
analizinde kullanilan kelime temsil yontemlerinden olan kelime
cantasi ve fastText kelime temsil yontemi karsilastirilarak,
smiflandirma basaris1 yiiksek olan yontem tespit edilmeye
calistlmistir.  Ayrica karsilastirma islemi gergeklestirilirken
kelimeleri koklerine ayirma ve kelimeleri olumsuzlastirma
islemlerinin siniflandirma basarisina katkilarinin olup olmadigi
Olciilmiistiir. Yapilan karsilastirma islemleri neticesinde iki sinifli
duygu analizinde kelime c¢antasi kelime temsil ydnteminin
fastText yoOnteminden daha basarili smiflandirma islemi
gergeklestirdigi goriilmiistiir. Ug simifli duygu analizi isleminde
ise tam tersi bir sonug elde edilmistir. Ug simifli duygu analizi
isleminde fastText kelime temsil yontemiyle gergeklestirilen
smiflandirma igleminin daha bagarili oldugu tespit edilmistir.
Duygu analizi 6n hazirlik islemlerinden kelimeleri koklerine
ayirma ve olumsuzlagtirma iglemlerinin fastText kelime temsil
yontemiyle gerceklestirilen siniflandirma islemlerinde olumlu ya
da olumsuz bir katki saglamadig: goriilmiistiir. FastText kelime
temsil yontemi kullanilarak elde edilen bu sonu¢ Kuyumcu v.d.
(2019) caligsmastyla paralellik gostermektedir. Bu durum fastText
kelime temsil yontemiyle gerceklestirilen bir duygu analizi
isleminde 6n hazirlik iglemine gerek olmadigini géstermektedir.
Kelime c¢antast kelime temsil yontemi kullanilarak
gergeklestirilen duygu analizi iglemlerinde ise kelimeleri
koklerine ayirma ve kelimeleri olumsuzlastirma 6n islemlerinin
siiflandirma basarisina az da olsa bir katkisinin oldugu tespit
edilmistir. Elde edilen bu sonucun da literatiirdeki benzer
calismalarla paralellik gosterdigi goriilmektedir (Gezici &
Yanikoglu, 2018; Kaya vd., 2012). Sonraki ¢aligmalarda
kelimeleri koklerine ayirma ve kelimeleri olumsuzlagtirma 6n
islemlerinin  gelistirilerek  siniflandirma  basarisina  olan
katkilarinin artirilmasi hedeflenmektedir.

iki stnifli duygu analizinde en basarili siniflandirma sonucuna
kelime cantast kelime temsil yontemi kullanilarak 0.91 f-skoru
degeriyle SVM algoritmasiyla olusturulan makine 6grenmesi
modeliyle ulasilmistir. Ug sinifli duygu analizinde ise en basarili
simiflandirma sonucuna 0.78 f-skoru degeriyle fastText kelime
temsil yontemi kullanilarak olusturulan makine 06grenmesi
modeliyle ulagilmistir. Literatiirdeki Tiirk¢e duygu analizi
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vd., 2018; Yildirim vd., 2015). Bu calismada gerceklestirilen
duygu analizi islemi neticesinde elde edilen sonuglar benzer
calismalarda elde dilen sonuglarla paralellik gostermektedir. Bu
durum bu ¢aligmada olusturulan duygu analizi modelinin Tiirkce
turizm incelemeleri i¢in kullanilabilir bir model oldugunu
gostermektedir.

Bu g¢aligmada duygu analizindeki kelime temsil
yontemlerinden fastText ve kelime ¢antasi kelime temsil
yontemleriyle olugturulan simiflandirma modellerinin
smiflandirma basarilart turistik mekanlar i¢in yapilan Tiirkge
incelemeler kullanilarak karsilastirilmis ve bir takim sonuglar
elde edilmistir. Bu ¢alismanin farkli alanlardaki Tiirk¢e yorumlar
ya da incelemelerle tekrar edilmesi, elde edilen sonuclarin
genellenebilirligi acisindan dnem arz etmektedir.
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