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Oz

Kronik bobrek hastaligi diinya ¢apinda bir saglik sorunudur. Erken tan1 ve tedavi sayesinde bu hastaligin ilerlemesini yavaglatmak
veya durdurmak miimkiin olmaktadir. Klinik karar destek sistemleri, tip doktorlarina klinik karar verme goérevlerinde yardimei olmak
amaciyla tasarlanan saglik bilgi teknolojisi sistemleridir. Bu ¢alismada kronik bobrek hastaliginin erken tanisi igin yeni bir klinik
karar destek sistemi onerilmistir. Onerilen sistemin 6zellik ¢ikarma ve siiflandirma asamalarinda sirastyla temel bilesen analizi
(principal component analysis-PCA) ve rastgele ormanlar (random forests-RF) teknikleri kullanilmistir. Onerilen sistemin
performansi, alt1 farkli performans metrigi ile klasik makine 6grenmesi algoritmalar ve literatiirde daha dnce yapilan ¢aligmalar ile
kiyaslanmustir. Test sonuglari, Onerilen sistemin basarili oldugunu ve kronik bobrek hastaliginin erken tamist i¢in karar vermede
doktorlara destek olabilecegini gostermektedir.

Anahtar Kelimeler: Kronik Bébrek Hastaligi, Erken Tani, Klinik Karar Destek Sistemi, Temel Bilesen Analizi, Rastgele Ormanlar.

A New Clinical Decision Support System for Early Diagnosis of
Chronic Kidney Disease

Abstract

Chronic Kidney disease is a worldwide health problem. It is possible to slow or stop the progression of this disease thanks to early
diagnosis and treatment. Clinical decision support systems are health information technology systems designed to assist medical
doctors in clinical decision making tasks. In this study, a new clinical decision support system is proposed for the early diagnosis of
chronic kidney disease. Principal component analysis (PCA) and random forests (RF) techniques are used in the feature extraction and
classification phases of the proposed system, respectively. The performance of the proposed system has been compared with classical
machine learning algorithms and previous studies in the literature using six different performance metrics. The test results show that
the proposed system is successful and can assist doctors in making decisions for early diagnosis of chronic kidney disease.
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Forests.
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1. Giris

Kronik bobrek hastaligi, aylik veya yillik donemlerde
bobrek fonksiyonlarindaki artan oranli kayiplar olarak ifade
edilebilir (World Kidney Day, 2020). Ayni zamanda kronik
bobrek hastaligl, bobregin yapisim1 ve islevini etkileyen
heterojen bozukluklar i¢in kullanilan genel bir terimdir (Levey
ve Coresh, 2012). Bobreklerin her birinde nefron adi verilen
yaklasik bir milyon kii¢iik filtre vardir ve nefronlar hasar
goriirse, c¢aligmayi birakirlar. Bir siire i¢in saglikli nefronlar
ekstra isi istlenebilir. Ancak hasar devam ederse, giderek daha
fazla nefron c¢alismayi durdurur. Kalan nefronlar belli bir
noktadan sonra kani saglikli tutacak kadar iyi filtreleyemezler.
Bobrek fonksiyonu belirli bir noktanin altina diistiigiinde ise
buna bobrek yetmezligi denir. Bobrek yetmezligi tiim viicudu
etkiler ve kisinin kendini ¢ok hasta hissetmesini saglar. Tedavi
edilmeyen bobrek yetmezligi hayati tehdit edici olabilir (World
Kidney Day, 2020).

Bobrek hastaliginin en yaygin nedenleri yiiksek tansiyon ve
diyabettir. Yiiksek tansiyon, tiim bobrek yetmezligi vakalarinin
dortte birinden fazlasina neden olmaktadir. Diyabet ise tiim
vakalarin yaklasik {igte birinin nedeni olarak belirlenmistir ve
¢ogu geligmis iilkede bobrek yetmezliginin en yaygin sebebidir.
Daha az yaygin olan diger durumlar arasinda iltihaplanma veya
enfeksiyonlar bulunur. Kronik boébrek hastaligi kalitsal da
olabilir. Bazen de genislemis prostat veya bdbrek taslar
nedeniyle idrar sisteminin uzun siireli tikanikli§i sonucunda
ortaya ¢ikabilir. Ozellikle bazi agr1 kesici ilaglarin uzun siire
kullanilmast da bu hastaliga sebep olabilir. Genellikle doktorlar
soruna neyin yol ac¢tigini belirleyemezler (World Kidney Day,
2020).

Diinya Saghk Orgiitii’'niin kiiresel tahminlerine goére 2012
yilinda kronik bobrek hastaligi sebebiyle 864.226 kisi hayatim
kaybetmistir. Bu sayr diinya capindaki oliimlerin %]1,5’ine
karsilik gelmektedir. Onde gelen &liim nedenleri listesinde
14’iincii sirada yer alan kronik bobrek hastaligi, her 100.000
kiside 12,2 kisinin oliimiine sebebiyet vermistir. Bu hastaligin
6liim oraninin 2030 yilina kadar 100.000°de 14 kisiye ulagacagi
tahmin edilmektedir (Webster vd., 2017; World Health
Organization, 2020). Diinya ¢apinda bobrek hastaligina dayanan
toplam 6liim oran1 ve kronik bobrek hastaliginin gériilme sikligi
Sekil 1’de gosterilmektedir.

Diinya niifusunun yaklastk %10’u  kronik  bobrek
hastaligindan etkilenmektedir ve her yil milyonlarca kisi uygun
tedaviye erisemedikleri icin Olmektedir (National Kidney
Foundation, 2020). Diinya ¢apinda 2 milyondan fazla insan
hayatta kalmak i¢in diyaliz tedavisi gormektedir ya da bobrek
nakli olmaktadir. Fakat bu say1 gergekten yasamak i¢in tedaviye
ihtiya¢ duyan insanlarin sadece %10’unu temsil etmektedir.
Bobrek yetmezligi sebebiyle tedavi géren 2 milyon kisinin
cogunlugu Amerika Birlesik Devletleri, Italya, Almanya,
Brezilya ve Japonya olmak iizere sadece bes iilkededir. Bu bes
iilke diinya niifusunun sadece %12’sini temsil etmektedir. Diinya
niifusunun  yarisindan fazlasim  olusturan yaklasik 100
gelismekte olan {lkede hastalarin sadece %?20’si tedavi
edilmektedir (Couser vd., 2011). Bébrek yetmezligi igin tedavi
goren tim hastalarin %80’inden fazlasi, saglik hizmetlerine
erisebilen ve biiylik yaslt niifusuna sahip olan zengin iilkerlerde
yasamaktadir. Bobrek yetmezligi vakalarinin, yasli insanlarin
sayisinin arttigi Cin ve Hindistan gibi gelismekte olan iilkelerde
orantisiz bir sekilde artacagi tahmin edilmektedir (Jha vd.,
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2013). Orta gelirli iilkelerde diyaliz veya bobrek nakli tedavisi,
ihtiyaci olan insanlarin ¢ogunlugu i¢in biiyiik bir mali yik
olusturmaktadir. Diger 112 iilkede ise birgok insan higbir tedavi
gorememektedir. Bu da tedavi edilmeyen bobrek yetmezligi
sebebiyle yilda 1 milyondan fazla insanin Oliimiine neden
olmaktadir (Couser vd., 2011; National Kidney Foundation,
2020).

Kronik bobrek hastaliginin erken evrelerinde olan bireylerin
biiyiik gogunlugunda bu hastalik teshis edilmez. Bobrek hastaligi
genellikle sessizce ilerler ve siklikla herhangi bir semptom
yaratmadan once bdbrek fonksiyonlarinin ¢ogunu tahrip eder.
Azalan bobrek fonksiyonunun erken tanisi ¢ok dnemlidir. Clinki
erken tan1 sayesinde bobrek hasar1 veya bozulmasi diger
komplikasyonlarla kendini gostermeden once uygun tedaviye
baglanabilir (World Kidney Day, 2020). Bilgisayar bilimleri ve
miihendisligi alanlarinda kronik bdbrek hastaliginin erkan tanisi
icin makine dgrenmesi ve veri madenciligi tekniklerine dayanan
bazi c¢alismalar yapilmistir. Xun vd. (2010), kronik bdbrek
hastaligi olan Cinli hastalardaki glomeriiler filtrasyon hizim
tahmin etmek icin radyal tabanli fonksiyon agi (radial basis
function network-RBFN) kullanmigtir. Calismada RBFN, 224’1
erkek ve 103’3 kadin olmak {izere toplam 327 hastaya ait
kayitlardan olusan veri seti {lizerinde test edilmistir. Deneysel
sonuglar, RBFN’nin glomeriiler filtrasyon hizinin tahmin
edilmesinde kullanilabilecegini gostermektedir.

Al-Hyari vd. (2013) tarafindan yapilan ¢alismada kronik
bobrek yetmezligi olan hastalar1 teshis etmek i¢in siniflandirma
tabanli bir sistem Onerilmistir. Veri seti olarak 11 ile 81 yas
araligindaki 102 kisiden toplanan ve 15 farkli nitelikten olusan
kayitlar kullanilmigtir.  Siniflandirt  olarak ise karar agaci
(decision tree-DT), Naive Bayes (NB) ve yapay sinir agi
(artificial neural network-ANN) algoritmalar1 segilmigtir. Test
sonuglarindan DT’nin %92,2’lik siniflandirma dogrulugu ile
diger iki algoritmadan daha iyi performansa sahip oldugu
goriilmiistiir. Gupta vd. (2016), kronik bobrek hastaligi dahil
olmak tizere 11 farkli kronik hastalik i¢in hastaliklar ve ilgili tani
testleri arasindaki iligkiyi makine O6grenmesi tekniklerini
kullanarak analiz etmistir. Calismanin sonucunda kronik bobrek
hastaliginin teshisinde AdaBoost tekniginden yararlanilarak
%098,67’lik egitim ve %88,66’lik test dogrulugu performansi
elde edilmistir.

Salekin ve Stankovic (2016) tarafindan yapilan galismada
kronik bobrek hastaliginin tespitinde kullanilmak {izere makine
O6grenmesi tekniklerine dayanan bir yaklagim ileri siirilmiistiir.
Bu yaklasimda ANN, k-en yakin komsu (k-Nearest Neighbours-
k-NN) ve C4.5 karar agaci teknikleri, 250’si kronik bobrek
hastast ve 150°si saglikli olmak iizere toplam 400 kisinin
kayitlarindan olusan bir veri seti {izerinde test edilmigtir. C4.5
teknigi hastaligin tespitinde ANN ve k-NN tekniklerinden daha
iyi performans gostermistir. Son yillarda yapilan bir caligmada
ise Ogunleye ve Wang (2018), Salekin ve Stankovic (2016) ile
aynt veri setini kullanmis ve XGBoost (eXtreme Gradient
Boosting) teknigini temel alan bir otomatik teshis sistemi
Onermistir. Bu sistem %97,58’lik simiflandirma dogrulugu ile
kronik bobrek hastalifini teshis etmistir. Daha sonra yazarlar
onceki c¢aligmalarinda  kullandiklar1  yontemi  gelistirmis
(Ogunleye ve Wang, 2019) ve yine ayni veri seti lizerinde
%100’ Lik siniflandirma basarisi elde etmistir.
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Sekil 1. Kiiresel Olarak Bébrek Hastaligi: (a) Bébrek Hastaligina Dayanan Toplam Oliim Orani, (b) Kronik Bébrek Hastahiginin
Goriilme Sikiigr (Webster vd., 2017; World Health Organization, 2020)
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Bu calismada ise daha once yapilan calismalardan farkli
olarak kronik bobrek hastaliginin erken tanisinda kullanilmak
tizere temel bilesen analizi (principal component analysis-PCA)
ve rastgele ormanlar (random forests-RF) tekniklerini temel alan
yeni bir klinik karar destek sistemi Onerilmistir. Performans
metrigi olarak dogruluk, kesinlik, duyarlilik, F-6lgiiti, MCC
(Matthews  correlation  coefficient-Matthews  korelasyon
katsayisi) ve AUC (area under curve-egri altinda kalan alan)
secilmistir. Onerilen sistemin performanst1 bu metrikler
kullanilarak klasik makine 6grenmesi algoritmalar1 ve daha dnce
yapilan ¢aligmalar ile kiyaslanmistir. Deneysel sonuglar 6nerilen
sistemin kronik bobrek hastaligini basarili bir sekilde teshis
ettigini gostermektedir.

Calismanin geri kalam1 su sekilde diizenlenmistir: 2.
boliimde oOnerilen sistemin iizerinde test edildigi veri seti ve
Onerilen sistem ayrintili olarak anlatilmaktadir. 3. bolimde
onerilen sistemin performansinin  degerlendirilmesi i¢in
kullanilan metriklere ve bu metrikler kullanilarak yapilan
performans karsilagtirmalarina yer verilmektedir. Son olarak 4.
boliimde ise ¢alismanin sonuglarindan bahsedilmektedir.

2. Materyal ve Metot

2.1. Veri Seti

Bu ¢alismada kronik bobrek hastalif: tamisi i¢in Kaliforniya
Universitesi — Irvine Makine Ogrenmesi Deposunda (University

of California — Irvine Machine Learning Repository) bulunan
Kronik Bobrek Hastaligi Veri Seti (Chronic Kidney Disease
Data Set) (Soundarapandian vd., 2015) kullanilmistir. Veri
setinde toplam 400 kisiye ait kayitlar vardir. Bu kisilerin 250’si
kronik bobrek hastasi, 150’si ise sagliklidir. Veri setinde biri sinif
niteligi (hasta veya saglikll)) olmak iizere toplam 25 nitelik
vardir. Tablo 1, veri setinde bulunan nitelikleri ve bu niteliklerin
ozelliklerini 6zetlemektedir.

2.2. Onerilen Klinik Karar Destek Sistemi

Bu caligmada kronik bobrek hastaliginin erken tanisi icin
onerilen klinik karar destek sistemi Sekil 2’de gosterilmektedir.
Onerilen sistem; veri dnisleme, 6zellik ¢ikarma ve simflandirma
adimlarindan olusmaktadir. Tablo 1’de goriildiigii lizere 6nerilen
sistemin test edilecegi veri setinde eksik deger barindiran
kayitlar vardir. Veri setindeki 400 kayit incelendiginde 242
kayitta eksik deger oldugu tespit edilmistir. Eger eksik degerlerin
oldugu kayitlar silinirse 431 hasta ve 115’1 saglikli olmak {izere
toplam 158 kayit kalacaktir. Bu da kayitlarin ¢ogunlugunun
kaybedilecegi ve smuf etiketlerinin oraninin dengesiz olacagi
anlamia gelmektedir. Bu nedenlerden dolayr 6nerilen Sistemin
veri Onisleme adiminda kayitlari silmek yerine veri setindeki
kayitlarda yer alan eksik degerler yeni degerlerle degistirilmistir.
Bu degistirme islemi, ilgili niimerik veya nominal nitelikteki
degerlerin ortalamasi alinarak yapilmisti. Boylece veri seti,
biitiinliigii bozulmadan daha iyi hale getirilmistir.

Tablo 1. Kronik Bébrek Hastalig1 Veri Setinin Ozeti

Nitelik # Nitelik Ad1 Veri Tiirii Deger Arahgi Eksik Deger Sayisi
1 Yas Niimerik 2-90 9
2 Kan basinc1 Niimerik 50 -180 12
3 Ozgiil agirlik Nominal 1,005, 1,010, 1,015, 1,020, 1,025 47
4 Albiimin Nominal 0,1,23,4,5 46
5 Seker Nominal 0,1,23,45 49
6 Kirmiz1 kan hiicreleri Nominal Normal, Anormal 152
7 [ltihap hiicresi Nominal Normal, Anormal 65
8 Iltihap hiicre kiimeleri Nominal Var, Yok 4
9 Bakteri Nominal Var, Yok 4
10 Rastgele kan sekeri Niimerik 22 - 490 44
11 Kan iire Niimerik 1,5-391 19
12 Serum kreatinin Niimerik 0,4-76 17
13 Sodyum Nimerik 4,5-163 87
14 Potasyum Niimerik 2,5-47 88
15 Hemoglobin Niimerik 3,1-17,8 52
16 Sikigtirtlmis hiicre hacmi Niimerik 9-54 71
17 Beyaz kan hiicresi sayimu Niimerik 2200 — 26400 106
18 Kirmiz1 kan hiicresi sayimi Niimerik 21-8 131
19 Hipertansiyon Nominal Evet, Hayir 2
20 Diyabet (seker) hastalig Nominal Evet, Hayir 2
21 Koroner arter (kalp) hastalig Nominal Evet, Hayir 2
22 Istah Nominal Iyi, Kotii 1
23 Ayak 6demi Nominal Evet, Hayir 1
24 Anemi Nominal Evet, Hayir 1
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Sekil 2. Onerilen Klinik Karar Destek Sistemi

Onerilen sistemin 6zellik ¢ikarma adiminda veri 6nisleme
sonucunda elde edilen veriler tlizerinde PCA ile 6zellik ¢ikarma
islemi yapilmistir. PCA, 6zellik ¢ikarma ve boyut azaltma igin
yaygin olarak kullanilan bir tekniktir (Cottrell ve Munro, 1988;
Jolliffe, 1986; Wang ve Paliwal, 2003). Bu teknik, simiflar
hakkindaki bilgilerin ¢gogunun, varyasyonlarin en biiyiik oldugu
yonlerde yer aldigi varsayimina dayanmaktadir. PCA’nin en
yaygin tiirevi, Ongorillen uzaydaki varyansi en Ust diizeye
¢ikaran standartlastirilmis  dogrusal izdiigiim anlamindadir
(Hotelling, 1933; Wang ve Paliwal, 2003). Diger bir ifadeyle
PCA,  verilerdeki Oriintiileri tamimlamanin  ve  verileri
benzerliklerini ve farkliliklarim1 vurgulayacak sekilde ifade
etmenin bir yoludur. Grafiksel olarak temsil edilemeyen yiiksek
boyutlu verilerde oriintiilerin bulunmasi zor olabilir. PCA teknigi
bu gibi durumlarda verileri analiz etmek i¢in giiglii bir aragtir
(Smith, 2002). PCA ile ilgili daha ayrintili bilgi i¢in ilgili
kaynaklardan (Cottrell ve Munro, 1988; Hotelling, 1933;

Jolliffe, 1986; Smith, 2002; Wang ve Paliwal, 2003)
yararlanilabilir.
Onerilen  sistemin  simiflandirma  adiminda ise RF

kullanilmistir. RF, Breiman (2001) tarafindan ileri siiriilen
smiflandirma ve regresyon problemleri icin model bir araya
getirme fikirlerine dayanan popiiler ve ¢ok etkili bir
algoritmadir. RF, siniflandirma hatasini en aza indiren esleme
olan Bayes smiflandiricisinin veya regresyon fonksiyonunun
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tahmin edicilerini saglayan bir model olusturma stratejisidir.
RF’nin prensibi, L 6grenme Orneginden gelen ve her bir
diigimde X aciklayic1 degiskenlerin bir alt kiimesini rastgele
secen cesitli bootstrap ornekleri kullanilarak inga edilen bir¢ok
ikili karar agacini birlestirmektir (Genuer vd., 2010). RF teknigi,
her bir aga¢ bagimsiz olarak o6rneklenen ve ormandaki tim
agaclar i¢in ayni dagilima sahip rastgele bir vektoriin degerlerine
bagli olacak sckilde aga¢ tahmin edicilerinin  bir
kombinasyonudur. RF teknigi tahminlemede etkili bir aragtir ve
biiyiik sayilar yasasi nedeniyle asirt uyum gostermez. Dogru
tirde rastgelelik saglamasi sayesinde iyi bir siniflandirici ve
regresordiir. Bireysel tahmin edicilerin giicli ve korelasyonlari
acisindan cergeve, rastgele ormanin tahmin etme yetenegi
hakkinda bir fikir vermektedir (Breiman, 2001). RF’nin temelleri
icin (Breiman, 2001) kaynagina bagvurulabilir.

3. Arastirma Sonuclari ve Tartisma
3.1. Performans Metrikleri

Bu ¢alismada performans metrigi olarak dogruluk, kesinlik,
duyarlilik, F-6lgiitii, MCC ve AUC kullanilmigtir. Bu metriklerin
formiilleri asagidaki gibidir (Eyupoglu vd., 2018; Yavuz vd.,
2017; Yavuz ve Eyiipoglu, 2019):

TP + IN

. _ 1
Dogruluk= oo N FP T N @)
TP
g AE )
Kesinlik TP FP )
TP

D = 3
uyarlilik PN 3

P Gleiitii = 2 x Kesinlik x Duyarlilik @

Toteutu= Kesinlik + Duyarlilik

TP x TN-FP x FN
MCC= ®)
TP+ FP) x (TP +FN) x (TN + FP) x (TN + FN)

e~ 1/ PN ©)
~ 2(TP+FN  IN+FP

Bu formiillerde yer alan gergek pozitif (true positive-TP),
yanlis pozitif (false positive-FP), gercek negatif (true negative-
TN) ve yanlis negatif (false negative-FN) sayilart karisiklik
matrisindeki siniflandirma sonuglaridir (Sokolova ve Lapalme,
2009; Yavuz ve Eyupoglu, 2019, 2020).

3.2. Performans Sonugclari

Bu c¢alismada onerilen klinik karar destek sistemi; Windows
10 Pro 64-bit igletim sistemi, Intel Core 17 8565U islemci (1.80
GHz) ve 8 GB RAM’e sahip kisisel bir bilgisayar {izerinde
calisan Weka 3.8.4’te gerceklenmistir. Onerilen sistemin 10-kat
capraz gecerlemede dogruluk, kesinlik, duyarlilik, F-6lgiiti,
MCC ve AUC metrikleri kullanilarak elde edilen performans
sonuglar1 ilk olarak klasik makine 6grenmesi algoritmalar ile
kargilagtirilmigtir. Bu algoritmalar sunlardir: k-NN (Aha vd.,
1991), destek vektor makinesi (support vector machine-SVM)
(Keerthi vd., 2001), voted perceptron (VP) (Freund ve Schapire,
1999), RBFN (Frank, 2014), NB (John ve Langley, 1995),
lojistik regresyon (logistic regression-LR) (Le Cessie ve Van
Houwelingen, 1992), Bayesian lojistik regresyon (Bayesian
logistic regression-BLR) (Genkin vd., 2007), OneR (Holte,
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1993), K* (Cleary ve Trigg, 1995), lojistik model agaclar
(logistic model trees-LMT) (Landwehr vd., 2005), stokastik
dereceli azalma (stochastic gradient descent-SGD) (Robbins ve
Monro, 1951), C4.5 (Quinlan, 1993) ve AdaBoostM1 (Freund ve
Schapire, 1996). Onerilen sistemin performans sonuglarmin
klasik makine 6grenmesi algoritmalari ile karsilastirilmas: Tablo
2’de gosterilmektedir. Onerilen sistemin dogruluk, kesinlik,
duyarlilik, F-dlgiiti, MCC ve AUC metrikleri igin olan
performans sonuglar1 sirastyla %99,75, 1, 0,996, 0,998, 0,9947
ve 0,998°dir. Tablodan goriildiigii ilizere Onerilen sistemin
performansi; dogruluk, duyarlilik, F-olgiiti, MCC ve AUC
metriklerinde klasik makine 6grenmesi algoritmalarindan daha
iyidir. Kesinlik metrigindeki performans sonucu ise k-NN, SVM,
NB, BLR, K* LMT, SGD ve AdaBoostM1 algoritmalari ile
aynidir ve en iyi performans degeri olan 1°dir.

Onerilen sistemin performans: klasik makine &grenmesi
algoritmalar1 ile kargilastirildiktan sonra literatiirde daha 6nce
yapilan ve ayni veri setini kullanan calismalarla (Salekin ve
Stankovic, 2016; Ogunleye ve Wang, 2018, 2019)
kiyaslanmistir. Tablo 3°te Onerilen sistemin duyarlilik, F-6l¢iitii
ve smiflandirma dogrulugu metrikleri ig¢in olan performans
sonuglar1 literatiirdeki ¢alismalar ile karsilastirilmaktadir.
Tablodan goriildiigii tizere Onerilen sistemin 0,9980 olan F-

Olciitii.  performanst  Salekin  ve  Stankovic  (2016)’in
calismasindan daha iyidir. Onerilen sistem, duyarlilik agisindan
Ogunleye ve Wang tarafindan 2018 ve 2019 yillarinda yapilan
calismalarla  neredeyse ayni  performansi  gdstermistir.
Simiflandirma dogrulugu metrigindeki performansi ise Ogunleye
ve Wang (2018) ¢aligmasindan daha iyidir ve Ogunleye ve Wang
(2018) caligmasina ¢ok yakindir.

4. Sonug

Diinya ¢apinda bir saglik sorunu olan kronik bobrek
hastaliginin ilerlemesini yavaslatmak ya da durdurmak igin
erken tam1 ve tedavi ¢ok Onemlidir. Doktorlar, hastaliklarin
teshisi i¢in karar verirken klinik karar destek sistemlerinden
yararlanirlar. Bu c¢aligmada kronik bobrek hastaliginin erken
tanis1 icin PCA ve RF tekniklerine dayanan yeni bir klinik karar
destek sistemi ileri siiriilmiistiir. Onerilen sistemin performansini
test ederken dogruluk, kesinlik, duyarlilik, F-6l¢iiti, MCC ve
AUC metrikleri kullanilmistir. Test sonuglart klasik makine
O0grenmesi algoritmalar1 ve literatiirde daha o©nce yapilan
calismalar ile karsilagtirilmisti. Calismanin  sonuglarindan
onerilen sistemin etkili oldugu ve doktorlar tarafindan bu
hastaliga erken tan1 koyarken yardimcit bir ara¢ olarak
kullanilabilecigi goriilmektedir.

Tablo 2. Onerilen Sistemin Performansinin Klasik Makine Ogrenmesi Algoritmalart ile Karsilastirilmast

Algoritma Dogruluk (%) Kesinlik Duyarhhk F-olciitii MCC AUC

k-NN 98,75 0,9800 0,9899 0,9739 0,9900
SVM 97,00 0,9520 0,9754 0,9389 0,9760
VP 95,75 0,9957 0,9360 0,9649 0,9139 0,9647
RBFN 98,75 0,9960 0,9840 0,9899 0,9736 0,9887
NB 98,75 0,9800 0,9899 0,9739 0,9900
LR 96,25 0,9796 0,9600 0,9697 0,9209 0,9633
BLR 95,75 0,9320 0,9648 0,9149 0,9660
OneR 98,75 0,9880 0,9920 0,9900 0,9733 0,9860
K* 72,75 0,5640 0,7212 0,5715 0,7820
LMT 99,00 0,9840 0,9919 0,9790 0,9920
SGD 98,25 0,9720 0,9858 0,9637 0,9860
C4.5 99,00 0,9920 0,9920 0,9920 0,9787 0,9893
AdaBoostM1 99,25 0,9880 0,9940 0,9842 0,9940
Onerilen Sistem 99,75 0,9960 0,9980 0,9947 0,9980

Tablo 3. Onerilen Sistemin Performansinin Literatiirde Daha Once Yapilan Calismalar ile Karsilastirilmast

Calismanin Yazarlari Calismanin Yili | Kullamilan Teknikler Duyarhhk F-olgiitii Dogruluk (%)
Salekin ve Stankovic 2016 ANN — k-NN - C4.5 - 0,9930 -
Ogunleye ve Wang 2018 XGBoost 1 - 97,58
Ogunleye ve Wang 2019 XGBoost 1 - 100
Onerilen Sistem - PCA-RF 0,9960 0,9980 99,75
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