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Oz

Rahim agz1 kanseri kadinlarda en sik goriilen kanser tiirlerinden biridir. Bu kanser tiirii nedeniyle gergeklesecek 6liimlerin sayisini
azaltmanin yolu erken teshistir. Hastalig1 erken teshis ederken doktorlara yardimer olmak igin makine 6grenmesi ve veri madenciligi
teknikleri kullanilmaktadir. Bu ¢aligmada rahim agzi kanseri teshisi igin korelasyon temelli 6zellik segimi (correlation-based feature
selection-CFS), genetik algoritma (genetic algorithm-GA) ve rastgele ormanlar (random forests-RF) tekniklerinden yararlanan yeni
bir yontem oOnerilmistir. Veri 6nisleme, 6zellik se¢cimi ve smiflandirma olmak tizere ti¢ asamadan olusan yontemin performansi;
simiflandirma dogrulugu, kesinlik, duyarlilik ve F-6l¢iitii metrikleri kullanilarak test edilmistir. Ardindan performans sonuglar1 klasik

makine dgrenmesi teknikleri ve literatiirde var olan ¢aligmalarla karsilastirilmistir. Deneysel sonuglardan dnerilen yontemin etkili
oldugu ve rahim agzi1 kanserini erken teshis etmede doktorlar tarafindan yardimeci bir arag olarak kullanilabilecegi goriilmektedir.

Anahtar Kelimeler: Rahim Agz1 Kanseri Teshisi, Korelasyon Temelli Ozellik Segimi, Genetik Arama, Rastgele Ormanlar, Makine
Ogrenmesi, Veri Madenciligi.

A New Cervical Cancer Diagnosis Method Based on Correlation-
based Feature Selection, Genetic Search and Random Forests
Technigues

Abstract

Cervical cancer is one of the most common types of cancer in women. The way to reduce the number of deaths due to this type of
cancer is early diagnosis. Machine learning and data mining techniques are used to assist doctors while early diagnosing the disease.
In this study, a new method exploiting correlation-based feature selection (CFS), genetic algorithm (GA) and random forests (RF)
techniques is proposed for the diagnosis of cervical cancer. The performance of the proposed method consisting of three stages: data
preprocessing, feature selection and classification has been tested using classification accuracy, precision, recall, and F-measure
metrics. In the sequel, the performance results are compared with the conventional machine learning techniques and the existing
studies in the literature. It can be seen from the experimental results that the proposed method is effective and can be used as an
auxiliary tool by doctors in diagnosing cervical cancer early.
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1. Giris

Rahim agz1 kanseri, 2018 yilinda tahmini 570.000 vaka ile kadinlarda dérdiincii en sik gériilen kanser tiiriidiir ve tiim kadin
kanserlerinin %7,5’ini temsil etmektedir. 2018 yilinda yaklagik 311.000 kadin rahim agzi kanseri sebebiyle 6lmiistiir. Bu 6liimlerin
%85’inden fazlasi diisiik ve orta gelirli lilkelerde meydana gelmistir (World Health Organization, 2019).

Rahim agz1 kanseri sebebiyle gerceklesen dliimlerin sayisii azaltmanin yolu erken teshistir. Ozellikle tarama programlarinin
bulunmadig: iilkelerde bu kanser tiiriinii erken teshis etmek ve etkili tedaviye baslamak hayatta kalma olasiligin1 6nemli 6lgiide
artirmaktadir. Mevcut sartlarda bu hastalik ilerleyene kadar ya da tedaviye erisilinceye kadar genellikle tanilanmamaktadir. Bu durum
da rahim agz kanserinde yiiksek 6liim oranini neden olmaktadir. Rahim agzi kanserinin belirtilerinin anlagilmas: ve tespit edilmesi
sayesinde hastalara erken teshis koyulabilmektedir (World Health Organization, 2020).

Bilgisayar biliminde, rahim agzi kanserini teshis ederken doktorlara erken tanida yardimei olmak amactyla veri madenciligi ve
makine dgrenmesi teknikleri kullanilmaktadir. 2017 yilinda rahim agzi kanseri tanis1 i¢in demografik bilgilerden, aliskanliklardan ve
tibbi kayitlardan olusan yeni bir veri seti (Fernandes vd., 2017a; Fernandes vd., 2017b) olusturulmustur. Literatiirde simdiye kadar bu
veri setini kullanan bazi ¢alismalar yapilmistir ve bu calismalarda gesitli teknikler, modeller ve sistemler onerilmistir. Wu ve Zhou
(2017) tarafindan yapilan ¢alismada rahim agzi kanseri teshisi igin 6zyinelemeli 6zellik eleme (recursive feature elimination-RFE),
temel bilesen analizi (principal component analysis-PCA) ve destek vektér makinesi (support vector machine-SVM) temelli iki
yontem oOnerilmistir. Ik olarak hastalik tamsi icin kullanilan veri setinden RFE ve PCA ile 6zellik ¢ikarma islemi yapilmustir.
Ardindan ¢ikarilan dzellikler SVM ile siniflandirilmistir. Deneysel sonuglar, 6zellik ¢ikarma i¢in PCA’nin kullanildigi yontemin rahim
agz1 kanseri teshisinde daha iyi sonuglar verdigini gostermektedir.

Abdoh vd. (2018) ise kanser tanis1 i¢in oversampling, RFE, PCA ve rastgele ormanlar (random forests-RF) tabanli bir teknik ileri
stirmistir. Simiilasyon sonuglari, onerilen teknigin rahim agzi kanseri teshisinde kullanilabilecegini gostermektedir. Rayavarapu ve
Krishna (2018), rahim agzi kanseri tahmini igin bir derin sinir agi1 (deep neural network-DNN) kullanmistir. Deng vd. (2018)
tarafindan yapilan ¢aligmada ise XGBoost (eXtreme Gradient Boosting), SVM ve RF tekniklerinin rahim agzi1 kanseri
smiflandirmadaki performansi incelenmistir. Calismanin sonucunda XGBoost ve RF tekniklerinin SVM’den daha iyi performansa
sahip oldugu gorilmiistiir.

Sawhney vd. (2018) kanser teshisi i¢in ates bocegi algoritmasi (firefly algorithm-FA) temelli bir 6zellik se¢imi metodu
onermistir. Rahim agz1 kanseri veri setinde FA ile 6zellik se¢imi yapildiktan sonra RF kullanilarak siniflandirma yapilmistir. Son
zamanlarda yapilan bir ¢alismada ise Adem vd. (2019) rahim agzi1 kanseri teshisi i¢in derin 6grenmeye dayali bir siniflandirma modeli
gelistirmistir. Test sonuglari, onerilen modelin simiflandirma dogrulugu performansinin literatiirdeki bazi ¢alismalardan daha iyi
oldugunu gostermektedir.

Bu makalede ise literatiirde var olan ¢alismalardan farkli olarak rahim agzi kanseri teshisi igin korelasyon temelli 6zellik segimi
(correlation-based feature selection-CFS), genetik algoritma (genetic algorithm-GA) ve RF tekniklerine dayanan yeni bir yontem
onerilmistir. Onerilen yontemin performansi; smiflandirma dogrulugu, kesinlik (precision), duyarlilik (recall veya sensitivity) ve F-
Olgiitii (F-measure veya F1 score) metrikleri kullamilarak incelenmis, klasik makine 6grenmesi teknikleri ve literatiirdeki caligmalar ile
karsilagtirtlmigtir.

Caligmanin diger boliimlerinin organizasyonu su sekildedir. Materyal ve Metot béliimiinde, bu ¢alismada rahim agzi kanseri
teshisi i¢in kullanilan veri seti ve Onerilen yontem tanitilmaktadir. Aragtirma Sonuglari ve Tartisma boliimiinde Onerilen yontem,
performans metrikleri kullanilarak klasik makine 6grenmesi teknikleri ve literatiirdeki caligmalar ile kiyaslanmaktadir. Sonug
boéliimiinde ise ¢aligmanin genel sonuglarindan bahsedilmektedir.

2. Materyal ve Metot

Bu béliimde ilk olarak c¢alismada 6nerilen yontemin performansinin degerlendirilmesi i¢in kullanilan veri seti agiklanmaktadir.
Ardindan veri 6nisleme, 6zellik se¢imi ve siniflandirma agsamalarindan olusan 6nerilen yontem ayrintili olarak anlatilmaktadir.

2.1. Kullanilan Veri Seti

Bu calismada Snerilen yontem, Rahim Agz1 Kanseri Veri Seti (Cervical Cancer Data Set) (Fernandes vd., 2017a; Fernandes vd.,
2017b) tizerinde test edilmistir. Bu veri seti Kaliforniya Universitesi — Irvine Makine Ogrenmesi Deposunda (University of California
— Irvine Machine Learning Repository) agik erisimli olarak bulunmaktadir.

Veri seti, toplam 858 hastaya ait demografik bilgiler, aligkanliklar ve tibbi kayitlardan olugmaktadir. Veri setindeki nitelik sayist
36’dir. Bunlardan 32’si rahim agzi kanseri risk faktorleri ile ilgilidir, 4’0 ise siniflandirma igin etiket olarak kullanilan hedef
degiskenleridir. Bu hedef degiskenleri rahim agz1 kanseri tanisinda kullamilan Hinselmann, Schiller, Sitoloji ve Biyopsi adli teshis
araglar1 ve teknikleridir. Veri setinde bulunan nitelikler ve bu niteliklere ait bilgiler Tablo 1°de 6zetlenmektedir.
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Tablo 1. Rahim Agz1 Kanseri Veri Setinin Ozellikleri

Nitelik Nitelik Ads (Risk Faktorleri) Eksik Deger | Farkh Deger Mi?imum Mavksimum
Numarasi Sayisi Sayisi Deger Deger
1 Yas 0 44 13 84
2 Cinsel partner sayisi 26 12 1 28
3 [lk cinsel iliski (yas) 7 21 10 32
4 Gebelik sayisi 56 11 0 11
5 Sigara kullanimi1 13 2 0 1
6 Sigara kullanimi (y1l) 13 30 0 37
7 Sigara kullanimi (paket/y1l) 13 62 0 37
8 Hormonal kontraseptifler 108 2 0 1
9 Hormonal kontraseptifler (yil) 108 40 0 30
10 IUD (intrauterine device-rahim i¢i cihaz kullanimi) 117 2 0 1
11 IUD (y11) 117 26 0 19
12 STDs (sexually transmitted diseases-cinsel yolla bulasan | 105 2 0 1
hastaliklar)
13 STDs (say1) 105 5 0 4
14 STDs: Kondilomatoz 105 2 0 1
15 STDs: Servikal kondilomatoz 105 1 0 0
16 STDs: Vajinal kondilomatoz 105 2 0 1
17 STDs: Vulvo-perineal kondilomatoz 105 2 0 1
18 STDs: Sifiliz 105 2 0 1
19 STDs: Pelvik inflamatuar hastalik 105 2 0 1
20 STDs: Genital herpes 105 2 0 1
21 STDs: Molluscum contagiosum 105 2 0 1
22 STDs: AIDS (acquired immune deficiency syndrome) 105 1 0 0
23 STDs: HIV (human immunodeficiency virus) 105 2 0 1
24 STDs: Hepatit B 105 2 0 1
25 STDs: HPV (human papillomavirus) 105 2 0 1
26 STDs: Tani sayisi 0 4 0 3
27 STDs: Ik tanidan bu yana gegen siire 787 18 1 22
28 STDs: Son tanidan bu yana gecen siire 787 18 1 22
29 Dx (diagnosis-teshis): Kanser 0 2 0 1
30 Dx: CIN (cervical intraepithelial neoplasia) 0 2 0 1
31 Dx: HPV 0 2 0 1
32 Dx 0 2 0 1
Hedef Degisken Ad1 (Simiflandirma Etiketi) Saghkh Kisi Sayisi Hasta Kisi Sayisi
33 Hinselmann 823 35
34 Schiller 784 74
35 Sitoloji 814 44
36 Biyopsi 803 55

2.2. Onerilen Yontem

Bu ¢aligmada onerilen yontem, Sekil 1°deki akis diyagraminda da goriildiigii izere veri dnisleme, 6zellik secimi ve siniflandirma
asamalarindan olugmaktadir. Her bir adimda gercgeklestirilen iglemler alt boliimlerde ayrintili olarak anlatilmaktadir.
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Veri Onisleme: Eksik degerlerin
oldugu kayitlarin ve etkisiz
niteliklerin silinmesi,
oversampling yapilmasi

Rahim Agz1 Kanseri
Veri Seti

Ozellik Secimi: CFS ve GA
teknikleri kullanilarak niteliklerin
secilmesi

— . . Siniflandirma: RF kullanilarak
. Teshis sonucu: o .
Bitir - - < hedef degiskenlere gore
Saglikli veya hasta
siniflandirma yapilmasi

Sekil 1. Onerilen Yontemin Akis Diyagrami

2.2.1. Veri Onisleme

Bu caligmada rahim agzi kanseri teshisi bagarisini artirmak icin uygulanan veri 6nigleme siireci Sekil 2’de gosterilmektedir.
Caligmada kullanilan veri setinde Tablo 1’de goriildiigii lizere eksik degerlerin oldugu bir¢ok kayit vardir ve bu kayitlar hastalik
teshisi i¢in uygulanan siniflandirma islemini olumsuz etkilemektedir. Bu nedenle ilk olarak veri setinden eksik degerlerin oldugu
kayitlar silinmistir. Bu igslem sonucunda 668 hastaya ayit kayitlar kalmistir.

E;‘;’;g;i@gezr‘i — fll;fl‘k dﬁagelr:lzr:; || Etkisiz niteliklerin || | Oversampling islenmis Veri
. gu kayit — kaldirilmasi — yapilmast Seti
Seti silinmesi

Sekil 2. \eri Onisleme Siirecinin Blok Diyagrami

Yine Tablo 1’e bakildiginda “STDs: ilk tanidan bu yana gegen siire” ve “STDs: Son tanidan bu yana gecen siire” adl1 27 ve 28.
niteliklerin neredeyse tiim kayitlarda eksik oldugu goriilmektedir. Bu sebeple bu iki nitelik veri setinden silinmistir ve ardindan veri
setinde risk faktorleri ile ilgili 30 nitelik kalmistir. Bu islemlerden sonra hedef degiskenlerinin 6zellikleri Tablo 2°de gosterilmektedir.
Tablodan goriildiigii lizere saglikli ve rahim agzi1 kanseri hastasi etiketlerinin veri setindeki oram1 ¢ok dengesizdir. Siniflandirma
performansin kotii etkileyen bu problemin iistesinden gelmek icin etiket sayilar1 ayni olacak sekilde oversampling yapilmugtir.

Tablo 2. Onisleme Sonras: Hedef Degiskenlerin Ozellikleri

Hedef Degisken Saghkh Kisi Sayis1 | Hasta Kisi Sayisi
Hinselmann 638 30
Schiller 605 63
Sitoloji 629 39
Biyopsi 623 45
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2.2.2. Ozellik Secimi

Onerilen yontemin dzellik secimi asamasinda CFS teknigi (Hall, 1999) kullanilmistir. CFS, her bir 6zelligin bireysel tahmin
yetenegini aralarindaki fazlalik (redundancy) derecesi ile birlikte dikkate alarak bir nitelik alt kiimesinin degerini Olger. Diisiik
kargilikli korelasyona sahipken sinifla yiiksek derecede korelasyona sahip 6zelliklerin alt kiimeleri tercih edilir. Bu teknik ile ilgili
daha ayrmtili bilgi i¢in (Hall, 1999) kaynagina bagvurulabilir. CFS tekniginde arama metodu olarak ise GA (Goldberg, 1989)
kullamlmistir. GA’lar dogal seleksiyon ve genetik ilkelerine dayanan arama yontemleridir (Bremermann, 1958; Fraser, 1957; Holland,
1975; Sastry vd. 2005). Bu yontemler, bir arama sorununun karar degiskenlerini belirli kardinalitelerin simirli uzunluktaki alfabe
dizelerine kodlar. Arama problemine aday ¢oziimler olan dizelere kromozomlar, alfabelere genler ve genlerin degerlerine ise aleller
denir. GA’lar geleneksel optimizasyon tekniklerinin aksine parametrelerin kendisinden ziyade parametrelerin kodlanmasiyla galigir.
Iyi ¢oziimler gelistirmek, dogal seleksiyonu ger¢eklemek ve iyi ¢oziimleri kotii ¢oziimlerden ayirmak icin bir dlgiit gereklidir. Bu
oOlciit, matematiksel model veya bilgisayar simiilasyonu olan nesnel bir fonksiyon ya da insanlarin daha kétii olanlara gore daha iyi
coziimler sectigi 6znel bir islev olabilir. Esas itibarryla uygunluk 6l¢iitii, daha sonra iyi ¢dziimlerin gelisimini yonlendirmek icin GA
tarafindan kullanilacak bir aday ¢6ziimiin goreceli uygunlugunu belirlemelidir. GA’lardaki bir baska 6nemli konsept niifus kavramidir
ve klasik arama yontemlerinden farkli olarak aday ¢oztimlerin popiilasyonuna dayanmir. Genellikle kullanict tanimli bir parametre olan
popiilasyon biiyiikligii, genetik algoritmalarin 6lgeklenebilirligini ve performansim etkileyen onemli faktorlerden biridir (Sastry vd.
2005). Bu ¢alisgmada CFS ve GA tekniklerlerinin beraber kullanilmasi sonucu segilen nitelikler Tablo 3’te gosterilmektedir.

Tablo 3. CFS ve GA Kullanilarak Secilen Nitelikler

Hedef Degisken | Secilen Niteliklerin Numarasi1 | Secilen Niteliklerin Adlar:

Yas, Cinsel partner sayis, Ik cinsel iliski (yas), Gebelik sayisi,
Hinselmann 1,2,3,4,5/9,11, 12, 14, 23,29 | Sigara kullanimi, Hormonal kontraseptifler (yil), IUD (yil),
STDs, STDs: Kondilomatoz, STDs: HIV, Dx: Kanser

Cinsel partner sayisi, ilk cinsel iliski (yas), Gebelik sayis,
Schiller 2,3,4,8,9, 10, 17, 29, 30 Hormonal kontraseptifler, Hormonal kontraseptifler (yil), IUD,
STDs: Vulvo-perineal kondilomatoz, Dx: Kanser, Dx: CIN
Cinsel partner sayisi, ilk cinsel iliski (yas), Gebelik sayis,

Sitoloji 2,3,4,7,8,12,29 Sigara kullanimi (paket/y1l), Hormonal kontraseptifler, STDs,
Dx: Kanser
Yas, Cinsel partner sayisi, {1k cinsel iliski (yas), Gebelik says1,
Biyopsi 1,2,3,4,5,8,11, 12, 29 Sigara kullanimi, Hormonal kontraseptifler, [UD (yil), STDs,
Dx: Kanser

2.2.3. Siniflandirma

Onerilen yontemin siniflandirma asamasinda RF tekniginden (Breiman, 2001) yararlanilmigtir. RF, birgok farkli alanda yaygin
olarak kullanilan bir gdzetimli 6grenme teknigidir ve giiclii bir 6grenici olusturmak i¢in zayif 6greniciler grubunu kullanma ilkesiyle
¢aligmaktadir. Bu teknikte her aga¢ bagimsiz bir karar agaci olusturmak igin veri setinin bir alt kiimesini rastgele olarak secer. Segilen
rastgele alt kiime, her aga¢ budama olmadan bir yaprak diigiime ulagana kadar kok digiimden bir alt diigiime tekrarli olarak boliiniir.
Her agac, 6zelliklerin ve hedef degiskenin siniflandirmasini bagimsiz olarak yapar ve son aga¢ sinifi i¢in oy kullanir. Son olarak elde
edilen ¢ogunluk aga¢ oylamasina dayanarak nihai genel siniflandirmaya Karar verilir (Abdoh vd., 2018).

3. Arastirma Sonuclar1 ve Tartisma

Bu boliimde sirasiyla performans 6l¢iimil i¢in kullanilan metriklere, 6nerilen yontemin performansinin klasik makine 6grenmesi
teknikleri ve literatiirdeki caligmalar ile karsilagtirilmasina yer verilmektedir. Bu c¢aligmada Onerilen yontem Intel Core i7 8565U
igslemci (1.80 GHz) ve 8 GB RAM ile Windows 10 Pro 64-bit isletim sisteminde ¢alisan Weka 3.8.4’te gerceklenmistir. Tiim testler
veri bolimleme i¢in 10-kat capraz gegerleme teknigi kullanilarak gergeklestirilmistir.

3.1. Performans Ol¢iimii i¢in Kullanilan Metrikler

Bu makalede dnerilen yontemin performansi; siniflandirma dogrulugu, kesinlik, duyarlilik ve F-6l¢iitii metrikleri kullanilarak test
edilmistir. Bu metrikler su sekilde hesaplanir (Eyupoglu vd., 2018; Yavuz vd., 2017; Yavuz ve Eyiipoglu, 2019):

" y J— TP + TN Q)
wiflandirma Dogrulugu = TP+ TN + FP + FN
TP
Kesinlik TP T FP @)
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P

3
TP + FN @)

Duyarlilik =

FGleiitii = 2 x Kesinlik x Duyarlilik @
TORUMM T T esinlik + Duyarlilik

Bu formiillerdeki TP (true positive-gergek pozitif), TN (true negative-gercek negatif), FP (false positive-yanlis pozitif) ve FN
(false negative-yanls negatif) sayilari karigiklik matrisinde (confusion matrix) yer alan 4 farkli siniflandirma sonucunu temsil
etmektedir.

3.2. Onerilen Yontemin Klasik Makine Ogrenmesi Teknikleri ile Karsilastiriimasi

Onerilen ydntemin performansi; her bir hedef degiskeni icin siniflandirma dogrulugu, kesinlik, duyarhlik ve F-6lgiitii metrikleri
kullanilarak klasik makine 6grenmesi teknikleri ile kiyaslanmustir. Kiyaslama i¢in kullanilan teknikleri sunlardir: radyal tabanli
fonksiyon ag1 (radial basis function network-RBFN) (Frank, 2014), lojistik regresyon (logistic regression-LR) (Le Cessie ve Van
Houwelingen, 1992), AdaBoostM1 (Freund ve Schapire, 1996), Naive Bayes (NB) (John ve Langley, 1995), OneR (Holte, 1993),
lojistik model agaclari (logistic model trees-LMT) (Landwehr vd., 2005), SVM (Keerthi vd., 2001), C4.5 (Quinlan, 1993), K* (Cleary
ve Trigg, 1995) ve voted perceptron (VP) (Freund ve Schapire, 1999). Tablo 4-7°de sirasiyla Hinselmann, Schiller, Sitoloji ve Biyopsi
hedef degiskenleri i¢in 6nerilen yontemin performansi klasik makine 6grenmesi teknikleri ile karsilagtirilmaktadir.

Tablo 4. Onerilen Yéntemin Performansinin Hinselmann Hedef Degiskeni i¢in Klasik Makine Ogrenmesi Teknikleri ile

Karsilagtiriimast
Yéntem Performans Metrigi
Dogruluk Kesinlik Duyarhhk F-olciitii

RBFN %78,61 0,755 0,848 0,799
LR %66,22 0,665 0,654 0,659
AdaBoostM1 %77,66 0,812 0,719 0,763
NB %71,00 0,740 0,647 0,691
OneR %88,71 0,825 0,983 0,897
LMT %92,16 0,937 0,904 0,920
SVM %61,76 0,582 0,835 0,686
C45 %93,34 0,930 0,937 0,934
K* %88,87 0,899 0,876 0,887
VP %60,11 0,600 0,607 0,603
Onerilen Yontem %97,41 0,959 0,991 0,975

Tablo 5. Onerilen Yéontemin Performansinin Schiller Hedef Degiskeni icin Klasik Makine Ogrenmesi Teknikleri ile Karsilastirilmast

Yéntem Performans Metrigi
Dogruluk Kesinlik Duyarhhk F-olciitii

RBFN %71,57 0,685 0,800 0,738
LR %63,06 0,602 0,774 0,677
AdaBoostM1 %72,56 0,738 0,699 0,718
NB %63,47 0,598 0,820 0,692
OneR %81,49 0,758 0,926 0,833
LMT %89,17 0,882 0,904 0,893
SVM %62,98 0,590 0,850 0,696
C4.5 %90,00 0,882 0,924 0,902
K* %81,41 0,785 0,864 0,823
VP %52,89 0,523 0,648 0,579
Onerilen Yontem %92,56 0,906 0,950 0,927
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Tablo 6. Onerilen Yontemin Performansinin Sitoloji Hedef Degiskeni igin Klasik Makine Ogrenmesi Teknikleri ile Karsilastiriimast

Tablo 7. Onerilen Yéontemin Performansinin Biyopsi Hedef Degiskeni icin Klasik Makine Ogrenmesi Teknikleri ile Karsilastirilmast

. Performans Metrigi
Yontem - — P
Dogruluk Kesinlik Duyarhhk F-olciitii
RBFN %82,35 0,744 0,987 0,848
LR %67,81 0,667 0,712 0,689
AdaBoostM1 %81,40 0,830 0,790 0,809
NB %56,28 0,716 0,208 0,323
OneR %87,36 0,798 1,000 0,888
LMT %92,13 0,908 0,938 0,923
SVM %61,13 0,592 0,719 0,649
C4.5 %92,61 0,896 0,963 0,929
K* %83,39 0,814 0,865 0,839
VP %60,81 0,622 0,552 0,585
Onerilen Yéntem %93,88 0,926 0,954 0,940

. Performans Metrigi
Yontem - — P
Dogruluk Kesinlik Duyarhhk F-olciitii
RBFN %82,18 0,763 0,933 0,840
LR %66,45 0,621 0,844 0,716
AdaBoostM1 %76,81 0,764 0,775 0,770
NB %66,29 0,625 0,817 0,708
OneR %84,67 0,796 0,933 0,859
LMT %92,30 0,919 0,928 0,923
SVM %63,32 0,589 0,884 0,707
C45 %92,46 0,917 0,934 0,925
K* %87,24 0,850 0,904 0,876
VP %56,18 0,555 0,620 0,586
Onerilen Yontem %95,91 0,948 0,971 0,960

Onerilen yontemin Hinselmann hedef degiskeni igin olan dogruluk, kesinlik, duyarlilik ve F-6lgiitii performansi sirastyla %97,41,
0,959, 0,991 ve 0,975tir. Tablo 4’te goriildiigii lizere 6nerilen yontem tiim metriklerde klasik makine 6grenmesi tekniklerinden daha
iyi performans gostermistir. Schiller hedef degiskeni i¢in elde edilen performans sonuglari siniflandirma dogrulugu i¢in %92,56,
kesinlik icin 0,906, duyarlilik i¢in 0,950 ve F-6lgiitii i¢in 0,927dir. Onerilen yontemin performansi, tim metriklerde klasik
tekniklerden daha iyidir. Onerilen yontem, Sitoloji hedef degiskeninde ulastig1 %93,88°lik dogruluk, 0,926°lik kesinlik ve 0,940’11k F-
Ol¢iitii basarisiyla klasik tekniklerden daha iyi performans gostermistir. Duyarlilik degiskenindeki performans: ise RBFN, OneR ve
C4.5 tekniklerine yakindir. Son olarak 6nerilen yontemin Biyopsi hedef degiskeninde elde ettigi sirasiyla %95,91, 0,948, 0,971 ve
0,960’11k performansi diger tiim tekniklerden daha iyidir.

3.3. Onerilen Yontemin Literatiirdeki Cahsmalar ile Karsilastiriimasi

Bu caligmada Onerilen yontemin smiflandirma dogrulugu performansit Hinselmann, Schiller, Sitoloji ve Biyopsi hedef
degiskenleri i¢in literatiirdeki diger ¢alismalarla (Abdoh vd., 2018; Adem vd., 2019; Deng vd., 2018; Rayavarapu ve Krishna, 2018;
Wu ve Zhou, 2017) kiyaslanmustir. Tablo 8’de diger ¢aligmalarda kullanilan yontemler ve her bir hedef degiskeni i¢in elde edilen
dogruluk oranlar1 verilmektedir.
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Tablo 8. Onerilen Yontemin Sumiflandirma Dogrulugu A¢isindan Literatiirdeki Calismalarla Karsilastirilmast

Calisma Yontem Hedef Degisken

Hinselmann Schiller Sitoloji Biyopsi
Wu ve Zhou (2017) PCA-SVM %93,79 %90,18 %92,46 %94,03
Abdoh vd. (2018) RFE — RF %95,88 %92,91 %95,89 %95,87
Rayavarapu ve Krishna (2018) DNN - - %90,00 995,00
Deng vd. (2018) XGBoost %96,34 %95,59 %96,30 %95,59
Adem vd. (2019) Derin 6grenme %95,50 %96,70 %96,60 %97,30
Onerilen Yontem CFS-GA-RF %97,41 %92,56 %93,88 %95,91

Tablo 8’den goriildiigi iizere, Onerilen yontemin Hinselmann hedef degiskeni i¢in olan %97,41°lik siniflandirma dogrulugu
performans literatiirdeki diger ¢alismalardan daha iyidir. Schiller degiskeni icin Wu ve Zhou (2017) tarafindan yapilan ¢aligmadan,
Sitoloji i¢in Wu ve Zhou (2017) ve Rayavarapu ve Krishna (2018) calismalarindan, Biyopsi i¢in ise Adem vd. (2019) calismasi
haricindeki tiim ¢alismalardan daha iyi performans gostermistir.

4. Sonug

Kadinlarda yaygin olarak goriilen kanser tiirlerinden biri olan rahim agzi kanseri sebebiyle yasanan 6liimlerin oranini azaltmak
icin erken teshis ¢ok biiyiik bir 6neme sahiptir. Bilgisayar bilimindeki makine 6grenmesi ve veri madenciligi teknikleri bu kanser
tiirlini erken teshis ederken doktorlara yardimci1 olmak amaciyla kullanilmaktadir. Bu ¢alismada CFS, GA ve RF tekniklerine dayanan
yeni bir rahim agzi1 kanseri teshis yontemi onerilmistir. Onerilen yontem; veri 6nisleme, 6zellik se¢imi ve simiflandirma olmak iizere
i asamada ger¢eklesmektedir. Performans degerlendirmesi igin siniflandirma dogrulugu, kesinlik, duyarlilik ve F-6lgiitii metrikleri
kullanilmistir. Elde edilen performans sonuglar1 klasik makine 6grenmesi tekniklerinin ve literatiirdeki ¢alismalarin performanslariyla
kiyaslanmistir. Deneysel sonuglar onerilen yontemin basarili oldugunu ve bu kanser tiiriine erken tam koyarken doktorlara destek
olabilecegini gostermistir.
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