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Ozet

Son yillarda dijital patoloji gériintiilerinin siniflandirilmasi konusunda yapilan gériintii isleme ve makine 6grenimi temelli caligmalarda
oldukga basarilar sonuglar elde edildigi goriilmektedir. Elde edilen yiiksek dogruluk degerleri, dijital patoloji alaninda makine 6grenimi
temelli sistemlerin patoloji kliniklerinde patologlara yardimci sistemler olarak kullamlabilecegini gdstermektedir. Oniimiizdeki 30 yil
icerisinde Ozellikle patoloji alaninda yapay zeka ve makine 6grenimi temelli ¢dziimlerin ¢ok daha yiiksek oranda kullanilacagi
ongoriilmektedir. Bu ¢alismada lenf kanserinin {i¢ farkli tiiriine ait dijital patoloji goriintiilerin farkli makine 6grenimi teknikleri ile
smiflandirilmasi iglemi gerceklestirilmistir. Caligma kapsaminda veri seti olarak Chronic Lymphocytic Leukaemia (CLL), Follicular
Lymphoma (FL) ve Mantle Cell Lymphoma (MCL) kanserlerine iligskin dijital patolojik goriintiiler kullanilarak 6zellik ¢ikarimi ve
makine 6grenim algoritmalarinin egitilmesi ve karsilastirilmas: yapilmstir. Calismada her bir lenf kanseri tiiriine ait 45 adet olacak
sekilde toplamda 135 adet dijital patoloji goriintiisii 6n islemlerden gergirilerek renk yogunlugu, piksel yogunlugu, entropi hesabi ve
morfolojik alan hesab1 6zellikleri elde edilmistir. Ardindan her bir goriintii i¢in elde edilen 6zellik vektorleri Random Forest, K-NN,
Navie Bayes, Destek Vektor Makinesi (SVM) ve K-Star algoritmalarina girdi olarak verilerek simiflandirma islemi gergeklestirilmistir.
Son asamada elde edilen degerler Ozgiilliik (Specificity), Hassasiyet (Precision), Geri Cagirma (Recall) ve Dogruluk (Accuracy)
performans metriklerine gore hesaplanip, algoritmalarin kiyaslamasi yapilmistir. Bu yontemler ile algoritmalarin performans degerleri
karsilagtirlldiginda en iyi sonug¢ %89,72 dogruluk orani ortalamasiyla Random Forest tarafindan elde edilmistir.

Anahtar Kelimeler - Goriintii isleme, Makine Ogrenimi, Patoloji

Classification of Lymph Cancer Pathology Images Using
Machine Learning Methods

Abstract

In recent years, it is seen that the results obtained from the image processing and machine learning based studies on the classification
of digital pathology images have been achieved quite successfully. The high accuracy values show that machine learning based systems
in the field of digital pathology can be used as second reader systems for pathologists in pathology clinics. It is expected that in the next
30 years, solutions based on artificial intelligence and machine learning will be used at a much higher rate, especially in the field of
pathology. In this study, digital pathology images belonging to three different types of lymph cancer were classified with different
machine learning techniques. In the scope of the study, feature extraction and machine learning algorithms were trained and compared
by using digital pathological images of Chronic Lymphocytic Leukaemia (CLL), Follicular Lymphoma (FL) and Mantle Cell
Lymphoma (MCL) cancers as data set. In this study, 45 digital pathology images of each type of lymph carcinoma totaly 135 images
were passed from the preprocessing stage and then color density, pixel density and entropy calculation features were exctracted. Then,
the feature vectors obtained for each image were used as input to Random Forest, K-NN, Navie Bayes, Support Vector Machine (SVM)
and K-Star algorithms and the classification process was performed. In the last stage the Specificity, Precision, Recall and Accuracy

http://dergipark.gov.tr/ejosat 404



http://dergipark.gov.tr/ejosat

European Journal of Science and Technology

performance metrics were calculated and the algorithms were compared. The best result were obtained by Random Forest Classifier
for classification of three types of lymphoma with an average accuracy of 89.72%.

Keywords: Image Processing, Machine Learning, Pathology

1. Giris

Patoloji bilimi doku ve organlarda bulunan anormallikleri inceleyerek hiicre yapilarindaki durumlarin analizini yaparak hastalik
tanisinin koyulmasina yardimei olan bilim dalidir. Bu sayede tan1 koymamizda ve uygun tedavi yontemini belirlememizde bize yardimei
olur (Celasun, 2018). Fakat iilkemizde patolog, teknisyen ve sekreter sayilarinin materyal sayilarina gore diisiik olmasi, var olan
materyallerin bir kisminda sorun olmasi ve mekadn donanimi ile ilgili ciddi sorunlar bulunmasi patoloji biliminin geligimini
kisitlamaktadir. Ayrica var olan arsiv verileri de belirli bir standarta uygun olarak saklanmamstir (Y 6riikkoglu vd., 2009). Bu durumlara
gore lilkemizde ¢ogu patoloji birimi diinya kalite kontrolii ve kalite giivencesi programlarma uymamaktadir (Yorikoglu vd., 2009).
Fakat son yillarda dijital tarayicilarin gelismesi ve ¢ogalmasi ile doku verileri dijital hale gelmistir. Dijital patolojinin klinik i akigin
iyilestirmeye yardimei olmasi, sahada cam lamellerin saklama ihtiyacini azaltmasi ve fiziksel lamellerin kirllma veya kaybolma riskini
azaltma potansiyelinden dolay1 tercih edilen bir yontem olmustur (Madabhushi ve Lee, 2016). Dijital patoloji verilerinin bilgisayarda
islenmesi sonucunda patoloji bilimi daha nitelikli hale gelmeye baslamistir. Bu bilimin gelismesi ve dijital tani sistemlerinde
kullanilmaya baslanmasiyla birlikte, hekimlerin hastalik teshisini hizli ve dogru bir sekilde gerceklestirebilmesi saglanmustir.
Accenture’inin 37.000 doktor ile yaptig1 anket sonuglarinin raporuna gore doktorlarin %74’i dijital platformlarin teshis ve tedavi
stirecinde daha dogru sonuglar iiret tigini belirtmistir (Digital Health). Bu sebepten giiniimiizde goriintii isleme temelli ve makine 6grenimi
alt yapisina sahip tani teshis uygulamalarinin dnemi artmistir.

1.1 Literatiir Calismalari

Makine Ogrenimi algoritmalar1 sayesinde kosullarin iyilestirilmesi, tedavi yontemini modelleyerek yapilan test sonuglarinda yanls
teshis koyma oranini azaltmak ve sonuglari belirli bir standartta koyarak hem hekimlerin hem de hastalarin yagam kaliteleri arttirtlmasi
amaglanmaktadir (Kourou vd., 2015). Giiniimiizde makine 6grenmesi yontemlerinin medikal alanda kullanimi olduk¢a yaygindir.
Ornegin sara tanis1 koymada (Ergelebi ve Subas1,2006), meme kanseri siniflandirmasinda (Yildiz, 2012), (Abdoulaye ve Demir, 2017),
(Wang vd., 2016), prostat kanseri tan1 koymada (Khouzani ve Soltanian, 2003), MR gériintiileri ile beyin tiimérii saptamada (Nabizadeh
ve Kubat, 2015), sizofrenlik tespiti (Fan vd., 2005) ve lenf nodiillerinin kanser hiicresi olup olmama durumunu tespit etme (Ishikawa
vd., 2013), (Jiang vd., 2018) gibi alanlarda makine 6grenimi yontemleri kullanilmaktadir. Abdoulaye ve digerleri (2017), mamografi
goriintiilerini 3 temel asamadan gegirmislerdir. Gortintiiniin komsuluklarimi inceleyerek giirtiltiilerden arindirmuslardir ve nesnenin alan,
cap, ¢evre gibi fiziki 6zelliklerini bularak oriintiiyti ¢gikarimi yapmuglardir. Gelistirdikleri sistem ile ¢ikan Oriintii herhangi bir yapay zeka
destekli algoritma ile egitilerek kanser tespit sistemi gelistirmek i¢in uygun oldugu sonucuna varmislardir. Wang ve digerleri (2016),
meme kanseri histapoloji goriintiilerinin simiflandirilmasi i¢in otomatik goriintii analizi teknigini Onermislerdir. Nodiillerin
simflandirilmast icin 4 sekil tabanh dzellik ve renk uzaylarmi kullanan 138 6zellik ¢ikarmiglardir. On islem olarak arka planda kalan
nesneleri aydinlatmak igin alt-list sapka doniisiimii kullanmiglardir. Ardindan ROI’ lerin yerini tespit edebilmek i¢in dalgacik doniigiimii
ile hiicrelerin kenarlarini belirlemislerdir. Bu islemi bilyliyen kanser hiicrelerin yerini tespit etmek i¢in yapmiglardir. Daha sonra birlegsen
hiicreleri ayirmak i¢in CSS kose algilama yontemi kullanarak ¢izgiler belirlenmistir ve DSSM ile iist iiste gelen hiicreleri ayirmiglardir.
Sekil 6zelliklerinde, hiicrenin alan, gevre, dis merkezlilik ve yuvarlaklik 6zelliklerine bakarken dokusal 6zelliklerinde, gri seviye
histograminin standart sapmasi, ortalamasi, bagil diizgiinliik, tekdiizelik ve entropisine bakmislardir. Siniflandirma sirasinda tiim
ozellikleri kullandiklarinda performans sorunu ortaya ¢iktig1 icin CAGA denilen ajan genetik algoritmasi ile en iyi sonug iireten
Ozellikleri belirleyerek, segilen 6zellikleri SVM algoritmasinda siniflandirmuglardir. Sonug olarak 6nerdikleri yontemin normal ve
malign hiicre goriintiilerini siniflandirmadaki dogruluk performans oranini %96,19 olarak bulmuglardir. Jafari-Khouzani ve Soltanian
(2003), prostat kanseri patolojik verilerinden yararlanarak gleason derecelendirme sistemini otomatik hala getirmek i¢in ¢alismalar
yapmuglardir. Goriintliniin enerji ve entropi 6zelliklerini hesaplamuglardir. Ardindan 6zellik ¢gikarimi i¢in multiwavelet (¢coklu dalgacik
doniigiimil), simflandirma igin ise K-NN algoritmasini kullanmiglardir. Deney sonucunda %97 basariya ulagmiglardir. Ishikawa ve
digerleri (2013), patoloji gorintiilerini HLAC, dalgacik doniisiimii ve Delaunay 6zellik ¢ikaricidan gegirerek kitlenin sekil, frekans ve
konum bilgilerini elde ettikten sonra SVM algoritmasi ile tespit edilen hiicrenin kanserli olup olmadigini saptamaya ¢alismislardir.
Calismanin duyarlilik (sensitivity) degeri %94,6 olurken 6zgiilliik degeri(specifity) %84,9 olarak hesaplamislardir. Jiang ve digerleri
(2018), CLL, FL ve MCL lenf patolojileri iizerine ¢aligarak kendi yontemlerini gelistirmislerdir. Goriintiiyli 6n islemden gegcirerek
boyutlandirdiktan sonra doku 6zellikleri entropi, yogunluk ortalamasi, yogunluk standart sapmasi, LPQ, GLCM igeren bir 6zellik seti
cikarmiglardir. Cikarilan ozellikleri kullanarak patoloji goriintiilerini SVM algoritmasi ile siniflandirmiglardir. Bunun sonucunda
ortalama ACC performans degerini %97,96 olarak elde etmislerdir. Tiirkoglu ve digerleri (2013), veri igerisinde yer alan oriintiiyii
bulmak i¢in patolojik goriintiileri logaritmik filtreden gegirdikten sonra morfolojik islemlere tabi tutmuslardir. Bu islemlerin sonucunda
gorintiideki farkli olan hiicreleri kirmizi kan hiicrelerinden ayirt etmeyi basarmuglardir.Demir ve digerleri (2015), akciger nodiil
verilerini digerleri gibi ¢esitli filtrelerle goriintiileri islemislerdir. Bu sayede oriintiiyii elde ederek, Dig yiizey doku 6zelliklerini Gray
Level Cooccurrence Matrisi (GLCM) kullanarak hesaplamislardir ve arastirmada kullanilan destek vektor makinesini, pargacik siirii
algoritmasi ile optimize etmislerdir. Deneyler sonucunda dis yiizey dokusal 6zellikler dahil edilerek olgiildiigiinde %98,03 basar1
varken, akciger duvarina bitisik nodiillerin ve gri seviye esik degerlerin disinda olan nodiiller CAD sistemi tarafindan tespit
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edilememistir. Avunduk ve digerleri (2007), patoloji goriintiisiinii yine digerleri gibi gri seviyeye tasiyip referans degerlerini belirleyerek
resmin belirli kisimlarimi almislardir ve noktaya gore islem yaparak yayilma algoritmasi uygulamislardir. Ardindan goriintiiyd ikili
formata cevirip beyaz kalan kisimlarin alanini1 hesaplayarak oriintiiyii olusturmuslardir. Bu islemlerin sonucunda alan hesaplamalarinda
%96,5’luk basari elde etmislerdir. Albayrak (2013), tarafindan yapilan mitoz belirleme islemlerinde, La*b* renk uzayinda bulunan,
resim boliitleme ve morfolojik iglemlerden gegirdikten sonra RasOr, RotOr ve DVM algoritmalartyla siniflandirmistir. En iyi sonucu
DVM yénteminde almustir. Tkinci bir yontem olarak da piksellerde Haralick dokusal tanimlayici algoritmasi kullanarak 6zellik ¢ikarmis
ve RasOr yontemiyle siniflandirilmasini yapmustir. Mitozlu hiicre silik ise etiketlemenin yanlis olabilecegine ve goriintiiniin La*b* renk
uzayima doniistiiriilmesinin siniflandirma basarisina dogrudan katki saglamadigi sonucuna varmgtir. Demir ve digerleri (2016), 3 tip ot
tipini birbirinden ayirmak i¢in R-G-B renk uzayimi kullanarak renk 6l¢iim cihazi (DC) ve dijital kamera (CM) araglari ile otlar1 ayirma
islemini ger¢eklestirmistir. Deneyin sonucunda CM olmadan da DC ile elde edilmis goriintiiyii isleyerek karsilastirma i¢in gerekli olan
yeterli bilgileri elde edebilmeyi basarmiglardir.

Literatir taramasina gore arastirmacilar patoloji gortntiisii tizerindeki kanserli kitleyi tespit edebilmek i¢in dncelikle goriinti
iizerinde oriintii ¢ikarimi yapmislardir. Oriintiiniin 6zellik segimi sirasinda genellikle goriintii iizerindeki kitlenin farkli boyut, renk ya
da konumda olmasi, goriintiide anomalilere sebep oldugundan, kitleyi tespit edebilmek igin bu gibi 6zellikleri tercih etmiglerdir.
Aragtirmacilar 6zellik ¢ikariminin sonunda elde edilenleri kullanilarak, veri setinin belirli bir yiizdesi ile ag egitmislerdir. Verinin geri
kalan kismui ile de agi test ederek kanserli hiicre tespit basari oran1 hesaplamislardir. Bu kaynaklara gore (Abdoulaye ve Demir, 2017)
ve (Avunduk vd., 2007) numarali kaynaklar hem renkten hem de alan 6zelliklerinde yararlanirken, (Demir vd., 2016) numarali kaynak
sadece renk Ozelligini kullanarak siiflandirma yapmustir. Ayrica kaynak (Khouzani ve Soltanian, 2003) ve (Ishikawa vd., 2013)
dalgacik doniisiimiinden yararlanirken, entropi ve konum &zelliklerini de sirastyla kullanarak yiiksek oranda basari elde etmislerdir.

Calismanin geri kalan kisminda 2. Bolim’ de kullanilan veri kiimesinden, ozellik ¢ikarim yonteminden ve simiflandirma
algoritmalarindan bahsedilmistir. 3. Bolim’ de kullanilan yontemler ile elde edilen bulgular degerlendirilmistir. 4. Bolim’ de ise elde
edilen sonug ve ¢ikarimlar agiklanarak makale sonlandirilmistir.

2. Materyal Ve Yontem

Bu calisma hazirlanirken Sekil.1 de gériindiigii gibi 3 asamalik bir yol izlenmistir. Ik olarak 135 adet dijital patoloji verisi
toplanmistir ardindan, goriintiilerin piksel yogunlugu, renk yogunlugu, entropisi ve alan hesap dzellikleri ¢ikarilmustir. Ozellikler
¢ikarildiktan sonra bu veriler segilen algoritmalardan gegirilerek patoloji sonuglar1 CLL, MCL ya da FL tiimér tipleri arasinda
simiflandirilmistir. Bu lenf kanseri tipleri;

e  Chronic Lymphocytic Leukemia (CLL), genellikle orta yas ve iizerine goriilen lenfositlerin kontrolsiiz artmasiyla olusan kanser
tirtidiir. Bu kanser tiirii erkeklerde kadinlara oranla 2 kat daha fazla goriilmektedir (Demir vd., 2012).

e Mantle Cell Lymphoma (MCL), daha ¢ok ileri yastaki erkeklerde goriilen B lenfositinin maligne doniismesi sonucu olan lenf
kanseri tiiriidiir (Kogyigit vd., 2008).

e Follicular Lymphoma (FL), yavas ilerleyen non-Hodgkin lenfomalar arasinda en sik goriilen ve 3 tiire sahip olan tiimor tipidir
(Buckstein vd., 2005).

Dijital patoloji verileri her bir tiimér tipinden 45 adet alinarak iglenmistir. Bu goriintiilerin birbirinden ayrimi renk degisiklikleri ve
yogunluklari sayesinde yapilmistir. Ayrica goriintiilerin entropileri hesaplanarak siniflarin belirsizlik araliklar1 ¢ikarilmistir. Bu sayede
simiflandirma isleminde entropiden de yararlamilmustir. Ozellik ¢ikarimi sirasinda morfolojik islemler yaparak tiimér olabilecek
kitlelerin alan ve ¢evre olgiileri hesaplanip veri setine eklenmesine ragmen sonuca olumlu yonde higbir katkisi bulunmadigi i¢in
¢ikarilmigtir. Siniflandirmanin basar1 degerleri hesaplanirken 6zgiinliik (specificity), hassasiyet (precission), geri cagirma (recall) ve
dogruluk (accurancy) metriklerinden yararlanilmigtir (Nguyen ve Armitage, 2008). Bu metrikler;

e Ozgiinliik (specificity), gercekte yanlis olup, tahmin sirasinda da ne kadar yanlis bulundugunun oranini lger.
e Hassasiyet (precission), tahmin edilen 6rnekler igerisinden kag tanesinin gergekten dogru oldugunu 6lger.
e  Geri gagirma (recall), pozitif sinifa ait 6rneklerden kag tanesinin dogru tahmin edildigini 6lger.
e  Dogruluk (accurancy), tahmin edilen dogru degerlerin oranini verir.
Veri Seti Ozellik Cikarimi Siniflandirma
Vs e Ve
‘ ‘ 1. Random Forest
CLL dijital patoloji gériintiisi 1. Goruntd renk yogunlugu | 2.KNN
MCL dijital patoloji gériintiisii » 2. Gorintii piksel yogunlugu 1 3. Navie Bayes
FL dijital patoloji goriintiisi 3. Entropi hesabi 4.SVM
) J 5. K-star
) ) /
Sekil. 1 Sistemin isleyis diyagrami
2.1 Veri Seti
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Calismada Lymphoma Sub-Type veri kiimesi kullamilmistir (Janowczyk, 2015). Bu veri kiimesi 2015 yilinda, CLL, FL ve MCL
kanser tiirlerinden olusturulmus olup patoloji alaninda yapilan ¢aligmalarda kullanilmaktadir (Janowczyk vd., 2015). Calisma sirasinda
Lymphoma veri kiimesinde bulunan her bir tiirden 45 adet alinarak toplamda 135 adet goriintii elde edilmistir. Resim.1, Resim.2 ve
Resim.3 de bu kanser tiirlerine 6rnek olarak verilmis dijital goriintiileri mevcuttur.

esum.

b

MCL

Sr% i 2 »
Resim.1 CLL Resi

2.2 Ozellik Cikarim

Veri setinin siniflandiricilara verildiginde anlamli sonuglar ¢ikartabilmesi igin verilerin 6nceden islenerek ayirt edici dzelliklerinin
cikartilmasi gerekir. Elimizdeki dijital patoloji verilerinde belirleyici kitle ya da ayirt edici sekiller yoktur. Yine de bu diisiinceyi
desteklemek i¢in morfolojik islemler yaparak resimlerde goriinen nesnelerin alanlar1 ve gevreleri hesaplanip karsilastirma yapilmustir.
Yapilan morfolojik iglemin sonucunda higbir ortak 6zellik yakalanamamistir. Bu sebepten dolayi veriyi birbirinden ayirabilmek i¢in
renklerden yararlanmak daha dogru sonuglar elde etmemizi saglayacagindan piksel temelli 6zellikler kullanilmustir.

Bu ¢alismada kullanilan 3 6zellik;

|. Goriintiiniin Renk Yogunlugu: RGB renk uzaymnin her bir eleman hesaplanip elde edilen r-g-b degerlerinin ortalamasi
almmustir. Bu deger bize bir adet goriintiiniin renk yogunlugunu verir.

Il. Goriintiinin Piksel Yogunlugu: Gorinti RGB renk uzaymdan gri renk uzayima donistiirilmiistiir. Burada her bir pikselin
say1sal bir karsilig1 vardir ve bunlar matris seklinde algilanir. Bu piksel degerlerinin aritmetik ortalamasi alinarak yogunluk
hesaplanir.

I1l. Goriintiintin Entropisi: Goriintii RGB renk uzayindan Gray renk uzayina doniistiiriiliip (1)’de gosterildigi gibi entropi degeri
hesaplanir. Entropi goriintiiniin belirsizligini ifade eder. Renk gecislerindeki ani degisimler entropinin artmasina neden olur bu
sayede verileri ayirt edebiliriz. Ornegin, duru bir resmin entropisi gecisli bir resmin entropisinden diisiiktiir.

Entropy = Y; P; log, P; 1)

2.3 Smiflandirma Yontemleri

Siniflandirma islemi 6zellikleri ¢ikarilan verilerin cesitli siniflar tizerinde dogru bir sekilde dagitilmasidir. Veri dagitiminin
basarili olabilmesi igin, siniflandirma algoritmalar: verilen egitim kiimesi tarafindan egitilir ve bu sayede verilerin dagilim seklini
Ogrenirler. Egitilen siniflandirict modelleri gelen verinin ozelliklerine bakarak hangi smifa ait oldugunu belirler ve atamasini
gerceklestirir. Bu igleyise gore dijital patoloji verileri ¢esitli smiflandirma algoritmalarinda gegirilerek, kisinin hangi tip kanser
olabileceginin olasiligi hesaplanir. Yapilan ¢alismada 5 ¢esit algoritma kullanilmastir.

. Random-Forest: Karar agaci algoritmasini n defa ¢alistirilarak daha iyi tahmin yapabilmeyi saglar. Karar agaglar1 veri setinden
rastgele secilmis alt kiimelerdir. Bu karar agaglar1 bir araya gelerek karar ormanlarini olustururlar. Kayip verili veya dengesiz
veri setlerinde iyi sonuglar iiretir(Ayyadevara & Ayyadevara, 2018).

I1. K-NN: Ornek tabanl bir algoritmadir. Smiflandirmak istenen veriye en yakin n tane komsunun sinifina bakarak yeni verinin
smiflandirilmasini yapar (Peterson, 2009).

I1l. Navie Bayes: Giiriiltiiye duyarsiz ve eksik verileri ihmal eden istatiksel bir siniflandiricidir. Veri setindeki 6zelliklerin
birbirinden bagimsiz olmasini ister. Sisteme belli bir oranda dgretilmis veri verilerek ag1 egitilir ve daha sonra verilen test
verilerini dogru tahmin etmesini bekler (Nagar, Dabas, & Gupta, 2017).

IV. SVM: Degiskenler arasindaki oriintiilerin bilinmedigi veri setlerinde galistirilmak tizere Onerilen istatiksel siniflandiricidir.
Siniflandirma islemini bir diizlemde bulunan verileri sinir ¢izerek iki gruba ayirir. Bu sinir verilerin birbirinden en uzak oldugu
yer olarak belirlenir(Wang & Lin, 2014).

V. K-Star: Entropi tabanli uzaklik fonksiyonunu kullanan 6rnek tabanlt siniflandiricidir (Cleary vd., 1995).

3. Bulgular Ve Tartisma

Uygulamanin materyal ve yontemleri belirlendikten sonra, patoloji veri setinden uygun (dijital patoloji goriintiilerini homojen bir
sekilde ayirabilmeyi saglayan 6zellikler) 6zellikler ¢ikarilip ¢esitli siniflandirma algoritmalarindan gegirilmistir. En uygun dzellikler
renk yogunlugu, piksel yogunlugu ve goriintiiniin entropisi olarak tespit edilmistir. Alan hesaplamalarinin 6zellik ¢ikariminda higbir
ayirt edici 6zelligi olmadigindan dolay1 simflandirma asamasinda veri setine konulmamustir. Ozellikleri ¢ikarilan veri seti cesitli
algoritmalardan gecirildikten sonra Tablo.1-5 arasinda goriindiigi gibi 5 adet karmagiklik matrisi elde edilmistir. Algoritmadaki basari
seviyelerini tespit edebilmek i¢in tablolarda yer alan degerleri kullanarak 6zgiinliik (specificity), hassasiyet (precission), geri ¢agirma
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(recall) ve dogruluk (accurancy) metrikleri hesaplanmigtir. En iyi sonug Tablo.9” da goriindiigii gibi %89,72 dogruluk oraniyla Random
Forest algoritmasidir. Tiim siniflandirma algoritmalart igin k-fold degeri 10 olarak belirlenmistir ve modeli egitmek i¢in egitim veri
setine %60, test veri setine %40 veri ayirmak tizere toplamda 135 veri kullanilmigtir.

Tablo 1. Random Forest karsikltk matrisi Tablo 2. K-NN karisikltk matrisi

| TAHMIN SINIF | TAHMIN SINIF
| CLL  FL  MCL | cLL  FL  MCL
GERCEK CLL | 15 - 2 GERCEK CLL | 15 1 1
SINIF FL | - 17 1 SINIF FL | - 15
MCL | 2 3 14 MCL | 5 4 10

Tablo 3. Navie Bayes karwsiklik matrisi Tablo 4. SVM Karisiklitk matrisi

| TAHMIN SINIF | TAHMIN SINIF
| CLL  FL  MCL | CLL  FL  MCL
GERCEK CLL | 8 4 5 GERCEK CLL | 15 2
SINF - FL | 3 15 - SINIE | FL [ - [ 15 | 3
MCL | 7 9 3 MCL | - 9 2
Tablo 5. K-Star karusikltk matrisi
| TAHMIN SINIF
| CLL  FL  MCL
GERCEK CLL | 11 3 3
SINIF - FL | - 15 3
MCL | 2 2 15
Tablo 6. Algoritmalarin 6zgiilliik deger karsilastirmasi
Ozgiilliik (Specificity) CLL FL MCL Ozgiilliik Ortalamasi
Random Forest 993,93 %90,62 991,42 992,99
K-Nn %88,23 9%83,33 %96,77 %91,07
Navie Bayes %064,28 245,83 %82,14 %64,08
Svm %100 9%60,71 %90,90 %83,87
K Star 9%93,75 983,87 9%81,25 9%86,29

Tablo.6 da algoritmalarin 6zgiinliik degeri hesaplanarak, gergekte yanlis olan degerlerin algoritma tarafindan yiizde kag
oraninda yanlis tahmin edildigini 6l¢miistiir. Elde edilen bu sonuglara gére, Random Forest algoritmast %92,99 6zgiilliik ortalamasi ile

tahminlerinde en iyi basariy1 elde etmistir.

Tablo 7. Algoritmalarin hassasiyet deger karsilastirmast

Hassasiyet (Precision) CLL FL MCL Hassasiyet Ortalamasi
Random Forest 988,23 %85 %82,35 985,19
K-Nn %75 %75 %71,42 %73,80
Navie Bayes %44,44 %53,57 %37,5 %45,17
Svm %100 %57,69 %40 965,89
K Star %84,61 %75 %71,42 %77,01

Tablo.7 de algoritmalarin hassasiyet degeri hesaplanarak, tiim siniflardan ne kadar dogru tahmin degeri elde edildigi

6l¢tilmiistiir. Bu hesaplamaya gore, Random Forest algoritmasi %85,19 hassasiyet ortalamasi ile en iyi basariy1 elde etmistir.

Tablo 8. Aigoritmalarin geri ¢agirma deger karsilagtirmasi

Geri Cagirma (Recall) CLL FL MCL Geri Cagirma Ortalamasi
Random Forest %88,23 %94,44 %73,68 %85,45
K-Nn 988,23 %100 %52,63 %80,28
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Navie Bayes %47,05 283,33 %15,78 %48,72
Svm %88,23 %83,33 %18,18 %63,24
K Star %64,70 %83,33 %78,94 %75,65

Tablo.8 de ise algoritmalarin geri ¢agirma degeri hesaplanarak, tiim pozitif siniflardan ne kadar dogru tahmin edildigini
6lgmiistiir. Elde edilen sonuglara gore, Random Forest algoritmasi1 %85,45 geri cagirma ortalamasi ile tahminlerinde en iyi basariy1 elde
etmistir.

Tablo 9. Aigoritmalarin dogruluk deger karsilastirmast ve dogruluk ortalamast

Dogruluk Orani (Accurancy) CLL FL MCL Dogruluk Ortalamasi
Random Forest %92,02 %92,01 %85,01 %89,72
K-Nn %85,10 %88,88 %80 %84,66
Navie Bayes %57,02 %61,90 %55,31 %58,10
Svm %94,11 %69,56 %72,72 %78,79
K Star %83,67 %83,67 %80,39 %82,57

Son olarak Tablo.9 da algoritmalarin dogruluk degeri hesaplanarak, tahmin edilen dogru degerlerin oram 6lgtlmiistiir. Elde
edilen sonuglara gére, Random Forest algoritmasi %89,72 dogruluk ortalamasi ile tahminlerinde en iyi basariy1 elde etmistir.

4. Sonug¢

Caligma da goriintii isleme yontemlerinin dijital patoloji verilerinde kullanilmasi ile timor tipinin belirlenerek doktorlar igin hastaligi
teshis etme asamasi kolaylastirilmaya ¢alisilmistir. Calisma sirasinda bazit MCL goériintiilerinin diger tiimor tiplerine benzemesinden
dolay1 genel dogruluk oranini diistiigii gézlenmistir. Burada en iyi sonucu Random Forest algoritmas: vermistir. Bu ¢alisma da hicbir
alan hesabi veya doniistiiriiciiler (Khouzani ve Soltanian, 2003), (Demir vd., 2015) olmadan sadece renklerden ve entropiden
yararlanarak sonucu gidilmeye ¢alisilmistir. Sonug olarak Tablo.9 da goziiktiigii gibi %89,72°1ik dogruluk orani (accurancy rate) elde
edilmistir. Gelecekte Random Forest algoritmasi {izerinde daha fazla durularak dogruluk performans degerinin arttirilmasi
hedeflenmektedir.
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