Avrupa Bilim ve Teknoloji Dergisi European Journal of Science and Technology
Ozel Say, S. 302-308, Ekim 2019 2 Special Issue, pp. 302-308, October 2019
© Telif hakki EJOSAT a aittir » i Copyright © 2019 EJOSAT

ol SN
Arastirma Makalesi www.ejosat.com ISSN:2148-2683 Research Article

Yiyecek ve Icecek Isletmelerinde Talep Tahmini: Yapay Sinir Aglar
ve Regresyon Yontemleriyle Bir Karsilastirma

Oguzhan Sénmez', Kenan Zengin?

1 Tokat GaziOsmanpasa Universitesi, Resadiye Meslek Yiiksekokulu, Bilgisayar Teknolojileri Béliimii, Tokat, Tiirkiye (ORCID: 0000-0003-4456-7036)
2 Tokat GaziOsmanpasa Universitesi, Mithendislik Fakiiltesi, Bilgisayar Mithendisligi Béliimii, istanbul, Tiirkiye (ORCID: 0000-0000-0000-0000)

(This publication has been presented orally at HORA congress.)
(First received 1 August 2019 and in final form 25 October 2019)
(DOI: 10.31590/¢josat.638104)

ATIF/REFERENCE: Sonmez, O. & Zengin, K. (2019). Yiyecek ve Igecek Isletmelerinde Talep Tahmini: Yapay Sinir Aglar1 ve
Regresyon Yontemleriyle Bir Karsilastirma. European Journal of Science and Technology, (Special Issue), 302-308.

Oz

Gilinlimiizde yiyecek — igecek sektoriine olan ilgi siirekli artis gostermektedir. Dolayisiyla pazarda artan rekabet, isletmelerin ayakta
kalmalar1 igin teknolojiyle uyumlu ¢aligmalari zorunlu kilmaktadir. Isletmeler miisterilerin taleplerini tahmin edebilirseler
planlamalarint da ona gore yapacak ve fazla is giicii ve maliyetten kurtulacaklardir. Dogru olarak yapilan tahminler isletmeye fayda
saglayacak ve gerekli tedbirleri alacaklardir. Calismada Tokat bolgesinde faaliyet gdsteren bir yiyecek-icecek igletmesinin verileri
kullanilmustir. Bu igletmenin satis tahmini i¢in yapay sinir aglart ve ¢oklu regresyon modelleri kullanilarak giinliik satisini tahmin edip
ve iki modelin karsilastirilmasi yapilmistir. {1k calisma matlab ortaminda yapay sinir aglar1 arac1 olan nntool kullanilmistir. Veriler 2018
yilinin ilk 6 aymi igeren 150 satirdan olusmaktadir ve %70 egitim %30 ise test icin kullanmilmistir. Yapay sinir agimiz 8 girisli tek gizli
katmanli ve 8 noronlu tek ¢ikislt bir modelden olusmaktadir. Egitim fonksiyonu olarak Levenberg-Marquard Algoritmasi(trainlm) ve
aktivasyon fonksiyonu olarak ise tansig fonksiyonu kullanilmistir. Modelimizde test R oran1 %95,77 ¢ikmustir. Ikinci uygulamamizi
anaconda platformunda, spyder ide sini kullanarak python programlama dilliyle gelistirdik. Uygulamada yine ayni parametreleri
kullanarak ¢oklu regsesyon modeli uygularak yaptigimiz uygulamada ise dogruluk oranimiz %91,3 ¢ikmustir. Burada kullandigimiz
parametreleri en kii¢iik kareler yontemiyle inceledigimizde isletmenin talep tahminini talep tahmininde haftanin giinleri ve sicakligin
yiiksek degerde etkilemedigini gérmekteyiz. Dolayisiyla ¢ok ekstrem bir giin degilse veya havanin sicak-soguk olmasi igletmenin
satislarina pozitif -negatif yonde bir etki yapmamaktadir. Her iki modelde basari oranlarin yiiksek olmasi talep tahmininde yapay sinir
aglar1 ve ¢oklu regresyon kullaniminin pozitif etkisini gozler oniine sermektedir. Yapay sinir aglariyla gelistirdigimiz model ¢oklu
regresyon modeline gore daha basarili oldugu gozlemlenmistir. Isletme buldugumuz sonuglara gére planlamasimni yaparak belirgin
parametrelere daha fazla agirlik verirse cirosunda artis gorecektir.

Anahtar Kelimeler: Talep Tahmini, Yapay Sinir Aglar1, Coklu Regresyon, Yiyecek Igecek Isletmeleri

Demand Forecasting in Food and Beverage Enterprises: A
Comparison via Artificial Neural Networks and Regression Methods

Abstract

Today, interest in food and beverage sector is constantly increasing. Therefore, increasing competition in the market necessitates
technology-compatible works in order to survive. If businesses can anticipate customers' demands, they will make their plans
accordingly and avoid excessive labor and cost. Accurate estimates will benefit the enterprise and take the necessary measures. In this
study, data of a food and beverage company operating in Tokat region was used. To estimate the sales of this enterprise by using artificial
neural networks and multiple regression models, the daily sales are estimated and compared between the two models. In the first study,
nntool, an artificial neural network tool, was used in the matlab environment. The data consisted of 150 lines including the first 6 months
of 2018 and 70% of the training was used for 30% of the test. Our artificial neural network consists of a single-layered model with 8
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inputs and a single-output model with 8 neurons. Levenberg-Marquard Algorithm (trainlm) was used as training function and tansig
function was used as activation function. In our model, the test R ratio was 95.77%. We developed our second application on python
programming language using spyder ide on anaconda platform. In the application, using multiple regression model using the same
parameters, the accuracy rate was 91.3%. When we examine the parameters we use here with the least squares method, we see that the
demand forecast of the enterprise does not affect the days of the week and the temperature at high value in demand forecasting.
Therefore, if it is not a very extreme day or the weather is hot-cold, it does not have a positive-negative effect on the sales of the
enterprise. The high success rates of both models show the positive effect of using artificial neural networks and multiple regression in
demand forecasting. The model we developed with artificial neural networks was more successful than the multiple regression model.
According to the results we find, if the firm places more weight on certain parameters by planning, it will see an increase in turnover

Keywords: Demand Forecasting, Artificial Neural Networks, Multiple Regression, Food and Beverage Enterprises

1. Giris

Yiyecek-icecek sektdriindeki oyuncularin hizli degismesi isletmeleri hizli ve yeni kararlar almasina yol agabilir. Alinacak kararlar
isletmelerin gelecekte ayakta kalmalart ve satiglarini artirmalarina yonelik olmalidir. Gelecek adina dogru tahminler isletmenin dogru
pozisyon almasini saglayacaktir. Tahmin degerleri ile gercek degerler arasindaki iligkiyi dogru okumak isletmeleri zarar etmelerini
engelleyecektir.

Talep tahmini icin gelistirilen nicel yontemlere 6rnek olarak Yapay Sinir Aglari, Genetik Algoritmalar, Destek Vektor Makineleri,
Hareketli Ortalamalar Y dntemi, Uste_'l Diizlestirme Yontemi, Ekonometrik Modeller, Basit Regresyon Analizi, Coklu Regresyon Analizi
verilebilir (Karaatli, Helvacioglu, Omirbek ve Tokgdz, 2012). (Karaarth vd., 2012)

Bu caligmada isletmelerde giinliik yiyecek talebini yapay sinir aglari kullanarak tahmin edebilen ve ¢oklu regresyon modeli kullanilarak
talep tahmini ve karsilastirma yapilmistir. Caligmanin amaci isletmelerin belli parametrelerde ne kadar satis yapabileceklerini tahmin
ederek onlarin yeni aksiyonlar almalarini saglamaktir. Calismay1 diger calismalardan ayiran 6zellik bdyle bir ¢calisma yapilmamis
olmast. Gergek verilerden olugan ¢aligmada gergege yakin degerler bulmasi ¢alismanin 6nemini ortaya koymaktadir.

Es ve arkadaslar1 (2007) Tiirkiyenin net enerji talebini, Calp (2018) Isletmeler i¢in personel yemek miktar1 tahmini, Efendigil ve arkadas:
(2017) Havacilik sektoriinde yolcu talep tahmini, Akdag (2016) Diyarrbakir kent merkezi igme suyu talebini, Eren ve arkadas1 (2017)
Perakende giyim sektoriinde talep tahmini, Cuhadar ve arkadasi (2005) Konaklama isletmelerinde doluluk orani tahmini, Ulucan ve
arkadasi (2018) Konaklama isletmelerinde talep tahmini, Cuhadar ve arkadaslar1 (2009) Antalya iline yonelik dis turizm talebi tahmini,
Basoglu ve arkadasi (2016) Kisa donem elektrik talep tahmini, Yiicesan ve arkadaslari (2018) Beyaz esya sektorii igin bir satis tahmini,
Hamzagebi ve arkadasi (2004) Tirkiyede uzun donemli elektrik enerjisi tiikketim tahminini i¢in yapay sinir aglarint kullanmiglardir.
Karaca ve arkadas1 (2016) Elektrik tiiketim talebini etkileyen faktorleri, Ustiindaiig ve arkadasi (2018) Antalya bolgesinde otel oda
fiyatlarinin tahmini, Turanli ve arkadas1 (2003) Turizm sektdriinde talep tahmini, Oziidogru ve arkadas1 (2015) saglk sektdriinde talep
tahmin i¢in regresyon yontemini kullanmislardir.

2. Metaryal ve Yontemler

Caligmanin bu kisminda Makine 6grenmesi ve Yapay sinir aglar1 (YSA) konulari kisaca agiklanmustir. Verilerin elde edilmesi, gereksiz
verilerin temizlenmesi ve verileri egitim ve test olarak ikiye ayrilarak modelin olusturulma agamalarindan bahsedilmistir.

2.1. Makine Ogrenmesi (Machine Learning)

Makine 6grenmesi verilere matematiksel ve istatiksel islemler uygulayarak tahminlerde bulunmasi igin algoritmalarin tasarim ve
stireglerini konu alan bilim dalidir. Makine 6grenmesi bir probleme ait verileri problem i¢in modelleyen algoritmalardir. Birgok makine
o0grenmesi yontemi gelistirilmistir. Naive Bayes Siniflandirici, K-en yakin komgu algoritmasi, destek vektdr makinalari, karar agaglari,
lojistik regresyon analizi ve yapay sinir aglari. Makine 6grenmesi algoritmalar: sayesinde aralarindaki iliskilere karar veremedigimiz,
goremedigimiz bir¢ok smiflandirma ve tahmin islemlerini yapilabilmektedir.

2.2. Yapay Sinir Aglarn

YSA, bir sinir hiicresinden esinlenerek néron yapisi goz oénlinde bulundurularak modellenen ve zamanla kendi kendine 6grenme
yetenegi olan bir yontemdir. YSA insan beyni gibi davranig degisikligi yoluyla yeni bilgiler tiretebilme ve kesfedebilme gibi
yetenekleri, herhangi bir yardim almadan kendiliginden gelisen makine 6grenmesi yontemidir. (Chehreh ve arkadaglari, 2008). Sekil
1’de goriildigii gibi YSA modeli giris katmani, gizli katman ve ¢ikt1 katmanindan olugsmaktadir. Gizli katman sayisi ve néron sayilari
yapilan ¢alismada denemeler sonucu tespit edilebilir. Girig katmanindan herhangi islem yapilmadan gegen veriler gizli katman ve
¢ikis katmaninda baglantilarin agirlik degerleri oraninda garpilarak gele veriler toplanir ve transfer fonksiyonuna aktarilir (Yongjae ve
arkadaslari, 2005). Cok katmanli yapay sinir aglar1 siniflandirma problemlerini ¢6zmek i¢in kullanilir. Sadece dogrusal problemlerin
¢ozlimiinde tek ndron yeterli olabilir.
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2.3. Verilerin Elde Edilmesi

Veriler 2018 yilinda Tokattaki bir isletmenin veritabanindan elde edinilmis olup 150 giinliik veriler mevcuttur. Veri seti 9 parametreden
olugmaktadir. Calismada igletmenin adi “XYZ” olarak gegmektedir

2.4. Matlab Ortaminda Modelin Olusturulmasi

Modeli olustururken giinliik talebi etkileyecegi diistiniilen faktorler dikkate alinmistir. Bu faktorler; Doner, Izgaralar, Kebaplar, Corba,
Icecek, Gerceklesen hava sicaklig1, miisterilerin satinalma giiciinii etkileyen gerceklesmis efnlasyon verisi ve haftanin giinleri
(Pazartesi, Sali, Carsamba, Persembe, Cuma, Cumartesi, Pazar) olarak belirlenmistir.

Cizelge 1. Verilerin Bir Kismi

GUNLER ENFLASYON HAVA | DONER 1IZGARALAR KEBAPLAR CORBA ICECEK SATIS
Pazartesi 10.35 8 39 19 17 25 75 1878
Sali 10.35 9 54 18 9 24 56 1886
Carsamba 10.35 11 47 46 15 28 79 2686
Persembe 10.35 11 44 29 20 16 52 1978
Cuma 10.35 12 95 47 43 19 175 4090
Cumartesi 10.35 11 62 34 18 14 119 2670
Pazar 10.35 9 58 17 12 13 56 1816
Pazartesi 10.35 7 37 21 13 15 46 1586
Sali 10.35 7 64 30 11 15 73 2265
Carsamba 10.35 8 68 27 22 24 91 2565
Persembe 10.35 9 41 27 18 15 56 1922
Cuma 10.35 7 32 37 20 15 64 1988
Cumartesi 10.35 7 69 41 20 24 102 2871
Pazar 10.35 5 107 32 23 58 126 4235
Pazartesi 10.35 4 59 38 30 16 72 2921
Sali 10.35 8 84 31 14 26 92 2895
Carsamba 10.35 8 101 38 35 33 130 4191
Persembe 10.35 9 58 23 12 16 60 2134
Cuma 10.35 5 88 37 19 15 92 3038
Cumartesi 10.35 9 60 23 24 15 104 2599
Pazar 10.35 13 76 32 30 15 114 3121

2.4.1 Egitim ve Test Siireci
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Matlab programinda 150 adet gercek veri igerisinden %70 egitim %30 kismi test i¢in ayrilmistir. Egitim ve test siireglerine baslanmistir.
Modeli 20 kez uygulayip ortalamasini alarak rastgele diisiik veya yiliksek oranlar yiliziinden yanilma payini minimize ettik.

LM algoritmasi Dik inis (Steepest descent) ve Newton algoritmalarindan tiiretilmistir. Agirlik vektorii w, birim matris I, kombinasyon
katsayist . Jacobian matrisini J (PxM)xN, hata vektoriinii e (PxM)x1 gostermektedir. Egitim 6rnek sayisini P, ¢ikis sayisin1 M ve agirlik
sayisint N gostermektedir. p ayarlanabilir bir parametredir.

Aw=(J"T+pul)y'Je

2.4.1.2 Tansig Fonksiyonu

Aktivasyon fonksiyonu i¢in giris-¢ikis ifadesi (1) de fonksiyonun degisimi sekil 3’de verilmistir. Fonksiyonun degisim araligi [-1 1]
araligindadir ve toplam noron girise bagli olarak fonksiyon lineer olmayag bir degisim gosterir.

5

- - 1
a = 1 1) j:
a = tansig(n)
Sekil. 3 Tangent-Sigmoid fonksiyonu giris-¢ikis egrisi
Cizelge 2. Performans Sonuglar
No Egitim Aktivasyon Gizli Gizli katdaki C.. Dogruluk R
F onisiyonu F onksiyJ;nu Katman Noron Sayisi Egitim R Oran: %ranz Test R Oran:
1 trainlm tansig 1 8 0.98456 0.98049 0.96041
2 trainlm tansig 1 8 0.98607 0.97487 0.97027
3 trainlm tansig 1 8 0.98941 0.9642 0.96197
4 trainlm tansig 1 8 0.99022 0.96924 0.97543
5 trainlm tansig 1 8 0.9623 0.95429 0.96575
6 trainlm tansig 1 8 0.99059 0.9555 0.95383
7 trainlm tansig 1 8 0.9816 0.98266 0.971
8 trainlm tansig 1 8 0.99247 0.92508 0.97343
9 trainlm tansig 1 8 0.98988 0.96762 0.96845
10 trainlm tansig 1 8 0.98831 0.92483 0.93815
11 trainlm tansig 1 8 0.99272 0.975 0.965
12 trainlm tansig 1 8 0.98913 0.96833 0.98589
13 trainlm tansig 1 8 0.99244 0.97815 0.96123
14 trainlm tansig 1 8 0.98009 0.94742 0.97358
15 trainlm tansig 1 8 0.98839 0.974409 0.96105
16 trainlm tansig 1 8 0.98995 0.95364 0.95016
17 trainlm tansig 1 8 0.98294 0.95817 0.96826
18 trainlm tansig 1 8 0.97669 0.98153 0.96781
19 trainlm tansig 1 8 0.96956 0.96775 0.98283
20 trainlm tansig 1 8 0.99192 0.94121 0.97122
Ortalama 0.985462 0.962219 0.966286

Cizelge 2 incelendiginde uygulanan foknsiyonlar, katman sayisi, ndron sayilart ve bunlara karsilik egitim, test ve dogruluk oranlari
goriilmektedir. Veriler egitildikten sonra denemeler sonucunda modelin egitim-test degerlerine bir 6rnek Sekil 4’de verilmistir. Egitim
R orani ile test dogruluk orani arasindaki fark ¢ok yiiksek olmadig: i¢in sistemin herhangi bir ezberleme yapmadiginida gérmekteyiz.
Test R oran1 %96,628 olarak karsimiza ¢ikmaktadir bu sonu¢ modelin verimli ¢alistigini gosteriyor diyebiliriz.
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Sekil.4 Modelin Egitim ve Test R degeleri

2.5. Python Ortaminda Modelin Olusturulmasi

Cizelge 1’de bulunan veriler python programina data dosyas1 import edildi.

2.5.1.Verilerin Egitim ve Test Siireci

Python programlama dilinde verilerin %70 egitim %30 test verisi olarak sisteme dahil edilmistir.

2.5.2 Pandas Kiitiiphanesi

Pandas python programlama dili i¢in yiiksek performansli, kullanimi kolay veri yapilart ve veri analiz araglari saglayan acik kaynakli
bir BSD lisansl kiitiiphanedir. Csv ve text dosyalarini agmaya ve igerisinde bulunan verileri okuyarak istenen sonuca kolayca ulagmak

i¢in kullanilmaktadir.

2.5.3. Numpy Kiitiiphanesi

NumPy (Numerical Python) bilimsel hesaplamalar1 hizli bir sekilde yapmamizi saglayan bir matematik kiitiiphanesidir. Numpy’in
temelini numpy dizileri olusturur. Numpy dizileri python listelerine benzer fakat hiz ve islevsellik agisindan python listelerinden daha
kullanighidir. Ayrica python listelerinden farkli olarak Numpy dizileri homojen yapida olmalidir yani dizi i¢indeki tim elemanlar ayni

veri tipinden olmalidir. (Durna, 2019).

2.5.4 Sicikit-learn Kiitiiphanesi

Scikit-learn yapay 6grenme alaninda en yaygin olarak kullanilan kiitiiphanelerden biri. Dogrusal regresyon, lojistik regresyon, karar

agaclari, rastgele orman gibi bir¢ok temel yontemi igceren bu kiitiiphanedir. (Yiiceoglu, 2019)

2.5.6 Coklu Regresyon
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tanimlayabiliriz (Ulgen, 2019)
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Coklu regresyon bir adet bagimli degisken ve birden fazla bagimsiz degiskenin bir arada bulundugu modeldir. Ger¢ek diinyada, tim

verileri anlaml1 bir sekilde tanimlayan dogrusal fonksiyonlar bulunmayabilir, baz1 durumlarda veri kiimemizi egri bir fonksiyon ile

Y=b; +by Xo +bs Xz +..+ b Xx+u

2.5.7 En Kiiciik Kareler Yontemi

Regresyon ¢oziimlemesinde amag gercek Y’ye(sonuca) olabildigince yakin degerler veren katsayi tahminleri bulmaktir. Sekil 5°de
modelin grafigi bulunmaktadir.

Y 4
Y =a+bX
Y
>
A x
Sekil.5 En Kiiciik Kareler Yontemi
IPython console EE y_predictions - NumPy a
[ Console 14 [
[ . a. a. 8. @. 1. B. 18.35 11. 47. 46, 15. 0 0
B, 79 ]
0LS Regression Results 0 2265 0 2317.29
Dep. Variable: y  R-squared: 0.947 1 2148 1 2214 .83
Model: 05 Adj. R-squared: .944
Method: Least Squeres  F-statistic: 423.8 2 lz68 2 1887 .46
Date: Fri, 19 Jul 2819 Prob (F-statistic): 2,320-83
Time: 15:44:51  Log-Likelihood: -968.80 3 4344 3 4335.89
No. Observations: 158 AIC: 1952.
Df Residuals: 143 BIC: 1973. 4 2708 4 275@.34
Df Model: 6
Covariance Type: nonrobust 3 4359 3 Bt
coef  std err £ Pplt]  [e.e25  0.975] & aes 6 S
""""""""""""""""""""""""""""""""""""""""""""""""" 7 2586
const -327.4638  1l6.485 -2.811 B.806 -557.717 -97.289 ! 7 £384.92
x1 38.0390 8.754 4,348 N 28.738 55.342
2649 .
x2 14,3635 1.836 13.860 .00 12,315 16.412 g 8 246L.3
%3 19,5925 1.548 16,650 . ea8 15,936 23,229 g 2486 g 2583 .55
x4 19.4330 2.149 9.841 N 15.184 23.682
x5 16.1351 1.628 6.227 ] 6.913 13.352 10 3783 10 3894 .25
X6 5.3412 8.781 6.543 . ea8 3.798 6.884
. : 1 2177 1 224913
Omnibus: 44,818  Durbin-Watson: 1.478
Prob(Omnibus): .000 Jarque-Bera (JB): 112,586 17 1IR3 13 215384
Skew: 1.218  Prob(18): 3.57e-25 ; : -
Kurtosis: 6475 Cond. lo. 1.10¢+03 Format i e S=iE

Sekil.6 Sonucu Etkileyen faktorler

Sekil.7 Test verisi ile Sistemin tahminlerinin karsilagtiriimast

Sekil 6’de sonucumuzu en ¢ok etkileyen faktdrlerin tespitini en kiiglik kareler yontemiyle tespit ettik ve Sekil 6’da test verilerimiz ile
modelin tahmin sonug¢larinin kargilastirmas: bulunmaktadir. Sekil 7°da anlasilacagi gibi test verileri ile tahmin verileri arasindaki uyum

gayet iyi goriinmektedir. Dogruluk oranida %91,3 olarak goriilmektedir.
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3. Sonug ve Tartisma

Caligmada 2018 yil1 XYZ isletmesinin giinliik satig cirosu, iiriin ¢esitleri, ekonomik satin alma giicii, gerceklesen hava sicakligi ve
haftanin giinlerini sisteme girdi olarak tanittik. Bu degerlerin %70 egitim i¢in %30 test i¢in kullandik. Matlab ortaminda bu verilerden
yapay sinir aglar1 yontemiyle tahminler yaptik. Yapilan bu tahminlerde ortalama test basar1 orani ortalama %96,662 degerine ulagmistir.
Python programlama dilinde yaptigimiz ¢oklu regresyon uygulamasiyla ise dogruluk oram1 %91,3 olarak gergeklesmistir. Regresyon
yontemiyle sonu¢ degiskenimize en az etki eden faktorleri belirledik bunlar haftanin giinleri ve hava durumu olarak karsimiza cikti.
YSA’nin bagarisi test degerlerinden anlasilmaktadir.

Caligmada YSA daha basarili yontem olarak goze ¢arpmaktadir. Kullandigimiz veri setindeki veri gesitliliginin fazla olmasi durumunda
parametreler arasindaki iligkiyi inceleme firsatimizda olacaktir. Giris parametlerini daha ¢ok g¢esitlendirebilirsek ve verisetinide
artirabilirsek sistem basaris1 daha da yukar1 gikacaktir. Maksimum talebin hangi sartlarda olusacagimida karar agaci algoritmasini
kullanarak da bulabiliriz.
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