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Abstract

Sliding window based data summarization which is a quantity based summarization is commonly used in data stream clustering area in
which the recent data is more important. In this data summarization method, w which is a predefined variable, of the most recent data
is taken as the summary each time a new data arrives and the window slides one by one. This means that the model processes all the
data in the data window each time a new data arrives. This approach causes the performance to reduce. Therefore, there is a need of
new studies to be proposed in this area. In this study, a new sliding window model named ImpSlidingWindow (ISW) is proposed as a
solution to the mentioned problem. In the proposed model, we propose that clustering model to work whenever a certain number of data
accumulates instead of each data entry. With this new model, the sliding window width is divided into four equal parts and the clustering
model works at the end of each part. As a result, a significant increase in the performance is achieved by enabling the clustering model
to run four times instead of working as much as the number of data in the window width. When the proposed model applied to KD-AR
Stream algorithm which is a proposed algorithm in the data stream clustering area, it has been found that up to 80% improvement
obtained in run-time complexity.
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ImpSlidingWindow: Kayan Pencere Tabanh Akan Veri Ozetleme
Yonteminin Performansinm1 Arttirmaya Yonelik Yeni Bir Model

Oz

Kayan pencere tabanli veri 6zetleme, akan veri kiimeleme alaninda son gelen verilerin daha dnemli oldugu uygulamalarda sik¢a
kullanilan miktar tabanli bir veri 6zetleme yaklasimidir. Bu veri 6zetleme yaklasiminda, her yeni veri gelisinde 6n tanimli bir degisken
olan en son gelen w tane veri 6zet olarak alinir ve pencere birer birer kaymaktadir. Yani model her yeni veri girisinde veri penceresinde
bulunan tiim verileri isler. Bu da performansi olumsuz etkilemektedir. Bu nedenle bu probleme ¢oziim iiretecek c¢alismalara ihtiyag
duyulmaktadir. Bu ¢alismada sozii edilen probleme ¢6ziim olarak ImpSlidingWindow (ISW) isimli yeni bir kayan pencere modeli
onerilmektedir. Onerilen modelde her veri girisinde kiimeleme modelinin ¢aligmas1 yerine belirli sayida veri biriktikce kiimeleme
modelinin ¢aligmasi dnerilmektedir. Bu yeni model ile kayan pencere genisligi dort esit parcaya boliinmekte ve her parganin sonunda
kiimeleme modelinin ¢alismasi saglanmaktadir. Sonug olarak pencere genisliginde bulunan veri sayisi kadar kiimeleme modelinin
calismast yerine dort defa calismasi saglanarak performansta cok 6nemli bir artis saglanmaktadir. Onerilen model akan veri kiimeleme
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alaninda Onerilmis bir algoritma olan KD-AR Stream algoritmasina uygulandiginda ¢alisma zamaninda %80’lara varan iyilestirmeler
elde edilmistir.

Anahtar Kelimeler: Akan veri kiimeleme, veri 6zetleme, kayan pencereler.

1. Giris

Teknolojinin gelismesinin ve internet hizinin artmasiin yaninda; akilli telefon, tablet ve bilgisayarlar gibi elektronik cihazlar ile
Facebook, Twitter ve Instagram gibi sosyal medya ortamlarinin kullaniminin yaginlagsmasiyla berbaber bilgisayar ortamina aktarilan
veri miktarinda ¢ok ciddi bir artig s6z konusudur (AlNuaimi, Masud, Serhani ve Zaki, 2019; Gérmiis, Aydin ve Ulutas, 2018; Kanmaz
ve Aydin, 2018; Martin, Julian ve Cos-Gayon, 2019; Oussous, Benjelloun, Ait Lahcen ve Belfkih, 2018). Bu nedenle klasik veri
madenciligi yontemleri artik yetersiz kalmaktadir. Dolayisiyla gergek zamanli veri isleme ydntemlerine ihtiya¢ duyulmaktadir. Bu
ihtiyact karsilamya yontelik onerilen akan veri kiimeleme yaklagimlar1 son yillarin popiiler konularindan biridir. Bu tiir ¢alismalar veri
akarken gercek zamanli sonug tiretmeyi amaglayan ¢aligmalardir.

Akan veri kiimeleme tiklama verisi (Antonellis, Makris ve Tsirakis, 2009), saldir1 tespit sistemleri (Li, 2014; Yin, Xia ve Wang,
2017, 2018), finansal uygulamalar (Hendricks, 2017), bilimsel arastirmalar (Aggarwal, 2010), saglik arastirmalar1 (Gravina, Alinia,
Ghasemzadeh ve Fortino, 2017; King, Villeneuve, White, Sherratt, Holderbaum ve Harwin, 2017; Manzi, Dario ve Cavallo, 2017),
nesnelerin interneti (IoT) (Diaz-Rozo, Bielza ve Larrafiaga, 2018) ve mobil uygulamalar (Tasnim, Caldas, Pissinou, Iyengar ve Ding,
2018) gibi pek ¢ok alanda kullanilmaktadir (Ankleshwaria ve Dhobi, 2014; Tkonomovska, Loskovska ve Gjorgjevik, 2007; Senol ve
Karacan, 2018).

Akan veri kiimeleme alaninda pek ¢ok ¢aligma 6nerilmistir. STREAM (O'Callaghan, Mishra, Meyerson, Guha ve Motwani, 2002),
CluStream (Aggarwal, Han, Wang ve Yu, 2003), STING (Wang, Yang ve Muntz, 1997), D-Stream (Tu ve Chen, 2009), MR-Stream
(Wan, Ng, Dang, Yu ve Zhang, 2009), ClusTree (Kranen, Assent, Baldauf ve Seidl, 2011), HPStream (Charu, Jiawei, Jianyong ve Philip,
2004), DUCstream (Gao, Li, Zhang ve Tan, 2005), DenStream (Cao, Estert, Qian ve Zhou), E-Stream (Udommanetanakit,
Rakthanmanon ve Waiyamai, 2007), SE-Stream (Chairukwattana, Kangkachit, Rakthanmanon ve Waiyamai, 2013), DD-Stream (Jia,
Tan ve Yong, 2008), STREAMKM++ (Ackermann, Martens, Raupach, Swierkot, Lammersen ve Sohler, 2012), HDDStream (Ntoutsi,
Zimek, Palpanas, Kroger ve Kriegel, 2012), LeaDen-Stream (Amini ve Wah, 2013), DBSTREAM (Hahsler ve Bolafios, 2016), FEAC-
Stream (Silva, Hruschka ve Gama, 2017), DPStream (Xu, Wang, Li, Deng ve Gou, 2017), CEDAS (Hyde, Angelov ve MacKenzie,
2017), LLDStream (Laohakiat, Phimoltares ve Lursinsap, 2017), BOCEDS (Ahmed, 2019), StreamSW (Reddy ve Bindu, 2018) ve KD-
AR Stream (Senol ve Karacan, 2019) bunlardan bazilar1 olarak sayilabilir.

Akan veri kiimeleme yaklagimlarinin odaklandig1 temel noktalardan biri veriyi hizli bir sekilde islemektir. Ciinkii teknolojinin
gelismesi ile beraber ¢ok hizli bir veri akist s6z konsudur. Bu yiizden veriyi akarken hizli bir sekilde kiimelemek gerekir. Ancak hem
veri akis hiz1 hem de verinin sahip oldugu nitelik sayis1 nedeniyle performans diisebilmektedir. Bu nedenle akan veri kiimeleme alaninda
veri Ozetleme yaklagimlar1 kullanilmaktadir. Veri 6zetleme yaklagimlari belirli kurallara gore verinin bir alt kiimesini almaktadir.
Random Sampling (Guha, Rastogi ve Shim, 2001), Histogram tabanli 6zetleme (Chairukwattana ve digerleri, 2013; Charu ve digerleri,
2004; Udommanetanakit ve digerleri, 2007), Sliding Window (Kayan Pencere) (Badiozamany, Orsborn ve Risch, 2016; Datar, Gionis,
Indyk ve Motwani, 2002; Reddy ve Bindu, 2018; Ren ve Ma, 2009), Micro-Cluster tabanli 6zetleme (Hahsler ve Bolafios, 2016; Hyde
ve digerleri, 2017; Kranen ve digerleri, 2011) ve Wavelet (Keim ve Heczko, 2001) gibi pek ¢cok veri 6zetleme yaklagimi kullanilmaktadir.

Kayan pencere tabanli akan veri 6zetleme yaklasiminda kullanicinin belirledigi kadarlik veri kismi 6zet olarak alinmaktadir. Yani
her veri giriginde en son gelen w (6n taniml1 degisken) kadarlik veri miktar1 6zet olarak alinmakta ve kiimelemeye tabi tutulmaktadir.
Dolayistyla pencere genisliginde bulunan her veri w defa islenmektedir. Bu da performansin diismesine neden olmaktadir. Bu ¢alismada
bu probleme ¢6ziim olarak kayan pencere tabanli 6zetlemenin gelismis bir versiyonu olan ImpSlidingWindow yaklagimi dnerilmektedir.
Onerdigimiz bu yani yaklasimda her veri girisinde veri 6zetini kiimelemeye tabi tutmak yerine, her w/4 veri biriktikce veri 6zetinin
kiimelemeye tabi tutulmasini 6neriyoruz. Bu yaklagim ile hem makul bir veri kiimeleme yaklagiminin elde edilmesi, hem de performsin
arttirilmas1 amaglanmaktadir. Onerdigimiz bu yeni model akan veri kiimeleme alaninda gelistirilmis olan tamamen cevrim igi ¢alisan,
evrimsel kiimeleme yetenegine sahip, uyarlanabilir yaricap 6zelligi olan, kayan pencere tabanli bir 6zetleme yaklasimi kullanan,
kiimelerin ge¢mis bilgilerini tutan ve yiiksek kiimeleme yetenegine sahip bir algoritma olan KD-AR Stream uygulamasina uyarlanmis
ve elde edilen sonuglar karsilagtiriimigtr.

Calismanin geri kalanmi su sekilde siralanmaktadir. 2. Boliimde 6nerdigimiz yaklasim detayli olarak agiklanmaktadir. 3. Bolimde
deneysel calisma ve sonuglar1 degerendirilmekte iken 4. ve son bdliimde sonug ve 6neriler yer almaktadir.

2. Materyal and Metot
2.1. Kayan Pencere (Sliding Window) Tabanl Akan Veri Ozetleme

Kayan pencere tabanli veri 6zetlemede belirlenmis bir pencere genigliginde bulunan tiim veriler 6zet olarak alinir. Bu yaklagimin
en Onemli 6zelligi son gelen veriler iizerinde islem yapmasidir. Bankacilik, giivenlik ve saglik gibi son gelen verilerin daha dnemli
oldugu uygulamalarda sik¢a kullanilmaktadir (Badiozamany ve digerleri, 2016; Datar ve digerleri, 2002; Reddy ve Bindu, 2018; Ren
ve Ma, 2009). Bu 6zelliginin yaninda miktar veya zaman tabanli ¢esitlerinin bulunmasi ve kullaniminin kolay olmasi nedeniyle de sikca
kullanilmaktadir. Ayrica 6lgeklenebilir bir yapisinin olmasi da 6nemli bir diger avantaji1 olarak dne ¢ikmaktadir.
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Kayan pencere tabanli 6zetleme yaklasiminda her yeni veri girisinde son gelen w tane veri 6zet olarak alinir ve kiimeleme modeline
gonderilir. Sekil 1°de de goriildiigii gibi pencere her yeni veri girisinde bir kademe kaymaktadir. Dolayisiyla her veri igin w kere iglenme
$0z konusudur. Bu da performansini belirli bir oranda diistirmektedir.
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Sekil 1. Kayan pencere tabanlt veri ozetleme ornegi

2.2. ImpSlidingWindow: Kayan Pencere Tabanh Akan Veri Ozetleme Yénteminin Performansini
Arttirmaya Yonelik Yeni Bir Model

ImpSlidingWindow (ISW) klasik kayan pencere tabanli akan veri 6zetleme yaklasiminin her veri girisinde kiimeleme modeline
verileri gondermesi nedeniyle performans: diisiirmesine ¢oziim olarak Onerilen belirli sayida veri biriktikge 6zet veriyi kiimeleme
modeline gonderen bir yaklasimdir. Sekil 2°de de goriildiigii gibi 6nerdigimiz yaklasimda her w/4 veri biriktik¢e pencere igerisinde (w)
bulunan tiim veriler 6zet olarak kiimeleme modeline gonderilmektetir. Bu yaklagim ile verilerin gereksiz yere tekrar tekrar islenmesinin
oniine gegilmektedir. Bu da performansi arttirmaktadir.

« Akan Veri
Pencere Genisligi (W)

t1 t] tg

Sekil 2. Onerilen ImpSlidingWindow (ISW)

Onerdigimiz yaklasim zaman karmagikligini diisiiriirken kiimeleme basarism da yiiksek tutmay1 amaglamakatadir. Ciinkii yiiksek
performansl kiimeleme tek basina yeterli degildir. Ayn1 zamanda yiiksek kiimeleme basarisnin da yakalanmasi gerekir. Bu amaca
ulagsmak adina Onerdigimiz yaklagim kiimeleme modeline 6zet alma noktaklarinda w/4 tane veriyi gondermek yerine pencere
genisliginde bulunan tiim verileri gondermektedir.

Pencere genisliginda ¢ok sayida 6zet alma noktasinin olmasi peformansta asag1 yonli bir egilime neden olurken, kiimeleme
basarisinda yukart yonlii bir eglime neden olacaktir. Benzer sekilde 6zet alma noktalarinin sayisinin azalmasi performansi arttirirken,
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kiimeleme basarisinda asagi yonlii bir eglime neden olacaktir. Bu nedenle pencere genisliginin 4 esit parcaya boliinmesinin hem
performans hem de kiimeleme basarisinda optimum degerlerin yakalanmasi acisindan en iyi deger olacag: diistintilmektedir.

3. Sonuclarin Degerlendirilmesi ve Tartisma
3.1. Deneysel Tasarim

Deneysel ¢aligmada UCI‘nin KDD, Fisher Iris ve Breast Cancer ile DPStream (Xu ve digerleri, 2017) algoritmasinda kullanilan
ExclaStar veri setleri kullanilmistir. Kullanilan veri setlerinin 6zellikleri Tablo 1°de verilmistir. Bilgisayar olarak Intel® Core™ i5-
4460S CPU 2.90 GHz islemcili ve 8 GB RAM kapasiteli ve Windows 10 yiiklii bir bilgisayar ve Matlab 2017b kullanilmistir.

Table 1. Kullanilan Veri Setlerinin Ozellikleri

Veri Seti Tiirii Veri Miktan Nitelik Sayisi Simif Sayisi Ozellik

KDD Gergek 494020 38 23 Akan veri kiimelemede sik¢a kullanilir
Fisher Iris Gergek 150 4 3 Stk¢a kullamilir

Breast Cancer Gergek 699 9 2 Veri Kiimelemede sik¢a kullanilr
ExclaStar Sentetik 755 2 3 DPStream de kullanilan sentetik

Onerdigimiz yaklasim KD-AR Stream algoritmasina uyarlanmis ve elde edilen sonuglar yalin hali ile elde edilen sonuglarla
karsilastirilmistir. Onerdigimiz yaklasim icin en yiiksek Accuracy degerini {ireten parametreler tespit edilerek kullanilmistir. KD-AR
Stream algoritmasi i¢in ise ¢alismada belirtilen parametreler kullanilmistir. Her iki algoritmada kullanilan parametreler Tablo 2 ve Tablo
3’te verilmistir.

Kiimeleme basarisini degerlendirirken Purity, Accuracy, F-Score ve Silhouette indeks parametreleri iizerinden karsilastirma
yapilmigtir. Yaklasimlarin performansini degerlendirirken de algoritmalarin ¢aligma zamanlari tizerinden karsilastirma yapilmustir.

Table 2. KD-AR Stream Algoritmasinda Kullanilan Parametreler

Veri setleri

Parametreler KDD Fisher Iris Breast Cancer ExclaStar
N 90 5 3 14
Window_Size (w) 160 90 200 50

r 1.4 1 7.5 4.5
r_threshold 4 0.55 25 1.5
r_max 6.55 1.55 10.35 6

Table 3. ImpSlidingWindow Tabanli KD-AR Stream Algoritmasinda Kullanilan Parametreler

Veri setleri

Parametreler KDD Fisher Iris Breast Cancer ExclaStar
N 90 5 3 14
Window_Size (w) 160 90 200 50

r 14 1 7.5 4.5
r_threshold 4 0.55 2.5 1.5

r_max 6,55 1.55 10.35 6

3.2. Sonuclarin Degerlendirilmesi

Onerdigimiz yaklasimin en dnemli avantaji veriyi ¢ok hizli bir sekilde islemesidir. Bunun da nedeni her veri girisinde penceredeki
tiim verileri islemek yerine belirli sayida veri biriktik¢ce penceredeki tiim verileri islemesidir. Veri biriktirme veya pencere bdliitleme
yaklagimi gereksiz islem yiikiinii diistirmektedir. Boliitleme sayis1 ve zaman karmasiklig: arasinda ters; boliitleme sayisi ile kiimeleme
basaris1 arasinda dogru orant1 vardir. Sekil 3 ve Sekil 4’te de goriildiigii gibi boliitleme sayis1 arttikca performans diigmekte ama
kiimeleme basarisinda artis sz konusudur. Bu nedenle onerdigimiz yaklasimda KD-AR Stream algoritmasimin yalin hali ile
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karsilagtirma yapilirken hem kiimeleme balsarist agisindan makul olan, hem de hizli bir sekilde veriyi islemeye imkan tanimasindan
dolay1 boliitleme says1 4 olarak se¢ilmistir.

Farkli Boliitleme Sayilari ile Elde Edilen Zaman Karmasikliklari
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Sekil 3. Farkli boliitleme sayisinin ¢alisma zamanina etkisi

] Farkh Boliitleme Sayilari ile Elde Edilen Accuracy Degerleri
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Sekil 4. Farkli boliitleme sayisinin kiimeleme bagarisina etkisi

Sekil 5°te de gorildigi gibi KD-AR Stream’in yalin hali KDD veri setini yaklagik 130 sn.’de islerken 6nerdigimiz yaklagim sz
konusu veriyi 28 sn. gibi ¢ok kisa bir siirede islemektedir. Kuskusuz kiimeleme modeli tek basina yeterli degildir. Onerilen modelin
kiimeleme basarisinin da makul bir seviyede olmast gerekir. Sekil 6’da da goriildiigli gibi onerdigimiz yaklagimin elde ettigi Purtiy
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degeri KD-AR Stream’in yalin halinin tirettigi Purity degerine ¢ok yakin dir. Bu da 6nerdigimiz yaklasimin da verileri dogru bir sekilde
kiimelere ayridigini géstermektedir.

Zaman Karmasiklig:
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—6— KD-AR Stream with ImpSlidingWindow
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Sekil 5. Yaklagimlarin toplam ¢alisma zamanlarinin karsilagtirmasi

Purity Testi
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Sekil 6. Algoritmalarin KDD veri seti iizerinde test edilmesi ile elde edilen Purity degerlerinin karsilastirmast

Sekil 7 ve 8’de de goriildiigii gibi Accuracy ve F-Score degerleri de Accuracy degerlerine paralellik gostermekte ve KD-AR
Stream’in yalin halinin irettigi degerlere oldukca yakindir. Bunun yaninda Sekil 9’da goriilen Silhouette indeks sonuglari
karsilagtirildiginda ise 6nerilen modelin iirettigi degerin KD-AR Stream’in yalin halinin iirettigi Silhouette indeks degerine esit oldugu
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goriilmektedir. Bu da onerdigimiz yaklasimin verileri kiime etiketinden bagimsiz olarak kiimelere bolme yaklasiminin ¢ok tutarli
oldugunu gostermektedir.

Accuracy Testi
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Sekil 7. Algoritmalarin KDD veri seti iizerinde test edilmesi ile elde edilen Accuracy degerlerinin karstlastirmast

F-Score Testi
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Sekil 8. Algoritmalarin KDD veri seti iizerinde test edilmesi ile elde edilen F-Score degerlerinin karsilastirmasi
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Silhouette indeks
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Sekil 9. Algoritmalarin KDD veri seti iizerinde test edilmesi ile elde edilen Silhouette indeks degerlerinin karsilastirmasi

Kuskusuz bir tek veri seti lizerinden karsilastirma yaparak algoritmalarin basarisit hakkinda bir sonuca varmak yeterli degildir. Bu
nedenle dnerilen yaklasimin birkag veri seti iizerinde test edilerek sonuglarin karsilastiriimasi gerekir. Onerdigimiz yaklasim Tablo 1°de
s0zii edilen veri setleri lizerinde test edilmis ve elde edilen sonuglar KD-AR Stream’in yalin hali ile elde edilen sonuglarla karsilastiriimig
ve Tablo 4’te verilmistir. Tabloda da goriildiigii gibi kiimeleme basarisi agisindan 6nerdigimiz yaklasim yiiksek oranlarda kiimeleme
basaris1 yakalamaktadir. Onerdigimiz yaklasim, yapilan 16 testin 10’unda en yiiksek basar1 oranim1 yaklamaktadir. Bu da énerdigimiz
yaklagimin kiimeleme basaris1 agisindan oldukga tatmin edici oldugunu géstermektedir.

Table 4. Elde Edilen Kiimeleme Basarilarinin Tek Tabloda Karsilastirmasi

Purity Accuracy F-Score Silhouette indeks

KD-AR Stream KDD 95,86 95,14 97,07 0,52
Fisher Iris 96,88 96,26 95,84 0,39

Breast Cancer 90,05 90,05 91,90 0,56

ExclaStar 99,87 99,87 99,88 0,56

ImpSlidingWindow KDD 94.14 94.14 96.45 0.52
Tabanh KD-AR Stream Fisher Iris 97.62 97.62 97.19 0,37
Breast Cancer 91.55 91.16 92.75 0.35

ExclaStar 99.87 99.87 99.88 0,45

4. Sonuc ve Oneriler

Bu ¢alismada akan veri kiimeleme alaninda sikc¢a kullanilan kayan pencere tabanli veri 6zetleme yaklasiminin performansini
gelistirmeye yonelik gelismis bir versiyonu olan ImpSlidingWindow yaklasimi &nerilmistir. Onerdigimiz model hem yiiksek oranlarda
kiimeleme basarisi yakalamakta hem de ¢cok hizli sonug tiretmeye imkan tanimaktadir. Performans acisindan bakildig1 zaman veri setinin
sahip oldugu nitelik sayisina bagli olarak %80’lere varan performans iyilestirmeleri yakalanabilmektedir. Ozellikle veri akisimin gok
hizli oldugu uygulamalarda 6nerdigimiz yaklagim ¢ok faydali olacak bir yaklasim olarak dikkat cekmektedir.
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Avrupa Bilim ve Teknoloji Dergisi

Onerdigimiz pencere genisligini 4 esit parcaya bolme yaklasimi uygulama ve ihtiyaca gore degistirilebilir bir yaklasimdir. Boliinen
parca sayisinin fazla olmasi performansta asag1 yonlii bir egilime neden olurken, kiimeleme basarisi agisindan yukar1 yonlii bir egilime
neden olmaktadir. Benzer sekilde parga sayisinin az olmasi performasi arttirirken, kiimeleme basarisi agsindan asagi yonlii bir egilime
neden olmaktadir. En dogru parga sayist veri setine ve ihtiyaca gore belirlenecek bir degerdir.
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