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Oz

Parkinson Hastalig1 (PH), bireylerin ¢oklu motor ve motor olmayan 6zelliklerini dogrudan etkileyen ilerleyici bir sinir hastaligidir.
PH’nin ilk evresinde bireyler genellikle ses bozulmalariyla karsi karsiya kalir. Bu durumda PH’nin erken tespitinde kisilerin ses
kayitlarindan yararlanilir. Ses kayitlarindan sinyal isleme yontemleriyle ¢ikarilan 6znitelikler yapay 6grenme yontemlerine girdi olarak
verilerek bireylerin hastaliga sahip olup olmadig: tespit edilir. Bu ¢alismada bireylerin ses kayitlarindan ¢ikarilan 6znitelikler iki farkli
yapay Ogrenme yoOntemine girdi olarak verilmis ve bireyler Parkinson hastasi veya saglikli olarak smiflandirilmistir. Olusturulan
modeller UCI Makine Ogrenmesi deposundan alman veri kiimesi ile egitilmistir. Hem egitilen yapay 6grenme modellerinin
karmagsikligin1 azaltmak hem de modellerin asir1 6grenmesini engellemek i¢in 6znitelikler tizerinde iki farkli boyutsallik indirgeme
yontemi uygulanmustir. {lk ydntem olan Temel Bilesenler Analizi (TBA)’yle yeni bir 6znitelik alt uzay1 olusturmak igin 6znitelik kiimesi
orijinal boyuttan daha az boyuta sahip olan yeni bir alt uzaya yansitilir. Olusturulan yeni 6znitelik uzayinda yiiksek varyansa sahip
bilesenler segilirken; varyansi diisiik bilesenler ihmal edilir. ikinci yontem olan Ozyinelemeli Oznitelik Eleme (OOE)’de ézniteliklere
yapay dgrenme yontemleri kullamilarak ilgililik puanlari atanir. Ik asamada tiim &znitelik kiimesini kullanan bir model olusturulur ve
her 6znitelik i¢in bir ilgililik puani hesaplanir. Sonraki asamada en az ilgililik puanina sahip 6znitelik ihmal edilerek model yeniden
olusturulur ve ilgililik puanlar1 tekrar hesaplanir. Bu islem 6znitelik kiimesinde istenilen sayida 6znitelik kalana kadar devam ettirilir.
Kullanlan iki Boyutsallik indirgeme yontemiyle 6znitelik uzaymin boyutlari azaltilmig ve indirgenmis 6znitelik vektorleriyle Destek
Vektor Makineleri (DVM) ve Gradyan Arttirict Makineler (GAM) siniflandiricilar: egitilmistir. Elde edilen veri kiimesinin 6rnek sayist
gorece az oldugundan simiflandiricilarin egitiminde Bireyi Disarda Birakan Capraz Dogrulama (BDBCD) prosediirii kullanilmigtir. Veri
kiimesi ayn1 zamanda dengesiz sinif dagilimina sahip oldugundan modellerin performans degerlendirmesinde dogruluk oraniyla birlikte
F-olgiitii ve Matthews Korelasyon Katsayis1 (MKK) 6lgiitleri kullanilmigtir. Alinan tiim deneysel sonuglar irdelendiginde en yiiksek
siiflandirma basarisina sadece 13 Oznitelik kullanilarak erisildigi goriilmiistir. OOE yontemiyle segilen 13 &znitelikle GAM
smiflandiricist egitilerek 0,881 dogruluk orani elde edilmistir. Dogruluk orani 6znitelik se¢imi yapilmadan elde edilen sonuglara gére
yaklagik %2 oraninda artmigtir. Ayni artig siniflarin ayirt edilebilirligini gésteren MKK oraninda da olmustur. Boyutsallik indirgeme
islemi olmadan elde edilen MKK oram 0,62 iken OOE yontemiyle 6znitelik segimi yapildiginda oran 0,67’ye yiikselmistir. Kullanilan
diger boyutsallik indirgeme yontemi olan TBA ise 6znitelik se¢imsiz modellere gore siniflandirma basarisi arttirmamasina ragmen, ayni
basar1 oranlarina daha az sayida 6znitelikle erigmistir.

Anahtar Kelimeler: Parkinson Hastalig1 Tespiti, Boyutsallik indirgeme, Temel Bilesenler Analizi, Ozyinelemeli Oznitelik Eleme,
Destek Vektor Makineleri, Gradyan Arttirict Makineler.

Comparison of Different Dimensionality Reduction Methods in the
Detection Parkinson's Disease

Abstract

Parkinson's Disease (PD) is a progressive neural disease that directly affects multiple motor and non-motor features of the individuals.
PD individuals are often confronted with sound distortion in the first stage of the disease. In this case, the voice recordings of the people
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are used for the early detection. The features extracted from the sound recordings by signal processing methods are given as input to
machine learning methods for the detection of the PD. In this study, the features extracted from the voice recordings of individuals were
given as input to two different machine learning models for the detection of PD. The models were trained with the dataset obtained
from the UCI Machine Learning repository. Two different dimensionality reduction methods were applied on the features in order to
reduce the complexity of the trained models and to prevent the over-fitting. The first method, Principal Components Analysis (TBA),
projects original feature space into a new subspace that has fewer dimensions than the original. In order to reduce feature dimensions,
components with high variances in the new feature space are selected. In the second method, Recursive Feature Elimination (RFE),
relevance scores are assigned to the features by using machine learning methods. In the first step, a model that uses the entire set of
features is created and a relevance score is calculated for each feature. In the next stage, the model is rebuilt by neglecting the feature
with the least relevance score and the relevance scores are recalculated. This process is continued until the desired number of features
remains in the feature set. After dimensionality reduction process, Support Vector Machines (SVM) and Gradient Boosting Machines
(GBM) classifiers were trained with selected features. Since the number of intances in the dataset was small, One Person Out Cross
Validation (OPOCV) was used in classifier training. Due to having data imbalance problem, F-Measure and Matthews Correlation
Coefficient (MCC) metrics were used along with accuracy in the performance evaluation. When all the experimental results were
examined, it was found out that the highest classification success was achieved by using only 13 features. The GBM classifier was
trained with 13 features selected by RFE method to obtain an accuracy of 0.881. Accuracy rate increased by about 2% according to the
results obtained without feature selection. The same increase was also seen in the rate of MCC that shows the degree of the class
distinguishability. While MCC rate obtained without dimensionality reduction was 0.62, the ratio increased to 0.67 when the feature
selection was done with the RFE. PCA, which is the other dimensionality reduction method, did not increase the classification success
compared to without selection, but achieved the same success rates with fewer features.

Keywords: Detection of Parkinson's Disease, Dimensionality Reduction, Principal Component Analysis, Recursive Feature
Elimination, Support Vector Machines, Gradient Boosting Machines.

1. Giris

Saglik biligim sistemleri, son yillarda 6nemli hastaliklarin tespitinde ve gelisiminin izlenmesinde yaygin olarak kullanilmaktadir.
Yapay Ogrenmeye dayali bilisim sistemleri, 6zellikle 60 yasin iizerindeki kigilerde sikga goriilen Parkinson Hastaligt (PH)’nin
izlenmesinde kullanilir [1]. PH, ¢oklu motor ve motor olmayan 6zelliklerde kayba neden olan ilerleyici bir sinir hastaligidir [2].
Hastaligin erken teshisinin yasam kalitesini arttirmasi nedeniyle, PH nin tespiti i¢in yiiksek dogruluga ve giivenilirlige sahip tip bilisim
sistemleri gerekir. Bu sistemler ayni zamanda hekimlerin is yilikiinii azaltmay1 da hedefler [3]-[7]. PH saptama sistemleri, genel anlamda
hastaligin hangi agsamada oldugunu tanimaya odaklanir. Hastaligin en yaygin belirtilerinden biri de ses problemidir ve hastaligin erken
safhalarindan itibaren ses bozukluklarina siklikla rastlanir. Bu nedenle, ses bozukluklarima dayali saglik sistemleri son PH tespit
¢aligmalarinda 6ncii konumdadir [3]-[7]. Ses sinyallerini kullanan bu sistemler ilintlili ses 6zelliklerini kullanarak Parkinson hastalarini
saglikli bireylerden otomatik olarak ayirt edebilir Bu sistemlerde klinik olarak ilintili 6znitelikler elde etmek i¢in ¢esitli konusma sinyal
isleme teknikleri kullanilir. Elde edilen bu dznitelikler yapay 6grenme yontemlerine girdi olarak verilerek PH tespitinde giivenilir
kararlar alinir. PH ¢aligmalarinda kullanilan veri kiimelerinin 6znitelik vektorlerinin boyutunun yiiksek olmast ve 6rnek sayisinin az
olmast nedeniyle, sinyallerden elde edilen 6znitelikler lizerinde boyutsallik indirgeme gergeklestirilir. Boyutsallik indirgeme 6znitelik
uzaymin yiiksek boyutlu olmasinin negatif etkilerini ve veri seyrekligi problemini ortadan kaldirir. Boyut indirgenmesi, 6znitelik se¢imi
veya Oznitelik ¢ikartimi teknikleriyle yapilmaktadir.

PH tespitinde boyutsallik indirgemeden sonraki asama uygun yapay 6grenme yonteminin secilmesidir. Son yillarda yapilan PH
calismalarinda Yapay Sinir Aglar1 (YSA), Destek Vektor Makineleri (DVM), Rastgele Orman (RF) ve K-En Yakin Komsular (KEYK)
gibi yapay 6grenme modelleri siklikla kullanilmistir. Bahsedilen bu modellerden KYEK sadeligi ve sonuglart anlamlandirma kolayligi
acisindan 6n plandadir. YSA, DVM ve RO modelleri ise dogrusal yapiya sahip olmayan verileri modellemede basarilidir [8-11]. PH
calismalarinda kullanilan yapay &grenme modeli ne olursa olsun; modellerin basarisi verilerden segilen Ozniteliklerin kalitesi ile
dogrudan ilgilidir. Boyutsallik indirgeme yontemleri veride giiriiltii olarak yer alan 6znitelikleri ihmal ederken ilintiye sahip dznitelikleri
on plana ¢ikarmaktadir. Boylece tekrarli ve ayni bilgiyi igeren 6znitelikler elenir ve siniflandirma performansinda artig olur [12].

Bu ¢alismada Istanbul Universitesi Cerrahpasa Tip Fakiiltesi Noroloji Béliimiinde kaydedilmis 188 Parkinson hastasi ve 64 saglikli
bireye ait ses kayitlarindan farkli sinyal isleme teknikleriyle elde edilen oOznitelikler kullanilmistir [13]. Bu Ozniteliklere farkli
boyutsallik indirgeme yontemleri uygulanmistir. Oznitelik ¢ikarma yontemi olarak Temel Bilesen Analizi (TBA) kullanilirken; znitelik
segimi igin Ozyinelemeli &znitelik eleme (OOE) yonteminden yararlanilmistir. Boyut indirgemesi yapilan 6znitelik vektdrleri DVM ve
Gradyan Arttirict Makineler (GAM) siniflandiricilarina girdi olarak verilmistir. Siniflandiricilarin egitimi Bireyi Digsarda Birakan Capraz
Dogrulama (BDBCD) prosediiriiyle yapilmistir. Egitilen siniflandiricilarin performans: Dogruluk Orani, F-6lgiitii ve Matthews
Korelasyon Katsayisi dlgiitleriyle degerlendirilmistir. Son olarak alinan siniflandirma sonuglari ayni veri kiimesinin kullanildig: diger
literatiir calismalariyla kiyaslanmistir. Calismada devam eden béliimleri su sekildedir: Tkinci boliimde literatiirde yer alan PH tahmini
calismalarindan bahsedilmistir. Ugiincii boliimde kullamlan veri kiimesinin detaylar1 hakkinda bilgi verilmis ve boyutsallik indirgeme,
yapay 6grenme ve performans degerlendirme yontemleri agiklanmistir. Son boliim olan 4. Boliim’de ise ¢alismada elde edilen sonuglar
gosterilmis ve degerlendirilmistir.
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2. Ilgili Cahsmalar

Bu bdliimde, yapay 6grenme algoritmalarini kullanan PH siniflandirma ¢alismalar1 6zetlenmistir. PH olan bireylerde arasinda yavas
hareket, durus ve denge eksiklikleri gibi pek ¢ok belirtiler olmasina ragmen, hastaligin en énemli belirtisi konugsma ve bogumlanma
degisimi olarak tanimlanan “Disfoni”dir [13]. Disfoninin PH’nin en anlamli onciisii olmast PH calismalarinin ses sinyallerine
odaklanmasinin en 6nemli sebebidir. Literatiirdeki birgok ¢alisma 31 drnege (23 PH ve 8 saglikli birey) sahip 195 ses kaydindan olugan
kamuya agik veri setini kullanmstir [14]. Calismalarda kullanilan diger bir PH veri seti de ¢oklu konusma kaydina sahip 40 6rnek (20
saglikli ve 20 PH birey) icermektedir [4]. Her iki veri kiimesindeki ses 6rneklerinden ses temel frekansi, temel frekanstaki degiskenlik
Olciimleri, genlikteki degiskenlik 6l¢timleri gibi genel 6znitelikler elde edilmistir. PH siniflandirma g¢aligmalarinin ¢ogu bu veri
kiimelerindeki 6znitelikleri igerdiginden her iki veri kiimesinden elde edilen 6znitelikler “Temel Oznitelikler” olarak adlandirilir. Temel
ozniteliklerin yani sira, PH tespitinde sinyal isleme tekniklerine dayanan diger dzniteliklerden de yararlanilir. Sinyal-giiriiltii oran1 (Ing.
Signal to noise ratio), Mel-frekans Kepstral Katsayilart (MFKK) (Ing. Mel Frequency Cepstral Coefficients) ve Ayarlanabilir Q-faktor
Dalgacik Déniisiimii (AQDD) (ing. Tunable Q-Factor Wavelet Transform) gibi araclarla PH siiflandirma gorevleri igin etkin
oznitelikler elde edilebilir [13].

PH hastalar1 ¢cogunlukla ses yiiksekligini, kararsizligi ve siklik anormalliklerini dogrudan etkileyen ses bozulmalariyla karst
karsiyadir. Ses kirilmalart ve bozulmus ses kalitesi de PH bireylerde goriilen diger bozukluklardir. Konusma isleme teknikleri,
bahsedilen bu anormallikleri tespit etmek ve PH ile iligkili ses 6zniteliklerinin otomatik olarak ¢ikarmak i¢in siklikla tercih edilir. Son
on yilda, PH tespitinde ses oznitelikleri kullamldig1 bircok yapay Ogrenme ¢aligmasi yapilmistir. Ornegin, Tsanas ve dig. ses
Ozniteliklerine sahip yeni bir PH saptama modeli 6nermis ve yiiksek ilinti puanina sahip ilk 10 6zniteligi se¢mek icin farkli 6znitelik
secim teknikleri uygulamistir. Minimum Fazlalik Maksimum Ilgi (MFMI) (ing. Minimum Redundancy Maximum Relevance- mRmR),
Kabartma (ing. Relief) ve Yerel Ogrenme-Temelli Oznitelik Se¢imi (ing. Local Learning-Based Feature Selection) yontemleri dznitelik
se¢iminde kullanilmis ve segilen 6zniteliklerin performanslari Rastgele Orman (ing. Random Forest) ve Destek Vektdr Makineleri
(DVM) (Ing. Support Vector Machines) siniflandiricilar degerlendirilmistir. Bu siniflandiricilar parilti (ing. shimmer) ve ses kivrim
(ing. vocal fold) uyarma 6zniteliklerinden yararlanarak % 98,6’ya varan hassasiyet oranina ulasmustir [15].

Vikas ve Sharma, Parkinson hastalarini saglikli bireylerden ayirmak igin yeni bir model 6nermis ve modele girdi olarak bireylerin
ses sinyallerinden ¢ikarilan farkli 6znitelik kiimeleri verilmistir. Caligmada girtlak nabzi, MFKK, perde, titreme ve 1s1lt1 6zniteliklerinin
PH {izerindeki etkileri incelenmis, MFKK ve girtlak nabzi 6zniteliklerinin PH ve saglikli bireylerde farkli karakteristige ve yiiksek
dalgalanmalara sahip oldugu sonucuna varilmigtir. PH bireylerin saglikli bireylerden daha yiiksek titresim ve 1s1lt1 degerlerine sahip
olduklar1 da tespit edilmistir [8]. Parisi ve dig. ise PH'nin erken teshisi i¢in yapay zeka tabanli bir siniflandirma sistemi kurmay1
amacglamistir. Calismada kullanilan veri kiimesi California-Irvine Universitesi (UCI) Makine Ogrenimi deposundan alinmistir. Veri
kiimesinde 68 bireye ait disfonik 6znitelikler ve klinik puanlar mevcuttur. Smiflandirma sistemine giris olarak verilecek 6znitelikleri
belirlemek igin 6zel maliyet fonksiyonuna sahip Cok Katmanl Algilayici (CKA) (ing. Multi Layer Perceptron) egitilmis ve egitim
sonucunda en yiiksek dnem puanina sahip 20 6znitelik seg¢ilmistir. Secilen 6znitelikler Lagrange Destek Vektér Makineleri (LDVM)
siiflandiricisina  verilerek simiflandirma  gergeklestirilmistir. Oznitelik segimine ve simiflandirmaya dayali bu melez sistemin
performansi benzer ¢aligmalarla karsilastirilmig, 6nerilen sistemin dogruluk oraninin %100’e ulastigi goriilmiistiir [16].

Sakar ve dig. tarafindan yapilan yakin donem ¢aligmasinda, bireylerin PH tanilar1 i¢in ses sinyallerine AQDD uygulanmistir. Elde
edilen AQDD o6zniteliklerinin basarisi, PH ¢alismalarinda yaygin olarak kullanilan diger ses 6znitelikleriyle karsilagtirilmistir. Deneyler
252 kisinin ¢oklu ses 6rnekleriyle yapilmis ve bu 6rneklerden farkli 6znitelik kiimeleri ¢ikarilmistir. Oznitelik altkiimeleri girdi verisi
olarak farklh tiirde smiflandiricilara verilmis ve bu smiflandiricilarin ciktilari cogunluk oyu (ing. Majority Voting) yontemiyle
birlestirilmistir. Bu ¢aligma, AQDD 6zniteliklerinin PH smiflandirmada siklikla kullanilan diger ses 6zniteliklerinden daha yiiksek
basariya sahip oldugunu géstermistir. Ek olarak, MFKK ve AQDD ozniteliklerinin birlesimine MFMI 6znitelik secimi uygulanmis ve
secilen dzniteliklerin siniflandirma performansini arttirdig tespit edilmistir [13].

Yiicelbag ve Yiicelbas, Sakar ve dig. ¢aligmasiyla ayni veri kiimesini kullanmis ve veri kiimesindeki AQQD o6znitelikleri {izerine
farkl1 Bagimsiz Bilesen Analizi (BBA) yontemleri uygulayarak boyut indirgemesi yapmustir. Caligmada indirgenmis 6znitelik kiimeleri
Rastgele Orman (RO) siiflandiricisina giris olarak verilmis ve siniflandiricilar egitilmistir. Egitilen siniflandiricilarin sonuglar1 farkli
degerlendirme Olciitleriyle sinanmistir. Caligmanin sonuglart irdelendiginde; en yiliksek siniflandirma bagarisina %82.01 ile yeniden
yapilanma Bagimsiz Bilesen Analizi (YBBA) yontemiyle erisildigi goriilmiistiir [32].

Bahsedilen ilgili PH ¢aligmalarinda yapay 6grenme yontemleriyle beraber genellikle ses tabanli 6zniteliklerin kullandig1 agiktir.
Ses temelli 6zniteliklerin yaninda; elektroansefalogram (EEG), akilli kalem ve giyilebilir algilayicilar gibi farkli veri kaynaklarindan
Oznitelik ¢ikaran ¢aligmalarda bulunmaktadir [17-19].

3. Materyal ve Metot

3.1. Veri Kiimesi

Caligmada kullanilan veri kiimesi UCI Makine Ogrenimi deposundan almmuistir. Veri kiimesi yakin zamanda Sakar ve dig.
tarafindan yapilan ¢aligmada kullanilmistir [13]. Veri kiimesi ile ilgili istatistiki bilgiler Tablo 1’de verilmistir.
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Tablo 1. Veri kiimesiyle ilgili istatistiki bilgiler.

PH Saghkh

Birey Sayilari 188 64

Bireylerin Cinsiyet Dagilim1 (E/K) | 107/81 23/41

Bireylerin Yas Araligt 33-87 41-82

Veri toplama asamasinda mikrofonun frekans tepkisi 44.1 KHz'e ayarlanmis ve her birey “a” harfini seslendirmistir. Her birey icin
3 farkli kayit alinmig bdylece elde edilen ses kaydi drneginin sayis1 756 olmustur. Bireylere ait ses kaydi drneklerine farkli sinyal isleme
teknikleri uygulanarak toplamda 752 adet 6znitelik elde edilmistir. Bu &zniteliklerin tiirleri ve sayilalar1 Tablo 2’de belirtilmistir.

Tablo 2. Veri kiimesindeki 6znitelik tiirlerinin sayilari.

Oznitelik Tiirii Oznitelik

Sayis1
Temel Oznitelikler 21
Akustik Oznitelikler 33
Mel-Frekans Kepstral Katsayilari(MFKK) 84
Dalgacik Déniisiimii (DD) 182
Avyarlanabilir Q-faktorii Dalgacik 432
Déniistimii (AQDD)

Literatiir caligmalarit PH'nin erken dénemde bile kisinin konusmasini etkiledigi gostermistir [20]. Bu sebeple konusma 6znitelikleri
PH'yi degerlendirmek ve hastaligin tedaviden sonraki evrimini izlemek igin siklikla kullanilir. Titreme ve parilti tabanli 6znitelikler,
temel frekans parametreleri, harmoniklik parametreleri, Yineli Zaman Yogunluk Entropisi (Ing. Recurrence Time Density Entropy),
Ardisik Bagimli Dalgalanma Analizi (Ing. Detrended Fluctuation Analysis) ve Perde Periyodu Entropisi (Ing. Pitch Period Entropy),
PH ¢alismalarinda sik¢a kullanilan konusma dznitelikleridir. Sakar ve dig. calismalarinda bahsedilen bu dznitelikleri Temel Oznitelikler
olarak adlandirmuistir [13]. Konusma yogunlugu, formant frekanslari ve bant genisligi gibi Akustik Oznitelikler ise konusma
sinyallerinden elde edilen spektrogramlarla olusturulmus olup, PH siniflandirmasinda kullanilan diger anahtar 6zelliklerdir.

Insan kulaginin 6zelliklerini taklit eden MFKK, konusmaci tanima, otomatik konusma tanima, biyomedikal ses tanima ve PH teshisi
gibi farkli gorevlerde konusma sinyallerinden giirbiiz bir 6znitelik ¢ikarma yontemi olarak bilinir. PH dil ve dudak hareketlerinde hizli
bozulmalar1 yol agtigindan, MFKK’lar bu bozulmalari tespit etme yetenegine sahiptir [6]. PH bireylerin konugma drneklerinde uzun
siireli sesli harflerin tam periyodikliginde ani degisiklikler goriilmektedir. Dalgacik Déniisiimii (DD) (Ing. Wavelet Transform) bélgesel
Olcekteki bu dalgalanmalar tespit etmede dnemli bir aragtir. DD’nin ham temel konusma sinyali FO'dan elde ettigi belirli 6znitelikler,
PH tanisinda bir¢ok ¢aligmada kullanilmistir [13].

Ayarlanabilir Q-faktéri Dalgacik Doniisiimii (AQDD), 6znitelik ¢ikarimi igin kullanilan bagka bir yontemdir. AQDD, sinyal
davranigina gore sinyalleri daha iyi kalitede doniistiirmek i¢in 3 ayarlanabilir parametreden (Q (Q faktorii), r (artiklik) ve J (seviye
sayis1)) yararlanir. Q faktorii parametresi, sinyallerdeki salinimlarin sayisiyla dogrudan ilgilidir ve zaman alaninda yiiksek salinimli
sinyaller i¢in nispeten yliksek Q faktori degeri segilir. J ayrigtirma agamasindaki seviye sayisi olarak kabul edilir. R parametresi, zaman
seklini etkilemeden dalgacik konumunu belirlemek i¢in asir1 ginlamay1 kontrol eder. Daha 6nce belirtildigi gibi, PH bireyler ses katlama
titresimindeki periyodikligi yitirirler. Bu nedenle, kullanilan veri kiimesindeki AQDD ’nin parametreleri, konugma sinyallerinin zaman
bolgesi 6zellikleri dikkate alinarak ayarlanir [13].

3.2. Boyutsallik Indirgeme Yontemleri

Boyutsallik indirgeme, bir modelin karmagikligini azaltmanin ve agir1 6grenmeyi engellemenin bir yoludur. Boyutsallik indirgeme
Oznitelik secimi ve Oznitelik ¢ikarma olmak iizere iki ana kategoriye ayrilir. Oznitelik se¢imi yoluyla, orijinal 6zniteliklerin bir alt
kiimesini secilirken, 6znitelik ¢ikartmada yeni bir 6znitelik alt uzayi olusturmak i¢in 6znitelik kiimesi farkli bir uzaya yansitilmaktadir.
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Boyutsallik indirgeme yapay 6grenme algoritmasinin hesaplama verimliligini arttirmasinin yaninda, modellerin tahmin performansi
iyilestirebilir [22].

Calismada boyutsallik indirgeme islemi i¢in Temel Bilesenler Analizi (TBA) (Ing. Principal Component Analysis) ve Ozyinelemeli
Oznitelik Eleme (OOE) (ing. Recursive Feature Elimination) yontemleri kullanilmisti. TBA yontemiyle 6znitelik uzayr yansitma
matrisiyle farkli bir uzaya yansitilirken, OOE yontemiyle orijinal 6zniteliklerin belirli sayida alt kiimeleri secilir. Kullanilan yéntemlerin
detaylar1 asagidaki alt boliimlerde agiklanmustir.

3.2.1. Temel bilesenler analizi (TBA)

Temel Bilesenler Analizi (TBA): Temel Bilesen Analizi (TBA) (ing. Principal Component Analysis), 6zellikle 6znitelik gikarimi
ve boyutsallig1 azaltma i¢in farkli alanlarda yaygin olarak kullanilan denetimsiz bir dogrusal doniigiim teknigidir. TBA'nin diger popiiler
uygulamalar1 arasinda kesifsel veri analizi, zaman serisi sinyallerindeki giiriiltiilerin giderilmesi ve biyoinformatik alanindaki genom
verilerinin ve gen ekspresyon seviyelerinin analizi bulunur [23]. TBA, 6znitelikler arasindaki korelasyona dayanarak verilerdeki
oriintiileri ¢ikarmamiza yardime1 olur. TBA yiiksek boyutlu verilerde maksimum varyansin yonlerini bulmay1 amaglar ve bunu orijinal
boyuttan daha az boyutta olan yeni bir alt alana yansitir. Bunun i¢in, drnek x vektoriinii orijinal d-boyutlu 6znitelik uzayindan daha az
boyutlara sahip yeni bir k-boyutlu 6znitelik alt uzayina yansitmamiza izin veren bir d x k boyutlu doniisiim matrisi olan W olusturulur.

x =[xy, xq, x5 x,], x € R%z = xW, W £ Rk
z = [zy, 24, 252, ], z ERF (D

Orijinal d boyutlu verilerin bu yeni k boyutlu alt uzaya doéniistiiriilmesinin bir sonucu olarak, birinci ana bilesen miimkiin olan en
biiyiik varyansa sahiptir. Birinci bileseni izleyen diger ana bilesenler ise bu bilesenlerin diger ana bilesenlerle iliskisiz oldugu (ortogonal)
kisit1 g6z oniine alindiginda yine en biiyiik varyansa sahip olacaktir. TBA yansitmalari veri 6l¢eklendirmeye karsi olduk¢a duyarli
oldugundan, TBA 6ncesi dznitelikler standart hale getirilmeli ve tiim 6zniteliklere esit 6nem verilmelidir [24].

3.2.2. Ozyinelemeli dznitelik eleme (OOE)

Ozyinelemeli 6znitelik eleme (OOE) ozniteliklerin ilgililik puanlarini hesaplarken DVM ve RO gibi yapay dgrenme yontemlerinden
yararlanir [25,26]. Bundan dolay1 OOE temel olarak saric1 (Ing. wrapper) bir 6znitelik secim yontemidir. OOE yontemi ilk asamada
tim Oznitelik kiimesini kullanarak bir model olusturur ve her 6znitelik i¢in bir 6nem puani hesaplar. Sonraki asamada en az 6nem
puanina sahip 6znitelik ihmal edilerek model yeniden olusturulur ve 6nem puanlari tekrar hesaplanir. Bu islem 6znitelik kiimesinde
istenilen sayida 6znitelik kalana kadar devam ettirilir. Bu nedenle, secim sonunda istenilen 6znitelik alt kiimesi boyutu, OOE i¢in bir
ayar parametresidir. OOE ydnteminde diger belirlenmesi gereken parametre ise dzniteliklerin dnem puanlarmin belirlenecegi yapay
dgrenme yontemidir. DVM, yiiksek dogrulugu ve iyi genelleme kabiliyeti nedeniyle OOE igin popiiler bir algoritmadir. OOE’nin her
yinelemesinde dogrusal DVM modeli egitilir ve her dznitelige bir agirhik degeri atanir. En diisiik agirliga sahip 6zniteligin siniflandirma
iizerinde etkisi en az olacagindan bir sonraki yenilemede bu 6znitelik ihmal edilir. Oznitelik boyutu yiiksek oldugunda ise, 6zniteliklerin
birer birer ¢ikarilmast zaman alir. Bu gibi durumlarda, her yinelemede birden fazla 6znitelik ihmal edilebilir [27].

3.3. Siniflandirma Yontemleri

Calismanizda PH simiflandirmast igin Destek Vektor Makineleri ve Gradyan Arttirict Makineler (Iing. Gradient Boosting Machines)
smiflandiricilart kullanilmigtir. Farkli boyutsallik indirgeme yontemlerinden elde edilen Oznitelik alt kiimeleri bahsedilen 2
smiflandiriciya girdi olarak verilerek siniflandirma gergeklestirilmistir. Siniflandiricilarin detaylarina asagidaki alt bagliklarda
deginilmistir.

3.3.1. Destek vektor makineleri (DVM)

Destek Vektor Makineleri (DVM) denetimli bir 6grenme modeli olup hem siniflandirma hem de regresyon problemlerinde
kullanilr. Tkili siniflandirma problemlerinde, veriler dogrusal olarak ayrilabilirse, bu ayrim sonsuz sayida hiper diizlemle yapilabilir.
DVM'in smiflan birbirinden ayirmak icin en bilyiik kenar bosluguna sahip dogrusal fonksiyonu bulmasi amaglanmaktadir. DVM,
cekirdek (Ing. Kernel) islemleri yoluyla dogrusal olmayan verileri de basariyla siiflandirma yetenegine sahiptir. Dogrusal olmayan
verilerde dogrusal ayrilabilirligi saglamak i¢in n boyutlu drnekler ¢ekirdek fonksiyonlar: kullanilarak yeni bir m boyutlu uzaya (m>n)
yansitilir. Yeni uzaydaki ornekler diizlemler kullanilarak iki sinifa ayrilir. DVM'deki parametreler kullanilan ¢ekirdek fonksiyonunun
tiiriine bagl olarak degisir. Ornegin, C egitilen modelin karmasikligim1 tammlayan diizenlilestirme parametresidir. Diisiik C degerleri,
yanlis siniflandirilmis 6rneklere sahip olabilecek daha basit bir model saglarken, daha yiiksek C degerleri, modelin varyansini arttirir
ve agir1 0grenmeye neden olur [28].

3.3.2. Gradyan arttirict makineler (GAM)

Arttirma (Ing. Boosting), tek bir giiclii 6grenici olusturmak igin bir dizi zayif dgreniciyi bir araya getiren bir tahmin yonte midir.
Arttirma yontemi, basarili performanslarindan dolay: birgok probleme basariyla uygulanmistir [29,30]. Gradyan Arttirma (GA) [31]
kullanildiginda, zayif 6grenenlerin egitimi ile modeller eklemeli bir sekilde olusturulur. Zayif bir 6grenci olarak dogrusal regresyon,
karar agac1 ve regresyon agaci segilebilir. GA modelinin formiilii asagida esitlikte gosterilmistir:
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K

¥, = fk(xijr fr€F ()

k=1

Esitlikte K Ogrenenlerin sayisint, fe ise fonksiyon uzayinda tanimli bir fonksiyonu (6rnegin karar agact veya dogrusal fonksiyon)

ifade eder. i veri kiimesi 6rnegi ve Yi ise i 6rnegi igin tahmin edilen simf etiketidir. GA modelleri yinelemeli olarak egitilir. Her
asamada, mevcut modelin yanlig siniflandirmalarii geri kazanmak igin bir 6grenici (yeni bir karar agaci gibi) egitilir. GA
smiflandiricisinin egitimi, gradyan diismesi algoritmasi ile amag fonksiyonunun en aza indirilmesiyle gergeklestirilir [31].

3.4. Performans Degerlendirme

Siniflandiricilarin tahmin performanslarini degerlendirmek igin degerlendirme Slgiitlerinden faydalanilir. Dogruluk orani en sik
kullanilan 6l¢iitlerden biri olsa da, verilerde simnif dagilimimnin dengesiz olmasi durumunda yanilticit sonuglar verebilir [22]. F-6lgiitii ve
Matthews Korelasyon Katsayisi gibi degerlendirme Olgiitleri, bir siniflandiricinin sinif dengesizligi durumunda bile farkli siniflar
arasinda ne kadar iyi ayrim yapabilecegini 6l¢ebilir. Bu dl¢iitler karmasiklik matrisini temel alarak hesaplanir. Tablo 3'teki gibi karisiklik
matrisi, ikili bir siniflandirma i¢in sinif bagina dogru ve yanlis siniflandirilmis Srneklerin sayisini ifade eder.

Tablo 3. ikili simiflandirma i¢in karisiklik matrisi.

Gercek /Tahmin Edilen Pozitif Negatif

Pozitif dp yn

Negatif yp dn

Karisiklik matrisinde, dp, yp, yn ve dn sirastyla dogru pozitif (dp), yanls pozitif (yp), yanlis negatif (yn) ve dogru negatif (dn)
sayimlari belirtir. Bu sayimlara dayanarak, dogruluk ve F-Olgiitii su sekilde hesaplanr [33]:

Dogruluk= dp+dn/(dp+yp+dn+yn) 3)
Kesinlik(K)=dp/(dp+yp) @)
Anma(A)=dp/(dp+yn) (6))
F-Olgiiti=2*K*A/(K+A) (6)

Matthews Korelasyon Katsayisi (MKK) ise ikili siniflandirmalarin kalitesini 6l¢mek igin kullanilan bagka bir dl¢iittiir. MKK, dp,
yp, yn ve dn sayilarini dikkate alir ve genellikle sinif dagilim1 dengesiz olsa bile kullanilabilecek dengeli bir 6l¢iit olarak kabul edilir.
MKK esasen gergek ve dngdriilen durumlar arasinda bir korelasyon katsayisidir ve “—1” ile “+1” arasinda bir deger alir. “+1” degeri
mitkemmel bir tahmin gdsterirken, “—1” degeri tahmin ile gergek etiketler arasindaki uyusmazligi belirtir.

4. Arastirma Sonuclari ve Tartisma

Bu boliimde, farkli boyutsallik indirgeme ve siniflandirma yontemleriyle elde edilen deneysel sonuglarin ayrintilarini agilanmistir.
Elde edilen veri kiimesinde az sayida 6rnek bulunmasi nedeniyle, siniflandiricilarin performans degerlendirmesi Bireyi Digsarda Birakan
Capraz Dogrulama (BDBCD) prosediiriiyle yapilmigtir. BDBCD ’nin her yinelemesinde, bir bireye ait olan drnekler test kiimesi olarak
ayrilirken, kalan diger bireylerin 6rnekleri egitim kiimesi olarak kullanilmistir. Veri kiimesinde her bireye ait 3 kayit oldugundan, bu
kayitlarin sinif etiketleri ayr1 tahmin edilmis ve tahminlerin cogunluguna bakilarak o kisi i¢in nihai sinif etiketi belirlenmistir.
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Sekil 1. Bilesenlerin sahip oldugu kiimiilatif varyans oranlar.

Veri kiimesiyle yapilan ilk deneylerde herhangi bir boyutsallik indirgeme yontemi kullanilmamistir. Veri kiimesi ornekleri direkt
olarak DVM ve GAM smiflandiricilarina verilmis ve siniflandiricilarin performanslart degerlendirilmistir. Siniflandiricilarin
parametrelerini en iyilemek i¢in farkli parametre kiimeleri denenmigtir. DVM siniflandiricisinda ¢ekirdek tiirii ve C parametreleri i¢in
degerler bulunurken, GAM smiflandiricist igin 0grenici sayist ve dgrenme oranlart en iyilenmistir. Boyutsallik indirgeme islemi
yapilmadan elde edilmis sonuclar Tablo 4’te gosterilmistir.

Sonuglar GAM simiflandiricisinin 0,861 dogruluk ve 0,631 MKK oranlariyla DVM siniflandiricisindan daha yiiksek performansa
sahip oldugunu gostermistir. F-Olgiitii ve MKK metrikleri agisindan bakildiginda ise yine GAM smiflandiricismin DVM
smiflandiricisina tistliinligi bulunmaktadir. Bu deneylerin ardindan boyutsallik indirme yontemleriyle yeni deneyler gergeklestirilmistir.
Veri kiimesine ilk olarak TBA yontemi uygulanmis ve her bir temel bilesenin sahip oldugu varyans oranlari bulunmustur. Bilesenlerin
varyans oranlari1 kiimiilatif olarak toplanmig ve Sekil 1’de ¢izdirilmistir. Boylece bilesen sayisi ve bilesenlerin sahip oldugu toplam
varyans oranlari arasindaki iliski bulunmustur. Ik deneylerde toplam varyansin %70’ine sahip olan ilk 18 bilesen segilmistir. Boylece
Oznitelik uzayinin boyutu 732’den 18’e indirgenmistir. Segilen bu 18 bilesen girig verisi olarak DVM ve GAM smiflandiricilarina
verilmigtir.

Tablo 4. DVM ve GAM siniflandiricilariyla alinan siniflandirma sonuglari.

DVM GAM
Yontemler " ”

Dogruluk Oram | F-Olgiitii| MKK | Dogruluk Orant| F-Olgiitii | MKK

Oznitelik Segimsiz 0,841 0,901 (0,543 0,869 0,917 10,632
TBA (18 Oznitelik) 0,837 0,899 (0,530 0,845 0,902 {0,559
OOE (18 Oznitelik) 0,873 0,918 {0,647 0,881 0,923 (0,671
TBA (35 Oznitelik) 0,841 0,898 (0,553 0,841 0,900 [0,545
OOE (35 Oznitelik) 0,861 0,912 {0,607 0,873 0,919 0,645
TBA (83 Oznitelik) 0,849 0,907 10,572 0,845 0,901 {0,561
OOE (83 Oznitelik) 0,865 0,914 0,620 0,865 0,913 0,622

Alman smiflandirma performanslar1 Tablo 4’te sergilenmistir. Sonuglar her iki siniflandiriciyla alinan performansin (yaklagik 0,84
dogruluk oran1) birbirine yakin oldugunu gostermistir. TBA ydnteminin performansimi OOE yontemiyle karsilagtirmak igin, OOE ile de
en yiiksek 6znitelik 6nem puanma sahip 18 6znitelik se¢ilmistir ve bu dznitelikler DVM ve GAM siniflandiricilarina girdi olarak
verilmistir. Alinan siniflandirma sonuglar1 Tablo 4’te listelenmistir. OOE yontemiyle secilen 18 6znitelikle DVM siniflandiricist 0,873
dogruluk ve 0,647 MKK oranlarina erismistir. GAM siniflandiricisi ise 0,881 dogruluk ve 0,671 MKK oranlarina sahiptir. Toplam
varyansin 0,7’sine sahip temel bilesenlerle deneyler yapildiktan sonra sirasiyla 0,8 ve 0,9 varyans oranlarina sahip bilesenler secilmistir.
Toplam varyans orani 0,8 oldugunda segilen bilesen sayis1 35 olurken; varyans orani 0,9’a yiikseldiginde ise 83 bilesen secilmistir. Bir
onceki deneyde oldugu gibi OOE yontemiyle segilen dznitelik sayist TBA ile ayni sayidadir. Secilmis bu 6zniteliklerle elde edilen
sonuglar Tablo 4’te yer almaktadir. 35 6znitelikle TBA yontemi hem DVM hem de GAM siniflandiricistyla yaklasik 0,84’°likk dogruluk
oranina erismistir. OOE yonteminde ise GAM siiflandiricisi 0,873 dogruluk ve 0,644 MKK; DVM smiflandiricisi ise 0,861 dogruluk
ve 0,607 MKK oranlarina sahiptir. 83 6znitelikle alinan sonuglarda ise DVM ve GAM siniflandiricilart TBA yontemiyle 0,85 civarinda
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dogruluk oranma ulasmistir. Dogruluk oran1 OOE yéntemiyle 0,86’ya kadar yiikselirken, MKK oran1 da 0,62 seviyesine ¢ikmustir.
Alinan tiim sonuglar irdelendiginde en yiiksek simiflandirma basarisina sadece 13 dznitelik kullanilarak erisildigi goriilmiistiir. OOE
yontemiyle secilen 13 dznitelikle GAM siniflandiricist egitilerek 0,881 dogruluk orani elde edilmistir. Dogruluk orani 6znitelik se¢imi
yapilmadan elde edilen sonuglara gore yaklasik %2 oraninda artmistir. Ayni artis siniflarin ayirt edilebilirligini gosteren MKK oraninda
da olmustur. Boyutsallik indirgeme islemi olmadan elde edilen MKK oran1 0,62 iken OOE yontemiyle 6znitelik se¢imi yapildiginda
oran 0,67 ye ylikselmistir.

5. Sonu¢

Ilerleyici bir sinir hastalig1 olan Parkinson bireylerin yasam kalitesini dogrudan etkilemektedir. PH’nin en yaygin belirtilerinden
biri ses problemidir ve hastaligin erken evrelerde bireylerin ses 6zelliklerinde degisikliklere neden olmaktadir. Bu nedenle PH tespiti
sistemlerinde bireylerin ses kayitlari siklikla kullanilir. Tespit sistemlerinde ham ses kayitlarindan sinyal isleme teknikleriyle ayirt edici
Oznitelikler ¢ikarilir ve bu 6zniteliklerle yapay 6grenme modelleri egitilir. Sistemlerin yiiksek dogruluga sahip olmasi igin bilgi igeren
Ozniteliklerin ¢ikarilmasi ve etkin yapay O0grenme yonteminin segilmesi gereklidir. Yiiksek dogruluklu ve giivenilirli sistemler
hekimlerin i yiikiinii azaltmay1 ve kararlarin1 desteklemeyi hedefler. Bu amagla yapilan ¢alismada bireylerin ses kayitlarindan ¢ikarilan
cesitli 6znitelik kiimelerinin yapay 6grenme yontemlerine girdi olarak verildigi bir PH tanima sistemi onerilmistir. Calismada UCI veri
deposundan elde edilen veri kiimesi kullanilmigtir. Veri kiimesinde 188’1 Parkinson hastasi olmak iizere toplam 252 bireye ait ¢oklu ses
kayitlart vardir [21]. Bireylerin ses kayitlarindan farkli tiirde 754 &znitelik ¢ikarilmustir. Genisleyen 6znitelik uzayimin boyutunu
indirgemek icin &znitelikler iizerine TBA ve OOE boyutsallik indirgeme yontemleri uygulanmistir. Kullanilan bu yontemlerle farkl
sayida ilintili 6znitelikler secilmistir. Indirgenmis dznitelikler DVM ve GAM yapay dgrenme yontemlerine girdi olarak verilmis ve
modeller BDBCD prosediiriiyle egitilmistir. Yapay dgrenme modellerinin performanslari farkli dlgiitlerle degerlendirilmistir. Alinan
tiim sonuglar igerisinde en yiiksek siniflandirma basarisma OOE yontemi ve GAM siiflandiricist ciftiyle erisilmistir. OEE-GAM
ciftiyle yaklasik olarak 0.881 dogruluk ve 0.67 MKK oranlar1 yakalanmistir. Bu basar1 orania OOE indirgeme yontemiyle secilen
sadece 13 Oznitelikle erisilmisti. OOE-GAM ciftinin siniflandirma basaris1 dznitelik secimi olmadan egitilmis modellerle de
karsilastirilmistir. OEE-GAM cifti dogruluk oranim %2, MKK oranini ise %5 gelistirmistir. Kullanilan diger boyutsallik indirgeme
yontemi olan TBA ise 6znitelik se¢cimsiz modellere gore siniflandirma basarisi arttirmamasina ragmen, ayni basart oranlarina daha az
sayida dznitelikle erigmistir. Bu deneylerde kullanilan 6znitelik sayis1 752°den 13 kadar inmistir. Ek olarak, deneysel sonuglarimiz Sakar
ve dig. calismasiyla da kiyaslanmustir [21]. Bu ¢alismada olusturulan modellerin egitim metodolojisi (veri seti, egitim prosediirii ve
degerlendirme o6lgiitlerini) ¢alismamizla birebir benzerdir. Boylece ¢alismamizda alinan deneysel sonuglar dogrudan bu g¢alismanin
sonuglariyla karsilasgtirilmistir. Sakar ve dig. [16], ¢alismalarinin ilk asamasinda farkli ses Oznitelik kiimelerini birlestirmis ve bu
ozniteliklerden MFMI secimiyle ilintili olanlarim se¢mistir. Secilen bu dzniteliklerle farkli yapay 6grenme modelleri egitilmis ve DVM
modeliyle 0.860’Iik dogruluk ve 0.590’lik MKK oranlar1 yakalanmistir. Calismamizda onerilen OEE-GAM modeli Sakar ve dig.
tarafindan 6nerilen modele gore dogruluk ve MKK oranlarini sirastyla %2 ve %5 arttirmistir (0.881 dogruluk ve 0.67 MKK oranlarr).
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