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Oz

Teknolojinin gelisimi ile veritabanlarinin boyutlari dogru orantili olarak ilerlemektedir. Bu kadar ¢ok verinin tutulmasi sonucu ¢esitli
analizler ile bu veriler arasindaki gizli baglantilarin arastirilmasi kagiilmaz olmustur. Buradaki ¢aligmada 6grencilerin Yabanct Dil-11
dersindeki gegme notlari veri madenciligi yontemleriyle tahmin edilmistir. Arastirmada Tiirkiye’deki bir {iniversitede Yabanct Dil-II
dersini alan 3794 &grenci verileri kullanilmistir. Caligsmada 12’si girdi ve biri ¢ikt1 olmak {izere toplam 13 adet degiskenin yer aldig:
Yapay Sinir Aglari, M5P, DecisionStump, M5Rules, DecisionTable, Bagging yontemleri ile gelistirilen tahmin modelleri olusturulmus
ve birbirleriyle karsilagtirilmistir. Verilerin egitim ve test olarak ayristirilmasinda 10-katli ¢apraz dogrulama yontemi kullanilmistir.
Modellerde 6grencinin ders ge¢cme notunu etkileyecek 6grenim tipi, fakiilte, boliim, program, program tipi, 6gretim elemani ve unvant,
Ogrenci programa girig tiirii, giris puan1 ve girig siralamasi ile bir dnceki donemin not ortalamasi dikkate alinmistir. Modeller arasinda
Bagging yontemi ile kurulan modelin en iyi sonug¢ olan 1.22 ortalama mutlak hata ve 0.80 korelasyon katsayist ile tahminler iirettigi
goriilmiistiir. Calisma sonucunda dgrencilerin ders gegme notunu 6nceden dgrenip dnlemler alacag diisiiniilmektedir.

Anahtar Kelimeler: Veri Madenciligi, Akademik Bagari, Tahmin.

Forecasting of The Course Learning Notes by Data Mining Methods

Abstract

With the development of technology, the dimensions of the databases are progressively proportional. It is inevitable to investigate the
secret links between these analyzes with various analyzes. In this study, the passing grades of the students in Foreign Language-I1 course
were estimated by data mining methods. In the study at a university in Turkey Foreign Language-Il 3794 students taking the course
data are used. In this study, the estimation models developed by Artificial Neural Networks, M5P, DecisionStump, M5Rules,
DecisionTable and Bagging methods were formed and compared with each other. 10-fold cross-validation method was used for training
and testing. In the models, the type of the course, faculty, department, program, program type, teaching staff and title, the type of entry
to the program, entry point and entry rank and the average grade of the previous semester were taken into consideration. Among the
models, it was seen that the model established with Bagging method produced the best results with 1.21 mean absolute error and 0.81
correlation coefficient. As a result of the study, it is thought that the students will learn the course grade and take precautions in advance.
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1. Giris

Verilerin elektronik ortamda saklanmasinin gelismesi ve ¢esitli analiz araglarinin ortaya ¢ikmasi ile veri ambarlarinin iglenmesi
sonucu veri madenciligi de giinden giine gelismektedir. Ogrencilere ait bu biiyiik boyutlu veri ambarlarindaki verilerin islenmesi sonucu
yeni bilgilerin elde edilmesi egitimde veri madenciligi olarak goriilebilir. Fakat egitimde bu kadar ¢ok veri tutulurken verinin daha etkin
ve verimli olarak saklanilmasina odaklanilip veriler {izerinde yapilabilecek analizler arka planda kalabilmektedir. Verilerin islenmesi ve
bilgi tretilmesi icin veri madenciligi tanimlayict ve Ongoriiye yonelik modeller iiretmektedir. Karar alma siireclerinde ongorii
yontemine, basarili kararlarin alinmasinda yiiksek fayda saglamasi nedeniyle ilgi artmakta ve yeni yontemler ortaya c¢ikmaktadir
(Yurtoglu, 2005). Bilhassa 6grencilerin hangi alanda basarili olabileceklerine, basarilarini etkileyen unsurlarin belirlenmesine, basari
seviyelerine, basarisizliga neden olan unsurlarin belirlenmesine olanak saglayabilir.

Gecmisten beri giincel bir sekilde arastirma konusu olan insan beyninin gosterdigi islev ve iirettigi tepkileri anlayarak beynin
calisma prensibini ¢6zme (Dogan, 2002) 6zellikle 6grenmenin ne diizeyde gergeklestigi ve degistigini anlamaya yardimci olacaktir.
Boylece 6grenme siirecindeki davranis degisiklikleri dlgiilecek ve dgrenmenin degerlendirilmesi imkan1 dogacaktir (Karip, 2012).
Ogrenmenin cesitli 6lgme yontemleri sonucunda not veya puan gibi degerler ile gosterilmesi akademik basari olarak yorumlanabilir
(Turgut ve Baykul, 2013). Ogrenciler akademik basarilar seviyelerini nceden bilmeyi isteyecektir fakat bunun yani sira Yiiksekdgretim
Kurumlar1 da bu durumu dnceden bilmeyi isteyecektir (Luan, 2002). Bu durum da ancak veri madenciligi yontemleri ile miimkiin
olacaktir. Her ne kadar da teknik bilgi, veri madenciligi uzmani ve bu alana ayrilan finansal kaynaklarin yetersiz olmasi nedeniyle egitim
alaninda veri madenciligi sinirli olarak kullaniliyorsa da (Beitel, 2005) bu alan egitimi gelistirmek i¢in dnemini korumaktadir (Siemens
ve Baker, 2012).

Literatiirdeki egitim alaninda veri madenciliginin kullanilmasina yonelik calismalar incelendiginde bir¢ok ¢aligmanin varligina
rastlanmigtir. Veri madenciligi yontemleri, 6grenci davraniglarini veya basarilarini analiz ederek 6grenci performansini tahmin eden
modeller gelistirmek i¢in kullanilmistir (Sembiring ve ark., 2011; Shovon ve Haque, 2012). Yine benzer sekilde iiniversitelerin 6grenci
isleri veritabanindan elde edilen veriler veri madenciligi yontemleri ile analiz edilmis ve 6grenci basarisi irdelenmistir (Inan, 2003;
Erdogan, 2004; Altinisik, 2006; Kiling, 2015). Bir bagka ¢alismada da 6grencilere ait fakiilte, not ortalamasi, cinsiyeti, giris tipi, medeni
hali, lise not ortalamas1, OSS puany, tercih siras1 ve yiizdelik dilimi bilgilerinden yararlanilarak &grenci basarisini dnceden tahmin etmek
amaclanmistir. Buradaki ¢alismada da 6grenim tipi, fakilte, boliim, program, program tipi, 6gretim eleman1 ve unvani, 6grenci programa
girisg tiirli, giris puani ve giris siralamasi ile bir dnceki donemin not ortalamasi dikkate alinmig ve gesitli veri madenciligi yontemleri ile
ders gegme basarist tahmin edilmistir.

2. Veri Madenciligi ve Kullanilan Yontemler

Veri yiginlart arasinda gizli kalmis, bir kisim analizler sonucu gegerli ve ige yarar bilgi elde edilmesine veri madenciligi denir
(Aydemir, 2018). Veri madenciligi biiyiik miktardaki veriler {izerinde islem yapmasi nedeniyle veritabanlari ile dogrudan iliskilidir. Veri
madenciligi belirli bir amaca yonelik olusturulan, hizli ve etkin bir sekilde erisim olanagi taniyan veri ambarlarindan yararlanir. Veri
madenciligi kendi bagina ¢6ziim olmay1p problem ¢6ziimii i¢in gerekli bilgileri saglar ve karar verme siirecini destekler (Baykal, 2006).
Veri madenciliginde kullanilan yontemleri asagidaki sekilde siniflandirmak miimkiindiir:

2.1. Kiimeleme

Siiflar1 belli olmayan veriler igerisinde, birbirine belirli 6l¢glilerde benzerlik tagiyan 6gelerin bir araya getirilip kiimelere ayrilmasi
yontemlerinden olugur (Han ve Kamber, 2006). Kiimeleme yonteminde kiime sayisi1 verilerin niteliklerinden dogrudan etkilenir.

2.2. Birliktelik

Gecgmis veriler icerisindeki birlikte gegme olma davranislarinin tespit edilerek ortaya ¢ikarilmasi yontemleridir. Bu durumun tespit
edilmesinde verilerin birden fazla satirda yer almasi gerekir. Veri kiimelerinin iiyeleri arasindaki iliskileri ortaya ¢ikarir ve dzellikle
pazarlama alaninda sik kullanilir (Oguzlar, 2004).

2.3. Tahminler

Tahminler, sonuglar1 bilinen veriler ile bir model gelistirip sonuglar1 bilinmeyen veri kiimelerinin sonu¢ degerlerini tahmin etmenin
amaglandig1 yontemlerdir. Sonug degerinin sayisal bir deger veya kategorik bir deger olmasina gore kullanilan yontemler sayisal
tahminler ve kategorik tahminler (siniflandirma) olmak iizere ikiye ayrilabilir.

3. Yontem

Calismada biiyiik veri kiimeleri arasindan anlamli bilgilerin ¢ikarildig1 veri madenciligi yontemleri kullanilmigtir. Veri madenciligi
eldeki verilerden hareketle sonuglar1 bilinmeyen verilerin tahmin edilmesi icin kullanilir (Akpinar, 2000). Buradaki calismada da
Tiirkiye’deki bir iniversitede 6grenim gérmekte olan lisans ve onlisans 6grencilerinin 2017-2018 egitim-6gretim yilinin giiz ve bahar
donemlerine ait Yabanci Dil-II ders notlar1 diger detaylari ile birlikte veri madenciligi yontemleri ile analiz edilmis ve donem sonu
gecme notu tahmin edilmistir. 3794 adet 6grenciye ait 13 adet nitelik asagidaki gibi belirlenmistir.

1. Ogrenim Tipi
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2. Fakiilte

3. Bolim

4. Program

5. Program Tipi

6. Ogretim Elemani

7. Ogretim Eleman1 Unvani

8. 0SS Giris Tiirii

9. 0SS Giris puam

10. OSS Giris Siralamas1

11. Bir Onceki Dénemin Not Ortalamasi
12. Aktif Donem Not Ortalamasi

13. Ders Gegme Notu

Ogrencinin Yabanci Dil-I dersinin notu Yabanci Dil-II notunun da olusmasinda belirleyici bir unsurdur. Fakat Yabanci Dil-II
dersinin notlari ile Yabanci Dil-I dersinin notlar biiyiik oranda benzerlik géstermesi nedeniyle olusturulan modelin olumsuz etkilenecegi
diistiniilmiis ve girdi degeri olarak dikkate alinmamustir. Derse ait gegme notu sistemde harf olarak tutulmus ve harfler asagidaki sekilde
sayilara doniistiiriilmiistiir. Sifir degeri verinin yoklugunu ifade ettigi icin notlar bir degerinden baslatilmistr.

Tablo 1. Harf Notlari ve Sayisal Karsiliklar

Harf Notu Sayisal Karsihig
AA 10
BA 9
BB 8
BC 7
CB 6
CcC 5
DC 4
DD 3
FD 2
FF 1

Calismada ders ge¢me notlarinin sayisal karsiliklart tahmin edilmistir. Bu nedenle kullanilan veri madenciligi yontemleri de sayisal
veriler tizerinde islem yapan yontemlerdir. Kurulan modelin basarisi igin ortalama mutlak hata (MAE), korelasyon katsayisi (7) ve hata
karelerinin ortalamasinin karekokii (RMSE) dikkate alinmigstir. Ortalama mutlak hata i¢in asagidaki formiil kullanilir.

a6 - 64
n

Ortalama mutlak hata =

n = orneklem sayist

0; = i stra numarali gercek talep

0; = i stra numaralinin tahmin edilen talebi
i = 6rneklem sirast

Ortalama mutlak hata degeri tahmin edilen veri ile gergek veri arasindaki farkin mutlak degerlerinin ortalamasidir. Dolayisiyla bu
degerin sifira ne kadar yakin olmasi durumunda tahmin edilen degerin de o kadar dogruya yakimsadigi soylenebilir. Olusturulan
modellerin tiimiinde egitim ve test verileri ayristirtlirken 10-katli capraz dogrulama yontemi se¢ilmistir. Bu yontemde veriler dncelikle
10 ayr gruba ayrilir ve bir grup test amaglh kullanilirken geriye kalan diger dokuz grup da egitim amagli kullanilir. Tiim veriler hem
test hem de egitim amacli kullanilmasi i¢in bu islem 10 kez tekrarlanir ve gruplar degistirilir. Veri madenciligi yontemlerinden Weka
programu icerisinde yer alan asagidakiler kullanilmig ve tahmin basarilar1 birbirleriyle karsilastirilmigtir.

e  Functions
o  GaussianProcess
o LinearRegression
o  SMOreg

o lazy
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o IBk
o KStar
o LWL

o Bagging DecisionStump
o Bagging M5P
o Bagging MultiLayerPerception
o Bagging RepTree
e Misc
o InputMappedClassifier
e rules
o DecisionTable
o M>5Rules
o ZeroR

o DecisionStump
o MS5P

o RandomForest
o RandomTree

o REPTree

4. Bulgular

Yabanci Dil-II dersini alan 6grencilerin ders gegme notlari birden faza yontem ile tahmin edilmis ve ortalama mutlak hata degerleri,
ortalama karesel hatanin karekokii ile korelasyon katsayisi degerleri karsilastirilmistir. Asagidaki tabloda her bir 6grenme yontemi ve
sonuglar1 gosterilmistir.

Tablo 2. Ogrenme Yéntemi ve Sonuclart

Yontem Grup Adi Yontem Adi Ortalama Ortalama Karesel Korelasyon
Mutlak Hata Hata Karekokii Katsayisi
Functions GaussianProcess 1.3408 1.7463 0.7898
LinearRegression 1.3453 1.7506 0.7887
SMOreg 1.3213 1.7666 0.7588
lazy 1Bk 1.5756 2.3967 0.6353
KStar 1.4889 2.0153 0.7102
LWL 1.6355 2.1971 0.6360
Meta Bagging (DecisionStump) 1.6990 2.2244 0.6251
Bagging (M5P) 1.2192 1.6688 0.8102
Bagging 1.7011 2.0989 0.6835
(MultiLayerPerception)
Bagging (RepTree) 1.3357 1.8222 0.7686
Misc InputMappedClassifier 2.3480 2.8485 -0.0729
rules Decision Table 1.2891 1.7578 0.7869
M5Rules 1.2636 1.7195 0.7972
ZeroR 2.3480 2.8485 -0.0729
Trees DecisionStump 1.7037 2.2597 0.6082
MS5P 1.2575 1.7146 0.7985
RandomForest 1.3813 1.8581 0.7578
RandomTree 1.6071 2.4369 0.6335
REPTree 1.4325 1.9841 0.7242
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Yukaridaki Tablo 2 dikkatle incelendiginde en diisiik ortalama mutlak hata degerine sahip modelin Bagging (M5P) yontemi ile
olusturuldugu gortilecektir. DecisionTable, M5P ve MS5Rules yontemleri de bu modele yakin hata degerleri elde etmistir. Fakat
InputMappedClassifier ve ZeroR yontemleri en yiiksek ortalama mutlak hata degerine sahiptir. Ayrica bu yontemlerin korelasyon
katsayilarina dikkat edilirse negatif bir degerdir.

En iyi tahmin modeli olan Bagging (M5P) icin elde edilen tahmin degerleri ve gercek degerlerin durumunu gostermek icin 10 katl
¢apraz dogrulamadan birincisi igerisinden ilk 50 adet 6rnek alinmig ve asagidaki grafikte gosterilmistir.

10

1 3 5 7 9 11 13 15 17 19 21 23 25 27 29 31 33 35 37 39 41 43 45 47 49

=@-=Gercek Deger  ==@==Tahmin Edilen Deger

Sekil 1. Gergek Deger ve Tahmin Edilen Degerin Durumu

Yukaridaki sekil dikkatle incelenirse biiyiik bir oranda tahmin edilen degerlerin gergek degerlere yakinsadigi goriilecektir. 1-10
arasindaki gercek degerler icin ortalama 1.21 sapma degeri tahminler elde edilmesi modelin bagarili oldugunu gostermektedir.

5. Tartisma ve Sonug¢

Calisma kapsaminda 2017-2018 Egitim-Ogretim y1lindaki Yabanci Dil-II dersini alan 6grencilerin ders gegme notu veri madenciligi
yontemleri kullanilarak tahmin edilmistir. Boylece 6grencinin basart durumunu 6nceden dngoérerek 6nlem almasina yardimci olabilecegi
diistiniilmektedir. Veri madenciligi uygulamalarinda yaygin olarak kullanilan Weka programi araciligiyla veriler 19 farkli yontem ile
analiz edilmis ve tahmin basari oranlar1 karsilagtirtlmistir. Bir ile 10 arasindaki notlar1 yaklagik 1.21 sapma degeri ile tahminler
yapilmistir. Bu da yaklasik %12 oraninda bir sapmaya karsilik gelmektedir. Buradaki uygulamada en iyi tahmin bagaris1 Bagging (M5P)
ile elde edilmistir. Alan (2012) ise benzer bir ¢aligmasinda basart notunun siniflandirilmasint 6ngérmek icin SimpleCART algoritmasi
ile en iyi sonuglar1 elde etmistir. Siniflandirma yontemleri ile farkli tahmin ¢aligmalar1 da vardir (Aydogan ve Zirhlioglu, 2018;
Akgapinar, Altun ve Askar, 2015). Aydemir (2017) de not ortalamasina gére yaptig1 tahminlerde SMO algoritmasi ile mezuniyet yilina
gbre yaptig1 tahminlerde ise J4.8 ve NaiveBayes algoritmalari ile en iyi sonuglari elde etmistir. Can, Ozdil ve Yilmaz (2018) ise
ogrencilere uygulanan bir dlgek ile ders basarisini etkileyen unsurlari lojistik regresyon yontemi ile tahmin etmis ve ders tekrart sayist
ile yenilik¢i uygulamalarin etkiledigini belirlemistir. Kiling (2015) smiflandirma algoritmalarindan J4.8 ve kNN ile birliktelik
algoritmalarindan Apriori ve Predictive Apriori kullanarak atilma politikasindaki degisiklik ile 6grencilerin not durumlart arasindaki
iligkiyi bulmustur. Calismasi sonunda egitim siirelerinin, burs ya da kredi alma durumuna gére degistigini ve ayrica maddi durumlari
ile annelerinin ¢alismasi arasinda baglanti oldugunu gérmiistiir. Demir (2015) de 6grencilerin sinavlara yonelik not durumlarini yapay
sinir aglari ile tahmin etmeye ¢alismis ve 0.63 korelasyon katsayisi elde etmistir. Fakat buradaki ¢alismada ise 0.81 korelasyon katsayisi
elde ederek daha iyi tahminler elde edilmistir. Sengiir ve Tekin (2013) ise 6grencilerin mezuniyet notlarini tahmin etmek icin yaptiklari
¢alismada karar agaglarini kullanarak 0.76 korelasyon katsayisi ile tahminler elde ederken, yapay sinir aglar1 kullanarak korelasyon
0.93 degeri ile tahminler elde etmislerdir. Bu ¢alismada yalnizca birinci ve ikinci sinif yilsonu not ortalamalart kullanilmistir. Calisma
yapisi itibariyle buradaki ¢aligmadan farklilik gostermesi nedeniyle sonuglarin farkli oldugu diisiiniilmektedir. Calisma igerisinde
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kullanilmayan ve ders basarisina etki eden baska unsurlarin belirlenmesi ve tekrardan hem buradaki yontemler ile hem de bagka
yontemler ile analizlerin yapilmasi alana katki sunmasi agisindan yararli olacaktir. Ayrica buradaki g¢alismanin sonuclari ile
karsilagtirilmasi da pozitif ve negatif durumlarin ortaya ¢ikarilmasi agisindan onerilmektedir.
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