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Oz

Kalabalik sehirlerde kent icerisinde itfaiye istasyonlarinin dogru yer se¢imi, yanginlara hizli miidahale etmek, can ve mal kaybini en
aza indirmek agisindan ¢ok hayati bir konudur. itfaiye istasyonu yer seciminde; kent biitiiniinii belirli bolgelere ayirarak belirlenen her
bir bolge icin itfaiye istasyonu ihtiyacinin sorgulanmasi gerekmektedir. Bu ¢alismada da mevcut itfaiye istasyonlarindan yola ¢ikarak
makine 6grenmesi algoritmalar1 kullanarak bolgelere gore itfaiye istasyonu ihtiyacinin siniflandirilmasi gergeklestirilmistir. Calisma
kapsaminda her bir bolgeye ait, itfaiye araglarinin o bdlgeye ulagim siireleri, bélgenin niifus yogunlugu, bélgeye giden ortalama ana ve
yardimci arag sayisi verileri ile bolgedeki itfaiye istasyonu bulunma durumu verileri kullanilarak istasyon ihtiyacinin tahmini igin
siiflandirilma ¢alismasi gergeklestirilmistir. Bu calismadaki amag Izmir Biiyiiksehir Belediyesinin belirledigi 808 bdlgeye dair itfaiye
istasyonu ihtiyaci siniflandirilmasinda en basarili siniflandirma algoritmasinin tespit edilmesidir. 2015-2017 tarihleri arasindaki yangin
kayitlari analiz edilerek boélgelerin siniflandirilmasinda %93.84 ile en basarili algoritmanin Random Forest algoritmasi oldugu tespit
edilmistir. En bagaril1 algoritma tespit edilirken dogruluk, ortalama mutlak hata (MAE), kok hata kareler ortalamas: (RMSE) ve Kappa
degerleri goz oniine alinmustir.

Anahtar kelimeler: Makine Ogrenmesi, Yer Secim, Cografi Bilgi Sistemleri, Yonetim Bilisim Sistemleri.

Classification of fire station requirement using machine learning
algorithms
Abstract

In crowded cities, the right location of the fire stations in the city is a very vital issue to intervene quickly in fires and to minimize loss
of life and property. In selecting the location of the fire station, it is necessary to question the need for a fire station for each region
determined by dividing the whole city into specific zones. In this study, firefighting station needs to be classified according to the
regions by using machine learning algorithms. Within the scope of the study, a classification study was carried out for the estimation of
the station necessity by using data which transportation times of the fire brigades, the population density of the region, the average
number of main and assistant vehicles and the presence of the fire station in the region. The purpose of this study is to determine the
most successful classification algorithm in the classification of fire station requirements for the 808 regions determined by izmir
Metropolitan Municipality. By analyzing the fire records between 2015-2017, it was determined that the most successful algorithm is
Random Forest algorithm with 93.84% classification of the regions. In determining the most successful algorithm, accuracy, mean
absolute error (MAE), root mean square error (RMSE) and Kappa values are taken into consideration.

Key words: Machine Learning, Location Choice, Geographical Information System, Management Information System.

.. tutmaktadir. Niifus yogunlugu fazla olan ve plansiz yapilagmis
1. GlrlS kentlerde itfaiye hizmetlerinde yasanan aksakliklar, kaynak
yonetimi eksikligi sonucu itfaiye araglarinin olaya zamaninda
yetisememesiyle sonuglanmaktadir. Kaynak yonetimi itfaiye
araclarinin olay yerine en hizli sekilde ulagsmasi igin
istasyonlarn =~ uygun  sekilde  dagilimi  yapilmasim
kapsamaktadir. Bu dagilim yapilirken itfaiye hizmet alani sinir1

Son yillarda kentsel niifus; yiiksek dogum oranlari ve artan
dis gogler sebebiyle hizla artmaktadir. Artan niifus, kentlerde
yeterli altyapt olmadigindan otiirii belediye hizmetlerinin
istenilen seviyede verilmemesine sebep olmaktadir. Itfaiye
hizmeti de belediye hizmetleri arasinda Onemli bir yer
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6030’nolu biiyiiksehir belediyesi yasasi kapsaminda il sinir1
olarak belirlenen biiyiiksehir belediyesi hizmet sinir1 kabul
edilmistir. Kabul edilen bu hizmet sinirlar1 toplamda 808 adet
bolgeye ayrilmistir. Bu boélgelerin itfaiye istasyonlar: hizmet
alip almadigini incelemek i¢in ilk olarak mevcut durum tespiti
gerceklestirilmisti. Mevcut durum incelendiginde Izmir
biiyiliksehir belediyesi itfaiye daire baskanligina bagli bulunan
mevcut 50 adet itfaiye istasyonu bulunmaktadir. Diinya
standartlarina gore itfaiye istasyonlarinin yakin gevrelerinde
¢ikan olaylara 5 dakika icerisinde miidahale etmesi gerekliligi
bulunmaktadir. Bu baglayicilik kapsaminda izmir ili igerisinde
itfaiye istasyonlarmnin mevcut trafik yogunlugu géz oniine
alindiginda  yapilan tampon bolge (buffer) analizi
dogrultusunda istasyonlarin 808 bolgenin 279 tanesine yeterli
hizmet veremedigi goriilmektedir (Sekil 1).

o W

Sekil 1. Itfaiye istasyonlar hizmet kapsamlar:

Bu kapsamda itfaiye istasyonlarina atilan tampon boélgeye
degen tiim bolgelerin hizmet aldigi kabul edilerek hizmet alma
durumuna 1 degeri atilmig hizmet almayan diger tiim bdlgelere
0 degeri atilmustir (Sekil 2).

Yard Ulas | Hiz
mci1 m met
Ekip Siire | Dur
Sayis | leri umu

0 30 1

0.12 | 562 |1
5 50
0.11 444 | 1

Sekil 2. Bolgelere atilan hizmet durumu kapsama problemi

Calismanin problem tanimi gergeklestirilirken yapilan bu
analiz ¢aligmasinda bazi hatalarin yapildig tespit edilmistir.
Hatanin detaylari incelendiginde itfaiye istasyonlarina atilan
tampon bdlgeye sadece degen bolgelere dogrudan 1 degeri
atandiginda kapsama alani hatasi gerceklestirilmigtir (Sekil ).
Bunun sebebi bazi bolgelerde yerlesim lekeleri bdlgenin
tampon bolgeye degmeyen tarafinda bulunabilmektedir. Bu
sebeple baska bir analiz calismasi daha gerceklestirilerek
bolgelerin yerlesim lekeleri ¢ikartilmigti. Bu sefer itfaiye
istasyonlarina atilan tampon bdlge analizindeki kosulumuz
tampon bolgenin sadece bolgeye degmesi degil bununla
beraber yerlesim lekesine de degmesi olarak degistirilmistir.
Boylelikle bolgelere atilan hizmet alma durumu degeri
degistirilmistir. Atilan tampon bdlgenin yerlesim lekesine
degmesi durumu 1 digeri ise 0 degeri olarak atanmistir. Sonug
www.ejosat.com ISSN:2148-2683

olarak yapilan itfaiye istasyonlarna atilan tampon bolge
(buffer) analizi dogrultusunda istasyonlarin 808 bolgenin 482
tanesine yeterli hizmet veremedigi goriilmektedir. Elde edilen
bu sonu¢ problemin tanimlanmasi ve makine Ogrenmesi
algoritmasi ic¢in kullanilan veriler i¢in daha iyi sonuglarin
vermesini saglamaktadir.

Yan | An | Yardi | Ulag | istas
gm a mcl1 m yon
Say Eki | Ekip Siire | Dur
181 P Sayis leri umu
Sa 1
yis1
11 10 0 30 0
5 12. 0.125 | 56.2 0
5 50
6 11. 0.11 44.4 0
1 4

Sekil 3. Bolgelere atilan hizmet durumu

Bu  kapsamda  yukarida  belirlenen  standartlar
dogrultusunda yeterli hizmet alamayan bdlgelere hizmet
verebilmek i¢cin yeni itfaiye istasyonu Onerilmesi
gerekmektedir. Yeni itfaiye istasyonlarinin hangi bolgelere
kurulmasi1 gerektigini belirlemek icin makine Ogrenmesi
yontemleri kullamlarak Izmir ili igerisinde bélgelerin itfaiye
istasyonu  ihtiyacina  gére  smiflandirma  ¢aligmasi
gergeklestirilmigtir. Makine 6grenmesi algoritmalart mimarisi
ve gozlemlenen verilerin istatistiksel dagilimlari, genellikle bir
kayip (hata) islevini en aza indirerek gergeklestirilen
smiflandirma modellerinin egitimini yonlendirir (Kuncheva,
2004; Marsland, 2009). Egitilmis smiflandirma modelleri daha
sonra egitim verileri icinde mevcut olan siniflar1 tahmin etmek
icin benzer girdi degiskenlerine uygulanir (Hastie et al., 2009;
Witten and Frank, 2005).

Calismada makine 6grenmesi algoritmast ile siniflandirma
stirecini veri 6n isleme, siniflandirma modeli egitimi ve tahmin
degerlendirmesi olmak {izere ii¢ agsama da gergeklestirilmistir
(Cracknell ve Reading 2014). Veri Onisleme, mevcut verileri
temsili bir dizi girdiyi derlemeyi, diizeltmeyi, doniistiirmeyi
veya alt kiimeyi olusturmay1 amaglar ve istenen uygulama ile
ilgili bilgileri igerecek sekilde veri hazirlamay1 saglar (Guyon,
2008; Hastie vd.,2009). Makine 6grenme algoritmalari mevcut
veriler ve istenen uygulama g6z Oniine alindiginda
performanslarini optimize etmek i¢in ayarlanmisg bir veya daha
fazla algoritmadan bir tanesinin secilmesi gerekmektedir
(Guyon, 2009). Egitim ve performans verilerinin tahmini i¢in
k-fold ve capraz dogrulama (cross-validation) gibi teknikler
kullanilmas1 gerekmektedir. Egitilmis siniflandirma modelin
performans genellikle k-fold sonuglarmin toplanmasi veya
ortalamasinin alinmasi ile bulunmaktadir. Test edilen verilerin
sonuglari da kappa ve dogruluk analizi ile degerlendirilmistir.

Itfaiye istasyonu yer secimi ve yanginlarin tahminlenmesi
kapsaminda yapilan caligmalar incelendiginde bir¢ok farkli
calismaya rastlanmistir. 2017 yilinda Connor tarafindan itfaiye
istasyonlarinin yangin ydnetimi g¢er¢evesinde konumlarimin
belirlenmesinde boosted regression tree (BRT) makine
o6grenmesi yontemi kullanilmigtir (Connor vd. 2017). BRT
yontemi, degisken etkilesimleri otomatik olarak tanimlayan ve
modelleyen ve aday degiskenlerin genellestirilmis dogrusal
veya genellestirilmis katki modellerinden daha az (yangin ¢ap1
gibi) yaygin keskin siireksizliklerin iistesinden gelebilen esnek
bir parametrik olmayan makine 6grenme yaklasimidir (De'ath
G. 2007; Elith ve digerleri, 2008). Bir diger calisma da
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Betanzos tarafindan yapay sinir aglar1 yontemi ile yangin
tahmin modeli gergeklestirilerek belirlenen bolgeler 0.789
dogrulukla dort kategoride siiflandirilmistir (Betanzos vd.
2003). Orman yanginlarinin hangi bolgelerde ¢ikacagini uzun
vadeli tahmin etmek i¢in bulanik makine 6grenmesi yontemleri
kullanarak yiiksek ve diisik yangin riskli alanlarin
smiflandirilmast gercgeklestirilmistir (Iliadis 2005). Orman
yanginlarinin tahmini igin bir diger ¢aligmada meteorolojik
veriler ile veri madenciligi yontemleri kullanilarak tahminleme
gergeklestirilmigtir. Calisma da destek vektdr makineleri,
random forest algoritmalart kullanilmistir. Simiflandirma
algoritmasinda sicaklik, nem orani, yagmur ve riizgar verileri
kullanilmistir (Cortez 2007). 2006 yilinda Amatulli vd.
tarafindan karar agaglar1 yontemi ile uzun vadeli yangin riski
degerlendirilmesi gerceklestirilmistir (Amatulli 2006). Yangin
olusumlar1 modeli i¢in random forest algoritmas: ile mekansal
ekonometrik modellerin karsilastiriimas: gerceklestirilmistir.
Caligma kapsaminda itfaiye istasyonlarinin noktalarinin
konumlarinin belirlenmesinde makine Ogrenmesi
yontemlerinin daha iyi sonuglar1 verdigi tespit edilmistir (Song
2017). 2007 yilinda genetik algoritma yaklagimi kullanilarak
havaalani yangin istasyonlarinin optimum lokasyonlarinin
tahminlenmesi saglanmistir. Caligma ilk olarak ihtiya¢ duyulan
yangin istasyonu ve ikinci olarak optimum yerlerin
belirlenmesi olmak iizere iki kisimda gergeklestirilmistir
(Tzeng ve Chen 2007). Makine dgrenmesi algoritmalari birgok
farkli alanda kullanildigt gibi uydu  goriintiilerinin
siiflandirilmast igin de kullamlmaktadir. Ornegin petrol
sizintilarin  tespiti  i¢in makine Ogrenme algoritmalari
kullanilmistir  (Kubat vd 1998). 2014 yilinda da uydu
goriintiileri kullanarak jeolojik haritalarin yapiminda yine
makine &grenmesi algoritmalart kullanilmistir. Calisma da
Naive Bayes, en yakin komsu analizi, random forest, destekgi
vektor makineler ve yapay sinir aglart algoritmalari sonuglari
karsilagtirilmistir. Caligmanin sonuglari incelendiginde en iyi
sonu¢ veren algoritmanin random forest algoritmasi oldugu
tespit edilmistir. Itfaiye istasyonlar1 yer secim problemlerinde
amag¢ tim itfaiye istasyonlarinin optimum seviyede hizmet
vermesini saglamakti. Bu konuda yapilan calismalar
incelendiginde hizmet alani, niifus yogunlugu, ulasilabilirlik,
trafik yogunlugu, olay sayisi gibi kriterler kullanilarak yangin
ctkma olasihig hesaplanmustir  (Valinski  1955). Itfaiye
istasyonlar1 yer seciminde olay sayilarina gore en c¢ok talep
gelen bolgelere hizmet gotiirebilmek, istasyondan olay
yerlerine gitmek icin kat edilen en uzun mesafeyi en aza
indirmek, istasyondan ortalama ulagim siirelerini en aza
indirmek gibi amaglar bulunmaktadir. Amaglar dogrultusunda
bu zamana kadar bu problemin ¢dziimiinde optimizasyon
yontemlerinden olan dogrusal programlama veya kapsama
modelleri gibi yontemler kullanilmisgtir.

Bu c¢aligmada ise makine Ogrenme yontemleri ile
smiflandirma yontemi kullanilarak itfaiye istasyonlarinin
ihtiyaci tahminlenmistir. Siniflandirma igin itfaiye araglarinin o
bolgeye ulagim siiresi, niifus yogunlugu, bolgeye giden
ortalama ana ve yardimci arag sayis1 ve bolgedeki itfaiye
istasyonu  bulunma  durumu  verileri  kullanilmistir.
Siniflandirma i¢in kullanilan veri seti; cografi bilgi sistemleri
araclar1 kullanilarak belirli bir model dogrultusunda elde
edilmistir. Ornegin niifus yogunlugu tematik haritalama
yontemi kullanilarak elde edilmistir. Bolgelerin toplam yangin
sayilart da yine SUM fonksiyonu ile elde edilerek mekéansal
olarak ortaya konmustur. Caligmanin amaci tiim bdlgelerin bes

dakikada igerisinde hizmet alabilmesi igin bolgelerin itfaiye
istasyonu ihtiyacini belirlemektir.

2. Yontem

2.1. Veri

Calisma kapsaminda kullamlan veri Izmir Biiyiiksehir
Belediyesi itfaiye daire baskanligi biinyesinde tutulmus yangin
raporlarmin dijitallestirilmesi ile elde edilmistir. 2015-2017
yillar1 arasinda 5400 adet yangin raporlar1 dijitallestirilmis ve
mekansal olarak cografi bilgi sistemleri ortaminda harita
lizerine isaretlenmistir. Yangin raporundan bdlgelere gore
itfaiye araglarinin yanginlara ortalama ulasim siireleri
hesaplanmistir. Bunun yaninda yangina giden ana ekip arag
sayis1 ve yardimci arag ekip sayist hesaplanmistir. Ana ekip
ara¢ sayist ve yardimci ekip arag sayist ¢ikan yanginin
biiylikliigii ve kapsamiyla dogrudan ilgilidir. Bu kapsamda bu
sayinin yiiksek olmasi ¢ikan yanginin biiyiik bir yangin oldugu
anlamina gelmektedir. Bu bilgilerin yaninda bolgelerin niifus
yogunlugu ve bolge de itfaiye istasyonu olup olmadigi bilgisi
de elde edilmistir. Niifus yogunlugu hesaplanirken bolgelere
gore Izmir biiyiiksehir belediyesi 2030 yili projeksiyon niifus
verisi, 6grenci niifusu ve istihdam niifuslari toplanarak yeni bir
niifus verisi elde edilmistir. Niifus verisi hesaplanirken gelecek
niifus verisine dgrenci ve istihdam verisinin eklenme sebebi
yanginin gece gilindiiz farki olmadan giiniin herhangi bir saati
meydana gelebileceginden 6tiirii yalnizca konut niifusunun ele
alinmasi eksik olacaktir. Bu nedenle bolgelere ait konut niifusu
istthdam ve {niversite bolgelerindeki Ogrenci sayilari
toplanarak niifus verisi kullanilmustir.

Tablo 1. Siniflandirma icin kullanilan veri seti

Bolgelere gore Niifus Bolgeler
Yogunlugu katmani
Bolgelere gore Yangin Yanginlar
Sayisi katmani
Bolgelere gore itfaiye Ana |  Olay tablosu
ekip Arag Sayist
Bolgelere gore itfaiye Olay tablosu
Yardimei ekip Arag Sayist
Bolgelere gore itfaiye Olay tablosu

Araci Ulagim Siiresi

itfaiye istasyonu
katmani (class)

Bolgelere gore itfaiye
istasyonu durumu

2.2. Veri Onisleme

Bu agamada siniflandirma i¢in kullanilacak veri setindeki
verileri elde etme ve Onisleme i¢in cografi bilgi sistemlerinin
yeteneklerinden faydalanilmistir. Mekansal veriler cografi bilgi
sistemleri aract ArcGIS Pro programi kullanilarak analiz ve
sorgulanarak elde edilmistir. Ornegin bélgelerin niifus verileri
icin bolgelerin icindeki 6grenci sayillart (OGRMAH30),
bolgedeki istihdam sayis1 (ISTIH30) ve 2030 y1l1 niifus tahmini
(NUFUS 2030) verileri toplanarak Comma Separated Value
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(CSV) formatinda her bir bolgenin benzersiz degeri (ID)’si ile
eslestirilerek disariya aktarilmigtir. Ardindan bolge katmani ile
yangin katmanini mekansal olarak birlestirme (SPATIAL JOIN)
islemi gerceklestirilmistir ve toplama (SUM) fonksiyonunu
kullanarak bolgelerin sinirlart igerisinde bulunan yangin

sayilari elde edilmigstir (Sekil 4).
Bolgaler
Katman
‘ ’ e
yangin sapie
Yanginlar
Katmani

Sekil 4. Bolgelere Yangin Sayilar

Bolgelerin sinirlart igerisinde herhangi bir itfaiye istasyonu
olup olmama durumunu ise yine mekansal birlestirme
(SPATIAL JOIN) islemi ile gerceklestirilmistir (Sekil 5).

[tfaiye
Istasyonlan

Katman
Bélgelere gore
Itfaiye [stasyon
Dururmu (CLASS)

Balgeler

Katman

Sekil 5. Bolgelere gore itfaiye istasyonu bulunma durumu

Diger sozel verileri ise yine olay tablosundan gidis varis
stirelerini birbirinden ¢ikararak ulasim siireleri hesaplatildi.
Ana ckip ve yardimci ekip ara¢ sayilarimi da yine veri
tabanindan c¢ikarilarak elde ettik. Tiim veriler olaylar igin
belirlenen ID siitunu kullanilarak birlestirilerek siniflandirma
tablosu elde edilmistir (Sekil 6).

Balgelere gore
Itfaiye Ana

__7_---""’ ekip Arag

Sayisi

[ llla_uye 1____,.---"'"_;-- Balgelere gore

Istasyonu [~ [tfaiye Araci
Veritabanm T Ulagim Siresi
— T

— Bélgelere gore
T Itfaiye
Yardimel ekip
Arag Sayis

Sekil 6. Bolgelere gére ana ekip ve yardimci ekip arag sayilart

2.3. Algoritma Secimi

Calisma kapsaminda Naive Bayes (NB), Destek Vektor
Makineleri (SVM) , Decision Tree (J48), K-Nearest
Neighbourhood (KNN), Random Forest (RF), Gradient
Boosted Trees (GBT) simiflandirma algoritmalar1 kullanilmustir.

Naive Bayes (NB), diger algoritmalarla karsilagtirmak i¢in
temel seviye siniflandirici olarak onerilen iyi bilinen bir
istatistiksel 0grenme algoritmasidir. NB belirli bir smif igin
girdilerin birbirinden bagimsiz oldugunu varsayarak sinif
kosulu olasiliklar tarafsiz tahmin eder. NB, siniflar1 kosullu
marjinal yogunluklar1 bulmak i¢in ayirict siniflar problemini
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azaltir, bu da belirli bir 6rnegin olas1 hedef siniflardan biri olma
olasiligimi temsil eder (Molina et al., 1994). NB birbirleri ile
iligskili girdiler i¢ermedikce diger algoritmalara karsi iyi
performans gostermektedir (Hastie vd., 2009.)

En yakin k komsu: Bu algoritma (k-Nearest Neighbors-
kNN) smniflandirilmak istenen yeni bireyin daha Onceki
bireylerde k tanesine yakinlifina bakildigi bir algoritmadir
(Cover ve Hart, 1967). Smniflandirma esnasinda test 6rnekleri
egitim oOrnekleri ile birbirleri ile karsilastirilir. Komusuluk
mesafesi i¢in Oklid mesafesi kullanilmaktadir. Tahminler,
komsu orneklerin oy ¢ogunluguna dayanmaktadir. Yiiksek k
degerlerine asir1 uyma egiliminde olmasinda dolayr dikkat
edilmesi gerekmektedir (Hastie et al., 2009).

Karar agaclar (Decision Tree): Bu algoritmada bir agag
yapist olusturularak agacin yapraklari seviyesinde simif
etiketleri ve bu yapraklara giden ve baslangictan ¢ikan kollar
ile de ozellikler tizerindeki islemler ifade edilmektedir (Seker
2012). Temel algoritmalardan olup asagida bahsedilecek olan
random forest ve gradient boosted tree bu algoritma yapisindan
tiretilmistir. Algoritma anlagilmasi ve yorumlanmasi agisindan
basittir. Hem sayisal hem de smifsal verilerin islenmesi i¢in
kullanilabilir.

Destek Vektor Makineleri (SVM): Bu algoritma ikinci
dereceden optimizasyon problemini ¢ozerek, yiiksek boyutlu
degisken uzayda dogrusal olmayan karar sinirlarini tanimlama
yetenegine sahiptir (Hsu et al., 2010). Temel SVM teorisi, iki
smiftan puanlar iceren dogrusal olmayan sekilde ayrilabilir bir
veri kiimesi ig¢in, siniflar1 bdlen sonsuz sayida ¢izginin
oldugunu belirtir. Tki sinifi (yani karar smirmi) en iyi sekilde
ayran bir ¢izginin se¢imi, destek vektorleri olarak bilinen
sadece egitim numunelerinin bir alt kiimesi kullanilarak
gergeklestirilir. Destek vektorleri arasindaki maksimum sinir
mesafesi optimal karar sinirini temsil etmek igin alinir.
Siniflarin dogrusal olarak ayristirilamadigir problemler igin
SVM, kernel islevini kullanarak giris degiskenlerinin ortiilii bir
doniistimiinii kullanir. Kernel islevleri, SVM'nin dogrusal bir
diizlem kullanarak dogrusal olmayan ayrilabilir destek
vektorlerini ayirmasma izin verir (Yu vd., 2012). Cogu
uygulama i¢in performansi optimize etmek i¢in uygun bir
cekirdek islevinin ve ¢ekirdek genisliginin se¢ilmesi gerekir
(Hsu vd., 2010).

Random Forest: Smiflandirma islemi sirasinda birden
fazla karar agaci ireterek siniflandirma oranini yiikselten
algoritmadir. Rastlantisal olarak secilen karar agaglari bir araya
gelerek karar ormanini olusturur. Pek ¢ok veri seti i¢in Destek
Vektor Makinelerinden daha dogru sonuglar iiretmektedir.
Fazla sayidaki degiskene ve simf etiketine sahip kategorik
degisken iceren, kayip veriye sahip veya dengesiz bir dagilim
sergileyen veri setlerinde iyi sonug verir.

Gradient Boosting Trees: Random Forest algoritmasina
benzeyen bu algoritma karar agaglari ile ¢aligmaktadir. Temel
fark, son tahminin tiim agaglarin dogrusal bir toplami olmasi ve
her agacin amacinin, onceki agaglarin artik hatasini en aza
indirgemesidir. XGBoost yani gradient boosting trees
algoritmasi, tim senaryolarda olgeklendirilebilen bu
algoritmanin verimli bir sekilde uygulanmasini saglar (Chen
and Guestrin, 2016).

Tahminleme Degerlendirmesi

Algoritmalarin  performanslart en basarili algoritma
belirlenirken Dogruluk Orani, Ortalama Mutlak Hata (MAE),
Kok Kareler Hata Ortalamasi (RMSE) ve Kappa degerleri ile
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performans Ol¢iimii ile gergeklestirilmistir. Veri seti %66’s1
egitim %33’1 test verisi olarak ayrilmisti. Dogruluk Oram
(Accuracy Rate); modelin bagarisint dlgmek icin en ¢ok
kullanilan yontem dogruluk orani dl¢timidiir (Lu and Weng
2007). Dogruluk oran1 dogru olarak simniflandirilan verilerin
tim verilere orani olarak hesaplanmasidir. Dogruluk orani
asagidaki sekilde formiil ile hesaplanmaktadir (Sekil 5).

(T, +T,)
(Ty + B+ E, +T)

Dogruluk =

Tp+Tn: Dogru siiflandirilan veri sayist Fp+Fn: Yanlis
smiflandirilan veri sayisi

Sekil 5. Dogruluk Orani Olgiim Formiilii

Ortalama Mutlak Hata (MAE); bir dizi tahmindeki
hatalarin ortalama biiyiikligiinii 6l¢er. Ortalama mutlak hata
tahmin ile gozlemlenen arasindaki farklarin  mutlak
degerlerinin dogrulama 6rneginin ortalamasini ifade eder.

n
1
MAE=—Z —x"
n | —x "¢l
t=1

Kok kareler hata ortalamasi (RMSE); hata ortalama
bliylikligiinii 6l¢en, ikinci dereceden bir puanlama kuralidir.
Tahmin ile gézlemlenen degerler arasindaki fark her bir kareler
almir ve daha sonra Ornek fiizerinde ortalamir. Her iki
degerlendirme araci bir dizi tahmindeki hatalarin varyasyonunu
teshis etmek igin birlikte kullanilabilir RMSE her zaman
MAE’den daha biiylik veya ona esit olacaktir. Aralarindaki
daha biiyiik fark, 6rneklemdeki bireysel hatalarin varyansinin
daha biiyiik olmasidir.

?:1(Pi - Oi)z
n

RMSE =

Kappa testi, iki veya daha fazla gdzlemci arasindaki
uyumun giivenilirligini Olgen istatistiksel bir yontemdir
[Congalton ve Green 1998]. Kappa katsayisi -1 ile +1 arasinda
degisir. Eger gézlenen uyum sansa bagli olarak uyumdan daha
biiylik veya esitse, o zaman K>0; gbzlenen uyum sansa bagh
olarak uyumdan daha az ise, o zaman K <0 olmaktadir. Kappa
katsayisinin yorumlanabilir araligi 0 ile +1 arasindadir ve
negatif (K <0) degerler giivenilirlik agisindan anlam
tasimamaktadir. Kappa skoru 0,4’lin iizerinde ise makul bir
deger olarak goriiliir. Kappa degeri su sekilde hesaplanir:

_ (Po _Pc)
B (1_Pc)

(Po kabul edilen oran, Pc beklenen oran)

Bu boliimde bes farkli makine 6grenme algoritmasinin
sonuglar1 karsilastirilmistir. Elde edilen sonuglar bolgelerin
itfaiye istasyonu hizmet alma durumunun siniflandirmasini
saglamistir. Algoritmalar1  karsilagtirmali  sonuglart
incelendiginde Random Forest algoritmas1 %93.8402 oraninda
dogrulukla siiflandirma iglemini gerceklestirmistir (Tablo 2)
ve bolgelerin hizmet alma durumu sonuglar1 mekansal olarak
harita iizerinde isaretlenmistir. Test verileri harita iizerine
isaretlendikten sonra Oneri istasyonlara yine itfaiye
istasyonlarinin 5 dk.’lik erisim mesafesi gz Oniine alinarak
tampon  bdlgeler  ¢izilerek  kapsama  alanlari ile
karsilastirilmustir. (Sekil 7).

Tablo 2. Algoritmalarin sonuglarimin karsilastirilmasi

Dogru Kappa Ortalama Karekok Goreli Goreli kare

Smiflandirma | Istatistigi | Mutlak ortalama mutlak kok hatasi

Oram Hata hata (RMSE) | hata

(MAE)

Naive Bayes 87.3606 0.0055 0.1731 0.3267 %147.558 %135.5245
KNN 87.8563 -0.0071 0.1225 0.348 %104.4204 | %144.3503
Decision Tree 93.8042 0 0.1162 0.2411 %99.1015 %99.9988
SVM 93.8042 0 0.062 0.2489 %52.8235 %103.2484
Random 93.8042 0 0.1154 0.2479 %98.3982 %102.831
Forest
Gradient 93.6803 -0.0024 0.1137 0.2428 %96.9376 %100.6932
Boosting Trees
(Logit Boost)

Tablo 2. Algoritmalarin sonu¢larinin karsilastiriimasi
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Sekil 7. Stiflandrilan itfaiye istasyonlarimin 5 dk. erigim mesafesi haritast

3. Sonu¢

Bu sonuglara gére makine dgrenmesi yontemi kullanilarak
itfaiye istasyonu hizmet alma durumuna goére smniflandirilabilir
oldugu kapsama alani ile %85,43 oraninda uyumluluk sagladig:
goriilmiistiir. Bu ¢alismada mekansal veriler kullanilarak makine
O0grenme yontemi ile itfaiye istasyonu hizmet durumu
smiflandirilmast gergeklestirilmistir. Caligma da veri hazirlama
asamasinda itfaiye istasyonlarinin kapsama problemi incelenerek
¢Oziilmiis ve veri seti hazirlanmistir. Veri 6nisleme asamasinda
verilerin analiz i¢in hazirlanmasinda cografi bilgi sistemleri
kullanilarak mekansal veriler uygun formatta hazirlanmistir.
Ardindan veriler bes farkli makine 6grenmesi algoritmasi ile test
edilmis ve sonuglar karsilastirilmistir. Gelecek ¢alismalarda
makine 6grenmesi algoritmasi i¢in belirlenen degiskenlere trafik
yogunlugu, yol genisligi gibi veriler eklenerek daha iyi sonuglar
elde edilebilir.
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