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Oz

Gilinlimiizde teknolojinin gelismesine bagli olarak sosyal medya kullanimi ve sosyal medya aglarinin sayis1 giin gegtik¢e artmaktadir.
Bu durum, sosyal medyada nefret sdylemi igeriklerinin sayica artmasi ve buna bagli olarak bu igeriklerin paylasilmasi anlamina
gelmektedir. Sosyal medya kullanicilarini olumsuz yonde etkileyen bu paylasimlarin dniine gegebilmek adina kamu otoriteleri ve
sosyal medya gelistiricileri tarafindan alinan onlemler yetersizdir. Bu sebeple, hacimce biiyiik miktarda iiretilen nefret soylemi
iceriklerinin tespitini kolaylastiran otomatik sistemlere ihtiya¢ duyulmaktadir. Ote yandan, Ingilizce ve diger pek ¢ok dilde yapilan
¢aligmalar incelendiginde, Tiirk¢e’de nefret sdylemi igeriklerinin tespitinde yeterli diizeyde ¢aligmaya heniiz varilamamistir. Mevcut
¢aligmalar incelendiginde ise, kiiciik boyutta veri kiimesi kullanimi, &zellik se¢im yontemlerinin azligi ve smiflandirma
algoritmalarinin benzerligi goriilmiistiir. Literatiirde bahsedilen tiim bu eksikliklerin giderilmesi i¢in, bu ¢aligma gergeklestirilmistir.
Calisma kapsaminda, Tirkge dilinde farkli boyutlarda iki adet tweet veri kiimesi (veri kiimesi 1k, veri kiimesi 2k) kullanilmstir.
Oncelikle veri kiimesi iizerinde bes farkli 6zellik se¢imi algoritmasi uygulanarak 6zellik sayis1 1.000’e diisiiriilmiistiir. Daha sonra
nefret sdylemi tespiti igin, her bir 6zellik se¢ciminden elde edilen 1.000 6zellik {izerinde sirasi ile makine 6grenmesi algoritmalarindan
K-En Yakin Komsu (KNN), Rasgele Orman (RF), Naive Bayes (NB), Destek Vektor Makinesi (SVM), Uzun Kisa-Siireli Bellek
(LSTM) ve Word2Vec+SVM yontemleri uygulanmistir. Deneysel sonuglarda, basart dlgiitii olarak F-6l¢iim degeri kullanilmistir. Veri
kiimesi_1k i¢in en iyi sonucu %88,81 F-6l¢iim oraniyla OneR &zellik se¢imi ile NB algoritmas1 vermistir. Veri kiimesi 2k i¢in en iyi
sonucu %87,71 F-o6l¢iim oramiyla Info-Gain o6zellik se¢imi ile NB algoritmasi vermistir. Bes farkli 6zellik se¢imiyle yapilan
deneylerde, LSTM algoritmasi diger tiim algoritmalara gore daha basarili olmustur.

Anahtar Kelimeler: Tiirkce nefret sdylemi tespiti, Siber zorbalik, Tiirk¢ce tweetler, Makine 6grenmesi, LSTM.

Performance Comparison Of Different Classification Algorithms And
Feature Selection Methods In Turkish Hate Speech Problem Analysis

Abstract

Today, due to the development of technology, use of social media and the number of social media networks are increasing day by day.
This means that the number of hate speech contents on social media increases and, accordingly, these contents are shared. The
measures taken by public authorities and social media developers to prevent these posts that negatively affect social media users are
insufficient. For this reason, automatic systems that facilitate the detection of hate speech content produced in large quantities are
needed. On the other hand, when studies conducted in English and many other languages are examined, sufficient studies have not
been achieved yet in detecting hate speech content in Turkish. When existing studies are examined, use of small datasets, scarcity of
feature selection methods and similarity of classification algorithms are seen. This study is carried out to eliminate all these
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deficiencies mentioned in the literature. Within the scope of the study, two tweet datasets of different sizes in Turkish (dataset 1k,
dataset_2k) are used. First of all, five different feature selection algorithms are applied on these datasets and the number of features is
reduced to 1,000. Then, machine learning algorithms are used on 1,000 features obtained from each feature selection to detect hate
speech. These algorithms are K-Nearest Neighbor (KNN), Random Forest (RF), Naive Bayes (NB), Support Vector Machine (SVM),
Long Short-Term Memory (LSTM) and Word2Vec+SVM methods, respectively. In experimental results, F-measurement value is
taken as a criterion of success. In the experimental results, F-measure is used as the performance metric. NB algorithm with OneR
feature selection is achieved the best result for Dataset 1k with an F-measure of 88.81% . NB algorithm with Info-Gain feature
selection is achieved the best result for Dataset 2k with an F-measure of 87.71% . It has been observed that LSTM algorithm is more
successful than all other algorithms in the experiments with five different feature selections.

Keywords: Turkish hate speech detection, Cyberbullying, Turkish tweets, Machine learning, LSTM.

1. Giris

Giiniimiizde iletisim yontemleri siirekli bir degisim halindedir. Iletisim, teknolojideki gelismelere paralel olacak sekilde sosyal
medya tarafina dogru ilerledigi sdylenebilir. Yeni iletisim kanallarindan olan sosyal medya araglari, insanlara hem olumlu bigimde
hem de olumsuz bigimde yorumlar geklinde geri donmektedir. Bu yorumlardan en ¢ok goze garpan kisim "nefret soylemi"dir. Nefret
sOylemi, giinliik hayatta ya da dijital teknolojiler kullanilarak gergeklestirilen bir zorbalik tiiriidiir. Nefret sdyleminde, insanlarin
giinliik hayatta ifade etmekte zorlandig1 ya da ifade ettiginde fazla tepki alacagini diistindiigii soylemleri, gercek kimligini kullanarak
veya gizli bir kimlige (nickname) biiriinerek ifade edilmektedir. Nefret sdylemini olusturan ifadeler, belli bir dereceye kadar
sOyleyenin kigisel diigiincesini olusturmaktadir. Bu diisiincelerde nefret sdylemi ifadelerinin tespiti i¢in bir arka plan bilgisi gerekir.
Sosyal medyada nefret sdylemi igerikleri siirekli iiretilmekte ve farkli sosyal medya araglari tarafindan hizla yayilarak daha biiyiik
kitlelere erisimi saglanmaktadir. Nefret sOylemi igerikleri, hedef alinan kisileri korkutmaya, sinirlendirmeye, kizdirmaya veya
utandirmaya yonelik yapilmis olan davraniglardir. Bu davranislar baskalarinin duygularina olumsuz bir bi¢imde hitap etme sekli ile
kendini gosterir. Genellikle ¢cocuklarin ve genglerin hedef haline getirildigi nefret sdylemleri, bu ifadelere maruz kalan farkli kisileri
de olumsuz sekilde etkilemektedir. Dolayisiyla, iletisim agisindan sosyal medyada yapilan etkilesimler, bircok agidan olumsuz
paylasimlarin ortaya ¢ikmasina neden olur. Bu paylagimlar arasinda, ¢ok sayida nefret sdylemi igeriklerinin tretimi de nefret
sOylemindeki artigin en dnemli sebepleri arasinda gosterilmektedir.

Bu caligmada, sosyal medyadaki Tiirk¢e nefret sdylemi problemleri lizerinde bazi 6zellik secimleri ve makine dgrenmesi
algoritmalar1 kullanilarak egitilen modellerin performans karsilastirmasi yapilmisti. Model egitiminde, iki farkli veri kiimesi
kullanilmistir. Modeldeki verilerin etiketlenmesi “nefret sdylemi”, “saldirgan ifade” ve “higbiri” seklinde ii¢ sinifa ayrilmistir.
Calismanin geri kalan1 su sekilde diizenlenmistir: 2. Bliim’de, literatiirde sosyal medyada yer alan Tiirk¢e dilinde nefret soylemleri
lizerinde yapilan calismalar incelenmistir. 3. Boliim’de, deneylerde kullanilan veri kiimelerine dair metrikler ve algoritmalar
anlatilmistir. 4. Boliim’de, deneylerin sonuglart 6zetlenmis ve bu sonuglara gére degerlendirme yapilmistir. Son olarak 5. Bélim’de

ise, calismanin sonuglari tek ¢ati altinda toplanarak ¢alisma hakkinda genel ¢gikarimlarda bulunulmustur.

2. Literatiir Taramasi

Sosyal medya kullanim oraninin artmasi ve kullanicilarina her tiirlii diisiinceyi paylasma imkani saglamasi, igerik tretimini
artirmigtir. Artan igerikler arasinda nefret soylemini barindiran ifadeler de yer almaktadir. Kamu ve sosyal medya gelistiricileri, artan
nefret sOylemi igeriklerine dair onlemler almaya caligmaktadir. Fakat tiretilen igerik hacmi ¢ok biiylik oldugu i¢in alinan 6nlemler
yetersiz kalmaktadir. Bunun yaninda, nefret sdylemi iceriklerine dair otomatik sistemlere ihtiya¢ duyulmaktadir. Ayrica, bu alanda
Tiirkce dili iizerinde kapsamli bir ¢alisma da mevcut degildir. Tiim bu ihtiyaglar g6z Oniine alindiginda, literatiirdeki bu eksiklikleri
kapatmak ve duyulan ihtiyaca karsilik vermek adina, bu boliimde Tirkce dilinde yapilan nefret sdylemlerine dair ¢aligmalar
incelenmigtir.

2021 yilinda Mayda ve ark. (Mayda, 2021) yapmis oldugu ¢alisma, gelistirilen bu c¢alisma i¢in 6rnek olarak alinmistir. Calisma
kapsaminda, oncelikle KNIME araci kullanilarak 1.000 adet Tiirkge tweet toplanmis ve veri kiimesi olusturulmustur. Ardindan iki
degerlendirmeci tarafindan veriler etiketlenmistir. Etiketlenen veriler “nefret séylemi”, “saldirgan ifade” ve “higbiri” seklinde ii¢
siiftan olusmaktadir. Verileri etiketlemede kararsiz kalindiginda, saglikli bir sonug {iretebilmek adina iiglincii bir degerlendirmecinin
goriisti alinmustir. Etiketli veri kiimesi baska ¢alismalarda kullanilabilmesi adina agik kaynak olarak paylagilmistir. Olusturulan veri
kiimesi iizerine Karar Agaci (J48), NB, RF ve Sirali Minimal Optimizasyon (SMO) olmak tizere dort farkli makine 6grenmesi
algoritmas1 uygulanmistir. WEKA araci kullanilarak testler gerceklestirilmis ve bagari 6lgiitii olarak F-6l¢iim degeri dikkate alinmustir.

En basarili performansi %79,9 F-6l¢iim degeriyle SMO algoritmas1 vermistir.

Dinger ve ark. (Dinger, 2022), sosyal medya platformlarindaki nefret sdylemlerinin tespitine dair bir ¢aligma yapmustir. Veriler
icin Twitter uygulamasi kullanilmig ve Python’un Tweepy kiitliphanesi ile veriler ¢ekilmistir. Kullanilan veri kiimesi toplamda 3.001
adet veriden (1.503 adeti nefret sdylemi igeren ve 1.498 adeti nefret sylemi icermeyen tweetler) olugsmaktadir. Yapilacak olan yeni
yorumlarda nefret sdylemi tespiti i¢in makine 6grenmesi algoritmalarindan SVM, NB ve Lojistik Regresyon (LR) kullanilmigtir. Bu
caligmanin sonucuna bakildiginda, nefret sdylemi tespitini iyilestirdigi goriilmiigtiir. Kullanilan algoritmalar dogruluk (accuracy),
hassasiyet (recall), kesinlik (precision) ve F1-skor (F1-score) bakimmdan incelendiginde, bu yontemlerden en iyi performansi %87
dogruluk orani ile LR algoritmasi gostermistir.
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Beyhan ve ark. (Beyhan, 2022) tarafindan yapilan g¢aligmanin amaci, Tiirkiye'de yaygin olan toplumsal sorunlara iliskin
tweetlerdeki nefret soyleminin degerlendirilmesidir. Calismada, Twitter’daki goriiniirliigiiniin hacim olarak yiiksek olmasi nedeniyle
Istanbul Sozlesmesi ve Tiirkiye'deki miiltecilere karsi tutumlar ele alinmistir. Tiirkge nefret sdyleminin otomatik tespiti icin bir
makine dgrenmesi kullanilarak iki ayri alanda toplanan (istanbul Sozlesmesi veri kiimesi ve Miilteciler veri kiimesi) tweetlerden
olusan bir nefret sdylemi veri kiimesi sunulmustur. Istanbul Sézlesmesi veri kiimesi, Tiirkiye'nin Istanbul Sozlesmesi'nden
¢ekilmesinin ardindan atilan tweetlerden olusmaktadir. Miilteciler veri kiimesi ise, go¢menlerle ilgili tweetlerin, gé¢menlere dair
yaygin olarak kullanilan anahtar kelimelere gore filtrelenerek toplanmasiyla olusturulmustur. Twitter’daki ek agiklamalar1 toplamak
i¢in, veri kiimesi toplama araci olarak, agik kaynak kodlu LabelStudio agiklama araci kullanilmustir. Veri kiimeleri incelendiginde,
Istanbul sdzlesmesi veri kiimesi igin, Tiirkiye'nin Istanbul Sézlesmesi'nden cekildikten sonra 20-25 Mart 2021 arasindaki bes giine ait
tweetler esas almmustir. Bu siire boyunca en ¢ok konugulan konularda 284.989 tweet toplanmigtir ve veri kiimesiyle ilgisiz olanlar
¢ikarildiktan sonra yaklasik 10.000 tweet ile islem yapilmistir. Miilteci veri kiimesi i¢in, Ocak 2020-Eyliil 2021 tarihleri arasinda
Twitter Academic API kullanilarak gogmenlerle ilgili tweetler toplanmustir. Gogmenlerle ilgili yaygin olarak kullanilan miilteci
(refugee), gogmen (immigrant) ve Suriyeli (Syrian) gibi anahtar kelimeleri esas alinmistir. Caligmanin sonucunda, toplanan veri
kiimesi i¢in BERTurk déniistiiriicii (transformer) mimarisi kullanilarak bir nefret sdylemi tespit sistemi gelistirilmistir. Istanbul
Sozlesmesi veri kiimesi 5-katl ¢apraz dogrulama yéntemi kullanilarak degerlendirilmistir. Ikili stmflandirma dogrulugunda (binary
classification accuracy), Istanbul Sozlesmesi veri kiimesi i¢in %77 ve Miilteci veri kiimesi icin %71 dogruluk oranlar1 elde edilmistir.
Ayrica, Istanbul Sézlesmesi ve Miilteciler veri kiimeleri i¢in [0-4] dlgeginde 0,66 ve 0,83 Kok Ortalama Kare Hatas1 (Root Mean
Squared Error — RMSE) regresyon modeli de kullanilarak testler gergeklestirilmistir.

Kus’un (Kus, 2021) yaptigi calisma, Kovid-19 salgin1 miiddetince, miiltecilere yonelik yapilmis olan dijital nefret sdylemlerinin
incelenmesi iizerinedir. YouTube platformunda Kovid-19 konusunda miiltecileri hedef gdsteren videolarin yorum kismina yazilmis
olan YouTube kullanici yorumlar1 Facepager uygulamasi ile toplanarak veri kiimesi olusturulmustur. Nefret s6ylemi barindiran
kullanict yorumlari dikkate alindiginda, veri kiimesi "Amaca Yonelik Nefret Séylemi", "Hedef Ulkenin Dokunulmazlig1", "Kisisel
Tercih ve Ozelliklere Yonelik Nefret Soylemi" ve "Diger" etiketleriyle veri kiimesi siniflandirilmustir. Ayrica, nefret sdylemi igerigine
sahip yorumlarin s6zel yansimasi da bir ag haritasiyla bu ¢aligmada gorsellestirilmistir. Veriler analiz edilirken, igerik analizi yontemi
ve metin madenciligi metotlarindan yararlanilmigtir. Verilerin 6n islemesi, ayiklanmasi ve algoritmasi igin egitim setinin olusturulmasi
asamasinda Microsoft Excel, Google Sheets ve KNN smiflandirma yontemi kullanilmistir. Soézciiklerin sayimi i¢in Rapidminer
Studio, egitim setinin giivenilirliginin hesaplanmasi i¢in ag haritasi ile SPSS 21 ve tasarlama kisminda ise Gephi 0.9.2 kullanilmistr.
Calismanin sonuglar1 incelendiginde, smiflandirmadaki etiketlere gore dagilimlar Nefret Soylemi Iceren Yorumlarm Kategorik
Dagilimina gore; Hedef Ulkenin Dokunulmazlig (%50), Kisisel Tercih ve Ozelliklere Yonelik Nefret Sdylemi (%17), Amaca Yénelik
Nefret Soylemi (%13) ve Diger (%20) seklindedir.

Karayigit ve ark. (Karayigit, 2021) yaptig1 ¢alismada, nefret sdylemli Instagram yorumlarin tespit etmek i¢in kiiftirlii ve kiifiirli
olmayan etiketli Instagram yorumundan olusan bir veri kiimesi (ATC) olusturularak Evrigimli Sinir Aglart (CNN) ve makine
ogrenmesi yontemleri kullanilmistir. Nefret soylemli yorumlart algilamak icin yapay sinir aglar1 tabanli CNN modeli ile makine
o0grenmesi tabanli SVM, Karar Agaci (DT), NB, RF, LR, Adaptif Giiglendirme (AdaBoost) ve Asirt Gradyan Giiglendirme (XGBoost)
modelleri karsilastirilmigtir. Nefret soylemli Tiirk¢e yorumlarindan olusan veri kiimesi, 2017-2019 yillar1 arasinda 10.528 kiifiirli ve
19.826 kiifiirlii olmayan Instagram yorumlarindan olusmaktadir. Veri kiimesi toplama araci olarak Python kullanilmis ve ¢aligmadaki
veri kiimesi olusturulmustur. Olusturulan ATC veri kiimesi igin, sinif sayilarini esitlemede asir1 6rnekleme metodu (Over-sampling
method) kullanilarak bir versiyonu olusturulmustur. Ozellik se¢imi ve agirliklandirma igin Terim Frekansi-Ters Belge Frekans: (TF-
IDF) metotlarindan Kelime Cantasi (Bag of Words — BoW), bigram ve trigram algoritmalar1 ile kelime yerlestirme i¢in Byte-Cifti
Kodlama (BPE), Word2Vec ve BERT modelleri kullanilmistir. Deney asamasinda, CNN algoritmasiyla kelime yerlestirme
modellerinin kombinasyonlarinin olusturuldugu ve makine dgrenmesi algoritmalariyla TF-IDF modellerinin kombinasyonlarinin
olusturuldugu modeller hem orijinal ATC hem de asir1 6rneklenmis ATC veri kiimesi {izerinde uygulanmistir. Deney sonuglarinda,
0,974 ile mikro ortalamali F1 puani, 0,973 ile makro ortalamali F1 puani ve 0,946 Kappa degeri ile asir1 drneklenmis ATC veri
kiimesinde CNN modelinin en iyi sonuca ulastigi goriilmiistiir. Bdylece, makine 6grenmesi modellerinden CNN modelinin en iyi
performansa ulastigi sdylenebilir.

Karayigit ve ark. (Karayigit, 2022) ¢alismasi, sosyal medyadaki Tiirkge yorumlarinin homofobik ya da cinsiyetgi, agir asagilama
ve diglama ifadeleri gibi nefret yorumlarini igerip icermediginin tespiti i¢in yapilmistir. Burada, dnceden egitilmis Cok Dilli M-BERT
algoritmasi kullanmilmistir. Veri kiimesi, Instagram'dan alinan yorumlarla olusturularak nefret ifadesi tespitinde modelleri egitmek i¢in
kullanilmistir. Deneylerde resHATC ve orijinal HATC olmak iizere veri kiimelerinin iki formu kullanilmisti. Homofobik-Kiifiirli
Tiirkge Yorumlar (HATC) ve Kotii Amacgh Tiirkge Yorumlar (ATC) veri kiimeleri birlestirilerek, uygulamalarda kullanilmak iizere
dengeli bir veri kiimesi elde edilmistir. Aragtirmacilar tarafindan toplanan HATC veri kiimesi 10.237 nefret dolu, 1.226 homofobik ve
19.827 nétr Instagram yorumlarindan olusmaktadir. Uygulamalarda M-BERT modeli, derin 6grenme tabanli modeller (LSTM, Cift
Yonlii Uzun Kisa-Siireli Bellek (BiLSTM), Kapili Tekrarlayan Birim (GRU)), makine 6grenmesi tabanlt modeller (SVM, NB, RF) ve
Topluluk Siniflandiricilart (AdaBoost, XGBoost, GBoost) kullanilarak sonuglar karsilastirilmistir. Burada en iyi sonucu bulmak igin,
algoritma modellerinin performansinda F1 puani (F1-score), kesinlik (precision) ve duyarlilik (recall) performans 6lgiitleri dikkate
almmustir. En iyi performanst HATC veri kiimelerindeki (homofobik F1 puani: %82,64 , nefret dolu F1 puani: %91,75 , n6tr F1 puant:
%96,08 , ortalama F1 puani: %90,15) M-BERT modelinin verdigi gorilmiistiir.

Baska kisi veya kurumlarin itibarim1 zedeleyici, kizdirici, rahatsiz edici, utandirici, algi olusturucu yazi, ses, video ve fotograflar
gibi kisiler iizerinde olumsuz etki birakan, dijital ortamlar ve sosyal medya aracilifiyla rahatsizlik veren tiim eylemlere siber zorbalik
denilmektedir. Siber zorbalik ve nefret sdylemi arasinda siki bir iliski vardir. Siber zorbalik, bir tiir nefret sdylemidir. Internet ve
sosyal medya platformlari, insanlarin anonimlik duygusuyla hareket etmesine ve diigiincelerini agik¢a ifade etmesine olanak
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tanimaktadir. Bu da insanlarin nefret sdylemi igerikli mesajlar yaymlamasina veya siber zorbalik yapma olasiligina yol agmaktadir. Bu
sebeple, caligma kapsaminda yapilan literatiir taramasinda, sosyal medyada Tiirk¢e dilinde yapilan siber zorbaliga yonelik ¢alismalar
da incelenmigtir.

Yazgili ve ark. (Yazgili, 2021), siber zorbalik tespiti i¢in bir ¢aligma gergeklestirmistir. Bu ¢alismada, 3.000 adet ciimleden (1.503
tane siber zorbalik iceren ve 1.497 tane siber zorbalik igermeyen veriler) olusan hazir Tiirk¢e veri kiimesini kullanmiglardir. Veri
kiimesi toplama araci olarak Kaggle sitesinden yararlanilmistir. Calisma kapsaminda Yapay Sinir Ag1 (ANN), C4.5 Agaci (C4.5 Tree),
Bagging, Boosting, Gradyan Giiglendirme (GBoost), XGBoost, SVM, KNN, K-Means, NB, LR, RF ve Stokastik Gradyan Azaltma
(Stochastic Gradient Descent) algoritmalari kullanilarak elde edilen sonuclar karsilagtirilmistir. Deneysel sonuglardan, %88,35 basari
orani ile LR algoritmasi en yliksek sonucu vermistir. Kullanilan veri kiimesinin yeni olmasi ve ¢ok sayida algoritma ile test yapilmasi
calismanin 6zgiin yanini ortaya koymaktadir.

Ozellikle Kovid-19 salgimindan sonra internette daha fazla vakit gegirilmesi ve islenen sugun caydiriciliginin olmamas: diisiincesi
siber zorbaligin artmasina sebep olmustur. Bingdl ve Yildirim (Bing6l, 2021), artan siber zorbaligin durdurulmasi ve magduriyetin
Oniine gegilmesi adina metin madenciligi ve yapay zekd yontemlerini kullanarak siber zorbalik tespiti yapan model gelistirmistir.
Model egitimi i¢in Twitter’dan elde edilen Tiirk¢e dilinde veri kiimesi kullanilmigtir. Veri kiimesi toplama araci olarak agik kaynak
kodlu GitHub platformu {izerinden sunulmustur. Veri kiimesi, 11.111 adet etiketli Tiirk¢e tweetten olugmaktadir. Veri kiimesi tizerine
metin 6n isleme adimlar1 uygulandiktan sonra yedi farkli yapay zeka algoritmasi kullanilmistir. NB, LR, J48, AdaBoostM1, BayesNet,
SMO ve JRip algoritmalar1 ile model egitimi gerceklestirilmis ve deney sonuglart karsilagtirilmistir. Yapilan deneysel sonuglara gore,
%77-%92 araligindaki dogruluk oraniyla en iyi sonuglar1 LR, J48 ve BayesNet algoritmalarinin verdigi goriilmiistiir.

Yilmaz ve ark. (Sahiner Yilmaz, 2021), sosyal medya iizerinde saldirgan dil kullanimu ile siber zorbaliga maruz kalan kullanicilar
icin ¢alisma gerceklestirmistir. Caligmada saldirgan dil tespiti i¢in iki adet veri kiimesi kullanilmistir. Birinci veri kiimesi, Tiirkce
dilinde Twitter {izerinden toplanan 31.756 tweetten (6.131 adet “saldirgan” ve 25.625 adet “saldirgan degil” etiketli veriler) olusan
OffensEval yarisma verileridir. Ikinci veri kiimesi ise Tiirkge dilinde Twitter iizerinden toplanan yaklasik 1 milyona yakin tweetten
olugan etiketsiz veri kiimesidir. Caligmada kelime temsil yontemi olarak Word2Vec yontemi kullanilmigtir. Uygulamalarda veri
kiimesi toplama araci olarak Python kullanilmigtir. Calismanin model egitimi kisminda BiLSTM ve LSTM algoritmalari
kullanilmistir. Deneysel sonuglardan, %86 dogruluk orantyla LSTM algoritmasi modellerdeki basari oranini vermektedir.

Nergiz ve Avaroglu (Nergiz, 2021), Tiirk¢e yorumlar igeren sosyal aglar iizerinde siber zorbaligin tespiti igin LSTM modelini
onermektedir. Twitter, Instagram ve Youtube platformlarindan elde edilen veri kiimesi, 90.000 adet siber zorbalik i¢eren ve 90.000
adet siber zorbalik icermeyen Tiirkce yorumlardan olugmaktadir. Bu yorumlar, Python programlama dili ve Selenium araci
kullanilarak toplanmustir. Verilere 6n isleme yapmak i¢in Zemberek kiitiiphanesinden faydalanilmistir. Kelimeleri sayisal ifadelere
ceviren Fasttext icin Ngram, Word2Vec i¢in Skip-Gram ve Doc2Vec icin PV-DBOW kelime gomme yontemleri kullanilarak
LSTM’nin egitimi i¢in ti¢ farkli model olusturulmustur. Bu modeller sirasiyla Word2Vec, Fasttext ve Doc2Vec i¢in Modeli 1, Modeli
2 ve Modeli 3 olarak isimlendirilmistir. Siniflandirma modeli olan LSTM ’nin gizli katmaninda Sigmoid aktivasyon fonksiyonu, dense
katmaninda ReLLU aktivasyon fonksiyonu, ¢ikt1 katmaninda Softmax aktivasyon fonksiyonu kullanilmigtir. Deney sonuglarina gore en
basarili modelin %93,15 basar1 oraniyla Modeli 2°de LSTM algoritmasi oldugu gézlemlenmistir.

On ve Yeniterzi (On, 2020), Tiirkce dilindeki siber zorbalik igeren ifadelerin tespiti igin CNN modelini énermistir. Modelin
degerlendirilmesi i¢in CNN ile kurulan modellerin yaninda SVM modeli de kullanilmigtir. Veri kiimesi hazirlama asamasinda
TurkishCyberbullying veri kiimesinden yararlanilmistir. Bu veri kiimesi, 3.000 tweetten (1.500 siber zorbalik ve 1.500 siber zorbalik
icermeyen tweetler) olusmaktadir. On isleme asamasinda Dogal Dil Arag Seti (Natural Language Toolkit — NLTK) kiitiiphanesinden
yararlanilmisti. SVM modelinin egitimi i¢in BoW modeli ile TF-IDF yontemi kullanilmistir. Tiirk¢e Vikipedi ile egitilmis Word2 Vec
(KVT1) ve FastText (KVT2) kelime vektor temsilleri ve haber dokiimaniyla egitilmis FastText kelime vektor temsilleri (KVT3), CNN
modellerinin egitiminde kullanilmak i¢in tercih edilmistir. Ayrica, CNN modelinin egitimi i¢in bu ¢aligma kapsaminda Rastgele
kelime temsil modeli de (Random word representation model) egitimlerde kullanilmistir. CNN modelinin ¢ikti katmanminda Sigmoid
aktivasyon fonksiyonu, ADAM optimizasyon algoritmasi ve ikili ¢apraz entropi kayip fonksiyonu kullanilmistir. Deney asamasinda,
en iyi sonucu CNN Rastgele modeli vermistir. Kullanilan bes model igerisinde en iyi sonucu veren modeller i¢in Topluluk modeli
(Ensemble model) uygulanmistir. Topluluk modelinin kullaniminda, esitlik olmast durumunda CNN Rastgele modelinin sonuglari
dikkate alinarak 0,937°lik bir F1-skoruna ulasilmistir.

Ozgift ve ark. (Ozcift, 2019) ¢alismasinda, Tiirkce metinlerde bulunan siber zorbalik ifadelerini tespit eden bir sistem igin makine
dgrenmesi modelini dnermektedir. Onerilen modelin uygulamasi igin 3.000 tweetten (1.500 siber zorbalik igeren, 1.500 siber zorbalik
icermeyen etiketli veriler) olusan 11.534 o6znitelikli TurkishCyberbulling veri kiimesi kullanilmustir. Veri 6n isleme asamasinda, veri
kiimesinin boyutunu azaltmak igin Ki-kare Testi (Chi-square Test) uygulanarak 6znitelik sayisi 579 kelimeye indirilmistir. Tlgisiz
sozciikleri ortadan kaldirmak igin TF-IDF yontemi uygulanmisti. Model olarak Lojistik Regresyon ile Bayes teoremi
kombinasyonundan olusan Bayesci Lojistik Regresyon (Bayesci LR) yontemi kullanilmistir. Onerilen modelin parametreleri lzgara
Arama algoritmasi (Grid Search algorithm) kullanilarak optimize edilmektedir. Deney sonucunda, Bayesci LR algoritmasinin F-skor
degeri 0,925 basari orani seklindedir.
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Tablo 1°de farkli sosyal medya araglarinda Tiirk¢e nefret sdylemine yonelik literatiirde yapilan galigmalara yer verilmistir.

Tablo 1. Sosyal medyada nefret soylemlerini tespit etmeye yonelik dnceki ¢calismalar (Table 1. Previous studies on detecting hate
speech on social media)

Calisma flgili Konu Uygulama Veri Kiimesi Veri Kiimesi Kullanilan En Basan
Alam Boyutu Toplama Araci Yontem Basarih Oram
Model
Mayda ve | Tiirkge nefret Twitter 1.000 adet Tiirkge KNIME J48, NB, RF, SMO %79,9
ark. soylemi tweet SMO (F-olgiim)
(2021) tespiti
Nefret Twitter 3.001 adet Tiirkge Python (Tweepy SVM, NB, LR LR %87
soylemi tweet kiitiiphanesi ile) (Dogruluk)
Dinger ve tespiti [1.503 adet nefret
ark. sOylemi igeren,
(2022) 1.498 adet nefret
sOylemi icermeyen
tweetler]
Tirkge nefret Twitter Istanbul S6zlesmesi LabelStudio BERTurk k-katl Istanbul
sOyleminin veri kiimesi, transformer capraz Sozlesmesi
otomatik Miilteciler veri mimarisi, k- dogrulam veri
tespiti kiimesi kath ¢apraz a (k=5) kiimesi:
dogrulama %77,
Beyhan (Dogruluk,
ve ark. F-6l¢iim)
(2022) Miilteci
veri
kiimesi:
%71
(Dogruluk,
Duyarlilik)
Miiltecilere YouTube Kovid-19 Facepager Icerik analizi KNN —
yonelik konusunda yontemi
dijital nefret milltecileri hedef (Microsoft
sOylemlerini alan YouTube Excel, Google
Kus n_ _ kullanici yorumlart Sheets); Metin
(2021) tespiti mfldencﬂlgl
yontemleri
(Rapidminer
Studio, SPSS
21, Gephi
0.9.2); KNN
Tiirkge nefret Instagram ATC veri kiimesi Python CNN, NB, CNN %97,4
Karayigit sOylemi [10.528 kiifiirli, SVM, DT, RF, (F-6l¢iim)
ve ark. tespiti 19.826 kiifiirli LR, AdaBoost,
(2021) olmayan Instagram XGBoost
yorumlari]
Sosyal Instagram HATC (Homofobik- — M-BERT M-BERT | HATC veri
medyadaki Kiifiirli Tirkge modeli, LSTM, modeli kiimesi:
. Tiirkge Yorumlar) veri BiLSTM, GRU, %90,15
Karayigit .. . e
ve ark. yorumlar.m kiimesi SVM, NB, RF, (F-6l¢tim)
(2022) homofobik [10.237 nefret dglu, AdaBoost,
ya da nefret 1.226 homofobik, XGBoost,
soylemi 19.827 notr GBoost
tespiti Instagram
101
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Calisma flgili Konu Uygulama Veri Kiimesi Veri Kiimesi Kullanilan En Basan
Alani Boyutu Toplama Araci Yontem Basarih Oram
Model
yorumlart]
Siber — 3.000 adet siber Acik kaynak hazir C4.5 Tree, LR %88,35
zorbalik zorbalik veri kiimesi veri kiimesi Bagging, (Dogruluk)
tespiti [1.503 tane siber (KAGGLE) Boosting,
zorbalik iceren, GradientBoosti
Yazgili 1.497 tane siber ng, Stokastik
ve zorbalik igermeyen Gradient
Baykara veriler] Descent,
(2021) XGBoost,
KNN, K-
Means, SVM,
ANN, NB,
LR,RF
Bingdl ve Siber Twitter 11.111 adet Tirkge Agik kaynak hazir NB, LR, J48, LR, J48, | %77 - %92
Vildiim zorbalik tweet veri kiimesi Veri_kﬁmesi AdaBoostM1, | BayesNet | (Dogruluk)
(2021) tespiti (GitHub) BayesNet,
SMO, JRip
Siber Twitter OffensEval yarigma Python LSTM, LSTM %86
Sahiner zorbalik veri kiimesi BiLSTM (Dogruluk)
Yilmaz tespiti [31.756 adet] ve
ve ark. yaklagik 1 milyona
(2021) yakin Tiirkce tweet
veri kiimesi
Siber Twitter, 180.000 adet Tiirkge Python LSTM LSTM %93,15
zorbalik Instagram, yorumlar programlama dili, (F-6l¢tim)
Nergiz ve tespiti Youtube [90.000 adet siber Selenium
Avaroglu zorbalik iceren,
(2021) 90.000 adet siber
zorbalik igermeyen
veriler]
Tiirkce TurkishCybe 3.000 tweetten NLTK kiitiiphanesi CNN, SVM CNN %93,7
dilindeki rbullying olusan (F-olgtim)
On ve siber TurkishCyberbullyi
Yeniterzi zorbalik ng veri kiimesi
(2020) igeren
ifadelerin
tespiti
Tiirkce TurkishCybe 3.000 tweetten — Bayesgi LR Bayesgi %92,5
. metinlerde rbulling olusan LR (F-olgtim)
OZ::E ve bulunan siber TurkishCyberbullin
(2019) zorbalik g veri kiimesi
ifadelerinin
tespiti

3. Materyal ve Metot

3.1. Veri Kiimesi

Bu calismada, iki adet Tirkge veri kiimesi kullanilmistir. Birincisi, 2021 yilinda Mayda ve ark. (Mayda, 2021) hazirladigi
¢alismada kullandiklar1 ve agik kaynak olarak GitHub ortaminda paylastiklar: Tiirkge tweetlerden olusan etiketli hazir veri kiimesidir.
Calisma kapsaminda bu veri kiimesi, veri kiimesi_1k seklinde ifade edilmistir. Ikincisi ise yine bu ¢alisma kapsaminda Python dili
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kullanilarak Twitter {izerinden toplanan Tiirk¢e tweetlerden olusan veri kiimesidir. Bu veri kiimesi ise, yazarlar tarafindan toplanarak
etiketlenmis olup veri kiimesi_2k seklinde ifade edilmistir.

Her iki veri kiimesi olugturulmadan once hedef gruplara ait anahtar kelimeler belirlenmistir. Bunun igin, énce yerel ve ulusal
medyada nefret sdylemi haberlerinin yer aldigi NefretSoylemi.org sitesindeki igerikler incelenmistir. Ardindan, hedef gruplara ait
anahtar kelimeler belirlenirken, sitede yer alan nefret sdylemi igeriklerinde en sik kullanilan nefret soylemi ifadeleri ile Hrant Dink
Vakfi tarafindan hazirlanan “Medyada Nefret S6ylemi ve Ayrimci S6ylem 2018 Raporu”nun (Engindeniz, 2018) sonuglari gz 6niine
alinmigtir. Veri kiimesi_1k i¢in belirlenen anahtar kelimelere sahip 1.000 tweet, Mayda ve ark. tarafindan KNIME araci kullanarak
toplanmustir. Calisma kapsaminda hazirlanmakta olan veri kiimesi 2k igin ise yine belirlenen anahtar kelimelere sahip 2.049 tweet
Python araci kullanilarak Twitter {izerinden toplanmustir.

Toplanan tweetlerin siniflandirilmast igin, literatiirdeki ¢aligmalar incelendiginde, saldirgan ifadeler ile nefret sdylemi ifadelerinin
ayn1 anlamdaymus gibi etiketlendigi goriilmiistiir. Yani, literatiirdeki ¢aligsmalarda veri kiimesi, nefret sdylemi i¢eren ve nefret soylemi
icermeyen seklinde etiketlendirilmistir. Ancak saldirgan ifadeler ile nefret soylemi ifadeleri birbirinden farkli kavramlardir. Mayda ve
ark. tarafindan veri kiimesi_1k, “saldirgan ifade”, “nefret sdylemi” ve “higbiri” olmak tizere ii¢ sinifta etiketlendirerek paylasmistir.
Yine bu ¢alismada da Tiirkce dilinde nefret sdylemi, veri kiimesi_2k veri kiimesi olusturulurken toplanan tweetler “saldirgan ifade”,
“nefret soylemi” ve “higbiri” olmak f{izere ii¢ sinifta etiketlenmistir. Bir ifadenin nefret sOylemi igerip icermedigi farkli
degerlendiricilerin farkli yorumlart seklinde ele alinabilmektedir. Yani, bir degerlendirici “nefret soylemi” olarak etiketledigi veriyi,
bir bagka degerlendirici “saldirgan ifade” geklinde etiketleyebilir. Burada olusabilecek karmasayi 6nlemek igin, tweetler 6nce iKi
degerlendirmeci goriisiiyle etiketlenmistir. Etiketlemede kararsiz kalindiginda, saglikli bir sonug fiiretebilmek adina {igiincli bir
degerlendirmecinin goriigii alinmigtir.

Mayda ve ark. tarafindan etiketli olarak paylasilmis veri kiimesi l1k’nin etiketine gore siif dagilim sayis1 Sekil 1°de yer
almaktadir. Etiketleme ifadeleri “saldirgan ifade (60)”, “nefret sdylemi (276)” ve “higbiri (664)” olmak iizere ii¢ simif olarak
belirlenmistir.

Veri Klimesi_1k Sinif Dagilimi

« nefrat saylemi saldrgan ifade = hegdin

Sekil 1. Veri kiimesi 1k’ nin etiketlerine gore dagilim sayis1 (Figure 1. Number of distributions by labels of dataset_1k)

Veri kiimesi 2k’nin etiketine gore dagilim sayisi Sekil 2’de yer almaktadir. Etiketleme ifadeleri “nefret sdylemi (375)”,
“saldirgan ifade (387)” ve “higbiri (1.287)” olmak iizere ii¢ sinif olarak belirlenmistir.

Veri Kimesi_2k Simif Dagilimi

® nefret soylems E.‘:"'_‘“i_'.]" iade * higbin

Sekil 2. Veri kiimesi_2k’nin etiketlerine gore dagilim sayis1 (Figure 2. Number of distributions by labels of dataset_2k)
3.2. On isleme ve Ozellik Cikarimm

Egitilecek modelin daha anlamli ve dogru sonuglar iiretebilmesi i¢in her iki veri kiimesi iizerinde On isleme adimlari
gerceklestirilmigtir. Veri icerisinde yer alan tweetlerin her kelimesi kii¢lik harfe ¢evrilmistir. URL adresleri, kullanici adlari, emojiler,
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hashtagler, mentionlar, {inlem, nokta, tek tirnak isareti, soru isareti ve ¢ift tirnak igareti gibi noktalama igaretleri silinerek veri kiimesi
temizlenmistir. Kelime aralarinda yer alan fazla bogluk tek bosluga indirilmistir. Tek bagina anlami olmayan ve model egitiminde rol
oynamayan baglaglar da kaldirilmustir.

Kelime yapilarinin incelenmesi i¢in agik kaynak kodlu Tiirk¢e dogal dil isleme kiitiiphanesi olan Zemberek kiitiiphanesi (Akin,
2007) tercih edilmistir. Kelime unigram ve kelime bigramlari bulunarak, bu kelimeler 6zellik kiimesi olarak belirlenmistir. Kelime
Ngramlar1 i¢in, Zemberek kiitiiphanesi ile incelenen kelimenin kdk ve ekleri listelenmektedir. Kelimeden ¢ekim ekleri ¢ikartilarak
once elde edilen kok ve daha sonra yapim eklerinden olugan govdeler veri kiimesi icerisinde tutulmustur.

Nihal veri kiimesinde ozellik olarak “tweetld”, “tweet”, “etiket”, elde edilen kelime unigramlar ve kelime bigramlar yer
almaktadir. Veri kiimesi olusturulurken her bir tweet igerisinde gecen kelime unigramlar ve kelime bigramlar kontrol edilerek,
bulundugu kelime adet sayisinin bilgisi (yani kelime frekansi) tutulmustur. Veri kiimesi 1k i¢in 1.000 adet satir ve 16.383 adet
stitundan olusan bir veri kiimesi elde edilmistir. Veri kiimesi_2k i¢in ise 2.049 adet satir ve 28.625 adet siitundan olusan bir veri
kiimesi elde edilmistir.

3.3. Ozellik Secimi ve Siniflandirma

Calisma kapsaminda sirast ile veri kiimelerinde yer alan 16.383 ve 28.625 ozellik {izerine, 6zellik se¢imi i¢in ayr1 ayr1 Bilgi
Kazanci Ozellik Degerlendirici (InfoGainAttributeEval), Fisher Skor (Fisher Score), OneR Smiflandirici (OneRClassifier), Ki-kare
Testi (Chi-square test) ve Kazang Oram Ozellik Degerlendirici (GainRatioAttributeEval) algoritmalari uygulanmstir. Her bir
algoritma i¢in her iki veri kiimesi en 6nemli 1.000 dzellige indirgenmistir. Ozellik se¢imi i¢in kullanilan algoritma ile ¢ikan 1.000
ozellik itizerine ayr1 ayrt KNN, RF, NB, SVM, LSTM ve Word2Vec+SVM gibi farkli algoritmalar uygulanmistir. Tim bu
algoritmalara ait deneyler, Python dilinde pandas v1.3.5, Scikit learning 1.0.2, sklearn.ensemble ve Pytorch 1.13.0 kiitiiphaneleri
kullanilarak gercgeklestirilmistir. Ayrica SVM algoritmasi, 'C'=1, 'dual'='false’, 'penalty’ = 'I2' parametreleri ile LinearSVC
smiflandiricili 'scikit learning' kiitiiphanesi kullanilarak ¢alistirtlmisti. LSTM algoritmast i¢in ise kullanilan hiper-parametreleri Sekil
3'te verilmistir.

sl Hanld model )

moded i

model x4 % (badden podes. rotum sequences Tu mput_shape (wied vee longth
char vee lamgth)))

model X (1

model x4 K “2n

mode] =3¥ (odbman’))

modelocenpilofhon “Categonal cromentivpy’, oplamiace “adan’)

banch size- I

model Biltraen 1 ttaim v, datch siee banch wize, epoche 10 validation data (validate x

vahdate )

Sekil 3. Deneylerde kullanilan LSTM hiper-parametreleri (Figure 3. LSTM hyper-parameters used in experiments)

Tim deneyler boyunca 10-katli ¢aprazlama (10-fold Cross Validation) teknigi kullanilmistir. Bu teknikte veri kiimesi varsayilan
deger (default) olarak %90 egitim - %10 test seklinde ayrilmaktadir. Calisma kapsaminda gerceklestirilen deneylerde ise, her iki veri
kiimesi once 70 egitim - %30 test seklinde ve daha sonra %30 egitim - %70 test seklinde ayrilmistir. Son durumda dort farkli sonug
elde edilerek tiim sonuglar paylagilmustir.

3.3.1. Bilgi Kazanci Ozellik Degerlendirici (InfoGainAttributeEval)

InfoGain Attribute Eval kullanilarak o6zellik ¢ikarimini hesaplamak i¢in entropi kavramina ihtiya¢ duyulmaktadir. Entropi,
sistemdeki diizensizligin 6l¢iistidiir. Veri kiimesi igerisindeki her bir 6zelligin degeri sinifa gore bilgi kazanim oranint 6lgerek elde
edilmektedir (Hall, 1999). H entropi olmak tizere Bilgi Kazanci hesaplama formiilii Esitlik (1)’de paylasiimstir.

Bilgi Kazanci = H(Sinf) — H(%) 1)

3.3.2. Fisher Skor (Fisher Score)

Fisher Skor, en yaygin kullanilan denetimli &znitelik se¢im yontemlerinden birisidir (Gu, 2012). Bu yontemde Fisher Skor
fonksiyonu, maksimum olasilik tahmini ile derinden iligkilidir. Bu fonksiyon, iki sinifi birbirinden en iyi ayiran 6zellikleri segmek igin
kullanilir; bu 6zelliklere gore Fisher Skor’un en yiiksek degerde olan ozellikleri alinir. Fisher Skor ydonteminde, her bir simifin
ozelliklerine dair standart sapma ve ortalama degerleri kullanilarak bir baglant1 skoru hesaplanir. Fisher Skor hesaplama formiilasyonu
Esitlik (2)’de (Budak, 2018) gosterilmistir.

Fx,) = el @

 af-a;|

Burada, + ve - sembolleri iki sinifli problemler i¢in farkli simiflari; pi ve p; sembolleri siniflarin aritmetik ortalamalarini, @;" ve
a; sembolleri de siniflara ait standart sapma degerlerini belirtmektedir.

3.3.3. OneR Smflandirict (OneRClassifier)

Ozellik degeri OneR siniflandirma algoritmasi ile hesaplanmaktadir. OneR algoritmasinin galisma adimlar1 asagida paylasimistir
(Novakovi¢, 2011).
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1. Egitim verisi igerisinde her 6zellik i¢in kural olusturmak.
2. Olusturulan her bir kural i¢in siniflandirma dogruluklarini1 hesaplamak.
3. En az hatal kurallara sahip 6zellikleri se¢gmek.

3.3.4. Ki-kare Testi (Chi-squared test)

Ki-kare Testi, gézlenen ve beklenen frekanslar arasindaki farkin, istatistiksel olarak anlamlilik ilkesine dayandigi bir 6zellik segim
yontemidir. Bu test, genellikle birbirinden bagimsiz iki degerin niteliksel olarak belirtilen verilerin kriterlerini analiz ve test etmek i¢in
kullanilir. Bunun yaninda Ki-kare Testinin uygulamasi, dl¢imle belirlenen siirekli degiskenler, belirli bir derecenin altinda ya da
iistiinde olacak sekilde nitelendirilerek uygulanir.

Ki-kare Testinde metot, 6zellikler (X) ile Y arasinda baglanti olup olmadigini test etmektedir. Yapilan test sonucunda, Y ile iligkisi
olmadig1 tespiti sonucu Ozellikler (X) veri kiimesinden ¢ikartilir. Ki-kare Testi igin hesaplama formiilasyonu asagida Esitlik (3),
Esitlik (4) ve Esitlik (5)’te (Gu, 2012) gosterilmistir.

A

(Nij=N;)?
=T Y (3)
ij
A NiN;
Nij = N 1 (4)
d=0-D0J-1 ®)

Burada N;;, Y’nin i ve X’in j diizeyindeki gdzlenen birim sayisin; Ni} iki 6zellik bagimsiz iken Y’ nin i ve X’in j diizeyindeki
beklenen birim sayisini; d test istatistiginin analizi i¢in kullamlan Ki-kare dagiliminda serbestlik kademesini belirtmektedir.

3.3.5. Kazang Oram Ozellik Degerlendirici (GainRatioAttributeEval)

Kazang orani kullanildiginda ozellik degeri, sinifa gore kazanim oranmi dlgiilerek hesaplanmaktadir. Oran sonucunda 0 ile 1
araliginda deger ortaya ¢ikmaktadir. Bu deger 6zellik degeri olarak kabul edilmektedir. Oran sonucu 0 ise 6zellik ile sinif arasinda
hi¢bir iliski olmadigi sonucuna varilmaktadir. 1 ise 6zelligin dogru tahmin edilebildigini gosterir (Hall, 1999). Kazang¢ Orani
formiilasyonu Esitlik (6)’daki gibi hesaplanmaktadir.

Bilgi Kazanct
H(Ozellik)

3.3.6. K-En Yakin Komsu algoritmas: (K-Nearest Neighbor algorithm — KNN)

Smiflandirma isleminde gézetimli 6grenme metotlarindan olan K-En Yakin Komsu (KNN) algoritmasi, en basit siniflandirma
tabanli makine Ogrenmesi yontemi olarak ifade edilmektedir. Bu algoritma igerisinde, tahmin edilecek degerin bagimsiz
degiskenlerden olusan vektorler araciligiyla en yakin komsularinin hangi sinmifta daha yogun olarak toplandigi bilgisi iizerinden
hareket ederek, bagimsiz degiskenin sinifini tahmin etmede kullanilan bir algoritma modelidir. Bu algoritma, basit ve etkili oriintii
tanima yontemlerindendir; gergeklestirimi kolay, 6grenme siirecinin kullanisli, basit ve giiglii olmasindan 6tiirii, makine 6grenmesi
algoritmalar1 arasinda siniflandirmada ve regresyon ¢alismalart igerisinde yaygin olarak tercih edilir (Yazgili, 2021).

(6)

Kazang Orani =

Siniflandirma asamasinda k degeri, incelenecek eleman sayisini belirti. KNN algoritmas: bes adimdan olusur. ilk adim k
degerinin belirlenmesidir. ikinci adimda, k degerinin diger nesnelerden hedef nesneye olan Oklid (veya benzeri) uzakliklari
hesaplanir. Ugiincii adimda, uzakliklar siralanarak en kiigiik uzakliga bagl olan en yakin komsular bulunur. Dérdiincii adimda, en
yakin komsu kategorileri belirlenir. Son adimda ise, en uygun komsu kategorisi secilerek islem tamamlanur.

3.3.7. Rasgele Orman algoritmas: (Random Forest algorithm — RF)

Denetimli 6grenme algoritmalarindan birisi olan Rasgele Orman (RF) algoritmasi, regresyon ve siniflandirma problemlerinde
siklikla tercih edilir. RF algoritmasi, birden fazla karar agaci liretir ve siniflandirma islemi esnasinda siniflandirmayi yaparken
algoritma degerini yiikseltmeyi hedefler. Algoritmanin mantigi, birbirinden bagimsiz sekilde calisan karar agaclarinin bir araya
gelmesiyle aralarindan en yiiksek puana sahip degerin secilmesi islemine dayanir. Bu metotla, rastgele segilen bir altkiime araciligiyla
pek cok smiflandirma agaci igerisinde yeni topluluklar olusturulabilir. RF algoritmasi siirekli, kategorik, siirekli ve kategorik yapidaki
veri kiimelerinde ve farkli boyutlara sahip biiylik veri kiimelerinde kullanilmaktadir (Yazgili, 2021).

3.3.8. Naive Bayes algoritmas: (Naive Bayes algorithm — NB)

Naive Bayes (NB) algoritmasi, istatistik temelli bir gozetimli O6grenme algoritmasidir. Metin tabanli olarak kullanilacak
dokiimanlarda siniflandirma islemi yaparken, egitim veri kiimelerinin tiimii iizerinde kosullu olasiliklar1 hesaplanarak gerceklestirilir
(Yazgili, 2021). Bu metodun en belirgin 6zelligi, uygulamasinin basit kullanislilikta olmas1 ve basarili sonuglar elde edilebilmesi
mantigidir.

NB smiflandirma modeli, olasilik dlgiitlerine gore tanimlanan hesaplamalarla sisteme verilen verilerin kategorisini tespit
etmektedir. Bu siniflandirma modelinde, sisteme belirli oranlarda egitilmis verilerin girdisi yapilir. Egitim igin verilerin girdisi
mutlaka bir sinifa ait olmalidir. Egitilmis veriler iizerindeki olasilik islemleriyle, sisteme girdi olarak verilen yeni test verileri, dnceden
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elde edilen olasilik degerleriyle birlikte karsilastirilir. Daha sonra sisteme verilen test verisinin hangi siniflandirmaya dahil oldugu
belirlenir. Burada egitilmis veri sayisinin ¢ok olmasi tercih sebebidir; bu sayede test verisinin ger¢ek sinifini tespit etme isi
kolaylasacaktir.

3.3.9. Destek Vektor Makinesi algoritmast (Support Vector Machine algorithm — SVM)

Destek Vektor Makinesi (SVM) algoritmasi, denetimli 6grenme yontemlerinden birisi olup genellikle siniflandirma ve regresyon
analizi problemlerinde kullanilir. SVM, dogrusal ve dogrusal olmayan verileri siniflandirabilir; ancak genelde verileri dogrusal olarak
siiflandirmaya ¢alisir. SVM’de bir diizlem iizerine yerlestirilen noktalari ayirmak igin, dogrusal bir dogru cizilerek, diizlemdeki
smiflar ayrigtirilir. Bu sekilde bu dogrunun, iki sinifin noktalarina ait maksimum uzaklikta olmast hedeflenir. Ancak dogrusal ¢izgiler,
dogrusal olmayanlar kadar her zaman basarili olmayabilir. Dogrusal olarak birbirinden ayrilamayan siniflarda, “kernel trick” adi
verilen bir yontem kullanilir. Bu yontemde kernel fonksiyonu, dogrusal olarak ayrilamayan siiflari, dogrusal olarak ayrilabilir
duruma getirir ve daha basarili sonuglar elde edilir. Boylece eldeki verilerden yeni verileri tammlamak igin, bilyiikk miktarda veri
analizi gerceklestirilebilir (Beken, 2022).

3.3.10. Uzun Kisa-Siireli Bellek algoritmas: (Long Short-Term Memory algorithm — LSTM)

Uzun Kisa-Siireli Bellek (LSTM) algoritmasi, derin 6grenme ydntemlerinden yinelemeli sinir agt modelidir. Sirali verileri
modelleyip, bir sonraki adimi tahmin etmek i¢in kullanilan Tekrarlayan Sinir Ag1 (RNN) algoritmasinin bir tliriidiir. LSTM, RNN’ye
gore daha uzun siireli bilgiyi hatirlayabilen bir mimariye sahiptir (Kara, 2019). LSTM mimarisinde gelen girdiler dnemli olup
olmamasi durumuna gore bir sonraki asamaya aktarilir. Bu islem kapilar (gates) ve hiicre durumlari (cell state) ile gergeklesmektedir.
Unutma kapisina (Forget Gate) bir onceki katmadan gelen bilgiler, Sigmoid fonksiyonu uygulanarak gecer. Gegen bilgi 0 ile 1
arasinda deger alir. Bilgi ne kadar 0’a yakinsa énemsiz olur ve unutulur, ne kadar 1°e¢ yakinsa 6nemli olur ve tutulur. Girdi kapist
(Input Gate) hiicre durumlarint giinceller ve ag1 diizenlemek igin, Tanh fonksiyonunu kullanir. Hiicre durumlar1 (Cell State) yapay
sinir ag1 igerisinde bilgiyi hiicreler arasinda tasir. Cikt1 kapisi ise (Output Gate) bir sonraki katmana gidecek bilgiye karar verir (Eid,
2022).

3.3.11. Word2Vec + SVM algoritmast (\Word2Vec + SVM algorithm)

Word2Vec, bir Dogal Dil Isleme teknigi olup kelimeleri vektor uzayinda ifade etmeye yarayan denetimsiz (gozetimsiz) ve tahmin
temelli (prediction-based) bir makine 6grenmesi modelidir. Temelinde ANN ile iki farkli model kullanarak kelimelerin egitilmesi
amaglanip gelistirilir. Egitildikten sonra, boyle bir model es anlamli kelimeleri algilayabilir veya kismi bir climle igin ek kelimeler
Onerebilir. Word2Vec, her bir farkli kelimeyi vektor adi verilen belirli bir say1 listesiyle temsil eder. Vektorler, kelimelerin anlamsal ve
sozdizimsel niteliklerini karsilayacak sekilde dikkatlice segilir. Bu nedenle, bu vektorler tarafindan temsil edilen kelimeler arasinda
basit bir matematiksel fonksiyon (kosiniis benzerligi) ile anlamsal benzerlik diizeyi gosterilebilir (Word2Vec).

Denetimli (gdzetimli) 6grenme yontemlerinden birisi olan SVM, genellikle siniflandirma ve regresyon analizi problemlerinde
kullanilir. Word2Vec+SVM ise, iki farkli makine 6grenmesi tekniginin birlesimini ifade eden bir yontemdir. Bu iki teknigin
kombinasyonu, metin simiflandirma gorevleri i¢in kullanilir. Bu yontemde, metin verileri kelimeler arasindaki baglantiyr gdsteren
vektorlere dondstiiriilii. Ardindan bu vektorler bir SVM simiflandiricist  tarafindan kullanilarak metinler smiflandirilir.
Word2Vec+SVM yontemi, pek ¢ok farkli metin siniflandirma gorevlerinde basariyla kullanilabilir.

4. Arastirma Sonuclari ve Tartisma

Bu bolimde makine ogrenmesi algoritmalart kullanilarak gerceklestirilen deney siirecleri ve elde edilen sonuglar
paylasilmaktadir. Calisma kapsaminda iki adet veri kiimesi kullanilmustir. Her iki veri kiimesi iizerinde 6zellik se¢imi yapilarak
1.000’er ozellik elde edilmis ve alt1 farkli makine 6grenmesi algoritmasi ile model egitimi gerceklestirilmistir. Model egitilirken 10-
kath capraz-dogrulama (10-fold cross-validation) teknigi kullanilmigtir. Bu teknikte veri kiimesi varsayilan deger (default) olarak %90
egitim - %10 test seklinde ayrilmaktadir. Calisma kapsaminda gergeklestirilen deneylerde ise her iki veri kiimesi dnce %30 egitim -
%70 test seklinde ve daha sonra %70 egitim - %30 test seklinde ayrilarak, her iki durum i¢in elde edilen sonuglar incelenmigtir. \eri
kiimelerinin etiket dagilimi dengeli olmadigi igin performans basari 6lgiitii olarak F-6l¢lim degeri esas alinmustir.

Tablo 2’de veri kiimesi_1k i¢in %70 egitim - %30 test olarak ayrilan 1.000 tweetin farkli 6zellik segimlerine gore farkli makine
6grenmesi algoritmalart kullanilarak elde edilen siniflandirma performanslart yer almaktadir.
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Tablo 2. Veri kiimesi_1k i¢cin 10-kath ¢apraz-dogrulama teknigi kullanilarak %70 egitim - %30 test seklinde ayrilan 1.000 tweetin
farkly 6zellik secimlerine gore farkli makine 6grenmesi algoritmalarimin uygulanmasi sonucunda elde edilen % olarak F-6l¢iim
degerleri (Table 2. F-measure values in % obtained as a result of applying different machine learning algorithms according to
different feature selections of 1,000 tweets divided into 70% training - 30% test using 10-fold cross-validation technique for
dataset_1k)

%70 Egitim KNN (k=5 i¢in) SVM NB RF LSTM Word2Vec+LSTM
%030 Test
Info-Gain 77,12 81,09 82,98 83,24 86,27 85,03
Chi-Square 75,79 84,96 80,88 81,45 85,72 85,01
OneR 81,16 84,53 88,81 83,78 84,95 84,62
Fisher Score 78,86 74,48 75,04 78,91 79,16 79,13
Gain-Ratio 81,09 78,89 82,68 84,27 84,31 84,30

Tablo 2’de genel olarak en yiiksek oranin LSTM algoritmasi ile elde edildigi goriilmektedir. En iyi sonuglar tabloda koyu renk
olarak verilmistir. Karsilastirmali sonuclar Sekil 4’te gosterilmistir.

0 Y

F-olgiim yizdelik degerleri
- -.‘:

® Information Gain  ® ChiSquare ®oneR Fisher Score  mGain Rati

Sekil 4. Veri kiimesi_1k i¢in 10-katli capraz-dogrulama teknigi kullanilarak %70 egitim - %30 test seklinde ayrilan 1.000 tweetin

farkl1 6zellik secimlerine gore farkli makine 6grenmesi algoritmalarinin uygulanmasi sonucunda elde edilen % olarak F-6l¢iim
degerlerinin sekilsel ifadesi (Figure 4. Figural expression of F-measure values in % obtained as a result of applying different machine
learning algorithms according to different feature selections of 1,000 tweets divided into 70% training - 30% test using 10-fold cross-
validation technique for dataset_1Kk)

Sekil 4’te veri kiimesi 1k igin 1.000 tweete gore farkli 6zellik segimleri goz Oniine alinarak, farkli makine Ogrenmesi
algoritmalarinin karsilastirmali sonuglar1 yer almaktadir. Tablo 2 ve Sekil 4 incelendiginde, OneR 6zellik se¢im yonteminde NB
algoritmasi %88,81 basar1 oraniyla en iyi yontem oldugu séylenebilir.

Tablo 3’te veri kiimesi_1k i¢in %30 egitim - %70 test olarak ayrilan 1.000 tweetin farkli 6zellik se¢imlerine gére farkli makine
O0grenmesi algoritmalar1 kullanilarak elde edilen siniflandirma performanslart yer almaktadir.
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Tablo 3. Veri kiimesi_1k i¢in 10-katli ¢apraz-dogrulama teknigi kullanilarak %30 egitim - %70 test seklinde ayrilan 1.000 tweetin
farkly 6zellik secimlerine gore farkli makine 6grenmesi algoritmalarinin uygulanmasi sonucunda elde edilen % olarak F-6l¢iim
degerleri (Table 3. F-measure values in % obtained as a result of applying different machine learning algorithms according to

different feature selections of 1,000 tweets divided into 30% training - 70% testing using the 10-fold cross-validation technique for

dataset 1k
%30 Egitim KNN (k=5 i¢in) SVM NB RF LSTM Word2Vec+LSTM
%70 Test
Info-Gain 78,97 81,95 81,01 80,05 84,36 83,94
Chi-Square 78,92 81,11 79,82 81,38 83,79 83,06
OneR 79,78 82,98 84,09 81,18 83,65 83,05
Fisher Score 78,91 75,18 73,11 78,72 77,91 77,93
Gain-Ratio 81,11 81,78 79,68 81,02 83,04 82,56

Tablo 3’te genel olarak en yiiksek oranin LSTM algoritmasi ile elde edildigi goriilmektedir. En iyi sonuglar tabloda koyu renk
olarak verilmistir. Karsilagtirmali sonuglar Sekil 5’te gosterilmistir.

Algoritmalar

® Information Gain  ® ChiSquare woneR Fisher Score  m Gain Rati

Sekil 5. Veri kiimesi_ 1k i¢in 10-katli gapraz-dogrulama teknigi kullanilarak %30 egitim - %70 test seklinde ayrilan 1.000 tweetin
farkli 6zellik secimlerine gore farkli makine 6grenmesi algoritmalarinin uygulanmasi sonucunda elde edilen % olarak F-6l¢iim
degerlerinin sekilsel ifadesi (Figure 5. Figural expression of F-measure values in % obtained as a result of applying different machine
learning algorithms according to different feature selections of 1,000 tweets divided into 30% training - 70% testing using the 10-fold
cross-validation technique for dataset_1Kk)

Sekil 5°te veri kiimesi 1k i¢in 1.000 tweete gore farkli ozellik segimleri goz Oniine alinarak, farkli makine 6grenmesi
algoritmalarinin karsilastirmalt sonuglar1 yer almaktadir. Tablo 3 ve Sekil 5 incelendiginde, Info-Gain &zellik se¢im ydnteminde
LSTM algoritmasi1 %84,36 basar1 orantyla en iyi yontem oldugu sdylenebilir.

Tablo 4’te veri kiimesi_2k i¢in %70 egitim - %30 test olarak ayrilan 1.000 tweetin farkli 6zellik segimlerine gore farkli makine
o0grenmesi algoritmalar1 kullanilarak elde edilen siniflandirma performanslart yer almaktadir.

e-ISSN: 2148-2683 108




European Journal of Science and Technology

Tablo 4. Veri kiimesi_2k i¢in 10-katli ¢apraz-dogrulama teknigi kullanilarak %70 egitim - %30 test seklinde ayrilan 1.000 tweetin
farkly 6zellik secimlerine gore farkli makine 6grenmesi algoritmalarinin uygulanmasi sonucunda elde edilen % olarak F-6l¢iim
degerleri (Table 4. F-measure values in % obtained as a result of applying different machine learning algorithms according to
different feature selections of 1,000 tweets divided into 70% training - 30% testing using the 10-fold cross-validation technique for
dataset_2k)

%70 Egitim KNN (k=5 i¢in) SVM NB RF LSTM Word2Vec+LSTM
%030 Test
Info-Gain 76,17 80,29 86,34 82,86 85,17 84,33
Chi-Square 79,51 85,35 84,01 84 85,11 84,95
OneR 78,61 83,81 84,52 84,56 84,05 83,94
Fisher Score 78,22 75,72 33,91 77,42 80,16 79,94
Gain-Ratio 77,31 84,29 87,71 84,09 85,09 84,56

Tablo 4’te genel olarak en yiiksek oraninin NB algoritmasi ile elde edildigi goriilmektedir. En iyi sonuglar tabloda koyu renk
olarak verilmistir. Karsilagtirmali sonuglar Sekil 6’da gosterilmistir.
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Sekil 6. Veri kiimesi_2k igin 10-katli gapraz-dogrulama teknigi kullanilarak %70 egitim - %30 test seklinde ayrilan 1.000 tweetin
farkli 6zellik se¢imlerine gore farkli makine 6grenmesi algoritmalarinin uygulanmasi sonucunda elde edilen % olarak F-6l¢giim
degerlerinin sekilsel ifadesi (Figure 6. Figural expression of F-measure values in % obtained as a result of applying different machine
learning algorithms according to different feature selections of 1,000 tweets divided into 70% training - 30% testing using the 10-fold
cross-validation technique for dataset_2Kk)

Sekil 6’da veri kiimesi 2k igin 1.000 tweete gore farkli 6zellik segimleri géz Oniine alinarak, farkli makine &grenmesi
algoritmalarinin karsilagtirmali sonuglar1 yer almaktadir. Tablo 4 ve Sekil 6 incelendiginde, Gain-Ratio 6zellik se¢cim yonteminde NB
algoritmasit %87,71 basar1 oraniyla en iyi yontem oldugu sdylenebilir.

Tablo 5’te veri kiimesi_2k igin %30 egitim - %70 test olarak ayrilan 1.000 tweetin farkli 6zellik se¢imlerine gore farkli makine
ogrenmesi algoritmalart kullanilarak elde edilen siniflandirma performanslart yer almaktadir.

Tablo 5. Veri kiimesi_2k i¢in 10-katli ¢apraz-dogrulama teknigi kullanilarak %30 egitim - %70 test seklinde ayrilan 1.000 tweetin
farkly ézellik se¢imlerine gore farkli makine 6grenmesi algoritmalarinin uygulanmasi sonucunda elde edilen % olarak F-6l¢iim
degerleri (Table 5. F-measure values in % obtained as a result of applying different machine learning algorithms according to
different feature selections of 1,000 tweets divided into 30% training - 70% testing using the 10-fold cross-validation technique for
dataset_2k)

%30 Egitim KNN (k=5 igin) SVM NB RF LSTM Word2Vec+LSTM
%70 Test
Info-Gain 76,91 80,82 82,51 79,63 83,45 82,97
Chi-Square 77,31 80,11 86,89 80 82,89 82,38
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OneR 77,91 81,27 81,55 80,23 83,05 82,93
Fisher Score 75,62 77,67 32,44 76,12 79,75 76,66
Gain-Ratio 76,11 79,54 83 79,26 83,55 82,78

Tablo 5’te genel olarak en yiiksek oraninin LSTM algoritmasi ile elde edildigi goriilmektedir. En iyi sonuglar tabloda koyu renk
olarak verilmistir. Kargilagtirmali sonuglar Sekil 7°de gosterilmistir.
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Sekil 7. Veri kiimesi_2k igin 10-katli gapraz-dogrulama teknigi kullanilarak %30 egitim - %70 test seklinde ayrilan 1.000 tweetin
farkli 6zellik se¢imlerine gore farkli makine 6grenmesi algoritmalarinin uygulanmasi sonucunda elde edilen % olarak F-6l¢iim
degerlerinin sekilsel ifadesi (Figure 7. Figural expression of F-measure values in % obtained as a result of applying different machine
learning algorithms according to different feature selections of 1,000 tweets divided into 30% training - 70% testing using the 10-fold
cross-validation technique for dataset_2k)

1

1o Lk

Sekil 7’de, veri kiimesi 2k i¢in 1.000 tweete gore farkli ozellik segimleri goz Oniine alinarak, farkli makine 6grenmesi
algoritmalarinin karsilagtirmali sonuglart yer almaktadir. Tablo 5 ve Sekil 7 incelendiginde, Chi-Square 6zellik se¢cim yonteminde NB
algoritmasi %86,89 basar1 oraniyla en iyi yontem oldugu sdylenebilir.

5. Sonug¢

Teknolojinin siirekli gelisimi ile sosyal medya aglarinin sayist ve kullanimi her gegen giin artmaktadir. Buna baglh olarak farkli
sosyal medya aglarinda kullanicilar tarafindan {retilen igeriklerdeki nefret sdylemi ifadelerinin genis ¢apli olmasi, bu ifadelerin
tespitini zorlastirmakta ve nefret sdylemi tespiti icin otomatik sistemlere ihtiyag olusturmaktadir. Bu alanda genellikle Ingilizce ve
diger dillerde yapilan galigmalarin varligina rastlanilmistir. Tiirkge dilinde nefret s6ylemi ifadelerinin tespitindeki galismalarin sayica
az olusu da dikkat ¢ekmektedir.

Bu caligmada, Tiirk¢e dilindeki tweetler ilizerinde nefret sdylemi tespiti igin makine 6grenmesi algoritmalari kullanilmistir.
Caligmanin ilerleyisi, Tiirk¢e nefret soylemi problemi igin 6zellik se¢imi ve siniflandiricilarin kullanilarak algoritmalarin performans
kargilastirmasi lizerine yapilmistir. Calismada, iki adet Tiirkge tweet veri kiimesi kullanilmigtir. Veri 6n islemenin ardindan kelime
yapilarinin incelenmesinde agik kaynak kodlu Tiirk¢e dogal dil isleme kiitiiphanesi olan Zemberek kiitiiphanesinden yararlanilmistir.
Kelime unigram ve bigramlar1 bulunarak, bulunan bu kelimeler 6zellik se¢imi kiimesi olarak belirlenmistir.

Calisma kapsaminda veri kiimelerinde yer alan kelimelerin 6zellik se¢imi igin InfoGainAttributeEval, Fisher Skor,
OneRClassifier, Ki-kare Testi ve GainRatioAttributeEval 6zellik se¢im yontemleri uygulanmistir. Her iki veri kiimesi i¢in de 6zellik
secimi ardindan elde edilen 1000’er 6zellik tizerinde farkli makine 6grenmesi algoritmalari uygulanmigtir. Burada uygulanan alti
farkli makine 6grenmesi algoritmalart KNN, RF, NB, SVM, LSTM ve Word2Vec+SVM seklindedir. Veri kiimelerinin etiket dagilimi
dengeli olmadig i¢in performans basar1 6l¢iitii olarak F-6l¢tim degeri esas alinmaistir.

Tiim deneyler boyunca 10-katli ¢apraz-dogrulama teknigi kullanilmistir. Bu teknikte veri kiimesi varsayilan deger (default) olarak
%90 egitim - %10 test seklinde ayrilmaktadir. Caligma kapsaminda ger¢eklestirilen deneylerde ise, veri kiimesi 1k ve veri kiimesi_2k
icin once %70 egitim - %30 test seklinde ayrilarak, kullanilan bes Ozellik secimine gore her bir algoritmanin performansi
incelenmistir. Ardindan bu islemler, veri kiimesi 1k ve veri kiimesi_2k veri kiimeleri igin %30 egitim - %70 test seklinde ayrilarak
gerceklestirilmis ve sonuglar degerlendirilmistir. Veri kiimesi_1k i¢in algoritmalar arasinda en iyi sonucu %88,81 F-6l¢iim oraniyla
OneR o6zellik se¢imi ile NB algoritmasi vermistir. Veri kiimesi 2k igin ise algoritmalar arasinda en iyi sonucu %87,71 F-0l¢iim
oraniyla Info-Gain 6zellik se¢imi ile NB algoritmasi vermistir. Deneysel uygulamalarda, genel anlamda bes farkli 6zellik se¢imi i¢in
algoritmalar arasinda en iyi sonucu veren yontemin LSTM algoritmasi oldugu goriilmistiir.
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Gelecekte, Tiirkge dilinde nefret sdylemi tespitinde yapilan arastirmalarda daha saglikli ve giivenilir sonuglarin elde edilmesi igin,
kelime veya kelime gruplarinda anlamsal boyutlar1 da dikkate alinarak, degerlendirilebilecegi ve derin 6grenme algoritmalarina
uygulamalarda daha fazla yer vererek nefret sdylemi tespitine yonelik ¢caligmalarin yapilmasi planlanmaktadir.

6. Tesekkiir

Hazirladigimiz ¢alisma, Tiirkiye Bilimsel ve Teknolojik Arastirma Kurumu (TUBITAK) tarafindan 120E187 numarali proje ile
kismen desteklenmistir. Bu ¢alismadaki goriisler yazarlara aittir ve TUBITAK'!n resmi pozisyonunu veya politikalarin1 temsil
etmeyebilir.
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