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Ozellikle Covid-19 pandemisiyle birlikte insanlarin aligveris tercihlerinin daha c¢ok dijital ortamlara gegmesiyle birlikte sirketler ve
tedarik zincirleri de ciddi manada genisledi. Bu genisleme beraberinde fatura sayilarinda da artis1 getiriyor. Kanunen fiziki faturalarin
dijitallestirilmesi ve saklanmasi zorunlu hale geldi. Bu zorunlulukla beraber dijitallesmis faturalarin otomatik olarak simiflandirilmasi
ve gerekli durumlarda istenilen bilgilerin otomatik olarak ¢ikartilmasi ¢ok énemli bir ihtiyag haline gelmistir. Ozellikle Ingilizce
dilindeki ve diger dillerdeki faturalarin otomatik yontemlerle analiz edilmesi i¢in farkli 6grenme algoritmalari igeren ¢esitli ¢aligmalar
yapilmistir. Ancak Tiirk¢e dilindeki faturalarin otomatik olarak analiz edilmesi ve smiflandirilmast i¢in yeterli miktarda ¢alisma ve
kamuya acik veri kiimesi olmadig1 goriilmektedir. Bu motivasyonla yola ¢ikarak bu calismada, farkli 6zellik se¢imi ydntemlerinin
Tiirkge dilindeki faturalarin topluluk &grenme modelleri ile siniflandirilmasi problemi iizerindeki performansini analiz etmeyi
amagladik. Deneylerimizi olusturdugumuz 15k ve 50k boyutlarindaki 2 adet veri kiimesi lizerinde gerceklestirdik. Bu veri kiimeleri
iizerinde Bilgi Kazanci, Chi Kare, Kazang Orani, Geriye Beslemeli 6zellik se¢cimi yontemlerinin K-En Yakin Komsu (KNN), Destek
Vektor Makineleri (DVM), Naif Bayes (NB), Rassal Orman (RO), Adaboost topluluk 6grenme smiflandirma algoritmalarinin ve
Serpme (Sprinkling) tekniginin performans etkilerini gdzlemledik. Deneysel sonuglara gore en yiiksek siiflandirma basarist Geriye
Beslemeli 6zellik se¢imi yontemi ve Adaboost topluluk 6grenme algoritmasinin birlikte kullanilmasi ile elde edilmistir. Bildigimiz
kadariyla bu ¢alisma Serpme (Sprinkling) tekniginin topluluk 6grenme algoritmalariyla beraber Tiirk¢e faturalarin siniflandiriimasi
probleminin ¢éziimii tizerine ve bu kapsamda yapilmis ilk calisma olma 6zelligini tasimaktadir. Tirk¢e fatura analizi ile ilgili
kaynaklarm yetersiz olmasindan 6tiirii Tiirkce fatura analizi lizerine yapilan ¢aligmalar da oldukga kisitl sayidadir. Dolayisiyla, Tiirkce
fatura siniflandirmasi alaninda literatiire katkida bulunabilmek igin bu ¢alismada kullanilan veri kiimeleri ve gelistirilmis algoritmalar
diger arastirmacilarin erisimine agik hale getirilmistir.

Anahtar Kelimeler: Finansal Analiz, Topluluk Ogrenme Algoritmalar1, Ozellik Secimi Yntemleri, Serpme teknigi, Makine
O0grenmesi.

Analysis of the Effects of Different Feature Selection Methods and
Ensemble Learning Algorithms in Classification of Turkish Invoices

Abstract

Companies and their supply chains have expanded significantly, especially with the Covid-19 pandemic, as people's shopping
preferences shift to more digital environments. This expansion brings with it an increase in the number of invoices. By law, it has
become mandatory to digitize and store physical invoices. With this necessity, automatic classification of digitalized invoices and
automatic extraction of the requested information when necessary has become a very important need. Various studies involving different
learning algorithms have been carried out, especially for the automatic analysis of invoices in English and other languages. However,
there does not appear to be enough studies and publicly available datasets to automatically analyze and classify Turkish-language
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invoices. Based on this motivation, in this study, we aimed to analyze the performance of different feature selection methods on the
problem of classification of Turkish language invoices with ensemble learning models. We performed 2 datasets of 15k and 50k sizes,
in which we created our experiments. We observed the performance effects of Information Gain, Chi Square, Gain Ratio, Back-Feed
feature selection methods on K-Nearest Neighbor (KNN), Support Vector Machine (SVM), Naive Bayes (NB), Random Forest (RO),
Adaboost ensemble learning classification algorithms and Sprinkling technique on these datasets. According to the experimental results,
the highest classification success was obtained by using the Back-Feed feature selection method and Adaboost ensemble learning
algorithm together. As far as we know, this study is the first study on the solution of the problem of classification of Turkish invoices
using the Sprinkling technique with ensemble learning algorithms. Therefore, in order to contribute to the literature in the field of
Turkish invoice classification, the datasets and improved algorithms used in this study have been made available to other researchers.

Keywords: Financial Analysis, Ensemble Learning Algorithms, Feature Selection Methods, Sprinkling technique, machine learning.

1. Giris

Satin alma siireci, tedarikgi arastirilmasi siirecinden baglayarak faturalasma ve sonrasinda 6deme ile sonlanan ve siirekli tekrar eden
bir siirectir. Rekabetin giin gectik¢e arttigi gliniimiizde sirketlerin fatura sayilarina bagli olarak muhasebelesme, gider kontrolii ve
maliyet dengeleme konularina odaklandig1 gézlemlenmektedir. Bu konularin haricinde faturalar {izerinden elde edilen bilgilerin gegmise
ve gelecege yonelik finansal analizlerinin 6nemi giin gectikce artmaktadir.

Fatura, saticinin miisteriye satigin ayrintilarini sunmak ve 6deme yapildigini gostermek igin kullanilan bir ticari belgedir. Genellikle
isletmeler arasindaki ticari islemlerde kullanilmaktadir. Fatura iizerinde fatura numarasi, tarih, satici bilgileri, alic1 bilgileri, {iriin veya
hizmet ayrintilari, vergiler, 6deme kosullari, isletme logosu ve iletisim bilgileri gibi bilgiler yer almaktadir. Ayrica fatura;
muhasebelestirme, vergi beyannamesi hazirlama, envanter yonetimi ve finansal raporlama gibi islemlerde 6nemli bir rol oynamaktadir.
Fatura birden fazla tiirde olusturulabilmektedir. Fatura tiirleri genellikle {ilkelere ve isletmelere gore degisiklik gosterebilmektedir.
Tiirkiye’de e-Arsiv, e-Fatura, e-irsaliye , e-Serbest Meslek Makbuzu gibi bir ¢ok fatura tiirii bulunmaktadir. Bu fatura tiirlerinden bazilar:
elektronik ortamda olusturulup elektronik ortamda teslim edilmektedir. Bazi faturalar ise elektronik ortamda olusturulup miisteriye kagit
olarak ya da elektronik ortamda goriintli formatinda teslimi gerceklestirilmektedir. Teslim alinan faturalarin gelir ve gider kaydi, vergi
uyumu, mali analiz ve raporlama, denetim ve i¢ kontrol i¢in tekrardan dijitallestirilip muhasebelestirilmesi gerekmektedir.

Bir faturanin muhasebelestirilmesi siirecinde ilk olarak faturanin dogrulugu, tarihleri, tutarlar1 ve diger detaylari insan giicii
kullanilarak kontrol edilmektedir. Kabul edilen fatura muhasebe yazilimi veya muhasebe defterine kayit altina alinir. Fatura kayit
edilirken faturanin tiirii, mal alimlar1 veya hizmet alimlar1 uygulanan muhasebelestirilme adimlar1 farkli oldugu i¢in fatura iceriginin
belirlenmesi ve o alana uygun olarak kayit edilmesi gerekmektedir. Bu nedenle yetkili ¢alisanlar tarafindan faturanin tiirlerine ve mal
hizmet bilgisine gore ayristirilarak kayit altina alinmaktadir. Faturanin dogru alanlara kaydi yapildiktan sonra KDV (katma deger
vergisi) muhasebe iglemleri gergeklestirilmektedir. Bu islem gergeklestirilirken varsa faturada bulunan farkli KDV degerleri ayr1 ayri
incelenmesi ve sisteme islenmesi gerekmektedir. Bu islemlerin tamaminda insan giicii kullanilmasi nedeniyle biiyiik 6lgekli isletmelerde
on binlerce faturanin muhasebelestirilmesi siirecinde uzun ¢aligma siirelerine ve yogun insan giiciine ihtiya¢ duymaktadir.

Gelir idaresi Baskanligi muhasebelestirme siirecinde yiiksek insan giiciiniin ve hata oranlarnmn azaltilmasi igin karekod
gelistirmelerini zorunlu hale getirecegini duyurmustur. Bu gelistirmeler incelendiginde faturanin muhasebelestirilmesi i¢in yeterli bilgi
bulunmadig: igin gelecekte yiiksek insan giiciine ihtiyacin devam edilecegi goriilmektedir. Bu nedenle fatura {izerinden mal/hizmet
bilgilerin alinmasi ile otomatik muhasebelestirmenin gergeklestirilmesi ve bu alandaki insan giiciiniin minimuma indirilmesi daha da
onem kazanmustir. Ayrica faturalar ilizerinden elde edilen veriler kullanilarak yapay zeka destekli finansal analiz araglari ile isletmenin
finansal, miisteri, liriin ve tedarik zinciri analizlerinin gerceklestirilmesi de hem akademik hem de ticari platformlar nezdinde birer
cazibe merkezi haline geldigi goriilmektedir.

2022 itibariyle iilkemizde 600.000 askin e-fatura miikellefi bulunmaktadir. Ulkemiz ticaretinin %93,45’i elektronik faturalama
iizerinden olugsmaktadir. Ozellikle Avrupa’da pek ¢ok iilke e-fatura sistemini devreye almistir. Isletmeler arasindaki ticari islemlerde
standart belge formatlarinin kullanilmasi seffaflig1 saglanirken, kamu otoriterlerinin denetimini kolaylastirmaktadir. Tiirk¢e faturalar
iizerine analiz ve siniflandirma ¢alismalar1 olduk¢a az sayidadir. Ayrica yine diger aragtimacilarin erisimine agik hale getirilmis veri
kiimesi ve gelistirme ortam1 gibi kaynaklar da oldukca kisithdir. Ulkemizde faturalama verilerine odaklanan benzer bir analiz ve
otomatik muhasebelesme {iriinii yapilan aragtirmalar sonucunda goériilmemistir. Bu ¢aligma ile Tiirkge faturalar {izerine dogal dil isleme
ve makine 6grenmesi yontemleri ile siniflandirma yapmak ve ayrica farkli 6zellik se¢imi yontemleirnin bu siniflandirma algoritmalari
iizerindeki etikelerini gézlemlemeyi amagladik.

Bu ¢alismamizin literatiire katkilari su sekildedir:

1)Bildigimiz kadartyla Tiirkge faturalarin siiflandirilmasi amaciyla, hem dogal dil igleme hem de makine 6grenmesi tekniklerini
topluluk 6grenmesi mimarisi iginde Serpme (Sprinkling) teknigini de kullanan bu kapsamdaki ilk ¢aligmadir.

2) Veri kiimelerini ve deney ortamini diger arastirmacilarin erisimine agik hale getirilerek bu anlamda literatiire katk1 yapilmasi
amaglanmaktadir.

Bu calismanin geri kalan bolimleri su sekildedir: Boliim 2°de Tiirk¢e dilindeki faturalar {izerine yapilan ¢aligmalardan farkli
ornekler verilmektedir. Bu ¢alismamiz kapsaminda kullanilan algoritmalar Boliim 3’te detayli anlatilmaktadir. Yine, bu ¢alismamizda
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kullanilan veri kiimeleri, deneysel sonuglar ve tartigmalar Boliim 4’te listelenmektedir. Sonug¢ ve gelecek caligmalar ise Bolim 5°te
sunulmaktadir.

2. Literatiur Taramasi

Ozellikle Ingilizce dilindeki ve diger dillerdeki faturalarin otomatik yontemlerle analiz edilmesi igin farkli grenme algoritmalari
iceren ¢esitli ¢aligsmalar yapilmistir[1],[2],[3],[4], [51,[6],[7],[8]. Ancak Tiirk¢e dilindeki faturalarin otomatik olarak analiz edilmesi ve
smiflandirilmasi i¢in yeterli miktarda ¢alisma ve kamuya agik veri kiimesi olmadig1 goriilmektedir.

Kiling (2016) yaptig1 caligmada topluluk 6grenme modellerinin Tiirk¢e metin siniflandirma tizerindeki etkilerini incelemistir. Dort
temel siiflandirict (NB, KNN, DVM, J48) ve ii¢ topluluk 6grenme modeli (Bagging, Boosting, Rotation Forest) kullanarak TTC-3600
veri kiimesinde deneysel degerlendirmelerde bulunmustur. Veri kiimesinde ekonomi, kiiltiir, sanat, saglik vb. alanlarindan olusan 3600
dokiiman icermektedir. Deney sonuclar1 kolektif 6grenme modellerinin Tiirk¢e metin siniflandirmada temel siniflandiricilarin do gruluk
sonucunu ¢ogunlukla artirdigimni gostermektedir [5].

Wang vd. metin smiflandirma dogrulugunu gelistirmek amaciyla metin uzunluguna duyarl uyarlanabilir bir Onyiikleme Toplama
(Bagging) topluluk 6grenme algoritmas1 6nermektedir. Onerdikleri algoritma farkli kategorilerin oranlarmi korurken uzun ve kisa metin
orneklerinin alt kiimelerini olusturmak i¢in uyarlanabilir bir esik grubuna dayali rastgele drnekleme yontemi kullanmaktadir. Temel
smiflandirici olmak iizere alti tipik derin 6grenme yontemi kullanmislardir: LSTM, TextCNN, RoBERT, LSTM_ AT, DPCNN, FastText.
Deneysel sonuglar, dnerilen algoritmanin F1, duyarlilik ve 6zgiillik agisindan temel yontemlerden daha iyi performans gdsterdigini
dogrulamaktadir [6].

Arslan ve Uymaz (2022) faturalarin dijital ortama aktarilmasini otomatiklestirmeyi amaglamistir. Bir banka sisteminden alinan dort
farkli tiirde fatura goriintiileriyle orijinal bir fatura veri kiimesi hazirlamistir. Ayrica orijinal veri kiimesine Sifir Doldurma, Parlaklik
Artirimi uygulanarak iki veri kiimesi daha elde edilmigtir. LeNet-5, VGG-19 ve MobileNetV2 adli Evrigimli Sinir Aglar1 (CNN)
mimarileri ti¢ farkli veri kiimesi ile egitilerek fatura siniflandirma sistemi gelistirmistir. Veri biiylitme yontemi kullanilarak elde edilen
veri kiimesi ile egitilen modelde %99,83 siniflandirma basarisina ulagilmistir [7].

Tarawneh vd. (2019), elle yazilmis, baski alinmig ve makbuz olmak {izere {i¢ fatura tiirlinii otomatik bir yaklagimla siniflandirmayi1
dnermektedir. Onerilen yontemde AlexNet derin evrisimli sinir ag1 kullanilarak dzelliklerin ¢ikarilmasi dnerilmektedir. RO, KNN ve
NB gibi ¢esitli makine 6grenme algoritmalari kullanilarak elde edilen 6zellikler siniflandirilmaktadir. %98,4 dogruluk orani ile en iyi
siiflandirma sonucu KNN algoritmasi ile saglanmigtir [8].

Literatiirdeki bir bagka ¢alismada [12], geleneksel TF-IDF terim agirliklandirma teknigi ve Doc2Vec yontemi ile sayisallastirilan 4
farkli Tiirkce veri kiimesi tizerinde bireysel siniflandiricilar ve topluluk 6grenmesi algoritmalarinin basarim degerleri kiyaslanmistir.
Geleneksel makine 6grenmesi yontemleri olan Lojistik Regresyon (LR), KNN, NB, Karar Agaglari (Decision Trees- DT), DVM, Cok
Katmanli Algilayicilar (Multi-Layer Perceptrons- MLP) gibi bireysel siniflandiricilar ve RO, Adaboost (AB), Bagging (BG) gibi
topluluk 6grenmesi metotlart da kullanilmistir. Topluluk 6grenmesi algoritmalarinda karar verme asamasinda Cogunluk oylamasi
(Majority Voting) teknigi kullanilmistir. Caligma igerisinde raporlanan deney sonuglarina gore,IDF ve Doc2 Vec metotlari ile elde edilen
vektorlerin birlesimine uygulanan siiflandirma algoritmalarinda digerlerine kiyasla daha yiiksek siniflandrima basarimi elde edildigi
gbzlenmistir.

3. Yontem
A. Smiflandirma Algoritmalar

1)  Destek Vektor Makineleri: DVM, regresyon ve smiflandirma problemini ¢6zmek i¢in kullanilan bir makine 6grenmesi
algoritmasidir. DVM hiperdiizlem bulmaya calisarak veri noktalarini farkli siniflara ayirir. Bulunan bu hiperdiizlem siiflarin arasinda
bulunan en biiylik mesafeyi maksimize etmeye g¢alisir. Model egitimi sonucunda elde edilen hiperdiizlem ile yeni drneklerin hangi
smiflara ait oldugu tahmin edilmeye ¢alisir [9].

2)  Rassal Orman Algoritmasi: RO, bir¢ok karar agacinin bir araya gelerek olusturulan bir makine 6grenmesi algoritmasidir. Her
bir agac rastgele dzellikler ve 6rnekler kullanilarak egitilmektedir. Smiflandirma i¢in her bir karar agaci tahminleme islemi gergeklestirir
ve en yiiksek oy alan simf etiketi tahmin olarak segilmektedir. Rassal orman algoritmasi agir1 uyum egilimini azaltirken, daha iyi bir
tahmin performansi saglayabilen esnek bir makine 6grenmesi modelidir.

3)  Naif Bayes Algoritmasi: NB, Bayes Teoremi’ne dayanan ve temel olarak istatistiksel bir siniflandirma algoritmasidir. Algoritma
bir drnegin her bir smifa ait olma olasiligimi hesaplar ve en yiiksek olasiliga sahip simifi tahmin etmektedir. Ayrica genel olarak
birbirinden bagimsiz 6znitelikler, sinif etiketlerine gore veri setindeki dagilimini da incelemektedir.

4)  K-En Yakin Komsu Algoritmasi: KNN algoritmasi, veri kiimesindeki drneklerin bir uzayda dagildigini ve aralarindaki uzaklik
mesafelerine gdre verileri siniflandirmaktadir. Siniflandirma yaparken yeni 6rnegi siniflandirmak i¢in ¢evresindeki k en yakin komsuyu
incelemektedir. Bu komsular genellikle 6klidyen mesafe veya benzeri bir metrik kullanarak hesaplanmaktadir. Hesaplama isleminden
sonra k komsunun etkilerine bakarak test 6rneginin sinifini belirlemektedir.

5)  Birlestirici Adaboost Algoritmasi: Birlestirici Adaboost algoritmasi zay1f 6grenicileri bir araya getirerek gii¢lii bir siniflandiric
olusturmay1 amaglayan bir makine 6grenmesi algoritmasidir. Adaboost algoritmast zayif 6grencileri bir araya getirilerek birlikte
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caligmasini saglamaktadir. Bu ¢alisma sayesinde yiiksek 6grenme seviyesine sahip 6grenciler, zayif 6grenme seviyesinde dgrenme
diizeyine sahip olan 6grencilerin zayifligin1 dagitilan agirlik oranlan ile telafi etmektedir. Bu sayede, daha yiiksek bir siniflandirma
potansiyeline sahip bir model elde edilmesini amaglayan bir algoritmadir.

6)  Serpme (Sprinkling) Teknigi kullanilarak Tiirk¢e Faturalarm DVM ve NB Algoritmalart ile Simiflandiriimasi:

Serpme teknigi, belgelerin sinif etiketlerini, egitim veri kiimesine yeni ek terim olarak ekleyen bir tekniktir [11]. Bu teknik ile,
egitim asamasinda sinif temelli iligkileri giiclendirmek amacglanmaktadir. Genel olarak serpme teknigi, d adet belge, ¢ adet terim, ¢ adet
smif igeren d x ¢ boyutlarindaki bir matrise ¢ adet yeri 6znitelik eklenmesi ile d x (#+c) boyutlarinda yeni bir matris elde edilmesi
seklindedir.

B. Oznitelik Degerlendirme Yontemleri

Oznitelik degerlendirme yontemleri, zniteliklerin regresyon veya smiflandirma problemlerinde énem sirasini belirlemek ve
katkisini 6lgmek icin kullanilan yontemlerdir. Bu arastirmada Kazang Oran1 (Gain Ratio Attribute Eval), Ki-Kare Ozellik Degerlendirici
(Chi-Squared Attribute Eval), Bilgi Kazanct (Info-Gain Attribute Eval), Geriye Dogru Eleme (Backward Elimination) kullanilmigtir
[10].

1)  Kazan¢ Orami: Kazang orani, bilgi kazancini siniflandirma problemlerinde normalize etmek igin kullanilmaktadir. Kazang
orani, dzniteliklerin boliinme yetenekleri ve veri setindeki siniflar arasinda homojenligi artirmadaki etkisini 6lgmektedir. Bir 6zniteligin
bilgi kazanci yiiksek olsa bile boliinme yeteneginin diisiik olmasi durumunda kazang orani Kazang orani yontemi siniflandirma
algoritmalarinda yiiksek kazang oranina sahip olan 6zniteliklerin siniflandirmadaki etkisinin yiiksek oldugunu belirtmektedir. Kazang
oran1 formiil hesab1 Esitlik (1)’de verilmistir.

Kazang Orani = Bilgi Kazanct/Hgzeix (1)

2)  Ki-Kare Ozellik Degerlendirici: Ki Kare, dzellik degerlendirici bir veri kiimesindeki dzniteliklerin siniflandirma ve regresyon
yontemlerinde 6nemini belirlemek igin kullanilan istatistiksel bir yontemdir. Bu yontem 06zniteliklerin hedef degiskenle bagimsiz
oldugunu varsayilarak beklenen frekanslar ve gozlenen frekanslar arasindaki farklari incelemektedir. Yiiksek frekans farkliliklarina
sahip olan 6zniteliklerin 6nemli bir bilgi sagladig1 varsayilmaktadir.

3)  Bilgi Kazanci: Bilgi kazanci, Ozniteliklerin veri setindeki simiflar arasindaki olasiliklarina ve dagilisimi incelemektedir.
Ozniteliklerin veri kiimesinde ne kadar iyi dagildigima ve homojenligi ne kadar artirdigina bakarak bilgi kazandi parametresini
hesaplamaktadir. Bilgi kazanci degeri yiiksek olan Oznitelikler siniflandirmada daha fazla bilgi saglandigi diisiiniilerek 6nemli
oznitelikler olarak degerlendirilmektedir. Bilgi kazancinin formiil hesabi Esitlik(2)’de verilmistir.

Bilgi Kazanct = HSmlf - HSmlf/Ozellik 2

Geriye Dogru Eleme: Geriye dogru eleme, 6zellik segiminde kullanilan bir yontemdir. Belirlenen tiim 6zniteliklerden baglanarak
istenmeyen Oznitelikler adim adim veri kiimesinden ¢ikartilarak egitim gerceklestirilmektedir. Egitilen her modelin dogruluk orani,
performanst ve hata pay1 degerlendirilerek 6zniteligin model {izerindeki etkisi gdzlemlenmektedir. Bu islem tiim 6znitelikler veri
kiimesinden ¢ikarilana kadar devam etmektedir.

4. Veri Kiimesi ve Deneysel Sonuclar

4.1 Veri Kiimesi

Birinci model egitimi igin iki farkl1 veri kiimesi hazirlanmistir. Iki veri kiimesinde de fatura tiirlerine gore e-fatura, e-arsiv, irsaliyeli
fatura, makbuz ve fatura degil olarak bes farkli stmf bulunmaktadir. Ik veri kiimesi 15,000 adet fatura verisinden olusmaktadir. Bu
fatura verilerinden 3.352 adet e-fatura, 3.168 adet e-arsiv, 2.873 adet irsaliyeli fatura, 2.514 adet makbuz ve 3.093 adet fatura olmayan
veri bulunmaktadir.

Ikinci veri kiimesi ise 50,000 adet fatura verisinden olusmaktadir. Bu fatura verilerinden 12.152 adet e-fatura, 11.359 adet e-arsiv,
9.402 adet irsaliyeli fatura, 8.264 adet makbuz ve 8.824 adet fatura olmayan veri bulunmaktadir. Her iki veri kiimesi igin fatura drnekleri
tamamen metinsel formattadir. Veri kiimeleri i¢in veri dagilimi Sekil 1°de gosterilmistir.
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Il eFatura [ ]e-Arsiv

. irsaliyeli Fatura . Makbuz D Fatura Degil

Sekil 1. Veri Dagilim1 (Figure 1. Data Distribution)

4.2 Veri Kiimesi On isleme ve Deney Ortami

Veri kiimesinde, fatura iizerinde bulunan verilerin anlami daha net hale getirmek, giiriiltiyii azaltmak ve veri kiimesini daha tutarl
hale getirmek amaciyla metin 6n isleme yontemleri kullanilmigtir. Bu metin 6n igleme yontemleri Zemberek kiitiiphanesindeki
fonksiyonlar kullanilarak gergeklestirilmistir. Veri kiimesi iizerinde bosluklu yapilarin kaldirilmasi, kelime normalizasyon islemleri,
noktalama isaretlerinin kaldirilmasi, sayilarin kaldirilmasi ve fatura tiiriiniin belirlenmesinde etki etmeyecek fakat kelime frekans sayist
¢ok olan kelimeler kaldirilmigtir. Elde edilen veriler {izerinde son olarak tokenize islemi, morfolojik operasyonlar, kok bulma ve kdk
normalizasyon islemleri uygulanmigtir.

On isleme yontemleri uygulandiktan sonra veri kiimesi iizerinde egitim gerceklestirmek amaciyla kelime frekans veri
kiimesi hazirlanmistir. Elde edilen veri kiimesinin %60°1 egitim, %20’si test ve %20’si validasyon veri kiimesi olarak boliinmiistiir.
Olusturulan egitim veri kiimesi iizerinde 6zellik se¢im yontemleri uygulanarak hiper parametre optimizasyonu uygulanarak KNN,
DVM, RO ve Birlesik Adaboost algoritmalari ile egitim ger¢eklestirilmistir.

Bu ¢alisma HP Z4-G4 is istasyonu iizerinde gergeklestirilmistir. Is istasyonunda Intel(R) Xeon(R) W-2155 CPU islemcisi, NVIDIA
Quadro RTX 6000 ekran karti ,4 TB SSD depolama alani, 32 GB DDR4 (2933Mhz) RAM bulunmaktadir. Caligma ortam1 olarak Ubuntu
20.04 kullanilmistir. Programlama dili olarak Python, Zemberek, Sklearn kiitiiphaneleri kullanilmistir. Hazirlanmis olan veri kiimeleri
ve deney ortamu ! diger arastirmacilarin erisimine agik hale getirilmistir.

4.3 Deneysel Sonuclar

Veri 6n isleme ¢alismalar1 uygulanarak birbirinden bagimsiz 15,000 ve 50,000 faturadan olusan iki adet veri kiimesi hazirlanmstir.
Bu veri kiimeleri iizerinde kazang orani, ki-kare, bilgi kazanci ve geri dogru eleme 6zellik se¢im yontemleri kullanilarak. K-Yakin
Komsu Algoritmasi, Rassal Orman, Naif Bayes, DVM ve Birlesik (Ensemble) Adaboost algoritmalarinin egitimleri gergeklestirilmistir.

Tablo 1. 15,000 Fatura ile Algoritmalarin Simiflandirma Basarimlart - F1 Puan (%)
(Table 1. Classification Performance of Algorithms with 15,000 Invoices - F1 Score (%))

Kazan¢ Oram | Ki-Kare | Bilgi Kazanc1 | Geriye Dogru Eleme
KNN 94.52 93.97 92.92 93.47
DVM 94.79 94.58 93.74 92.76
NB 95.42 95.46 94.93 94.86
RO 94.98 95.01 94.82 95.91
Adaboost | 94.62 95.32 94.97 96.11
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15,000 adet faturadan olusan veri kiimesinde gergeklestirilen egitim sonuglar1 incelendiginde en yiiksek F1 Skor degeri Birlesik
Adaboost ve Geriye Dogru Eleme 6zellik se¢imi yontemi kullanilan modelde %96.11 olarak elde edilmistir. Bu degeri %95.91 ile Rassal
Orman ve Geriye Dogru Eleme yontemlerinin kullanildigi model takip etmektedir. KNN ve DVM en iyi sonuglari 6zellik se¢imlerinden
Kazang Orani ile saglamistir. Naif Bayes en iyi sonucu 6zellik se¢imi yontemlerinden Ki-Kare kullanildiginda saglamistir. Rassal Orman
ve Adaboost ise en iyi degeri Geriye Dogru Eleme yontemi ile birlikte kullanildiginda saglamistir. Kullanilan diger modellerin ve
algoritmalarin sonuglar1 Tablo 2’ de verilmistir.

! https://github.com/ayberk-kotan/TRInvoiceClassificationProject

Tablo 2. 50,000 Fatura ile Algoritmalarin Siniflandirma Bagarimlar: -F1 Puan (%)
(Table 2. Classification Performance of Algorithms with 50,000 Invoices - F1 Score (%))

Kazan¢ Oram | Ki-Kare | Bilgi Kazanc1 | Geri Dogru Eleme
KNN 90.91 89.98 90.51 92.58
DVM 91.45 91.04 92.72 93.81
NB 91.94 90.54 93.68 93.79
RO 90.78 91.67 93.91 93.68
Adaboost | 92.94 92.04 92.17 94.81

50,000 adet faturadan olusan veri kiimesi {izerinde yapilan egitim sonucunda en yiiksek basart oran1 Geriye Dogru Eleme 6zellik
secimi yontemi ve Birlesik Adaboost kullanilarak %94.81 ile elde edilmistir. Birlesik Adaboost’un fatura smiflandirma problemi
iizerinde diger bireysel siniflandiricilara gore daha yiiksek siniflandirma basarist vermesi algoritmanin birden ¢ok siniflandiricinin giiclii
yonlerini kullanarak her adimda kendini iyilestiren birlesik bir 6grenme modeli yapisina sahip olmasi ile agiklanabilir. Genel olarak
ozellik segimlerinden Geriye Dogru Eleme yontemi kullanildiginda modeller en iyi sonuglart vermektedir. Kullanilan diger model ve
yoéntemlerin sonuglar1 Tablo II’de verilmistir. iki veri kiimesinde uygulanan yontemler incelendiginde en yiiksek dogruluk oranimin
Birlesik Adaboost ve geriye dogru eleme yontemi ile oldugu goriilmiistiir.

Serpme (Sprinkling) teknigi kullanilarak DVM deney sonuglari alindi ve geleneksel DVM deney sonuglari ile kiyaslandi. F1 Skoru
agisindan incelendiginde Serpme teknigi kullanilan DVM modelinde gelencksel DVM modeline kiyasla 3,01 artig gériilmektedir. Bu
kiyaslamalar Sekil 2’de gosterilmektedir. Siniflandirma basarimindaki bu artisin Serpme (Sprinkling) tekniginin veri kiimesinin
vektorlesmesi asamasinda modele kattig1 yeni bir etiketin, anlamsal boyutta siniflandirma pozitif etkisi olmasindan 6tiirii olabilir.

F1 Skor

= DVM = S_DVM
100
75

50

26

0
40% 60% 80%

Egitim Veri Kiimesi (%)

Sekil 2. Algoritmalarin Siniflandirma Basarimlari - F1 Puan (%)

Figure 2. Classification Performance of Algorithms - F1 Score (%)
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5. Sonuc¢ ve Gelecek Calismalar

Ozellikle pandemi siireciyle beraber dijital alisveris platformlar1 daha fazla kullanilmaya baslandi. Pandeminin bitmesine karsin
bir¢ok kisinin kazandig1 bu ahiskanlik konforunu terk etmemesi vesilesiyle eticaret siteleri cokca fatura iiretmeye basladilar. Ingilizce
fatura analiz ¢aligmalari incelendiginde birgok farkli spekturumda farkli igeriklerde faturalari otomatik olarak analiz edebilen ¢alismalar
oldugu goriilmeketedir. Tiirk¢e dilindeki faturalarin otomatik olarak analiz edilmesi ve siniflandirilmasi igin yeterli miktarda ¢alisma
ve kamuya acik veri kiimesi olmadig1 gdzlemlenmistir. Bu motivasyonla yola gikarak bu ¢alismada, farkli 6zellik se¢imi yontemlerinin
Tiirkge dilindeki faturalarin topluluk 6grenme modelleri ile siniflandirilmasi problemi iizerindeki performansini analiz ettik.
Olusturdugumuz 15k ve 50k boyutlarindaki 2 adet veri kiimesi tizerinde gerceklestirdigimiz deney sonuglarina gore en yiiksek basarimin
Geriye Beslemeli 6zellik se¢imi yontemi ve Adaboost topluluk 6grenme algoritmasmin birlikte kullanilmasi ile elde edildigini
gozlemledik. Bildigimiz kadariyla bu ¢aligma Tiirkge faturalar: iizerine bu kapsamdaki ilk ¢aligma olma 6zelligini tasimaktadir. Bu
calismada olusturulan veri kiimesi ve gelistirilen algoritmalar, talep etmeleri halinde diinyanin her yerindeki tiim arastirmacilarla
paylasilabilir.

Olusturdugumuz bu deney ortamini farkli 6grenme algoritmalarini entegre ederek daha da gelistirmeyi planlamaktayiz. Ayrica veri
kiimelerimizi biiyiitmek te yine gelecek ¢alismasi olarak planladigimiz maddeler arasindadir. Bununla birlikte, ¢izge tabanli yapay sinir
ag1 modelellerini gelistirerek fatura analiz sistemimizde uygulamay: da diisinmekteyiz. Tiim bunlara ek olarak, elimizde bulunan
goriintli formatindaki fatura verisinin olusturdugumuz modele entegre edilmesi de yine gelecekte yapmayi diisiindigiimiiz maddeler
arasindadir.
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