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Oz

Mistr, diinyanin bir¢ok yerinde temel gida olarak kullanilmaktadir. Misir, yag ve yiiksek fruktozlu misir surubu yapmak igin
kullanilabilecek iyi bir nisasta kaynagidir. Misir ve musir unu ¢ok hayati tiriinler oldugundan, Yanik, Pas ve Gri Yaprak Lekesi gibi
bazi hastaliklarin erken teshisiyle bitkilerin iyilestirilmesini saglanarak iiriin kalitesinin diigmesi Onlenebilecektir. Bu sayede hem
tirliniin kalitesi hem de elde edilen iirlin miktar1 arttirilabilmektedir. Bu ¢alismada, Evrisimli Sinir Ag1 (CNN) tabanli VGG-19,
DenseNet-201 ve NasNet-Large modelleri kullanilarak misir yaprag: goriintiilerinden 6znitelik ¢ikarimi yapilmistir. Veri setindeki
dengesizligin giderilmesi igin Sentetik Azinlik Yiiksek Ornekleme Teknigi (SMOTE) ydntemi ile balans ayar1 yapilmistir. Oznitelik
sayisint diigiirmek i¢in boyut indirgeme yontemlerinden Temel Bilesen Analizi (PCA) kullanilmigtir. Misir yapragindaki hastaliklar
simiflandirmak amaciyla Destek-Vektor Makinalar1 (SVMs) algoritmast kullanilmigtir. Algoritmanin performansini artirmaya yonelik
GridSearchCV yaklasimi ile musir yapraklarindaki hastaliklari tanimlamak i¢in Kernel function ve Box constrain hiperparametreleri
optimize edilmistir. Elde edilen deneysel sonuclar genel erisime acgik Kaggle misir veya misir yapragi hastaligi veri kiimesi tizerinde
test edilmistir. Elde edilen deneysel sonuglarda sadece CNN ile 6zellik ¢ikarimi yapilan goriintiilerin LibSVM ile siniflandirilmasinda
4 smif i¢in sirastyla %94,5, %94,4, %94,3, ve %96,2 dogruluk oranlarma ve %94,3 agirlikli ortalamaya ulasilmistir. Onerilen yontem
kullanilarak LibSVM ile 4 smif igin sirasiyla %96,7, %96,7, %96,7 ve %97,8 dogruluk oranlarina ve %96,7 agirlik ortalamaya
ulagilmigtir. Boylece 6nerilen yontemle elde edilen siniflandirma dogrulugunda optimizasyon yapilmadan elde edilen simiflandirma
dogruluguna goére birinci simf igin %2,2, ikinci simf igin %2,3, ti¢iincii simf igin %2,4 ve dordiincii sinif igin %1,6, bununla birlikte
agirlikl ortalamada %2,4 oraninda iyilesme saglandigi goriilmistiir.

Anahtar Kelimeler: CNN, LibSVM, Misir yapragi, Optimizasyon, PCA, Siniflandirma.

Classification of Maize Leaf Diseases by Fusion of Pre-Trained CNN
Architectures

Abstract

Maize is used as a staple food in many parts of the world. Maize is a good source of starch that can be used to make oil and high
fructose corn syrup. Since maize and maize flour are very vital products, early diagnosis of some diseases such as Blight, Rust, and
Gray Leaf Spot can prevent the deterioration of product quality by improving the plants. In this way, both the quality of the product
and the amount of product obtained can be increased. In this study, feature extraction was performed from corn leaf images using
Convolutional Neural Network (CNN) based VGG-19, DenseNet-201, and NasNet-Large models. In order to eliminate the imbalance
in the data set, the balance was adjusted with the Synthetic Minority Over-Sampling Technique (SMOTE) method. Principal
Component Analysis (PCA), one of the dimension reduction methods, was used to reduce the number of features. Support-Vector
Machines (SVMs) algorithm was used to classify diseases in maize leaves. With the GridSearchCV approach to improving the
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performance of the algorithm, the Kernel function and Box constrain hyperparameters have been optimized to identify diseases in
corn leaves. The experimental results obtained were tested on the publicly accessible Kaggle corn or maize leaf disease dataset. In the
experimental results obtained, 94.5%, 94.4%, 94.3%, and 96.2% accuracy rates and a weighted average of 94.3% were achieved for
the 4 classes, respectively, in the classification of the images with only CNN and feature extraction with LibSVM. Using the proposed
method, 96.7%, 96.7%, 96.7%, and 97.8% accuracy rates and 96.7% weight average were achieved for 4 classes with LibSVM,
respectively. Thus, according to the classification accuracy obtained without optimization in the classification accuracy obtained with
the proposed method, it was observed that there was an improvement of 2.2% for the first class, 2.3% for the second class, 2.4% for

the third class, and 1.6% for the fourth class, and 2.4% in the weighted average.

Keywords: CNN, LibSVM, Maize leaf, Optimization, PCA, Classification.

1. Giris

Son yillarda misir, modern diinyanin gida iiriinii ve ¢ok
¢esitli sekillerde kullanilabilen en onemli tahil iiriinii haline
gelmistir. Insan beslenmesinde bugday ve piringten sonra en ¢ok
kullanilan bitkilerden biridir. Misir, dort ay gibi bir siirede 2,5-
4,5 metreye kadar biiyiiyebilmekte ve bitki basma 600-1000
tohum verebilmektedir (Kirtok, 1998).

Maisir bitkisi tahil ve otsu govde olmak iizere iki sekilde
kullanilabilir. Tahil olarak dogrudan insan beslenmesinde
(ekmek ve atistirmalik olarak) kullanilmaktadir, ancak ayni
zamanda yemeklik yag, nisasta, glikoz ve yem sektorlerinde de
kullanilabilmektedir. Otsu viicut ise hayvan besini olarak
kullanilmaktadir (Sahin, 2001).

Tarim {irlinlerindeki genel mahsul, diinya niifusu arttikca
6nem kazanmistir. Bu nedenle, en 6nemli arastirma alanlarindan
biri, biitiin bitkileri etkileyen bitki hastaliklarinin belirlenmesidir.
Bitki hastaliklari, tarimsal verimliligi ve kaliteyi etkileyen
faktorlerden biridir (Weizheng, 2008). Hem verim hem de Kkalite
kaybina neden olan bu hastaliklar 6nlenmedigi takdirde tim
iiriinler bundan etkilenmektedir. Bitkilerdeki hastaliklarin tespiti
icin belirli peryotlarla bitki yapraklarinin goézlemlenmesi
gerekmektedir.

Misirdaki gri yaprak lekesi, Cercospora zeae-maydis
mantarinin neden oldugu bir musir hastaligidir. Su anda diinya
capinda misirin en dnemli verim sinirlayici hastaliklarindan biri
olarak gorilmekte ve dogu Amerika Birlesik Devletlerinin
bir¢ok bolgesinde ve daha yakin zamanda ABD Misir Kemeri ve
Afrika'nin genig alanlarinda musir {iretimi i¢in ciddi bir tehdit
olusturmaktadir. Tipik olarak, semptomlar1 alt yapraklarda
goriilmektedir (Ward, 1999). Sekil 1°de gri yaprak lekesi
hastaligina sahip bir misir yapragi drnegi gosterilmektedir.

Sekil 1. Gri yaprak lekeli misir yaprag:

Diisiik sicakliklar (16-23 °C) ve yiiksek bagil nem (%100),
misirda patojen Puccinia sorghi'nin neden oldugu yaygin pas
musir hastaliklarini desteklemektedir (Campus, 2012). Lezyonlar
fonksiyonel yaprak alanini ve fotosentezi azaltmaktadir. Bu
hastaliga bagli olarak yapraklarin hem iist hem de alt tarafinda
lekeler olusmaktadir (Dillard & Seem, 1990). Sekil 2’de yaygin
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pas lekesi hastaligina misir

gosterilmektedir.

sahip bir

yapraglr oOrnegi

: S :
Sekil 2. Yaygin pas lekeli misir yapragi

Misir yapragi yanikligi, Exserohilum turcicum mantarinin
neden oldugu bir misir hastaligidir. Bu hastalik diisiik ila orta
sicakliklarda ve yiiksek bagil nemde gelismektedir. Semptomlar,
yapraklar tizerinde oldukga biiytik, gri, puro seklinde lezyonlarin
gelismesi  ile  karakterize  edilmektedir  (Sibiya &
Sumbwanyambe, 2019). Sekil 3’te yanik hastaligina sahip bir
misir yapragi ornegi gosterilmektedir.

¥ i

Sekil 3. Yanik hastalikli misir yapragi
olan misir

olan derin
Bu konuda,

Bu arastirma, biyolojik oOnemi biiyiik
hastaliklarint yapay zekd yontemlerinden biri
O6grenme ile tespit etmeyi amacglamaktadir.
literatiirde yapilmig bir¢ok ¢alisma bulunmaktadir.

Mevcut ¢aligmalardan yapilmig deneylerden birinde ¢esitli
goriintli isleme tekniklerini kullanarak misir hastaligini tespit
etmek icin bir sistem olusturulmustur. RGB yaklagimi yaprak
goriintiilerindeki renkleri tanimlamak i¢in kullanilmis ve ¢esitli
Ozellik ¢ikarma yaklasimlart uygulanmistir. Bu arastirmada
destek vektor makineleri, karar agaclari, rastgele orman ve naive
bayes smiflandiricilart  kullanilmustir. Uygulanan birgok
smiflandirict ile RGB'yi tanimlamada basarili sonuglar elde
edilmistir (Kusumo vd., 2018).

Bagka bir calisma, genetik algoritmalar kullanan destek
vektor makinalariin, musir hastaligi simiflandirmasinda destek
vektdor makinalarindan daha iyi sonuglar {iretilebilecegi
gosterilmistir (Zhang vd., 2015).
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Bhange vd., meyvelerin fotograflarin1  bir sisteme
yiikleyerek c¢iftgilerin meyve hastaliklarini  tanimlamasina
yardimci olmak adina web tabanli bir teknik onermislerdir. Bu
algoritma, nar tohumlarindan Onceden Ogrenilmis bir veri
kiimesini kullanmugtir. Kullanicilar analiz etmek {izere sisteme
gesitli fotograflar aktarma yoluyla katki saglamistir ve bu
fotograflar, egitim veri setindeki goriintiilerle karsilastirilarak
hastalik siddetini belirlemek icin birka¢ islem adimindan
gecmistir. Onerilen yaklasimin deneysel sonuglarinda %82
dogruluk degerine ulagilmistir (Bhange & Hingoliwala, 2015).

Pujari vd. tarafindan destek vektér makinalar1 (SVM’ler) ve
YSA’lar1  karsilastiran  bir ¢alisma  yiiriitiilmistir  (Pujari
vd..2016). Bugday hastaliklarinin yaprak goriintiileme ve veri
isleme teknikleri kullanilarak tanimlanmasi, son zamanlarda
giftciler tarafindan biiyiik tarlalari izlemek i¢in yaygin olarak
kullanilmaktadir. SVM’ler, bugdaydaki hastaliklar1 tespit etmek
ve smiflandirmak icin Dixit ve Nema gibi aragtirmacilar
tarafindan kullanilmistir. Arastirmada bugday yapraklarinin
SVM tanimlamasinin niindeki temel endiseleri ve engelleri
ayrintili olarak tartismiglardir (Dixit & Nema, 2018).

2. Tlgili Calismalar

Misir yaprag: hastaliginin aninda ve kesin teshisi i¢in ¢ok
sayida calisma ortaya konmustur. Arastirmacilar, farkli
semptomlara sahip c¢esitli bitki hastaliklarinin hizli tespiti igin
bir¢ok yontemi test etseler de, deneyimsiz cift¢iler icin teshis
etmek profesyonel bitki patologlarina gore ¢ok kolay degildir
(Miller vd., 2009). Bitkilerin hastalik teshisi ile tecriibesiz
gift¢ilere yardimci olunabilmesi bakimindan bitkilerin gorsel
goriiniimii ile farkli hastaliklari otomatik tespit etmek oldukca
onemlidir.

Sayisal goriintii  isleme yOntemleri, destek vektor
makineleri, yapay sinir aglar1 ve diger birka¢ teknik yardimiyla
yaprak hastaliklarinin tespiti ve siniflandirilmas: yapilmistir
(Song vd., 2007, Chen vd., 2011, Qi vd., 2016, Xu vd., 2015).
Song vd., farkli misir yapragi hastaliklarint %89.6 dogrulukla
saptamak i¢in bir SVM yontemi uygulamuglardir (Song vd.,
2007). Bu SVM tabanl smiflandirma yontemi, en iyi dogrulugu
saglamasa da kii¢iik veri kiimeleri ve biiyiik veri kiimeleri igin
faydalidir.

Sibiya ve ark., akilli telefon kameralar: tarafindan toplanan
musir yapragi hastaligi goriintiilerini tanimak ve siniflandirmak
icin bir CNN agim egiterek kullanmistir. Aragtirmada elde edilen
%92,85’1lik ortalama dogruluk degeri, CNN’in bu alanda
uygulanabilirligini gdstermistir (Sibiya & Sumbwanyambe,
2019).

Kapon, musir yapragi hastaliklarryla ilgili yaptig1 ¢calismada
CNN mimamarilerinden EfficientNet’i kullanmistir. Onerilen
yontemde dort sinif igin sirastyla %91,30, %97,71, %93,10 ve
%100 dogruluk orani elde etmistir (Kapon, 2022).

Whxna, yaptigt caligmalarda
SqueezeNet’i ve optimize edici
kullanmigtir (Whxna, 2022).

CNN  mimarilerinden
olarak Adam yontemini

Rage, misir yaprag: hastaliklariyla ilgili yaptig1 calismada
CNN mimamarilerinden VGG16’y1 ve optimize edici olarak
Adam yontemini kullanmistir. Onerilen yontemde musir
yapraklari icin elde edilen dogruluk oranmi %90,82°dir (Rage,
2022).

e-1SSN: 2148-2683

Panigrahi vd., diizeltilmis dogrusal birim aktivasyon
fonksiyonu ve bir Adam optimize edicisi ile parametreler
degistirilerek, gelistirilmis CNN modeli ile ortalama % 98.78'lik
dogruluk oranina ulagmislardir. (Panigrahi vd., 2020).

Olasiliksal sinir ag1 (PNN) ve goriintii isleme yaklagimi
kullanilarak misir yaprag hastaliklarinin tanimlanmasi i¢in Chen
ve Wang tarafindan bir yontem onerilmistir (Chen vd., 2011). Bu
yontemler kullanilarak %90,4 dogruluk elde edilmektedir.
Burada PNN  smmiflandiricisiin - dezavantaji,  egitim
orneklerindeki artis nedeniyle hem dogruluk hem de ydntem
hizinin azalmasidir. Xu vd., yedi tip musir yapragi iizerinde
denenen adaptif agirliklandirma g¢oklu siniflandirici fiizyonuna
dayalt misir yapragi hastaligi tespiti i¢in bir ydntem
onermiglerdir (Xu vd., 2015). Ortalama taninma oraninda
%94,71’¢ ulasilmigtir. Wang vd., Qi vd. ve Zhang misir
yapraklarinin hastaliklarini tanimlamak icin ¢esitli goriintii
isleme yontemleri ve kombinasyon Ozellikleri Onermiglerdir
(Wang vd., 2009, Qi vd., 2016, Zhang vd., 2013). Bu ¢alismalar
maksimum %95,3 tanima dogruluguna sahiptir. Onerilen bu
model, en 1iyi tanima dogrulugu i¢in mevcut talepleri
kargilayamamaktadir. Derin 6grenme, son yillarda mitkemmel
ilerlemeler saglamustir (Krizhevsky vd., 2017). Daha biiyiik
boyutlu giris goriintiisiinden kullanigh 6zellik gosterimi g¢ikarma
yetenegine sahiptir. Ayrica, tarim alaninda dogrulugun
iyilestirilmesine ~ ve  bilgisayarli géorme  kapsaminin
genisletilmesine yardimci olan, mahsul hastaliklarinin dogru bir
sekilde tanimlanmasi i¢in dedektorlere yardimer olmaktadir.

Al-Amin, patates yapraklarindan patates hastaligini tahmin
etmek i¢in Evrisimli Sinir Ag1 (CNN) modelini 6nermistir (Al-
Amin vd., 2019). Onerilen yaklasim modelleriyle en yiiksek
%98,33 dogruluga ulagilmistir. Lu vd., 10 g¢esit piring
hastaliginin tespiti i¢in farkli algoritmalar, havuzlama islemleri
ve filtre boyutlar1 kullanmig ve burada %95,48 dogruluk elde
eden CNN tabanli bir model 6nermistir (Lu vd., 2017).

DeChant vd., misirin kuzey yaprak yanikligi hastaliginin
tespiti icin CNN modelini kullanmis ve %96,7 dogruluk elde
etmigtir (DeChant vd., 2017). Bu yontemler, daha uzun
yakinsama siiresi ve daha fazla parametre ile daha iyi dogruluk
saglamasina ragmen, tanimlama oranina zarar vermektedir.

Sonug olarak literatiirde yapilmis mevcut caligmalardan da
anlagilacagi iizere ¢alismada ele alman konu birgok arastirmaci
tarafindan {lizerinde ¢alisilan popiiler ve aktif bir ¢alisma alanidur.

3. Materyal ve Metot

Bu caligmada literatiirde yaygin olarak kullanilan CNN
tabanli VGG-19, DenseNet-201 ve NasNet-Large modeller hibrit
bir sekilde kullanilarak 24 bitlik goriintiilerden 6zellik ¢gikarimi
yaptlmigtir. Elde edilen 6zelliklere, SMOTE islemi yapilarak
veri setinde balans ayar1 yapilmigs ve PCA ile boyut indirgeme
teknigi uygulanmisti. Daha sonra makina Ogrenmesi
siiflandiricilarindan LibSVM modeli GridSearchCV
yontemiyle optimize edilerek misir yapraklar: hastaliklar1 tespit
edilmistir.

Makine 6grenmesi teknikleri ile yapilan siniflandirmalarin
testlerle etkinliginin tespit edilmesi 6nemlidir. Bu bakimdan
dogruluk belirlenirken olusturulan modelin performans: da
dikkate alinmaktadir. Bu performans: belirlemek igin bir

karmagiklik matrisi kullanilmisti. Bu matris daha sonra
dogruluk, kesinlik, duyarlilk ve F-0lciitii endekslerini
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hesaplamak i¢in kullanilmistir. Bu sayede misir yapragi
hastaliklarinin belirlenmesi i¢in bir yol haritast olusturulmustur.

Bu boliimde ¢alismada kullanilan veri seti, CNN mimarileri,
PCA, makine &grenmesi smniflandirmalart ve optimizasyon
yontemleri incelenmigtir. Makalede Onerilen ydntemin akis
diyagrami Sekil 4’te verilmistir.

.[ -
Secilen
Ozellikler

VGG.19 FC8 (1000 iznitelik)

i SMOTE
P (Synthetic Minority
T oversampling Technique)
“Se;il:n
Ozellikler
Girig DenseNet-201 FC1000 (1000 znitelik)
Resimleri - .
S Birlestirilmis
(4187 gériintii) il
(3000 Sznitelik)

PCA

—_— —
L ( Principal

Secilen Component Analysis)

Ozellikler
NasNetLarge PREDICTIONS (1000 Gznitelik)

Sekil 4. Onerilen yontemin akis diyagranm
3.1. Veri Seti

Calismanin veri seti kamuya agik bir veri kiimesidir (Ghose,
2022). iligkili veri setinde toplamda 4187 adet goriintii
kullanilmistir. Bu goriintiilerin 1306 tanesi yaygin pas hastaligi
olan goriintliler, 574 tanesi gri yaprak lekesi hastaligi olan
goriintiiler, 1145 tanesi yanik hastaligi olan goriintiiler ve 1162
tanesi saglikli misir yapragi olan goriintiilerdir. Veri setinde
kullanilan goriintiilerler 24-bit ve renkli gériintiilerdir.

3.2. Ozellik Cikarmm

Yeni bir CNN mimarisi tasarlamak, biiyiik miktarda veri ve
kaynak gerektirdiginden zaman alici bir siiregtir. Bununla
birlikte oOn-egitimli CNN mimarilerinin etkili bir sekilde
kullanilmastyla verimli sonuglar elde etmek miimkiindiir.
AlexNet, ResNet-101, DarkNet-53, VGG-19, DenseNet-201 ve
NasNet-Large gibi 6nceden egitilmis modeller transfer 6grenimi
igin kullanilabilir.

Bu ¢alismada transfer 6grenimi igin ImageNet veri setinden
agirhiklar kullanilarak, 6nceden egitilmis VGG-19, DenseNet-

201 ve NasNet-Large modelleri ile o6zellik ¢ikarimlart
yapitlmigtir. Sekil 4’te Onerilen yontemle o6zellik ¢ikarimi
gosterilmistir.

3.2.1. Evrigimli Sinir Ag1 (CNN)

Yapay zekanm bir dali olan derin grenme, giiniimiizde son
derece Onemlidir. Ancak teknoloji ve wveriler gelistikce
2010’larin basinda yeniden ortaya ¢ikmaya baglamistir (Floridi,
2020). Son derece giiclii performans sonuglart ilireten CNN
modeli, bu ilginin ana itici giiclerinden birisidir. CNN yapisi,
cagrisimlart kullanan ¢ok katmanli bir YSA olarak diisiiniilebilir,
en az bir katman matematiksel bir islemi temsil etmektedir.
Evrisimli katmanlara ek olarak, dogrusal olmayan katmanlar,
havuz katmanlari, diizgiinlestirme katmanlar1 ve YSA ile aym
islevsellige sahip tam baglantili katman bulunmaktadir (Albawi
ve dig., 2017).
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Cok katmanli yapisi, CNN'nin goriintiileri tek yapili yapay
sinir aglarindan daha hizlh ve daha iyl sonuglarla
smiflandirmasini ~ saglamaktadir. CNN  modelleri, evrigim
katmanlari, havuz katmanlari, etkinlestirme islevi katmanlart ve
tam baglantili katmanlar olmak tizere dort ana katmandan

olusmaktadir.  Sekil 5°‘te tipik bir CNN  mimarisi
gosterilmektedir.
K yomel+ ReLU ReLU  Ki iisy ReLU  Tam Bagh Katmanlar
. === =T D MisirPasy
D i‘ D Gri Yaprak Lekesi
N D Yaprak Yan:
I | e | |] " i .D ~ormal
50x 50 pixel " ="
Havwlama +Katman Havwlama + Katman Havuzlama + Katman
Azaltma Azaltma Azaltma

Sekil 5. CNN mimarisi

3.2.1.1. VGG-19 Modeli

VGG-19, 224x224 gorintii giris boyutunu almaktadir.
VGG'nin evrigimli katmanlari, minimum alici bir alandan, yani
3x3'ten en kii¢iikk boyuttan yararlanmaktadir. Bunu bir ReLU
aktivasyon fonksiyonu izlemektedir. ReLU, diizeltilmis dogrusal
birim aktivasyon fonksiyonu anlamina gelmektedir. RELU’nun
girisin pozitif olmasi ¢ikigin parca parca dogrusal bir fonksiyon
olmast demektir. Aksi halde girisin negatif olmasi ¢ikigin sifir
olmast demektir. Evrisimden sonra uzamsal ¢oziiniirligin
korunmasimi  saglamak i¢in sonraki adim 1 pikselde
sabitlenmektedir (Geekycodesco, 2022).

VGG-19, tam baglantili {i¢ katmana sahiptir. U¢ katmanin
ilk ikisinde her biri 4096 diigiim bulunmaktadir ve figiincii
katmanda 1000 diigim bulunmaktadir. Bu, imagenet veri
kiimesinin sahip oldugu toplam simf sayisidir (Geekycodesco,
2022). Sekil 6’da VGG-19 mimarisinin yapisi gosterilmistir.

224 x224x 3 224 x 224 x B4

i
V 12 x 128
' 56 x 56 x 256 -
| BB s « 25 512 7x7x512 @ conv
PP Fadiidl 1x o5 _ @ max
l I Ix1x1000 @ fully €

@ softr

Sekil 6. VGG-19 mimarisi

Bu c¢alismada CNN mimarisinde 6n egitimli VGG-19
modeli kullanilarak toplamda 4187 goriintiiden 1000 6znitelikli
bir ¢ikt1 elde edilmistir.

3.2.1.2. DenseNet-201 Modeli

DenseNet (Huang vd., 2017), verimli ve derin bir model
olusturmak i¢in tiim katmanlar1 biitiinlestirmektedir. ResNet'e
¢ok benzer, ancak bazi o6nemli farkliliklar1 bulunmaktadir.
DenseNet, her katmanin bir sonraki katmani beslemesi
bakimindan ResNet’e benzer bir modeldir. Bu ileri beslemeli
baglantilar sayesinde katman sayis1t L’den L(L + 1)/2’ye
artmaktadir (Miglani & Bhatia, 2020). Her katmanin girisi,
Onceki tim seviyeler i¢in Ozellik haritalarimi igermektedir.
DenseNet, kaybolan gradyanlar1 ¢ézme yetenegi gibi bircok
avantaja sahiptir (Lumini & Nanni, 2019). Sekil 7, DenseNet-
201 mimarisini gostermektedir.
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Input

DenseBlock

CATEGORY

Input

Transition Layer

Sekil 7. DenseNet-201 mimarisi

Bu calismada CNN mimarisinde 6n egitimli DenseNet-201
modeli kullanilarak toplamda 4187 goriintiiden 1000 6znitelikli
bir ¢ikt1 elde edilmistir.

3.2.1.3. NasNet-Large Modeli

Goriintli  siniflandirmast  ig¢in  6nemli bir ag mimarisi
olusturmuslardir. Kiigiik bir veri kiimesinde mimari ag bloklar
bulmay: ve ardindan bloklar1 daha biiyiik bir veri kiimesine
tagimay1r Oenrmislerdir. Bu teknolojinin ana katkisi, NASNet
arama kapsami olarak bilinen yeni bir arama kapsaminin
olusturulmasidir. En uygun evrisim katmanini (“hiicre”) kiigiik
bir veri kiimesinde bulabilir ve daha biiyiik bir veri kiimesine
uygulayabilirsiniz. Bu ag bilesenlerini daha fazla istifleyerek ag,
daha karmasik ve daha biiylik veri kiimelerini isleyebilir. Bu ag
evrisim tasarimi NASNet mimarisi olarak adlandirilmistir (Zoph
vd., 2018 ). Sekil 8, NasNet-Large mimarisini gostermektedir.

[ lmqu—.[mmll—o[Red to‘(e @ —-

' &) Co,
~ /{t ‘ ,,./;,,—4?:;‘ ‘
11111 Wesvd
“ - - Qg @@ @@ @@ B@ m
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Sekil 8. NasNet-Large mimarisi

Bu calismada CNN mimarisinde 6n egitimli nasnetlarge
modeli kullanilarak toplamda 4187 goriintiiden 1000 6znitelikli
bir ¢ikt1 elde edilmistir.

3.2.2. Mimari Birlestirme

Bu arastirmada CNN modellerinden VGG-19, DenseNet-
201 ve NasNet-Large mimarileri kullanilarak 4187 goriintiiden
Oznitelikler ¢ikarilmistir. Daha sonra MATLAB 2021b ortamu ile

elde edilen Oznitelikler birlestirilip hibrit bir model
olusturulmustur. Bu model tarafindan yapilan Oznitelik
¢ikarilmas1 sonucunda 4187 goriintiiden 3000 Oznitelik

bulunmustur.  Sekil 4’te modellerin  birlestirlimis  hali

gosterilmektedir.

3.3. Veri Dengeleme
e-ISSN: 2148-2683

Siniflandirma veya tahmine dayali modellemede yiiksek
model dogrulugu saglamak icin modele saglanan verilerin
kalitesi iyilestirilmelidir. Birgok veri 6n isleme teknigi, aykiri
degerlerin kaldirtlmasi, yinelenen deger isleme, normallestirme,
eksik degerler vb. gibi sorunlar ele alir, ancak gozden kagan
onemli bir konu, dengesiz sinif dagilimlarimin diisiik dogruluk
oranlarina yol acabilmesidir (Arik, 2021). Sekil 4’ te veri
dengeleme mimarisi gosterilmistir. Bu ¢alismada verilerin
dengesiz siif dagilimi problemini ortadan kaldirmak igin
sentetik azmlik asir1  Ornekleme (SMOTE)  yontemi
kullanilmugtir.

3.3.1. SMOTE (Synthetic Minority Over-Sampling
Technique)

SMOTE, sentetik veriler ireten bir asir1 Ornekleme
islemidir. Bu, veri bilimi projelerinde en sik kullanilan
yontemlerden biridir. Bu yontem, veri sayist az olan sinifinin
ornekleri arasinda belirli islemleri gergeklestirerek sinifinin yeni
bir Ornegini olugturmaktadir. Sentetik Ornekler olusturma
basamaklar1 su sekildedir: Oncelikle incelenen dznitelik vektorii
(E;) ile en yakin komsusu arasindaki farki alinir, sonra bu farki 0
ile 1 arasinda rastgele bir sayt & ile carpilir ve ¢ikan sonug
incelenen oOzellik vektoriine eklenir ve yeni Ornekler
olusturulmaktadir (Muratlar, 2021). Sentetik 6rnek hesaplamasi
Denklem 1’ deki gibi formiile edilmektedir:

Eyeni =E; + (Ei - E])5 1)

3.4. PCA Boyut Indirgeme

Algoritmalar, veri kiimesinin tim niteliklerini modele
sigdirmaya ¢alistirdiklarindan dolayr yanlis tahminlere yol
acabilmektedir. Bu sorunu ¢ézmek ve biiyiik veri kiimelerinin
asirt uyum ve karmasikligini 6nlemek igin veri boyutunu
azaltma teknikleri gelistirilmistir (Mosetti, 2016).

Bu c¢alismada boyut indirgeme yontemlerinden PCA
kullanilmistir. PCA, degisken kombinasyonlarinin temel veri
tiirli 6zelliklerini tanimlayan istatistiksel bir yaklasgimdir (Ali vd.,
2022).

PCA, ozellik ¢ikarma ve boyut kiigiiltme agisindan iyi bir
performans sergilemektedir. Veri seti, degisken sayisi ve gozlem
sayisint igceren bir matris ile belirtilir ve matris, tek degerli
ayristirma kullanilarak yeni bir matrise yorumlanmadan 6nce
birim varyans ve sifir anlamlilik ile normallestirilmektedir (Ali
vd., 2022).

x2

x1

x0
Sekil 9. PCA uygulanmadan 6nceki 3 boyutlu veri seti
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Sekil 9’da PCA uygulanmadan 6nceki 3 boyutlu veri seti
gosterilmistir. Sekil 10’da PCA uygulandiktan sonraki 2 boyutlu
veri seti gosterilmektedir.

Sekil 10. PCA uygulandiktan sonraki 2 boyutlu veri seti
3.4.1. PCA Uygulanmusg Veri Seti

Bu c¢alismada, CNN ile oOznitelikleri c¢ikartilmis musir
yaparagi gorintilerine PCA uygulanmigti. CNN ile 4187
goriintiden 3000 Oznitelik ¢ikartilmis iken PCA ydntemi
uygulandiktan sonra 6z nitelik sayis1 191°e diisiiriilmiistiir. Sekil
4te VGG-19, DenseNet-201 ve NasNet-Large modelleri
birlestirildikten sonra PCA uygulanmus hali gosterilmektedir.

3.5. Destek Vektor Makinalar1 (SVMs)

SVMs, 1963 yilinda Vladimir Vapnik ve Alexey
Chervonenkis tarafindan istatistiksel 6grenme teorisine dayali
olarak gelistirilen denetimli bir makine 6grenme algoritmasidir
(Akpinar, 2014). Cekirdek islevli SVM, dogrusal olmayan
ayrilabilir veriler i¢in mikemmel bir ¢6zim sunmaktadir
(Metlek & Kayaalp, 2020).

[statistiksel grenme teorisine dayanan SVMS, olas1 makine
ogrenme tekniklerinden birisidir. SVMs hem dogrusal hem de
dogrusal olmayan verileri isleyebilen bir simiflandirma
sistemidir. Verileri iki gruba aymrin ve yiiksek boyutlarda
dogrusal bir optimal ayirma hiperdiizlemi olusturmak i¢in destek
vektorlerini ve kenarlar1 (veya siniflar1) kullanmaktadir. Uygun
bir dogrusal olmayan esleme kullanarak orijinal egitim verilerini
daha yiiksek boyutlara donistiirmektedir. Bir hiperdiizlem ile
verileri iki sinifa ayirabilmektedir (Atallah & Al-Mousa, 2019).

? ” Hiperduzlem
Marjin Sinif2
[©]
X, ] & e © [+
wx+b=-1 @ s (]
® o - b=+
W X+ =+
Simifl = o @
. . T b=0
+h=
© W X

Sekil 11. SVMs ile siniflandirma drnegi

Sekil 11°de goriilebilecegi gibi, SVM'nin temel gereksinimi,
pozitif ornekler kiimesini negatif ornekler kiimesinden ayirt
etmek i¢in en biiyiik marj1 olan hiperdiizlemi bulmaktir. Destek

e-1SSN: 2148-2683

vektor makinelerini kullanarak f(x) = b + wx tipi dogrusal
siniflandirma gergeklestrimektedir. En biiyiik kenar1 ve tiiriiniin
dogrusal simiflandirmasini  kullanarak optimal hiperdiizlemi
hesaplamak i¢in bir destek vektér makinesi kullanilmaktadir.
f(x) = b + wx burada w agirlik vektoriind, X egitim 6rneklerini
ve b bias’1 temsil etmektedir.

3.5.1. LibSVM

LibSVM, SVM’de kullanilan bir kiitiiphanedir. Amaci,
SVM'yi kullamigh bir arag¢ olarak tamitmaktir. Epsilon SVM
regresyonunu, nu-SVM regresyonunu, tek smif SVM’yi, C-
SVM  siniflandirmasint = ve  nu-SVM  smiflandirmasini
birlestirmektedir. Ayrica, otomatik model se¢imi i¢in bir C-SVM
smiflandirma araci saglamaktadir. En son siiriimii Agustos
2022’de yayinlanan 3.3’tiir (Fan & Lin, 2005).

Bu calismada misir yapraklart hastaliklarinin

smiflandirilmasi i¢in LibSVM kullanilmistir.

3.6. Optimizasyon Yontemi

Bu ¢alismada Weka programinda, GridSearchCV hiper-
parametre optimizasyon yontemi ile LibSVM algoritmasinin
performansi arttirilmstir.

3.6.1. GridSearchCV Hiper-parametre Optimizasyonu

GridSearchCV, tahmin edici parametrelerini degistirmek i¢in
Scikit 6grenme gercevesi tarafindan saglanan bir siniftir. Tipik
olarak, oOnce aranacak bir parametre sozliigi olusturmakta,
ardindan GridSearchCV en uygun parametreleri saglamak igin
gerekli model degisikliklerini yapmaktadir (Huang vd., July
2004).

Veri Blogu

Adim1 ﬁ-—- Tahmin 1 B
Adim2 I:-:I:—- Tahmin 2
. — Tahmin 3
Adim4 (*77-77— Tahmin 4
Adim5 | .—- Tahmin 5 _

Sekil 12. 5 katmanli GridSearchCV 6rnegi

—— — Son Tahmin

Sekil 12°de goriuldigii gibi g¢apraz dogrulama sirasinda
veriler birkag par¢aya béliinebilmektedir. Ornegin, 5 bilesene
boliinen verilerin beste birini disarida birakarak modele bes kez
sigdirilmaktadir. Bu eksik veriler performansi degerlendirmek
i¢in kullanilmaktadir.

3.7. Model Performans Degerlendirme Metrikleri

Secilen parametrelerin siniflandirma dogrulugu tizerindeki
etkisini géormek i¢in 6nce farkli hiperparametrelerle deneyler
yapilmig ve sonuclar1 bildirilmistir. Sonuglar1 karsilastirmak ve
daha iyi kararlar almak i¢in model degerlendirme metriklerinden
dogruluk oOlgiileri kullanilmigtir. Dogruluk, beklenen siif ile
gercek smifin uyumunu oransal olarak veren bir Slgiimdiir.
Ornegin dogruluk, model tarafindan misir hastalig1 riski altinda
oldugu tahmin edilen vakalarin sayisi ile gergek risk altindaki
tiim vakalarin sayisi ile model tarafindan risksiz olarak tahmin
edilen vakalarin gergek risk altindaki vakalara orani olarak ifade
edilmektedir. Smiflandirma dogruluk degerleri Tablo 1’de

79



Avrupa Bilim ve Teknoloji Dergisi

gosterilen karmasiklik matrisinde belirtilen metriklerden elde
edilmektedir.

Tablo 1. Iki sinifli karmasiklik matrisi

Tahmin Edilen Siif
Risk Var Risk Yok
Risk . FP (False
Gergek Var TP (True Positive) Pozitive)
Sinif Risk FN (False TN (True
Yok Negative) Negative)
Karmagiklik matrisi terimleri ve anlamlar1 asagida

listelenmigtir.

» True pozitive (TP): pozitif sinifa ait olan ve siniflandirici
tarafindan dogru sekilde siniflandirilan veri kiimelerini temsil
etmektedir.

* True Negative (TN): Smiflandirict tarafindan dogru olarak
smiflandirilan negatif sinifa ait veri kiimesini temsil etmektedir.

* False pozitive (FP): Uygulamada, negatif siifa ait ifadeler
yanlig siniflandirilir ve pozitif sinif olarak tanimlanir.

+ False Negative (FN): Aslinda pozitif sinifa ait olan bir
taksonomik terim, negatif sinif olarak tanimlanir.

Simniflandirma performansini belirlemek ic¢in karmasiklik
matrisi kullanilarak belirlenen metrikler, agiklamalariyla birlikte
asagida listelenmistir:

Dogruluk: Onerilen modelin basarisimin degerlendirilmesi
icin kullanilmaktadir. Modeldeki dogru tahminler kiimesinin tiim
veri  kiimesine  bolinmesiyle  bir  dogruluk  degeri
hesaplanmaktadir (Ogiindiir, 2019). Performans degerlendirme

metrikleri  kullanilarak  Denklem  2’de  verildigi  gibi
hesaplanmaktadir.

o _ (TP+TN)

Dogruluk (Acc) = (TP+TN+FP+FN) (2)

Kesinlik: Ozellikle yanls pozitif tahminlerin maliyeti
yiiksek oldugunda &nemlidir. Ornegin model, e-posta kutunuza
gelmesi gereken bir maili spam (FP) olarak isaretlerse, almaniz
gereken Onemli maili goremezsiniz ve kayip bir durumda
olursunuz. Kesinlik, bir model segerken Onemli bir kriterdir

(Ogiindiir, 2019). Denklem  3’te  verildigi  sekilde
hesaplanmaktadir.
- TP
Kesinlik (Pre) = TPTE (3)

Duyarlilik: Yanlig negatifleri tahmin etmenin maliyetinin
yiiksek oldugu durumlarda da yararli bir dl¢iimdiir. Miimkiin
oldugunca yiiksek olmalidir. Ornegin olusturdugumuz bir
dolandiricilik tespit modeli, hileli bir islemi hileli degil olarak
igaretliyorsa bdyle bir durumun sonuglari bankalar i¢in sorun
teskil etmektedir (Ogiindiir, 2019). Denklem 4’te gosterildigi
sekilde hesaplanmaktadir.

TP
Duyarlilik (Rec) = TP 4)

F-olgiitii: Bu deger hassaslik ve duyarlilik (geri ¢agirma)
degerlerinin  harmonik ortalamasim vermektedir (Ogiindiir,
2019). Denklem 5°te verildigi gibi hesaplanmaktadir.
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(kesinlik+duyarlilik) (5)

F — olgiitii = 2 * —
(kesinlik+duyarlilik)

AUC: ROC egrisi siiflandirma problemleri i¢in 6nemli bir
diger performans olgiimiidiir. ROC bir olasilik egrisidir ve
altinda kalan alan olarak adlandirilan AUC degeri ayrilabilirligin
derecesini veya Olgiisinii temsil etmektedir. AUC [0, 1]
araliginda  degerler iiretmektedir. AUC degerinin 1’e
yaklagmasiyla siniflandiricinin daha dogru bir tahmin yaptig
sOylenebilir. 0,5 degeri ise siniflandiricinin rastgele tahminler
yaptigini  gostermektedir. Bu degerin altindaki degerler igin
siniflandiricinin iyi performans gostermedigi vurgulanmaktadir
(Kilig, 2013).

Agirlikli Ortalama: Agirlikli ortalama F1 puani, her sinifin
destegini hesaba katarken, sinif bagma tiim F1 puanlarinin
ortalamasi alinarak belirlenmektedir (Leung, 2021).

4. Arastirma Sonuclar1 ve Tartisma

Bu ¢alismada musir yapragi hastaliklarinin tespiti igin
oncelikle 3. bolimde agiklanan veri setinin iizerine yine 3.
boliimde yer alan CNN mimarilerinden VGG-19, DenseNet-201,
NasNet-Large modelleri uygulandiktan sonra SMOTE, PCA,
LibSVM ve GridSearchCV yontemleri uygulanmigtir. Calismada
Cross-Validation yontemi ile 10 katli bir ¢apraz dogrulama
islemi gergeklestirilmistir.

Ik olarak nusir yapragi goriintiilerinden 6znitelik ¢ikarimi
yapmak i¢in CNN mimarilerinden sirasiyla VGG-19, DenseNet-
201 ve NasNet-Large modelleri kullanilmigtir. Yapilan deney
sonucunda herbir model i¢in 1000’er G6znitelik elde edilmistir.
Daha sonra kullanilan bu ii¢ model birlestirilerek 3000
Oznitelikli veri seti olusturulmustur. Olusturulan veri setine
WEKA 3.8.6 programi ile LibSVM siniflandiricist uygulanmig
ve %94,3 oraninda dogruluk elde edilmistir. Ayrica Tablo 2’de
karmagiklik matrisi gorillmektedir. Sekil 13°te ise siniflarin ROC
egrileri gosterilmigtir.

Tablo 2. VGG-19, DenseNet-201 ve Nasnet-Large modelleri
birlestirilerek oznitelik ¢ikarilmig goriintiilere LIbSVM
uygulandiktan sonraki karmagiklik matrisi

VGG-19, DenseNet- . Common Gray
201 ve NasNet-Large i Rust Leafspot  Healthy
Blight 1091 8 43 3
&
8 Common Rust 45 1259 2
S ?53 Lesr 116 14 442 1
'_
Healthy 3 1 1158

Predicted Class
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Tablo 6. Oznitelik ¢ikarim yontemi ve siniflandiriciya gére kesinlik, duyarlilik, F-1 6l¢iitii ve ROC sonuglart

Oznitelik Cikarim Oznitelik  Smiflandinier  Simf Adi Pre Rec F1 ROC
Yontemi Sayisi

Blight %86,9 %95,3 %90,9 %94,9
VGG-19 + DenseNet-201+ 3000 LibSVM Common Rust %98,2  %96,4 %97,3  %97,8
NasNet-Large Gray Leaf Spot %90,8 %77,1 %83,4 %87,9
Healthy %99,7  %99,7 %99,7 %99,7
Agirhikh Ortalama %945 %944  %94,3  %96,2

VGG-19 + DenseNet-201 + Blight %925 %944 %934 %96
NasNet—Large_+ _SMOTE + 191 LibSVM Common Rust %99 %956 %97,3 %97,6
PCA + Optimizasyon Gray Leaf Spot %955 %97  %96,2 %97,8
(Onerilen Yontem) Healthy %99,5 %99,7 %99,6 %99,8
Agirhkh Ortalama  %096,7 %096,7 %96,7 %97,8

Plot (Area under ROC = 0.9495) Plot (Area under ROC = 0.978)

b)

Plot (Area under ROC = 0.9976)

)

Plot (Area under ROC = 0.8795)

c) d)

Sekil 13. (a) Blight hastalig1 i¢in ROC egrisi (b) Common
Rust hastalig1 icin ROC egrisi (c) Gray Leaf Spot hastalig
icin ROC egrisi (d) Healthy i¢cin ROC egrisi

Olusturulan veri setine, dengesiz sinif dagilimlarini énlemek
icin WEKA 3.8.6 programi ile SMOTE sentetik veri iiretme
yontemi uygulanarak balans ayari yapilmistir. Bu c¢alisma
sonucunda smiflarda sirastyla 1145, 1306, 1146 ve 1162
toplamda 4759 veri elde edilmistir. Bdylece veri setinde bulunan
4187 adet veri SMOTE isleminden sonra 4759’a yiikseltilmistir.

Tablo 3. VGG-19, DenseNet-201 ve Nasnet-Large modelleri ile
oznitelik ¢ikarilmig goriintiilere SMOTE, PCA, LibSVM ve
GridSearch uygulandiktan sonraki karmasikltk matrisi

VGG-19, DenseNet-201 ve

NasNet-Large + Common Gray Leaf

SMOTE+PCA+ Blight Rust Spot ealiny
OPTIMIZASYON
Blight 1081 11 48 5
a
@ Common Rust 52 1248 5 1
(@)
@
E Gray Leaf Spot 34 1112
Healthy 2 1 1159

Predicted Class
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Ardindan oOnerilen yaklasimda WEKA 3.8.6 programu ile
PCA yontemi kullanilarak bilesen azaltma kriteri olarak
aciklanan varyansi belirtme segenegi aktif edilmis ve agiklanan
varyans orant %90 olarak belirlenmistir. Yapilan deneyler
sonucunda PCA uygulanmadan 6nce 3000 6znitelige sahip veri
seti PCA uygulandiktan sonra 191 6znitelige sahip olmustur.

Son olarak 191 6znitelige sahip 4759 veriye GridSearchCV
optimizasyon yonteminde Xproperty cost ve Yproperty gamma
olarak se¢ilip LibSVM smiflandiricist uygulanmis ve %96,7
dogruluk orani elde edilmistir. Ayrica Tablo 3’te karmasiklik
matrisi goriilmektedir. Sekil 14’te ise smiflarin ROC egrileri
gosterilmistir.

Plot (Area under ROC = 0.9599) Plot (Area under ROC = 0.9761)

b)

Plot (Area under ROC = 0.9979)

a)

Plot (Area under ROC = 0.9778)

5) d)
Sekil 14. (a) Blight hastaligi i¢in ROC egrisi (b) Common

Rust hastaligi igin ROC egrisi (c) Gray Leaf Spot hastaligi i¢in
ROC egrisi (d) Healthy i¢in ROC egrisi

Misir yapragi hastaliklarinin teshisi i¢in hiper-parametre
optimizasyonu yapilmamis ve Onerilen yontem ile LibSVM
algoritmast kullanilarak yapilan siniflandirmanin  ortalama
performans sonuglar1 Tablo 6’da karsilastirilmistir.

Bu c¢alismada ¢oklu smiflar ile calisildigi i¢in her simifin
ayrt ayr1 F-Olgiitii degeri hesaplanmis ve bu degerlerin agirlikl
ortalamas1 alinmustir. Calismada optimizasyon yapilmayan
LibSVM ile musir yapragi hastaligi teshisinde %94,3 agirlikli
ortalama bulunurken, optimizasyon yapilan LibSVM ile musir
yapragl hastaliginmn teshisinde %96,7 agirlikli ortalama elde
edilmistir.
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5. Sonugclar

Bu ¢alismada misir yapragi hastaliklarinin etkili bir seklide
teshis edilebilmesi i¢in optimize edilmis LibSVM algoritmasi
kullanilarak siniflandirma dogrulugunun artirilmast
amaglanmistir. Bu kapsamda CNN mimarisinden VGG-19
+DenseNet-201+ Nasnet-Large modelleri kullanilarak musir
yapragi goriintiilerinden siniflandirmada kullanilacak
oznitelikler elde edilmistir. Elde edilen bu 6znitelikler SMOTE,
PCA ve GridsearchCV yontemleri ile veri dengeleme, boyut
azaltma ve optimizasyon yapilarak en yiiksek dogruluk orani
elde edilmistir. Onerilen yontemden &nceki dogruluk oram
%94,3 iken onerilen yontemle bu oran %96,7 dogruluk oram
elde edilmistir.

Yapilan testler sonucunda elde edilen deneysel sonuglar,
LibSVM siniflandiricisinin dengeli veri, dogru parametreler ve
optimizasyon yardimiyla yiiksek siniflandirma dogruluguna
ulastigin1 gostermektedir. Ayrica boyut indirgeme metodu ile de
maliyet ve zamandan tasarruf edildigi goriilmiistiir. LibSVM
smiflandiricisinin -~ performansinin ~ artirillmasinda  6zellikle
GridSearchCV ~ yonteminin ~ kullanimmin  siiflandirma
dogrulugunu artirabildigi vurgulanmistir. Yapilan caligmalar
neticesinde LibSVM  smuflandiricisinin - disiik — verimlilik
probleminin dogru parametreler yardimiyla c¢ozilebildigi
goriilmiistir.  Ayrica diger smiflandiricilar  gibi  LibSVM
smiflandiricisinin da musir yapragi hastaliklarmin teshisinde
onemli bir teshis yontemi oldugu ifade edilebilmektedir.
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