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Oz

Domates, yasadigimiz cografya ve diinyanin birgok yerinde iiretimi yapilan ve en ¢ok tiiketilen 6nemli sebze tiirlerindendir. Domates
tiretiminde verim ve kaliteyi olumsuz yonde etkileyen en 6nemli faktorlerin basinda zararli organizma olarak adlandirilan hastalik
gelmektedir. Domates, ¢evresel ve iklim faktorlerine bagli olarak ekim siirecinin her asamasinda birgok hastaliga yakalanabilir. Bitki
hastaliklarinda yapilmasi gereken ilk sey hastaligin dogru tespit edilmesi ve gereken 6nlemlerin alinmasidir. Bu ¢aligmada 9 hastalikli
ve 1 saglikli siiftan olusan toplam 18.160 domates yaprag: goriintiisii bulunan veri seti kullanilmistir (Kaggle, 2021).Genel erisime
acik Kaggle domates yapragi hastaligi veri seti lizerinde deneysel sonuglar elde edilmistir. Analizler yapilirken veri seti, %80 egitim
ve %20 test verisi olarak ayrilmigtir. Calismada, Evrigimli Sinir Ag1 (CNN) tabanli DenseNet-201, ResNet-101 ve ShuffleNet
modelleri kullanilarak domates yapragi goriintiilerinden 3000 adet 6znitelik ¢gikarilmistir. Bu ¢alismada 6znitelik sayisini diistirmek
icin Temel Bilesen Analizi (PCA) kullanilarak boyut indirgeme yapilmistir. Domates yapragindaki hastaliklar1 simiflandirmak
amactyla Destek-Vektor Makinalari (SVM) algoritmasi kullanilmistir. Egitilen ag mimarileri tek tek incelenmistir. Bu incelemeler
sonucunda mimarilerin dogruluk oranlart AlexNet, DenseNet-201, GoogleNet, MobileNet, ResNet-101 ve ShuffleNet i¢in sirasi ile
%93.5, %97.1, %91.0, %94.5, %97.4 ve %96.6 bulunmustur. Yapilan analizlerden sonra dogruluk orami yiiksek olan DenseNet-201,
ResNet-101 ve ShuffleNet 6n egitimli ag mimarileri birlestirilerek ve Temel Bilesen Analizi (PCA) kullanilarak boyut indirgeme
yapilmistir. Bu ¢aligmada yapilan siniflandirma analizlerine gore en iyi performans gosteren Cubic SVM siniflandirict ve One-vs-All
Cok Sinifli bilegen metodu ile %99.2 dogruluk oranina ulasilmustir. Literatiir incelemeleri sonucunda domates yapragi hastalik tespiti
i¢in bu ¢alismanin etkili ve yliksek bir performans gosterdigi sonucuna ulagilmistir.

Anahtar Kelimeler: Domates yapragi, CNN, SVM, PCA, Siniflandirma.

Disease Detection in Tomato Leaf Images by Deep Feature
Combination Approach in Classification Problem

Abstract

Tomato is one of the most important vegetable species produced and consumed mostly in the geography we live in and in many parts
of the world. One of the most important factors that negatively affect yield and quality in tomato production is a disease called
harmful organisms. Tomatoes can suffer from many diseases at every stage of the planting process, depending on environmental and
climatic factors. The first thing to do in plant diseases is to correctly identify the disease and take the necessary precautions. In this
study, a dataset with a total of 18.160 tomato leaf images consisting of 9 diseased and 1 healthy class was used (Kaggle, 2021).
Experimental results were obtained on the publicly accessible Kaggle tomato leaf disease dataset. During the analysis, the data set was
divided into 80% training and 20% test data. In the study, 3000 features were extracted from tomato leaf images by using
Convolutional Neural Network (CNN) based DenseNet-201, ResNet-101, and ShuffleNet models. In this study, dimension reduction
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was made using Principal Component Analysis (PCA) to reduce the number of features. Support-Vector Machines (SVM) algorithm
was used to classify diseases in tomato leaves. The trained network architectures were examined one by one. As a result of these
examinations, the accuracy rates of the architectures were found to be 93.5%, 97.1%, 91.0%, 94.5%, 97.4%, and 96.6% for AlexNet,
DenseNet-201, GoogleNet, MobileNet, ResNet-101, and ShuffleNet, respectively. After the analysis, size reduction was made by
combining DenseNet-201, ResNet-101, and ShuffleNet pre-trained network architectures with high accuracy and using Principal
Component Analysis (PCA). According to the classification analyses made in this study, the Cubic SVM classifier and the One-vs-All
Multi-Class component method, which performed the best, achieved 99.2% accuracy. As a result of the literature review, it was
concluded that this study showed an effective and high performance for tomato leaf disease detection.

Keywords: Tomato leaf, CNN, SVM, PCA, Classification.

1. Giris

Yeryiiziinde ¢ok fazla bitki tiirii oldugu bilinen bir gergektir.
Giin  gectikge  yeni  bitki  tiirleri  kesfedilirken  bazi
bitki tiirlerinin de nesli tiikkenmektedir (Arivazhagan, Shebiah,
Ananthi, & Varthini, 2013). Bu yok olan bitki tiirlerinin korunup
gelecek kusaklara aktarilabilmesi ekolojik denge bakimindan
hayati ©onem tagimaktadir. Iklimsel degisiklikler, hava
kirliligi, yetistirme siirecinde bakteri, mantar ve viriis gibi
nedenlerden dolay1r bitkilerde hastaliklar  olugmaktadir.
Bitkilerdeki gorillen ¢ogu hastaligin teshisi geleneksel
yontemlerle anlasilmaktadir (Brahimi, Boukhalfa, & Moussaoui,
2017a).

Domates, yasadigimiz cografya ve diinyanin birgok yerinde
tiretimi yapilan ve en ¢ok tiiketilen 6nemli sebze tiirlerindendir.
Domates iiretiminde verim ve kaliteyi olumsuz yonde etkileyen
en Onemli faktorlerin baginda zararli organizma olarak
adlandirilan hastalik gelmektedir. Domates, ¢evresel ve iklim
faktorlerine bagli olarak ekim siirecinin her asamasinda bir¢ok
hastaliga yakalanabilir. Bitki hastaliklarinda yapilmasi gereken
ilk sey hastaligin dogru tespit edilmesi ve gereken Onlemlerin
almmasidir.

Bitki iireticileri bu hastaliklar1 bilebilir fakat tanimlamasi

glictiir. Hastalig1 bilse bile hastaligi tedavi etmek igin
uygulanmasi gereken metotlar hakkinda bilgisi olmayabilir
(Ferentinos, 2018; Sannakki, Rajpurohit, Sumira, &

Venkatesh, 2013).

Teknolojinin ilerlemesiyle birlikte yapay zeka uygulamalari
zirai alanda  hastaligin  tespiti ve  Dbitki  tiird
smiflandirmasinda da rol almaya baslamigtir (Ferentinos, 2018).
Yapay zeka metotlar1 giivenilirligi yiiksek ve seri siniflandirma
yapabilmesinden dolayr hem zamani verimli kullanmay1 saglar
hem de i3 yogunlugunu azaltmasi agisindan avantaj
saglamaktadir (Arsenovic, Karanovic, Sladojevic, Anderla, &
Stefanovic, 2019).

Domates, diinyada tiiketiminin fazla olmast nedeniyle
biiyiik bir pazar payina sahiptir. Verimli domateslere sahip olmak
icin domates hastaliklarin1 Onlemek sarttir. Bu ¢alismada
domates bitkisinin yapraklarinda meydana gelen hastaliklarin
teshisi i¢in siiflandirma yapilmistir.

Renkli ve reel domates yapragi goriintiilerinden olusan veri
kiimesi 10 sinif ve 18160 tane goriintiiden olusmaktadir (Kaggle,
2021).

Yaygin domates bitkisi hastaliklarindan erken yaniklik
(Early blight), bu yaygin domates bitkisi hastaligi, bir bitkinin alt
yapraklarinda boga gozii seklinde kahverengi lekeler olarak
ortaya ¢ikar. Genellikle lekelerin etrafindaki doku
sararir. Sonunda, enfekte  olmus  yapraklar  bitkiden
diisecektir. Cogu durumda, hastalik belirtileri bitkide ilerlese bile
domatesler olgunlagsmaya devam edecektir (Walliser, J., 2018).
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Sekil 1°deki

Hastalikli yaprak goriintiilerinden bazilart
gibidir.

Sekil 1.Hastalikl1 yaprak goriintiileri
Saglikli yaprak goriintiilerinden bazilar1 Sekil 2’deki gibidir.

Sekil 2.Saglikli yaprak goriintiileri

Bu ¢aligmada 6n egitimli ESA algoritmalarindan AlexNet,
DenseNet-201, GoogleNet, MobileNet, ResNet-101  ve
ShuffleNet mimarileri ile hastaligin tespiti ve smiflandirma
calismast yapilmistir. Bu mimarilerin siniflandirma dogrulugu
analiz edilmistir. Bu degerlendirmeler sonucunda domates
yapraginda olusan hastaliklarin tespiti icin dogruluk orani en
yilksek CNN mimarileri birlestirilerek dogruluk  orani
arttirilmaya ¢ahigilmistir. Calisma ile ilgili literatiir taramasi
yapilmis, yapilan analizler hakkinda ve elde edilen sonuglar
hakkinda bilgiler verilmistir.

2. Tlgili Cahsmalar

Bu basglik altinda bitki hastaliklarinin tespiti konusunda
yapilan siniflandirma ¢aligmalari hakkinda bilgiler verilmistir.

Agarwal ve ark. Bir CNN mimarisi kullanilmistir. 10 siniflt
bir veri kiimesinde ortalama %91.2 dogruluk elde etmisler.
Referans 5'te, PlantVillage veri kiimesinden elde edilen yedi
smiftan olusan domates yapraklarinin goriintiileri Toalexnet
veVGG16 mimarileri olarak verilir. GOriintii numarasi, mini
parti boyutu ve Onyargt gibi parametrelerin siniflandirma
dogrulugu tizerindeki etkisi gdzlendi ve en iyi kosullar altinda
Alexnet ve VGGI16 sirasiyla %97.29 ve %97.49'a ulasti.
Referans 6'da onerilen evrisim ag yapisinin performansini
artirmak i¢in goriintiiye on isleme uygulanmistir. Sekiz gizli
katmandan olusan yontem, ilgili veri kiimesinde %98,4 basari
elde etti (Agarwal ve ark., 2020).

Cheng ve ark., tarimsal zararlar1 tanimlamak i¢in ResNet ve
Alexnet kullanmiglardir. Ayn1 zamanda, SVM ve BP sinir aglari
ile kargilagtirmali deneyler yapmuslar; Sonugta, ResNet-101
tarafindan %98,67'lik en iyi dogrulugu elde etmislerdir (Cheng
ve ark., 2017). Liu ve dig., 13.689 resimden, 4 smiftan olusan
caligmalarinda AlexNet ve GoogleNet metotlar1 ile %97,92
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dogruluk oranlar1 sonucuna ulagmiglardir (Liu, Tang, Zhou,
Meng, & Dong, 2016).

Arsenovic ve dig., 139.011 goriintii ve 42 smifi olan veri
setine  AlexNet, VGG19, Inceptionv3, DenseNet201 ve
ResNet152 mimarilerini uygulayarak %93,67 dogruluk orani
sonucunu bulmusglardir (Arsenovic ve ark., 2019). Cheng ve
Matson, ot ve pirinci tanimlamak i¢in karar agaci, destek vektor
makinesi (SVM) ve sinir ag1 kullanarak elde ettikleri en iyi
dogruluk, % 98,2'dir (Cheng &Matson, 2015).

Mohanty ve dig., AlexNet ve GoogleNet ydntemini
kullanmis ve % 99,34 basar1 orani elde etmistir. Calismada 38
simniflt 54.308 goriintiiden olusan veri seti kullanmigtir (Mohanty,
Hughes, & Salathé, 2016).

Geetharamani ve dig., Derin Evrigimli Sinir Ag1 yontemini
kullandigr  39arkli bitki yapragi smifi ve arka plan
goriintiisiinden olusan veri setinde %96,46 dogruluk orani elde
etmistir (GeethaRamani, & ArunPandian, 2019).

Song vd., Sayisal goriintii isleme yontemleri, destek vektor
makineleri, yapay sinir aglar1 ve diger birka¢ teknik yardimiyla
yaprak hastaliklarinin tespiti ve smiflandirilmast yapilmigtir
(Song vd., 2007, Chen vd., 2011, Qi vd., 2016, Xu vd., 2015).
Song vd., farkli musir yapragi hastaliklarint %89.6 dogrulukla
saptamak i¢in bir SVM yoéntemi uygulamislardir (Song vd.,
2007).

Shruthi ve ark., ¢alismalarinda bitki hastaliklarini tespit
etmek ve siniflandirmak igin destek vektor makinelerini (SVM),
yapay sinir aglarin1 (YSA), k-en yakin komsu algoritmasi (k-
NN), fuzzy smiflandirictyt ve  CNN mimarilerini  kullanan
calismalar1 analiz etmiglerdir. Nihayetinde, CNN mimarileri
kullanilarak yapilan siniflandirmanin diger dort smiflandirma
yontemine gore daha yiiksek dogrulukla daha fazla sayida
hastalik tespit ettigi sonucuna varmuglardir (Shruthi ve ark.,
2019).

Sibiya ve ark., akilli telefon kameralar: tarafindan toplanan
misir yapragi hastaligi goriintiilerini tanimak ve siniflandirmak
icin bir CNN agin1 egiterek kullanmigtir. Arasgtirmada elde edilen
%92,85°’lik ortalama dogruluk degeri, CNN’in bu alanda
uygulanabilirligini gdstermistir (Sibiya & Sumbwanyambe,
2019). Al-Amin, patates yapraklarindan patates hastaligini
tahmin etmek icin Evrisimli Sinir Ag (CNN) modelini
onermistir (Al-Amin vd., 2019). Onerilen yaklasim modelleriyle
en yiiksek %98,33 dogruluga ulasilmustir.

Suryawati ve ark.,, Alexnet, GoogleNet ve VGGNet
kullanarak modeli egitmek icin PlantVillage veri setinden
domates yapragi renkli goriinti Orneklerini kullanmig ve
sirastyla %91.52, %89.68 ve %95.25 test dogrulugu elde
etmiglerdir (Suryawati ve ark., 2018).

Tan ve ark., PlantVillage veri kiimesi kullanilarak domates
hastaligi smiflandirmak i¢in en dogru ML/DL modellerini
belirlemeyi  amaglamistir. Makine  Ogrenimi  algoritmasi
uygulamasi i¢in hastalik 6zelliklerini manuel olarak ¢ikarmak
icin farkli yontemler kullanmislardir. Caligmalarinda, yerel ikili
desen (LBP) ve gri diizey birlikte olusum matrisi (GLCM)
yontemlerini kullanarak toplam 52 doku ozniteligi ve renk
momenti ve renk histogrami yontemlerini kullanarak 105 renk
Ozniteligi ¢ikarmistir. Farkli  yontemleri karsilagtirarak, test
edilen derin 6grenme aglarmin (AlexNet, VGG16, ResNet34,
EfficientNet-b0 ve MobileNetV2) metriklerini (dogruluk,
kesinlik, hatirlama, F1 puani) bulmuslardir. Olgiilen makine
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O0grenme algoritmalarindan destek vektor makinesi (SVM), k-en
yakin komsu (KNN) ve rastgele ormandan (RF) daha iyi
oldugunu tespit etmislerdir. Ayrica, veri seti ve siiflandirma
gborevimiz i¢in test edilen ML/DL algoritmalar1 arasinda
ResNet34 agmin %99,7 dogruluk, %99,6 kesinlik, %99,7
hatirlama ve %99,7 F1 puani ile en iyi sonuclari elde ettigini
bulmuglardir (Tan, L., Lu, J., & Jiang, H.,2021).

Mokhtar ve ark., Siniflandirma asamasi i¢in farkli ¢ekirdek
fonksiyonlarma sahip Destek Vektér Makinesi (SVM)
algoritmasi kullanilmaktadir. Hem egitim hem de test asamalari
icin toplam 800 saglikli ve enfekte domates yapragi goriintiisii
veri seti kullanilmistir. Sunulan yaklagimin performansin
degerlendirmek i¢in N-kat capraz dogrulama teknigi kullanilir.
Deneysel sonuglar, dnerilen siniflandirma yaklasimimin dogrusal
¢ekirdek fonksiyonunu kullanarak %99.83  smiflandirma
dogrulugu elde ettigini gostermistir (Mokhtar, U. ve ark.,2015).

Bakr ve ark., DenseNet201 adli transfer 6grenme modeline
dayali bir CNN smiflandirici  6nermistir. Hangisinin  bitki
hastaliklarin1 en yiiksek dogrulukla tespit edebilecegini gdrmek
icin dort derin 6grenme modelinin (VGG16, Inception V3,
ResNet152V2 ve DenseNet201) analizi yapilmig. Kullanilan
goriintii veri seti, domates igin 9 hastalik ve bir saglikli sinif,
patates igin 2 hastalik ve bir saglikli sinif ve biber i¢in 1 hastalik
ve bir saglikli olmak iizere 15 farkli sinifa ayrilmis 3 mahsul,
domates, patates ve Dbiberin 28310 yaprak fotografim
icermektedir. Deneyde, sonuglar dnerilen modelin %99.44 ile en
yiiksek egitim dogruluguna ve %98.70 dogrulama dogruluguna
ulastigini gostermektedir (Bakr ve ark., 2022).

Too ve dig., 38 smif ve 54.306 goriintiiden olusan veri seti
izerinde VGG16, Inception-v4, ResNet50, ResNet101,
ResNet152 ve DenseNetl21 CNN modellerini uygulamislardir.
%99,75 dogruluk oranini yakalamiglardir (Too, Yujian, Njuki, &
Yingchun, 2019).

Sonu¢ olarak yapilan ¢alismalar incelendiginde bitki
hastaliklarinin tespitinde ve smiflandirmasinda Evrigimli Sinir
Ag1 (CNN) mimarileri kullanilarak yiiksek dogruluk orani elde
edildigi goriilmektedir.

3. Materyal ve Metot

Bu ¢alismada Literatiir taramasi sonucunda yaygin olarak
kullanilan CNN tabanli AlexNet, DenseNet-201, GoogleNet,
MobileNet, ResNet-101 ve ShuffleNet kullanilmigtir. Yapilan
analizlerden sonra dogruluk oranmi yiiksek olan DenseNet-201,
ResNet-101 ve ShuffleNet on egitimli ag mimarileri
birlestirilmistir. 24 bit derinlige sahip goriintillerden 6zellik
cikarimi yapilmistir. Elde edilen o6zelliklere PCA ile boyut
indirgeme teknigi uygulanmigtir. Daha sonra makina §grenmesi
siniflandiricilarindan Cubic SVM ve One-vs-All simiflandirma
yontemiyle optimize edilerek domates yapraklar1 hastaliklari
tespit edilmistir.

Bu boliimde ¢alismada kullanilan veri seti, CNN mimarileri,
PCA ve makine Ogrenmesi siniflandirmalar1 yontemleri
incelenmistir. Bu ¢alismada kullanilan yontemin akig diyagrami
Sekil 3’te verilmistir.
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Sekil 3.0Onerilen yaklasimda kullanilan ydntemin akis
diyagrami

3.1. Veri Seti

Bu calismada 9 hastalikli ve 1 saglikli siniftan olusan ve
18.160 domates yapragi goriintiisii  bulunan veri  seti
kullanilmustir  (Kaggle, 2021). Genel erisime agik Kaggle
domates yapragi hastalifi veri setinde bulunan goriintiiler ve
smuflar Sekil 4’teki gibidir.

Sekil 4.Veri seti siniflar1 ve 6rnek goriintiiler (Kaggle, 2021)

Tablo 1.Veri Setindeki Siniflara Ait Gériintii Sayist ve Hastalk
Tipi (Kaggle, 2021)

Hastalik Tipi Smif | Goriintii Sayisi
Bakteri Lekesi 1 2127
Erken Yamklik 2 1000
Saglikly 3 1591
Geg¢ Yaniklik 4 1909
Yaprak Kalibi 5 952
Septoria Yaprak Lekesi 6 1771
Hedef Nokta 7 1404
Mozaik Virtisii 8 373
Sart Yaprak Kwvrilma Viriisti 9 5357
Oriimcek Akarlart 10 1676
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Bu caligmada kullanilan veri seti 18160 goriinti ve 9
hastalikli ve 1 saglikli olmak iizere toplam 10 smiftan
olusmaktadir. \Veri seti 2127 tane bakteri lekesi, 1000 tane erken
yaniklik, 1591 tane saglikli, 1909 tane ge¢ yaniklik, 952 tane
yaprak kalibi, 1771 tane septoria yaprak lekesi, 1404 tane hedef
nokta, 373 tane mozaik viriisii, 5357 tane sar1 yaprak kivrilma
virlisii ve 1676 tane oriimcek akarlar1 yaprak goriintiilerinden
olugmaktadir. Caligmada kullanilan veri setinde bulunan siniflara
ait goriintli sayilar1 ve hastalik tipi Tablo 1°de verilmistir.

3.2. Oznitelik Cikartma

Yapisal olmayan verilerde 6znitelik ¢ikartma islemi yapmak
icin bu verilerin matematiksel formda yapilara, yani niimerik

degerlere  doniistiiriilmesi ~ gerekmektedir. Ozellik  ¢ikarim
islemlerini gergeklestirebilmek i¢in Oncelikle yapisal olmayan
veriler algoritmalar tarafindan anlagilabilecek temsillere
doniigtiirtilir.  Daha  sonra  oOzellik  ¢ikarimi  islemleri

yapilir. Cesitli metotlarla gorsellerdeki 6zellikleri (features)
gikaran ve onlar1 smiflandran  CNN  mimarileri  farkli
katmanlardan olusmaktadir. Bu mimariler ile etkili ve verimli
sonuglar almabilir. Calismada AlexNet, DenseNet-201,
GoogleNet, MobileNet, ResNet-101 ve ShuffleNet mimarileri
kullanilarak dogruluk oranlar1 analiz edilmistir. Yapilan
analizlerden sonra dogruluk orami yiiksek olan DenseNet-201,
ResNet-101 ve ShuffleNet o6n egitimli ag mimarileri
birlestirilerek 6zellik ¢ikarimi yapilmustir. Sekil 3’te Onerilen
yaklagimda kullanilan yontemle 6zellik ¢ikarimi gosterilmistir.

3.2.1. Evrisimli Sinir Aglart (Convolutional Neural
Network — CNN)

Evrigimli sinir aglart (CNN) ¢ok katmanli algilayicilarin bir
tiiridiir. En etkili ve dogruluk oranmi yiiksek sonuclar alindigi
icin ozellikle goriintii isleme alaninda daha ¢ok kullanilmaktadir.
(Tufekgi & Karpat, 2019).

CNN  mimarileri ¢ok katmanli bir yapiya sahiptir.
Goriintiiler iizerinde daha hizli ve dogruluk orami yiiksek
sonuglarla siniflandirma islemi yapilmasini saglamaktadir. CNN
mimarilerinde bulunan temel katmanlar Girig, Evrigim Katmant,
Havuzlama Katmani ve Siniflandirma (Tam baglantili katman)
katmanidir. CNN mimarisi ve katmanlar Sekil 5’te verilmistir.

[0 Bakteri Lekesi
[ Erken Yamkick
O sagikn

[ Geg Yamitsk
O Yaprak Kahbr
[ Septoria Yaprak,
Lokest
O yedefokta
: O Mozaik virisi
o [0} Sert Yaprak
Komilma Virisi
oonesame  TAMBASY [ Gpimcet Akarid)
YATMAN

\ P LN )
¥

SINIFLANDIRMA

OZNITELIK CIKARIMI

Sekil 5. CNN mimarisi ve katmanlar

Bu c¢alismada AlexNet, DenseNet-201, GoogleNet,
MobileNet, ResNet-101 ve ShuffleNet 6n egitimli Evrigimli
Sinir Ag1 modelleri ile siniflandirma ¢alismasi yapilmustir.

3.2.2. Mimari Birlestirme

Bu c¢aligmada CNN modellerinden DenseNet-201, ResNet-
101 ve ShuffleNet 6n egitimli ag mimarileri kullanilarak 18160
domates  yapragi  gorintiisinden 3000 tane Oznitelik
cikartilmigtir. Elde edilen o6znitelikler MATLAB R2021b
uygulamasinda birlestirilip karma (hibrit) bir Evrisimli Sinir Ag1
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modeli olusturulmustur. Sekil 3’te Evrigimli Sinir Ag1 modelinin
birlestirilmis hali gosterilmektedir.

Sekil 6°da Mimariler birlestirildikten sonraki veri seti sinif
dagilimi ve siniflar gosterilmistir.

Predictors
X: | column_1 v

Y: | column_2 v

Classes

Show  Order

H

-~ ® ;B w R

®

KHH\\\\\
©

o [

<]

Sekil 6. Mimariler birlestirildikten sonraki veri seti sinif dagilimi
ve siniflar

3.3. PCA Metodu ile Boyut indirgeme

Jolliffe, PCA (Principal Component Analysis) verideki
onemli Orilintiileri ortaya c¢ikartan ve veriyi analiz etmek igin
kullanilan istatistiksel bir yontemdir (Jolliffe, 2002).

Oksiiz ve ark., PCA metodu biiyiik boyutlu bir veri setini
daha diisiik boyutlu bir veri seti haline getirir. Bu yontemde en
biiyiik 6zdegere sahip olandan en diisiik 6zdegere sahip olana
dogru siralanir. istenilen degisimi yakalayan sayida &zvektor
secildikten sonra bir dogrusal doniisiim yapilir. (Oksiiz ve ark.,
2020).

Bu c¢alismada, elde edilen hibrit CNN mimarisi ile
Oznitelikleri ¢ikartilmig domates yapragi goriintiilerine PCA
teknigi uygulanmistir. 18160 goriintiden 3000 Oznitelik
cikartilmig iken PCA ydntemi uygulandiktan sonra dogruluk
oran1 en yiksek sonu¢ alindigi gozlemlenen 1500 Oznitelik
boyutuna indirgenmistir. Sekil 3’te DenseNet-201, ResNet-101
ve ShuffleNet modelleri birlestirildikten sonra PCA uygulanmig
hali gosterilmektedir.

3.4. Destek Vektor Makineleri (SVMs)

Farkli ¢ekirdek fonksiyonlarina sahip Destek Vektor
Makineleri, verileri 6zellik alanina yansitarak ve daha sonra
optimal ayr1 hiper-diizlemi bularak dogrusal olmayan bir
problemi dogrusal olarak ayrilabilir bir soruna doniistiirebilir. Bu
yontem baglangicta iki simf problemleri ¢6zmek igin
Onerilmigtir. Daha sonra, bu teknigi ¢ok sinifli siniflandirma
problemlerine genisletmek icin birkag stratejinin Onerilmistir
(Vapnik, 1995).

On isleme ve 6zellik (6znitelik) ¢ikartma adimlart bittikten
sonra, el yazis1 basamakli goriintiilerin siniflandiriimast SVM
smiflandiricisi tarafindan gergeklestirilir. SVM siniflandiricisinin
egitimi, matris formunda depolanan 6zellik vektorleri alinarak
yapilmistir. Sakinin testi, egitim sonucu kullanilarak yapilmustir.
Hibrit CNN SVM modelinde, otomatik olarak olusturulan
ozellikler el yazisi basamak veri kiimesini egitmek ve test etmek
icin SVM modiiliine aktarilir. MNIST’in test verileri benzer
sekilde onceden islenir ve daha sonra siniflandiriciy test etmek
i¢in kullanilir (Ahlawat & Choudhary, 2020).
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Sekil 7°’deSVM'nin asil olarak ihtiyaci olan, pozitif drnekler
smifin1 negatif Srnekler sinifindan ayirt etmek igin en bilyiik
marj1 olan hiper-diizlemi bulmak oldugu goriilmektedir.

Positive
hyperplane Max Margin
v Support vectors
Negative
wix+b=1
w/x+b=0
wix+b=-1

Sekil 7.SVM ile siniflandirma
3.4.1. Cubic SVM

Siinnetci ve ark., 137 COVID-19, 90 normal ve 90 pnémoni
kisilerden alinan goriintiilerden olusan  veri seti {izerinde
AlexNet CNN mimarisi kullanmiglardir. Her goriintii i¢in 1000
ozelligi ¢ikartilmistir. Kiibik destek vektor makinesi (Cubic
Support Vector Machine, Cubic SVM) siniflandiricist
kullanilarak % 95.27 dogruluk elde etmislerdir (Siinnetci ve
ark., 2021).

Bu ¢alismada domates yapraklari hastaliklarinin tespiti ve
smiflandirilmast igin diger siniflandirict yontemleri sonuglari
gozlemlenmis ve en basarili dogruluk sonucu alinan Kiibik
Destek Vektor Makinesi (Cubic SVM) Siiflandiric ve One-vs-
All multi-class metodu (teknigi) kullanilmigtir.

3.5. Model Performans Ol¢iim Metrikleri

CNN mimarileri ile egitilen veri setlerinin dogru
smiflandirma oranini  hesaplamak i¢in Hata (Karmasiklik)
matrisi kullanilir. Hata (karmagiklik) matrisinde tahmin edilen ve
gercek degerlerin Gergek pozitif (True Positive-TP), Yanlis
pozitif (False Positive-FP), Yanlis negatif (False Negative -FN)
ve Yanlis negatif (True Negative-TN) parametreleri verilir.
Dogruluk, duyarlilik, kesinlik ve F-score bu parametrelerle elde
edilir. Siniflandirma dogruluk oranlar1 Tablo 2’de gosterilen hata
matrisinde belirtilen 6l¢iimler ile hesaplanmaktadir.

Hata matrisi terimlerinin anlamlar1 asagidaki gibidir:

v' True Positive (TP): Pozitif sinifa ait olan ve smiflandirici
tarafindan dogru sekilde siniflandirilan veri kiimeleridir.

v" True Negative (TN): Siniflandirict tarafindan dogru olarak
smiflandirilan negatif sinifa ait veri kiimesidir.

v False Positive (FP): Negatif sinifa ait oldugu halde yanlis
smiflandirilir ve pozitif sinif olarak tanimlanir.

v’ False Negative (FN): Gergekte pozitif sinifa ait oldugu halde
negatif sinif olarak tanimlanir.

Tablo 2. Hata (Karmasikiik) matrisi

Hata Tahmin Edilen
Matrisi 1 (Positive) 0 (Negative)
Gergek 1 True Positive (TP) False Positive (FP)

o

False Negative (FN) True Negative (TN)
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Olusturulan model iizerinde yapilan smiflandirma
performansini belirlemek igin hata matrisi kullamilarak metrikler
asagidaki denklemlerdeki gibi hesaplanir.

Dogruluk (Acc) = % 1)
Kesinlik (Pre) = (TPTIFP) (2)
Duyarlilik(Rec) = (TP:PFN) (3)

F — score = 7  Ucesintilrduyariuliio @)

(kesinlik+duyarlilik)

Smiflandirma problemleri i¢in 6nemli olan diger performans
metrigi de ROC egrisidir.  ROC egrisinde hatasiz olan
incelemede egri (0,0), (0,1) ve (1,1) noktalarindan geger. En
hatali olan ROC egrisi (0,0) dan (1,1) noktalarindan geger. Bu iki
egriye gore degerlendirmeler yapilir (Hoo ve ark., 2017). TP
degerinin FP degerine orant ROC egri grafigini gostermektedir.
ROC egrisinin altinda kalan alan (AUC) degerini verir. Bu
degerin 0’dan 1’e dogru yaklasmasi pozitif degerlerin negatif
degerlerden basarili bir sekilde ayrildigi anlamma gelir
(Chaovalitwongse vd., 2007).

4. Deneysel Sonuglar ve Tartisma

Bu  c¢alismada  domates  yapragi  hastaliklarinin
smiflandirilmas: i¢in Materyal ve Metot boliimiinde belirtilen
veri seti tizerinde DenseNet-201, ResNet-101 ve ShuffleNet on
egitimli a§ mimarileri birlestirilerek uygulandiktan sonra PCA,
Cubic SVM Cubic SVM siniflandirici ve One-vs-All Cok Sinifli
bilesen yontemleri uygulanmistir. Bu c¢aligmada ayrica Cross-
Validation yontemi ile 10 katli bir ¢apraz dogrulama islemi
gergeklestirilmigtir.

Oncelikle genel erisime agik Kaggle domates yaprag
goriintiilerinden olusan veri seti tlizerinde AlexNet, DenseNet-
201, GoogleNet, MobileNet, ResNet-101 ve ShuffleNet CNN
mimarileri uygulanmistir. Her bir model igin 1000°er 6znitelik
elde edilmistir. Tablo 3’te AlexNet, DenseNet-201, GoogleNet,
MobileNet, ResNet-101 ve ShuffleNet CNN mimarileri
simiflandirma dogruluk oranlar1 analiz edilmistir. Her bir
mimaride dogruluk orani en yiiksek siniflandiricinin Cubic SVM
oldugu gozlemlenmistir.

Tablo 3. AlexNet, DenseNet-201, GoogleNet, MobileNet,
ResNet-101 ve ShuffleNet CNN mimarileri siniflandirma
dogruluk oranlart (%)

CNN Mimarileri Cubic SVM
AlexNet 93.5
DenseNet-201 97.1
GoogleNet 91.0
MobileNet 94.5
ResNet-101 97.4
ShuffleNet 96.6

Daha sonra dogruluk orani en yiiksek DenseNet-201,
ResNet-101 ve ShuffleNet CNN mimari modelleri birlestirilerek
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uygulanmis ve bu mimarilerin 3000 Gznitelik ¢gikarilmig ve veri
seti olusturulmustur.

Model 1

1| 217 1 2 2 1 3 1
2| 7 938 14 2 5 27 1 6
3 1576 ’ 13 1 1
4 1 17 2 1878 4 2 4 1
0
45 3 2 929 5 2 1
5]
o
26 4 6 1 1 3 1744 9 1 2
7| 1 6 1 7 1367 1 21
8 3 68 2
10 1 20 1855
1 2 3 4 5 6 7 8 9 10

Predicted Class

Sekil 8. DenseNet-201, ResNet-101 ve ShuffleNet birlestirilmis
CNN mimarisinin Karmasiklik Matrisi

DenseNet-201, ResNet-101 ve ShuffleNet birlestirilmis
CNN mimarisinin Karmagiklik Matrisi Sekil 8’deki gibidir.
DenseNet-201, ResNet-101 ve ShuffleNet birlestirilmis CNN
mimarisinin dogruluk orani %98.6 bulunmustur. DenseNet-201,
ResNet-101 ve ShuffleNet birlestirilmis CNN mimarisinin ROC
Egrisi Sekil 9’daki gibidir.

Model 1

¥ (0.00.1.00)

08

)
P4

AUC = 1.00

True positive rate
(=}
&

02

® Current classifier

o 0.2 04 06 08 1
False positive rate

Sekil 9. DenseNet-201, ResNet-101 ve ShuffleNet birlestirilmis
CNN mimarisinin ROC Egrisi

Olusturulan veri setine PCA ile boyut indirgemesi yapilarak
Oznitelik sayis1 1500’e indirilmistir. Yapilan analizlere gore
mimariler iizerinde dogruluk orani en yiiksek ¢ikan Cubic SVM
simiflandiricist ve One-vs-All ¢ok simifli bilesen metodu
uygulanarak %99.2 dogruluk oranina ulagilmistir. Sekil 10’da
DenseNet-201, ResNet-101 ve ShuffleNet birlestirilmis CNN
mimarisinin PCA ile boyut indirgenmesi yapilarak, Cubic SVM
siiflandiric1 ve One-vs-All ¢ok sinifli bilesen metodu ile olusan
Karmagikhik  Matrisi  gosterilmistir.  Onerilen  ydntemin
simiflandirma performansini siif bazinda degerlendirmek {izere
metrikler {izerinden elde edilen deneysel sonuglar Tablo 4’te
verilmistir.
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Model 1
1 212 1 1 2 2
2 5 954 1 17 3 4 12 1 3
3 1586 3 1 1
4 11 2 1890 2 1 2 1
]
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0
S
g 6 2 1 1 1762 4 1
7 1 4 3 6 1372 2 1 15
8 1 372
9 5353 4
10 1 9 1 1665
1 2 3 4 5 6 7 8 9 10

Predicted Class

Sekil 10. DenseNet-201, ResNet-101 ve ShuffleNet
birlestirilmis CNN mimarisinin PCA ile boyut indirgenmis
halinin karmasiklik matrisi

Sekil 11°de onerilen modelin gergek pozitif (TPR-True
Positive Rates) ve yanlis negatif oranlarimin (FNR-False
Negative Rates) karmasiklik matrisi gosterilmistir.

Model 1
1 0.0% 0.1% 0.1% 0.3%
2 01% | 1.7% | 0.3% | 04% | 12% | 0.1% 0.3% 46%
3 02% 0.1% | 0.1% 0.3%
4 06% | 0.1% QEEls-E 0.1% | 01% | 0.1% 0.1% 1.0%
ﬁ 5 0.1% 99.4% 0.1% 0.1% | 0.1% 0.6%
0
g
E 6| 01% | 01% 0.2% 0.5%

7| 01% | 03% | 02% 23%

0.3%

0.1%

10 0.1% 0.7%

FNR
Predicted Class

Sekil 11. Onerilen modelin TPR ve FNR oranlari

Sekil 12’de pozitif tahmin degerleri (Positive Predictive
Values-PPV) ve yanlis kesif oranlar1 (False Discovery Rates-
FDR) gosterilmistir.
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Model 1

True Class

99.3%

FDR| 04% 20% 0.4% 0.9% 06% 0.7% 24% 1.1% 0.1% 14%

1 2 3 4 5 6 7 8 9 10
Predicted Class

Sekil 12. Onerilen modelin PPV ve FDR oranlari

Sekil 13°te onerilen yontemin siniflara gére ROC egrileri
gosterilmistir. 3. Bolimde c¢alismada kullanilan veri setindeki
sinif numaralarina karsilik gelen hastalik tipi Tablo 1°de
verilmigtir.

5. Sonuclar

Bu calismada domates yapragi hastaliklarinin etkili bir
seklide tespit edilebilmesi i¢in Cubic SVM algoritmasit ve One-
vs-All ¢ok sinifli bilesen metodu kullanilarak smiflandirma
dogrulugunun artirtlmasi amacglanmisti. Bu kapsamda CNN
mimarisinden ~ DenseNet-201+  ResNet-101+  ShuffleNet
mimarileri kullanilarak domates yapragi goriintiilerinden
smiflandirmada kullanilacak 6znitelikler elde edilmistir. Elde
edilen bu Oznitelikler PCA yodntemi ile boyut azaltma islemi
yapilarak en yiiksek dogruluk orani elde edilmistir. Onerilen
yontemden onceki mimarilerde tek tek incelendiginde dogruluk
orani bireysel olarak en yiiksek %97,4 iken Onerilen yontemle
dogruluk orani %99,2 olmustur.

Yapilan analizler sonucunda elde edilen deneysel sonuglar,
Cubic SVM smiflandiricisinin - dogru  parametreler  ve
optimizasyon yardimiyla yiiksek siniflandirma dogruluguna
ulastigi goriilmektedir. Ayrica boyut indirgeme metodu ile de
maliyet ve zamandan tasarruf edildigi goriilmistiir. Yapilan
¢aligmalar sonucunda siniflandirma isleminin dogru parametreler
yardimiyla  yiiksek  dogruluk  oranlar1 elde edilecegi
gozlemlenmistir. Ayrica diger smiflandiricilar gibi Cubic SVM
smiflandiricisinin da domates yapragi hastaliklarinin teshisinde
onemli ve etkili bir tespit yontemi oldugu sdylenebilir.
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Tablo 4. Oznitelik ¢cikarim yontemi ve siniflandiriciya gore dogruluk, kesinlik, duyarhiik ve F1 (%) sonuglar

Yéntem Oznitelik Sayis1  Simiflandirica  Simif Adi Acc Pre Rec Fi1
Bakteri Lekesi 99,92 99,71 99,62 99,67
Erken Yaniklik 99,64 95,40 98,04 96,70
DenseNet-201, Saghkl 99,93 99,68 99,62 99,65
Rer?Nf?It_lol ve Ge¢ Yamiklik 99,79 99,00 99,05 99,03
ShuffleNet + Yaprak Kalibi 99,93 99,36 99,36 99,36
_PCA 1500 CSVM Septoria Yaprak Lekesi 99,87 99,49 9926 99,37
(Oizerilen Hedef Nokta 99,63 99,72 97,58 97,65
Yontem) Mozaik Viriisii 99,97 99,73 98,93 99,33
Sart Yaprak Kivrilma Viriisii 99,93 99,92 99,86 99,89
Oriimcek Akarlart 99,80 99,34 98,57 98,95
Agirhkl Ortalama 99,84 98,93 98,99 98,96

Class: 1-ROC Egrisi Class: 2-ROC Egrisi

Megn 1 oot

Class: 6-ROC Egrisi Class: 7-ROC Egrisi

Class: 3-ROC Egrisi

Class: 8-ROC Egrisi

Class: 4-ROC Egrisi Class: 5-ROC Egrisi

Messs e

Class: 9- ROC Egrisi Class: 10-ROC Egrisi

Sekil 13. Onerilen yontemin smiflara gore ROC egrileri
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