Avrupa Bilim ve Teknoloji Dergisi European Journal of Science and Technology
Ozel Say1 37, S. 21-27, Haziran 2022 P, Special Issue 37, pp. 21-27, June 2022

© Telif hakki EJOSAT a aittir - v | Copyright © 2022 EJOSAT
Arastirma Makalesi www.ejosat.com [SSN:2148-2683 Research Article

a
“ 4

Oznitelik-Odakh Sensor Verisi Bazli Ucak Motorlar1 Geriye Kalan
Faydah Omiir Tahminleme
Kemal Caglar Girgin'", Cemil Zalluhoglu®

1 Hacettepe Universitesi, Bilisim Enstitiisii, Ankara, Tiirkiye, k.caglar.girgin@gmail.com
2 Hacettepe Universitesi, Miihendislik Fakiiltesi, Bilgisayar Miihendisligi Bélimii, Ankara, Tiirkiye (ORCID: 0000-0001-8716-6297), cemilzalluhoglu@gmail.com

(5" International Symposium on Innovative Approaches in Smart Technologies— 28-29 May 2022)
(DOI: 10.31590/ejosat.1125433)

ATIF/REFERENCE: Girgin, K. C. & Zalluhoglu, C. (2022). Oznitelik-Odakli Sensor Verisi Bazli Ugak Motorlar1 Geriye Kalan
Faydali Omiir Tahminleme. Avrupa Bilim ve Teknoloji Dergisi, (37), 21-27.

Oz

Ugak motorunun durumu, ugagin giivenligini, ucus kalitesini ve c¢alismasini dogrudan etkiler. Ugak motorlart i¢in belirti izleme
faaliyetleri, motorun kalan faydali 6mriinii tahmin etmek i¢in bir 6nceden 6nlem alinmasim saglayabilecek bir avantaj yaratabilir.
Ugak motoru yapilari hem soyut hem de somut bilesenlerle karmasik oldugundan, motor faaliyet bozulma siirecini gdstermek oldukca
zahmetlidir. Bu yazida, kalan faydali 6miir tahmini dogrulugunu iyilestirmek icin 6znitelik odakli ¢erceve gelistirilmistir. Bu cergeve,
motorlardan gelen gereksiz duyusal girdileri ortadan kaldirir ve hesaplama maliyetlerini diisiiriir. Bir uygulama 6rnegi olarak, sensor
verilerine dayali olarak ugak motorunun kalan faydali dmriinii tahmin etmek i¢in gelistirilmis 6znitelik odakli ¢ergeve kullanilmistir.
Sonugclar, diger yontemleri uygulamadan dnce, bir¢ok girdi 6zelligine sahip sistemlerin, maliyeti diisiirmek i¢in 6zellik uyarlama
prosediirlerine ihtiya¢ duydugunu, ancak kalan faydali 6mrii tahmin etmek i¢in kesinligi artirdigin1 gostermektedir.

Anahtar Kelimeler: Ugak Motor, Veri Madenciligi, Makine Ogrenmesi, Destek Vektor Makineleri, Lojistik Regresyon, Dogrusal
Regresyon, NASA Turbofan Veri Seti, Oznitelik Se¢gme, PCA

Feature-Oriented Remaining Useful Life Prediction of Aircraft
Engines Based on Sensor Data

Abstract

Aircraft engine’s condition straightforwardly influences the security, unwavering quality, and operation of the aircraft. Prognostics
and wellbeing administration for aircraft engines can give a advantage to estimate the remaining useful life of the engine and can
enable to take precautionary actions in advanced. Be that as it may, aircraft engine frameworks are complex with both intangible and
dubious components, it is troublesome to demonstrate the complex degradation process. In this article, the remaining useful life
estimation is developed to improve feature -oriented framework. This frame eliminates unnecessary sensory inputs from engines and
reduces calculation costs. As an application example, the developed feature -oriented frame has been used to estimate the remaining
use of the aircraft engine based on sensor data. The results show that before applying other methods, systems with many input
characteristics need feature adaptation procedures to reduce costs, but increase the certainty to estimate the remaining useful life.

Keywords: Aircraft engine, data mining, machine learning, support vector machines, logistics regression, linear regression, nasa
turbofan data set, attribute selection, PCA
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1. Giris

Modern havacilik teknolojisinin hizli geligimi, giivenilirlik
ve kalite endeksleri i¢in daha yiiksek 6n kosullara sahip, giderek
daha karmasik mimarilere sahip olan ugak sistemlerine yol
agcmaktadir. Bu kapsamda, ugagin sahip oldugu motor birgok
faktore gore genel giivenligi, isletimi ve bakimi dogrudan
etkilemektedir.

Erken teshis ve saglik izleme yetenekleri, sadece ugak
motorlarinda degil, performans gozetimlerini saglayacak birgok
ozellige sahip tim motorlarda giderek daha ©nemli hale
gelmektedir. Motorlardan ariza erken teshis ve saglik izleme
bilgilerini elde etmek igin, teknik elemanlarin motorlarla ilgili
titresim, yag sicakligi, motor sicakligi, likidite seviyesi vb. gibi
verilere ulagsmas1 gerekmektedir. Bu nedenle, ucak motorunun
kalan faydali dmriiniin 6nceden tahmin edilerek arizalanmamasi
veya ilgili Onlemlerin 6nceden alinmasi icin sadece Onemli
sensor ¢ikis verilerinin alinmasi biiyiik onem arz etmektedir.

Kalan faydali omiir (RUL) tespiti i¢in mevcut bir¢ok
yontemden 6znitelik odakli olan yontemler, basarili tahminleme
konusunda en umut verici olan yontemler olarak kargimiza
¢ikmaktadir. Bir ugak motorunun RUL'unu tahmin etmeye
calisirken 6nemli sayilabilecek birgok faktér bulunmaktadir.
Model gelistirme igin ilk O6nemli kural verilere nasil
yaklagilacagi ve degerlendirileceginin belirlenmesidir. Modeller
bu ifade etrafinda gelistirileceginden, neyin hedeflendigini
anlamak ¢ok 6nemli olmaktadir.

Bu calismada segcili bir veri setine 6znitelik odakli bir yap1
kurularak, farkli makine Ogrenmesi algoritmalari kullanilarak
modellerin egitilmesiyle ugak motorunun geriye kalan faydal
Omiir siiresi tahminleme analizinin ne oranda basarili bir sekilde
yapabildigi arastirilmaktadir. Ornek caligmalarin bazilarinda
kullanilan bu yap1 arastirilarak, bu ¢alismada daha gelismis ve
hizli bir yap1 kurulmaya calisilmaktadir. Kurulan yapi, ¢ok
sayida sensOr Dbilgisinden ¢ikarilabilecek 6nemli verilerin
toplamini en iist diizeye ¢ikarmay1, hem deneyime dayali hem de
veriye dayali yaklagimlari entegre etmeyi amaglamaktadir.

2. Materyal ve Metot

2.1. Tigili Calismalar

Ugak motor RUL tahminleme konusunda gergeklestirilen
¢ok sayida calisma bulunmaktadir. Bunlardan bazilar1 dogru
tahminlemeye ulasmak igin Oznitelik Ozelliklerine [1-3]
odaklanirken, bazilari ¢alisan ve arizali motorlar arasindaki gegis
durumlarina odaklanmaktadir [4-6]. Bu calismalarin amaci,
arizalar hakkinda oOnceden uyari saglamak, sistem Omriinii
uzatmak ve aralikli arizalar1 6nceden teshis etmektir.

Ugak motorlar1 kalan faydali 6miir iizerine literatiirde yapilmis
¢alismalarin bazilari raporun bu kisminda listelenmektedir:

Xu vd. [1] caligmasinda, sistem durumu tahmin dogrulugunu
gelistirmek i¢in prognostik ve saglik yonetimi odakli bir entegre
fiizyon prognostik cercevesi gelistirilmektedir. Bu c¢ergeve,
izleme sensOril verilerini stratejik olarak birlestirmektedir ve
ilgili smirlamalarint  azaltirken veriye dayali prognostik
yaklagimin ve deneyime dayali yaklasimin giiclii yanlarini
biitiinlestirmektedir.

Javed vd. [4] caligmasinda, basarisizlik prognostigini
iyilestirmek igin yeni bir yaklasim &nermektedir. Ozetle,
onerilen prognostik model, yipranma davranisi tahmin etmek,
yipranan makinelerin durumlarini otomatik olarak belirlemek
igin bir Toplama Dalgac1g1 Asirt Ogrenme Makinesi (SWELM)
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ve Cikarici-Maksimum Entropi Bulanik Kiimeleme (S-MEFC)
olmak tizere iki yeni algoritmay biitinlestirmektedir.

Wang vd. [7] calismasinda, Kalan Faydali Omrii(RUL)
tahmin etmek i¢in benzerlige dayali bir yaklasim sunulmaktadir.
Yaklagimda, 6zellikle tasarlanmig bir sistem ic¢in bol miktarda
calismadan-arizaya verinin mevcut oldugu durumlar igin
uygunlugu belirtilmigtir. Ayni sistemin birden ¢ok biriminden
gelen veriler, c¢aligmanin bozulmas1 seklinde olusturulan
kaliplarin kitapligini olugturmak igin kullanmaktadir. Bir test
biriminin RUL’u tahmin edilirken, test biriminden gelen veriler
kitapliktaki bu kaliplarla eslestirilmekte ve bu eslesen birimlerin
kalan gergek Omrii tahminin temeli olarak kullanilabilecektir.
Sonuglar, benzerlik temelli yaklasimm RUL tahminini
gerceklestirmede cok etkili oldugunu gdstermektedir.

Liu vd. [8] ¢aligmasinda, sensor teknolojisinin hizli geligimi
ve bir miihendislik sisteminin durumunu izlemek igin birden
fazla sensoriin kullanilmasina deginerek kalan kullanim émriini
tahmin etmedeki dogrulugunu gelistirmek amaciyla birden fazla
sensorden gelen veriyi entegre edebilen metodolojiler
gelistirmenin 6nemini vurgulamaktadir. Bu c¢alismada, ¢oklu
bozulma tabanli sensdr verilerinin birlestirilmesi yoluyla
sistemin performansini karakterize etmek i¢in birlesik bir saglik
endeksi olugturmak i¢in bir metodoloji sunulmaktadir. Bu
metodoloji, geligsmis bir bozulmaya dayali modele yol

acan veri se¢imi, veri isleme ve veri birlestirme adimlarini
igermektedir.

Moghaddass vd. [9] calismasinda, etkin prognostik ve
sistem durumu yo6netimi (PHM) ¢ercevesi araciligiyla arizalarin
ve arizalarin zamaninda tespitinin, yikici arizalart 6nlemek ve
sistemlerin genel bakim maliyetini en aza indirmek i¢in proaktif
olarak programlanabilecek uygun bakim eylemlerine yol
acabilecegine deginilmektedir. Calismada, go6zlemlenemeyen
bozulma altinda mekanik sistemlerin ¢evrimigi teshisi ve
prognostiginin pratik zorluklarma deginilmektedir. ilk olarak,
¢ok durumlu bir bozulma yapisinin unsurlart  gdézden

gecirilmektedir ve ardindan bir model seg¢im ¢ercevesi
tanitilmaktadir.  Cevrimi¢i  teshis ve  prognostik igin
kullanilabilecek ~ 6nemli  dinamik  performans  dlgiileri
tanitilmaktadir.

Tamilselvan vd. [10] ¢alismasinda, derin inang ag1 (DBN)
kullanan yeni bir “cok sensorlii saghk tam1 yOntemi”
sunulmaktadir. DBN, hizli ¢ikarim, daha zengin ve daha yiiksek
dereceli ag yapilarini kodlama yetenegi gibi vaat ettigi
avantajlart nedeniyle son zamanlarda makine Ogreniminde
popiiler bir yaklasim haline gelmektedir. DBN, birden ¢ok
yigilmis kisith Boltzmann makinesiyle hiyerarsik bir yap1
kullanmaktadir ve katmanlar ardigik 6grenme siireci boyunca
caligmaktadir. DBN tabanli durum siniflandirmasint kullanan
onerilen ¢ok sensorlii saglik tan1 metodolojisi birbirini takip
eden 1iic asamada yapilandirilabilmektedir: ilki, saglik
durumlarinin tanimlanmasi ve DBN egitimi ve testi i¢in duyusal
verilerin On islenmesi; ikincisi, dnceden tanimlanmis saglik
durumlarinin teshisi icin DBN tabanli smiflandirma modelleri
gelistirmek; tglinclisii, duyusal veri setini test ederek DBN
siiflandirma modellerini dogrulanmasidir.

Javed vd. [11] c¢alismasinda, Ogrenme  siiresini
siirlandirirken ve rastgele baslatma prosediiriiniin  etkisini
azaltirken, dogruluk ve genelleme performanslari saglayan yeni
bir baglanti ag yapist olan Summation Wavelet Extreme
Learning Machine (SW-ELM) onerilmektedir. SW-ELM, hizl
toplu Ogrenme igin Extreme Learning Machine (ELM)
algoritmasim1  temel almaktadir, ancak gizli katman
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diigtimlerinde ikili etkinlestirme islevleri bulunmaktadir. Bu,
dogrusal olmayan durumlarla verimli bir sekilde basa ¢ikmay1
gelistirmektedir. Dalgaciklarin (gizli diigiimlerin) ve sinir ag1
parametrelerinin (girig-gizli katmanin) baslatma asamasi, veriler
modele sunulmadan 6nce gerceklestirilmektedir. Tiim 6nerme,
zaman serisi uygulamasiyla ilgili ii¢ konuda testler
gerceklestirilerek gosterilmektedir ve tartisilmaktadir.

2.2. Oznitelik Odakh Yaklasim Yapisi

Bir¢ok veri uygulamasinda, 6zniteliklerin 6nemi ve katkilar1
model gelistirmede ¢ok 6nemli bir rol oynamaktadir. Makine
O0greniminde, veri kiimesinin karmasikliginin iistesinden gelmek
ve etkili modeller olusturmak i¢in en iyi Oznitelikleri analiz
etmek ve segmek icin ¢esitli yontem tiirleri bulunurken, derin
O0grenme gibi daha gelismis uygulamalarda olusturulan yapi,
saglanan veri kiimesinde en uygun 6zellikleri bulmaktadir. Yine
de derin 6grenme modelinin gereksiz girdilerle beslenmesi,
maliyet sorunlar1 yaratabilmektedir ve yiiksek hesaplama
durumundan dolay1 gereksiz zaman harcanmasima neden
olabilmektedir.

Herhangi yararli bir bilgi igcermeyen Oznitelikler ile basa
¢ikmanin birden fazla metodu bulunmaktadir. Bu metotlardan
biri genellikle Oznitelik secimi digeri ise boyut azaltmadir.
Oznitelik segme metodolojisinde, makine 6greniminde degerli
bilgiler i¢eren en yararli 6znitelikleri segmeye yonelik en ¢ok
bilinen yontemler korelasyon matrisleri, varyans, ki-kare ve bilgi
kazanci yontemleridir.

Korelasyon yontemi, degiskenler arasindaki korelasyon
katsayilarin1 gosteren bir tablodur. Tablodaki her hiicre, iki
degisken arasindaki korelasyonu gostermektedir. Verileri
ozetlemek icin, daha geligmis bir analize girdi olarak ve gelismis
analizler igin bir teshis olarak bir korelasyon matrisi
kullanilmaktadir. Varyans, bir veri setindeki sayilar arasindaki
yayilmanin istatistiksel bir ol¢iimiinii ifade etmektedir. Daha
spesifik olarak, varyans, kiimedeki her sayinin ortalamadan ve
dolayisiyla kiimedeki diger her sayidan ne kadar uzakta
oldugunu olgmektedir. Ki-kare, iki degiskenin bagimsiz olup
olmadiginin incelenmesinde kullanilmaktadir. Bilgi kazanimu,
bir veri kiimesini bir gekilde doniistiirmenin entropisindeki
azalmay1 hesaplamaktadir.

Boyut azaltma metodolojisinde, makine 6grenmesinde en
¢ok bilinen yontemler genel olarak PCA, SVD ve LASSO'dur.
PCA, verilere dayal1 hiyerarsik bir koordinat sistemi kullanarak
veri kiimelerindeki istatistiksel varyasyonlari temsil etmeye
olanak tanimaktadir. SVD, veriye dayali bir Fourier doniisiimii
genellemesidir. LASSO ise Oznitelik se¢imi igin temsili bir
yontemdir.

Bilgi igeren Ozniteliklerin analiz edilmesi ile daha hizli
sonu¢ ve maliyet azaltma imkanlar1 karsimiza c¢ikmaktadir.
Fakat her zaman goriiniirde bilgi igeren Ozniteliklerin kullanimi
en optimal sonucu vermeyebilir. Ornegin 2 farkli &zniteligin
fazla bilgi icermedigi analiz sonucunda belli oldugunu
varsayalim. Fakat bu 2 6zniteligin birlestirilmesi ile olusturulan
sentez dzniteligi onemli bilgi igeriyor olabilir. Bu yiizden bu tip
islemlerin uygulanabilirliginden de haberdar olmak gereklidir.

Yukarida belirtilen yontemler tekil olarak kullanildig1 gibi,
entegre yontemler olarak da kullanilabilmektedir. Bu
arastirmada Dbelirtilen yontemlerden segilenler tekil olarak
uygulanarak etkileri gozlemlenmeye caligilmaktadir. Kurulan
yapinin  degerlendirilmesi  icin ise asagidaki modeller
kullamilmakta olup, skor olarak MAE ve R2 degerleri ele
almmaktadir:

e-ISSN: 2148-2683

e Dogrusal Regresyon,

e  Optimize Edilmis Dogrusal Regresyon,

e Dogrusal Support Vector Regression (SVR),

e Optimize Edilmis Dogrusal Support Vector Regression
(SVR),

e Optimize Edilmis Poly Support Vector Regression
(SVR),

e Optimize Edilmis RGF Support Vector Regression
(SVR).

2.3. Veri Seti Ozellikleri

Makine 6grenme tekniklerini kullanarak ugak motor Kalan
Faydali Omiir tahmini yapilabilmesi igin giivenilir kaynaktan
edilen bir veri seti olmasi gerekmektedir. NASA’nin Turbofan
motor bozulma veri seti, Ticari Modiiller Hava Tahrik
Sistemindeki model Simiilasyon (C-MAPSS) test yatagi [12]
simillasyonu tarafindan  birgok ariza ile sonuglanan
yoriingelerden olusmaktadir. Farkli sorunlardan ve 4 alt veri
kiimesinden olugan C-MAPSS veri kiimesi, veriye dayali
prognostiklerin gelistirilmesi i¢in iyi bir sekilde uyarlanmis
oldugu kanitlanmistir. Her alt veri kiimesi, kendi iglerinde belirli
motor sayisi igeren egitim ve test setinden olugsmaktadir. Her bir
motor  basingli  kompressorler,  tiirbinler, vb.  gibi
komponentlerden olugsmaktadir. Motor modelinin ana bilesenleri
ve simiilasyonda gesitli alt rutinlerin nasil birlestirildigine iliskin
akig semast Sekil 1'de sunulmaktadir.

Fap Combustor NI LPT

—

LPC  HPC N2

1

|-

— | ;ﬂjﬂ_

Sekil 1 — ()C-MAPSS'de simiile edilen motorun basitlestirilmis
diyagrami.(b)Simulasyondaki ¢esitli modiiller arasindaki baglantilar
gosteren diagram [13]

Dataset FDOO1  FDOO2  FDO03  FDOO4
Fault mode 1 1 2 2
Operational condition 1 6 1 6
Engines in train set 100 260 100 249
Engines in test set 100 259 100 248
Train minimum lifespan(cycles) 128 128 145 128
Train maximum lifespan(cycles) 362 378 525 543
Minimum test length{cycles) 31 21 38 19
Maximum test length(cycles) 303 367 475 486

Sekil 2 — C-MAPSS veri kiimesinin temel bilgileri[13]

Her bir motorun bozulma davraniglari, bir operasyonel
dongii periyodu boyunca 21 sensor ¢ikisindan drneklenen ¢ok
degiskenli zamansal veri noktalarma karsilik gelen yoriingeler
saglanarak temsil edilmektedir. Ayrintili olarak, her veri noktasi,
yalnizca sensor bilesenlerinin ¢alismasini kaydeden 21 sensor
sinyali degil, aymi zamanda c¢alisma ayarlarimi, motor
kimliklerini ve ¢alisma dongiisiinli de igeren bir anlik
gorlntiidiir. Sekil 2, hem tek operasyonel kosulu hem de birden
fazla operasyonel kosulu igeren dort alt veri kiimesinin bazi
temel bilgilerini 6zetlemektedir. Her motor saglikli bir hal ile
baglamaktadir ve sistem arizast vermeden Once belirli bir
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zamanda motor arizasi olugsmaya baslamaktadir. Sistemin ¢esitli
boliimlerinden toplanan veriler, bozulma zamaninda basing,
sicaklik, hiz gibi sensér Olgiimleri {izerindeki etkilerini
kaydetmektedir. Daha fazla ayrinti i¢in okuyucular [14]'e
basvurabilir. Sensor verileri dogrusal olmadigi, yiiksek diizeyde
giiriiltii icerdigi ve farkli genis zaman araliklarina dagildig igin,
RUL tahmini oldukga karmasik ve zor olmaktadir.

Sekil-2’de belirtilen 4 farkli veri alt kiimesinden, ¢alisma
kondisyonu olarak daha az, iizerinde analiz gergeklestirilmesi
daha uygun ve veri setini daha rahat tanima olanagi
sundugundan RUL analiz ve model calismalar1 icin FD0OO1 alt
veri seti segilmektedir. FDOO1 alt veri setine ait olan .csv uzantili
bu dosyalar agagida belirtilmektedir:

e train_FDO001

e test FDOO1

e RUL_FDO001

Egitim seti olarak train FDOO1 ve test seti olarak
test FDOO1 kullanilmaktadir. Egitim ve test setleri ile bilgi
Sekil-2’de verilmektedir. Egitim setinde RUL degeri rasgele bir
degerden baglamaktadir ve 0’a kadar birer olarak azalmaktadir.
Deger 0’a wulasinca ilgili motorun arizaya girdigini
gostermektedir. Test setinde ise RUL degeri 0’a kadar gitmeyip,
belirli rasgele bir degere kadar gitmektedir. Amag ise test
setindeki RUL’un ka¢ adim sonra arizaya gececegini, yani 0’a
gelecegini bulmaktir. Bu kesin deger ise RUL FDO00O1 setinde
bulunmasi gereken deger seklinde sunulmaktadir.

Veri kiimesine NASA sitesinden (NASA n.d.) [15]
ulasilabilinmektedir.

2.4. Yaklasim ve Uygulama

NASA Turbofan Motor Veri Setini analiz edebilmek ve
RUL tahminlemesi yapabilmek icin Python programlama dili
kullanilarak proje hazirlanmaktadir. Bu programin yazimi igin
Google Colab ortami Python 3.7.13 versiyonu kullanilmis olup,
alt boliimlerde bahsedilecek Python kiitiiphaneleri de gerektikce
kullanilmaktadir.
Projenin  Ozet
belirtilmektedir:
- 1lk adim hangi alt veri setinin kullamlacagini segmek
olmaktadir. Belirtildigi lizere sadelik ve anlagilabilirlik adina
FDO0O01 alt veri seti kullanilmaktadir.

- Alt veri kiimesi analiz ortamina yiiklenmektedir.

- Veri kiimesi veri analizine uygun yapida degilse uygun yapiya
getirilmektedir.

- Alt veri kiimesi u¢ degerler ve kayip degerler i¢in analiz
edilmektedir.

- Oznitelik siitunlarda siitun adlar1 kontrol edilmektedir. Yoksa
eklenmektedir.

- Egitim ve test verileri uygun formata getirilmektedir. Bunun
icin ulasilmaya caligilan degerler g6z oniinde bulundurulacaktir.
- Oznitelik  segimleri ve boyut azaltma metotlari
uygulanmaktadir.

- Daha sonra veri setindeki egitim verileri SciKit-Learn
kiittiphanesindeki makine 6grenmesi algoritmalari

titizlikle uygulanip, farkli parametrelerle iterasyonlara sokularak
modellerin sonuglari elde edilmektedir.

- Secilen algoritmalar test verileri ile karsilastirilarak, mutlak
sapma(MAE) ve model uygunlugu(R2) parametlerine bakilarak
en uygun Oznitelik-boyut indirgeme yontemi ile model
belirlenmektedir.

Bu agamalar Sekil 3’te gortilmektedir.

niteligini  tagiyan  asamalar1  asagida
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Sekil 3 — Proje Asamalar

2.4.1. Python Gelistirme Ortaminin Belirlenmesi ve
Hazirlanmasi

Analiz i¢in gerekli kodlar Google COLAB platformu
iizerinde yazilmistir. COLAB iizerinde mevcut Python siirimii
3.7.13’tiir.

2.4.2. Veri Setinin Hazirlanmasi

Gelistirme ortamu hazirlandiktan sonra, alt veri seti se¢ilerek
COLAB ortamina. csv uzantili dosyalar olarak eklenmektedir.
FDOO1 alt veri setine ait olan. csv uzantili bu dosyalar asagida
belirtilmektedir:

e train_FD001

o test FDOO1

e RUL_FDO001

Dosyalar COLAB ortamuina yiiklendikten sonra veri yapist
sekline ilgili kiitiphaneler ile getirilmektedir. Bu islem
sonrasinda Ozniteliklere iliskin belirleyici siitun basliklart
olmadigindan dolayi siitun adlandirma islemi yapilmaktadir.

2.4.3. Veri On Analizi Gergeklestirilmesi

Oznitelik siitun tanimlamasindan sonra degeri olmayan satir
ve siitunlar analiz edilmektedir. CSV formatindaki verinin son
stitununun bos veri igerdigi tespit edilmektedir ve son siitun
kaldirtlmaktadir.

Ardindan egitim seti asama(cycle) sayisi’nin en biiyiik
degeri, baslangictan baslayacak sekilde ve 0’a inene kadar
azalacak sekilde her bir motor numarast igin yeniden
diizenlenmektedir ve RUL siitunu olusturularak buraya
eklenmektedir. Test verisinde gercek sonug bilgisi RUL_FD001
veri dosyasinda oldugundan, buradaki hedef sonug, motor
numarast ile iligkilendirilerek RUL siitunu olusturularak buraya
eklenmektedir.

Egitim veri setinin aynm1 zamanda karaktersitikliklerini
gormek adina describe() fonksyionu ¢agrilmistir. Desribe
fonksiyonu veri setinde segilen her bir 6zniteligin ortalamasini,
standart sapmasini, yiizdelik dagilim agirligini ve Ozniteligin
veri setindeki minimum ve maksimum degerlerini gosteren
aciklayici bir fonksiyondur.

Yukaridaki gorsellerden goriildiigii lizere net bir sekilde
Setting3, S1, S5, S10 ve S16°da veriler degismemekte ve standart
sapma(std)’leri ¢ok diisik goziikmektedir. Bunun yaninda
Ozniteliklerin birbirleriyle olan korelasyonuna bakmak uygun
goziikmektedir. Sekil 5°de 0.7°den biiylik korerasyonlar
gosterilmektedir.
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Sekil 5-0.7 den biiyiik korelasyonlar

Yukaridaki sekilden goriildiigii iizere 0.8’den biiyiik olarak
yanstyan korelasyonlar (s14-59), (s11- s4), (s11-s7), (s11-s12),
(s4-s12), (s8-s13) ve (s7-s12)’dir. Bu bilgi 6znitelik se¢iminde
kullanilmaktadir.

%.4.4. Makine Ogrenmesi Regresyon Algoritmalart ve Oznitelik
Islemleri

Saglanan veri dosyalarinda egitim ve test veri setleri hazir
oldugundan herhangi bir ayirma yapilmamaktadir. Belirlenen
Oznitelikler ilgili verilerden c¢ikartilip veya boyut indirgeme
yapilip, farkli modellere sokulmaktadir. Algoritmasal bazda
dogrusal tahminleyici algoritmalar se¢ilmektedir. Bundaki temel
neden verinin siirekli bir yapiya sahip olmasi ve net bir deger

bulma amacindan kaynaklanmaktadir. Kullanilan
modellemelerde asagidaki algoritmalar tabanli modeller
kullanilmaktadir:

e Dogrusal Regresyon,

e  Optimize Edilmis Dogrusal Regresyon,

e Dogrusal Support Vector Regression (SVR),

e Optimize Edilmis Dogrusal Support Vector Regression

(SVR),

e Optimize Edilmis Poly Support Vector Regression
(SVR),

e Optimize Edilmis RGF Support Vector Regression
(SVR).

Dogrusal Regresyon

Dogrusal regresyon analizi, bir degiskenin degerini baska
bir degiskenin degerine dayali olarak tahmin etmek igin
kullanilmaktadir. Tahmin etmek istenilen degiskene bagiml
degisken denirken diger degiskenin degerini tahmin etmek i¢in
kullanilan degiskene bagimsiz degisken denmektedir. Bu analiz
bicimi, bagimli degiskenin degerini en iyi tahmin eden bir veya
daha fazla bagimsiz degigskeni iceren dogrusal denklemin
katsayilarini tahmin etmektedir. Dogrusal regresyon, tahmin
edilen ve gergek cikti degerleri arasindaki tutarsizliklar: en aza
indiren diiz bir ¢izgiye veya ylizeye uymaktadir. Bir dizi
eslestirilmis veri i¢in en uygun dogruyu bulmak i¢in "en kii¢iik

kareler" yontemini kullanan basit dogrusal regresyon
hesaplayicilar1 bulunmaktadir.
SVR

Destek Vektor Makinesi, algoritmay:r karakterize eden tim
ana Ozellikleri (maksimum marj) koruyarak bir regresyon
yontemi olarak kullanilabilmektedir. Destek Vektér Regresyonu
(SVR), smiflandirma i¢in SVM ile aym prensipleri
kullanmaktadir, sadece birka¢ kiiciik farklilik bulunmaktadir.
Her seyden once, ¢ikti gercek bir sayr oldugundan, sonsuz
olasiliklara sahip olan eldeki bilgiyi tahmin etmek ¢ok zor hale
gelmektedir. Gerileme durumunda, problemden zaten talep etmis
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olacak olan SVM'ye yaklasik olarak bir tolerans marj1 (epsilon)
belirlenmektedir. Ana fikir her zaman aym olmaktadir: hatay1 en
aza indirmek, marj1 en iist diizeye c¢ikaran hiperdiizlemi
bireysellestirmek, hatanin bir kisminin tolere edildigini akilda
tutmaktir. SVR algoritmasi, dogrusal(dogrusal), polinomiyal
cekirdek(poly)ve radyal tabanli fonksiyon c¢ekirdegi(rbf)
yontemlerini uygulayabilmektedir.

Yukarida belirtilen algoritmalar temel alinarak 6zniteliklerin
10 farkli se¢im olusturulmaktadir. Olusturulan 9 se¢im, bolim
5.3 Oznitelik analizleri ve bazi yaynlar temel alarak
olusturulmus olup sirast ile belirtilen 6 farkli algoritmaya
sokulmul olup sonuglar1 karsilastirililmaktadir. Geriye kalan 1
secim ise tiim veri setine uygulanan boyut indirgeme yontemi
olup, PCA metodu kullanilmaktadir. Ozniteliklerin metotlara
gore secimi Sekil 6’da gosterilmektedir.

Metot-1]| Metot-2 | Metot-3 | Metot-4 | Metot-5 | Metot-6 | Metot-7 | Metot-8 | Metot-9 | Metot-10]
Feature | Featura | Featura | PCA | Feature | Feature | Feature | Feature | Feature | Feature |

5
Cyele X X X X | x | x X X X | x|
Setting-1| X X x X X
SettingZ__ X [ x X X
Satting3]

2

x X x| x|
x X [ x
x X X x

X x X

3 X X

i

=
=

M
=
=

5
x| |x|x| [x|=

3¢ | 2 [ | 2 3¢ ¢ ¢ e | ¢ | 3¢ | 3¢ | [ | 2 [ ¢ ¢ | ¢ | 3¢ | ¢ | ¢ | ¢ [ ¢ | 3¢
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s21 X x
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Sekil 6— Degerlendirecek oznitelik temelli metotlar (X ler

secilen oznitelikleri géstermektedir)

Yukarida belirtilen metotlardaki se¢imi etkileyen faktorler
asagida belirtilmektedir:
e Metot-1: Tercihen secilen sadece degismeyen-Onemsiz
veri igeren Ozniteliklerin ¢ikartildigi metot,

e Metot-2: Metot-1’in  farkli bir versiyonu olarak
diizenlenen metot,
e Metot-3: “PHM-Oriented Integrated Fusion

Prognostics for Aircraft Engines Based on Sensor Data”
arastirmasinin temel aldigi Oznitelikleri iceren metot
(11,

e Metot-4: Tim veriler ile yapilan boyut indirgeme
(PCA) igeren metot,

e Metot-5: “Making use of partial knowledge about
hidden states in HMMs: an approach based on belief
functions.” arastirmasmin temel aldig1 Oznitelikleri
iceren metot [2] (Deperlendirme kriteri
bulunmamaktadir),

e Metot-6: Metot-5’in Setting-2 ve Setting-3’tin dahil
olmadig olarak diizenlenen metot,

e Metot-7: “A Similarity-Based Prognostics Approach
for Remaining Useful Life Estimation of Engineered
Systems” arastirmasinin temel aldig1 6znitelikleri igeren
metot [7] (Deperlendirme kriteri bulunmamaktadir),

e Metot-8: Metot-7’nin Setting-2 ve Setting-3’tin dahil
olmadigi olarak diizenlenen metot,

e Metot-9: Oznitelik analizleri sonucu kisisel dznitelik
secimlerini igeren metot,

e Metot-10: Metot-9’un Setting-2 ve Setting-3’iin dahil
olmadig olarak diizenlenen metot.

Veri setlerinin farkli formasyonlarda analizi i¢in sete model
analizi sirasinda bir takim iglemler uygulanmaktadir. Bunlardan
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biri verinin dagilimmin homojen olmasim saglayan Minmax
Olgeklendirmesidir. Minmax dlgeklendirmesinde degerler 0 ile 1
arasina, aralarindaki Olgek bozulmadan dagitilmaktadir. Bir
diger islem ise RUL degerlerinin kirpma islemi olmaktadir.
Kirpma isleminde RUL degerlerinin dagilimina bakildiginda
degerlerin ¢ogunun belirli bir degerden fazla olmayacag:
benimsenmektedir. Bu nedenden dolayi iist deger olarak dongi
degeri 125 olarak alinmaktadir ve kirpma islemi olmasi
durumunda bu degerin iistiinde belirtilen degerler 125 degerine
esitlenerek iglem yapilmaktadir [16].
Metotlar algoritmalara 3 farkli sekilde sokulmaktadir:

e Olgeklendirme olmadan, kirpma olmadan

e Olgeklendirme olmadan, kirpma ile

e Olgeklendirme olarak, kirpma ile

Sonu¢ Degerlendirme-Karsilastirma Parametresi Secimi

Egitim ve test verilerine segilen Oznitelik metotlar
uygulandiktan sonra, veri setleri algoritma modellerine
sokularak algoritmanin ne kadar basarili oldugunun &lgiilmesi
gerekmektedir. Veriler siirekli veri oldugundan ve tahmin etmeye
calisilan deger kiimesi bir tam say1 kiimesi oldugundan buna
uygun sonu¢ karsilagtirma, yani skor parametresi se¢imi
olmaktadir. Bu projede uygun goriilen sonu¢ karsilastirma-
degerlendirme parametreleri olarak Ortalama Mutlak Hata
(MAE) ve Ortalama Kare Hatas1 (R2) olarak belirlenmistir.

Ortalama Mutlak Hata (MAE)

Ortalama Mutlak Hata, regresyon modelleriyle birlikte
kullanilan bir model degerlendirme metrigidir. Bir test setine
gore bir modelin ortalama mutlak hatasi, test setindeki tiim
ornekler iizerindeki bireysel tahmin hatalarinin  mutlak
degerlerinin ortalamasi olmaktadir. Her tahmin hatasi, 6rnegin
gercek degeri ile tahmin edilen degeri arasindaki farktir. Modelin
ortalama mutlak hatasi, test setindeki tim Ornekler lizerindeki
bireysel tahmin hatalariin mutlak degerlerinin ortalamasidir.

1 n
MAE = — — X
PILA

Sekil 7— MAE Formiil [17]

R-Kare (R2)

R-kare (R2), bir bagimsiz degisken veya bir regresyon
modelindeki degiskenler tarafindan agiklanan bir bagimh
degisken i¢in varyansin oranmi temsil eden istatistiksel bir
Olclidiir. R-kare degerleri O ile 1 arasinda degismektedir ve
genellikle %0 ile %100 arasindaki yiizdeler olarak
belirtilmektedir. Dolayisiyla, bir modelin R2'si 0,50 ise,
gozlemlenen varyasyonun yaklasik yarist modelin girdileriyle
aciklanabilmektedir. %100'liik bir R-kare, bagimli bir degiskenin
tim hareketlerinin, ilgilenilen bagimsiz degiskenin hareketler
tarafindan tamamen agiklandigini belirtmektedir.

R? _ 1 Unexplained Variation

Total Variation

Sekil 8— R-Kare Formiil [18]
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3. Arastirma Sonuclar1 ve Tartisma

Oznitelik odakli sensor verisi bazli ugcak motorlar1 geriye
kalan faydali 6miir tahminleme projesi kapsaminda; egitim ve
test verilerinin analiz ortamina aktarilmasi, egitim ve test
verilerinin analiz i¢in uygun formata getirilmesi, verilerin eksik
deger ve diger On analizlerinin yapilmasi, kullanilacak
Ozniteliklerin secilmesi ve belirlenmesi ve olusturulan farkli
Oznitelik metotlart iizerinde farkli algoritmalarin etkinliginin
nasil degistiginin gozlemleme islemi yapilmaktadir. Bu
algoritmalarin skorunun R-kare ve Ortalama Mutlak Hata ile
Olciilerek veri setine en uygun model algoritmasi ve Oznitelik
se¢cimi degerlendirilmis olup, sonug¢ tablosu Sekil 9°de
sunulmaktadir.

Lineer Regr. Lineer Regr. Lineer SVR Lineer SVR Poly SVR

Olg. Kirp. Olg. Kirp. Ol. Kirp. Olg. Kirp. Olg. [

X X X X X X X X

WAE R2 MAE RZ MAE [ MAE A2 MAE R2 MAE R2
077 7,74 13 19

RBESVR
= .

arp. Ol arp.

5088 065 1627 1972 067 1 o071 .76 081 1193 083
Metot1 Test | 25,46 045 1761 070 2062 0,66 1982 056 16,01 076 1448 077
51,20 054 1692 074 NA NA 16,86 074 14,94 078 12,38 0,80

Metot2 Test | 26,15 02 1884 067 NA NA 1892 067 17,66 072 1598 072
Metot-3 Eitim | 51,29 064 17,05 074 1718 073 1699 074 15,05 078 13,07 0,80
Metot 3 Test | 26,58 040 1325 067 1930 0,65 1938 086 1758 071 1664 072
Metot=5 Eitim | 32,45 0562 17,71 071 15,69 0,68 17,64 071 18,28 058 1417 077

25,12 027 22,00 056 23,16 0,52 22,88 055 23,95 0,47 2002 051

062 1771 071 2035 0,60 17,64 071 1971 054 1418 077
027 22,00 056 23,09 0,50 22,84 055 14,18 077 2001 051
078 17,04 074 17,07 072 1657 074 15,00 078 1305 080
071 19,07 067 19,28 0,67 19,16 066 18,18 071 16,36 072

054 17,05 074 17,05 072 1698 074 15,04 078 13,08 080
041 1912 057 1927 0,67 1914 056 18,13 071 1635 072
16,30 15,75 1626 13,94 12,10

065 ¥ 076 X 0,76 $ 076 X 051 X 083
042 18,20 058 1820 0,68 1850 067 1598 074 1495 072
065 1631 076 21,48 0,56 1626 076 1395 081 1213 083
Metot40Test | 2588 042 1817 058 2417 041 1856 087 1535 075 1495 075
Tiim Oznitelikler

ca, 7 | P 2 P
3 Ganitelik Dahil 56 i 56 126

En iyi Sonug RBESVR_|_En iyi Sonug Poly SVR_| _En iyi Sonug RBE SVR_| _En iyi Sonug RBE SVR
[MetotaEsitim | 12652 | 081 1254 | 081 1187 | 083 1179 | oss
[metoratest | 1850 | o065 1500 | os¢ 1441 | 076 1805 | o077

Sgkil 9— Metot-quel Algoritma Sonug¢ Karsilastirmasi
(Olgeklendirme: Olg. ; Kirpma: Kurp. ; X: Mevcut)

Sekil 9 sonug tablosuna bakildiginda, gercek sonug veri
kiimesine en az hata ile yakinlik gosteren ilk 5 metot ve
algoritma: Metot-1/RBF SVR, Metot-4/PCA>0.9, Metot-
4/PCA>0.95, Metot-10/RBF SVR olarak goriilmektedir. Burada
ayrica Metot-3 ile elde edilen sonug¢ olan MAE=17,98 ile
referans verilen ¢alismada elde edilen DSR, SVM ve RNN
algoritmalarinin performanslarindan (siras1 ile 26,19 / 31,14 /
29,00) daha iyi sonug verdigi goriilmektedir. Ayrica yine Metot-
3’teki referans arastirma ile karsilastirdiginda, PCA bazli boyut
indirgeme isleminin RBF SVR ile elde edilen sonug¢ olan
MAE=14,05"in, referansta verilen Comentropy-based fusion
algoritmasindan elde edilen sonug¢ olan MAE=14,1997’den daha
yilksek oldugu gozlemlenmistir. Burada &znitelikler ayni
olmasina ragmen, uygulanan kirpma ve dl¢eklendirme igleminin
elde edilen performansa katkisinin yiiksek oldugu sonucu
¢ikarilabilmektedir.

4. Sonuc¢

Bu calisma kapsamimda NASA Turbofan veri seti ele
alinarak Oznitelik odakli makine dgrenmesi modelleri ile RUL
tahminleme ¢alismasi sunulmaktadir. RUL tahminlemesinin
yapilmasinin nedeni hataya ag¢ik olan ugak motorlarinda hatanin
daa fazla ilerleyip, motorun c¢alismasina engel olacak asamaya
gelmeden Once Onleyici aksiyonlar alinmasini saglayabilmektir.

Calisma kapsaminda Oznitelik secimi ve boyut indirgeme
islemleri gergeklestirilerek, takibinde farkli makine 6grenmesi
modelleri  egitilmis  olup  sonuglar1  karsilastirilmistir.
Kargilastirma sonucunda Oznitelik se¢iminin  ve boyut
indirgemenin 6nemi bir kez daha anlasilmis olup, RBF SVR
modellerinin genel anlamda bu veri setinde sunulan diger
modellere  nazaran daha iyi performans  gosterdigi
gozlemlenmistir.

Ilerleyen ¢alismalarda &znitelik segimi ve boyut indirgeme
uygulanarak veriler derin 6grenme modellerine sokulacak ve
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derin 6grenme modellerinin uygun egitimi parametrelerini
bulmasi beklencektir.

5. Tesekkiir

Calisma kapsaminda once kendime sonra her zorlukta
yamimda olan ailem Mustafa Girgin, Candan Girgin ve Iremsu
Girgin’e ve son olarak caligmaya olan tiim yardimlarindan
dolay1 Cemil Zalluhoglu’na tesekkiirlerimi sunarim.
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