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Oz

Atik sularin dzelliklerinin belirlenmesinde biyokimyasal oksijen ihtiyaci (BODs), kimyasal oksijen ihtiyaci (COD), toplam organik
karbon (TOC) ve ¢oziinmiis oksijen (DO) miktarlarinin tayini atik suyun karakterizasyonu agisindan en temel 6l¢iim kriterleridir.
Biyolojik oksijen ihtiyaci (BODs), atik su aritma tesislerine gelen ham atik su veya aritilmig atik sudan alinan 6rneklerle yapilacak
olan asitlik (pH), sicaklik (T), iletkenlik (C), ¢6ziinmiis oksijen (DO), oksijen doygunlugu (SO), tuzluluk (SA), elektriksel iletkenlik
(EC), kimyasal oksijen ihtiyact (COD), sivida askida katt madde (LSS), toplam azot (TN), toplam fosfor (TP) analizleri ile birlikte
ayni anda gergeklestirilir. Ancak, bunlardan BODs’in tamamlanmasi en az 5 giin siirerken diger test sonuglart en ¢ok bir giin siire
almaktadir. Daha 6nce yapilan yukaridaki parametrelerin 6l¢lildiigii bir ¢alismada 334 adet 6rnege iliskin veri setinde veri setinde
bulunan bu parametrelerinin karar agac1 yontemiyle KNIME veri madenciligi paketinden yararlanarak BODs parametresine etkileri
irdelenmigtir. Boylece BODs parametresine etkileri bilinen parametrelerin agirlikli etkileri dikkate alinarak sonucu bilinmeyen bir
ornegin muhtemel BODs degerinin tahminine ¢alisilmistir. Bu ger¢evede yapilmis olan bu ¢alismada da bu veri seti esas alinarak, veri
madenciligi yontemlerinden Karar Agaglari ve Yapay Sinir Aglart hem yapisal hem de sonuglar agisindan ayrintili olarak
incelenmistir. Her iki yontemin sonuglar1 karsilastirildiginda, kutulanmis (Binned) degerlerin bulundugu siniflar arasinda dagilimlarin
yakin ancak kaymalar icerdigi goriilmektedir. Simif sayilar arttirildiginda bu kaymalarin kismen de olsa giderilebilecegi
unutulmamalidir. Ayrica bu sonuglar gelecek calismalarda hem (Karar Agaclari) igin gruplama sayisi, kazang gibi hem de (Yapay
Sinir Aglar) icin ag katman sayis1 ve kazang orani gibi parametreler degistirilerek optimize edilebilir.

Anahtar Kelimeler: Atik Su, Aktif Camur, Optimizasyon, Parametre, Karar Agac1, Yapay Sinir Aglari.

Comparison of Decision Trees and Artificial Neural Networks: A Case
Study on Prediction of Chemical Data

Abstract

In determining the properties of wastewater the amounts of biochemical oxygen demand (BODs), chemical oxygen demand (COD),
total organic carbon (TOC) and dissolved oxygen (DO) are the most basic measurement criteria for characterization of wastewater.
Biological oxygen demand analysis (BODs), together with the analysis of acidity (pH), temperature (T), conductivity (C), dissolved
oxygen (DO), oxygen saturation (SO), salinity (SA), electrical conductivity (EC), chemical oxygen demand (COD), suspended solids
in liquid (LSS), total nitrogen (TN) and total phosphorus (TP) made for the samples taken from the raw waste water coming to waste
water treatment plants or treated waste water, lasts at least 5 days, as all others less than a day. In a study in which the above
parameters were measured before, the effects of these parameters in the data set of 334 samples on the BOD5 parameter were
investigated by using the decision tree method by the KNIME data mining package. Thus, taking into account the weighted effects of
the parameters whose effects on the BODs parameter are known, the probable BODs value of an unknown sample has been estimated.
In this study, based on this data set, Decision Trees and Artificial Neural Networks, which are among the data mining methods, were
examined in detail in terms of both structural and results. When the results of both methods are compared, it could be seen that the
distributions among the classes in binned values are close at 95 % confidence interval, minimum. It should be kept in mind that these
shifts could be partially eliminated when the number of classes is increased. In addition, these results can be optimized in future
studies by changing parameters such as the number of groupings or gain for (Decision Trees), and such as network layer number and
gain rate for (Artificial Neural Networks).
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1. Giris

Bilgisayarlarin hayata katilmasiyla, artik ister ticari, ister yonetimsel, ya da ister ¢evre, saglik, endistriyel ya da akademik
arastirma faaliyetleri olsun elde edilen bilgiler sayisal ortamda kayit altina alinmaya ve veri tabanlarinda tutulmaya baslanmigtir. Tim
bu veriler, veri tabanlarinda bekleyen degerli madenler gibi bilgiye donlismeyi beklemektedirler. En genel yaklagimla veri madenciligi
daha 6nceden bilinmeyen, gecerli ve uygulanabilir bilgilerin veri tabanlarindan elde edilmesi ve bilgilerin 15181 altinda isletmelerin
acisindan gelecege yonelik kararlarin alinmasi veya denenen ve Olgiilebilen fiziksel, kimyasal ya da biyolojik olaylarm anlamli
korelasyonlarinin saptanmasi, orlintii ve egilimlerin kesfedilmesi ve onlara iligkin tahminler yapilabilmesi olarak tanimlanmaktadir.
Veri madenciliginin uygulama alanlarina gelince, pazarlama alaninda miisterilerin demografik oOzellikleri ile satin alma
aligkanliklarini belirlenmesi, devamliligi ve yenilerinin kazanilmasi ile satis tahminleri, bankacilikta risk yonetimi ve kredilendirme
iligkilerinin saptanmasi en tanmimmis olanlaridir. Yine iletisimde ses ve goriintii kirliliklerinin temizlenmesinde, biyolojide DNA
analizleri ile milyonlarca gen arasinda hastaliklara sebep olan gen siralamalarinin tanimlanmasinda ve tipta bircok hastaligin énceden
giivenilir oranda tespit edilerek tedavisinde sik¢a kullanilmaktadir. Benzer olarak kimya ve cevre alaninda da ¢ok fazla veriyi
barindiran analizlerin ve iklim degisikliklerinin tahmini, ¢evresel kirlenmenin izlenmesi gibi ve pek ¢ok organik ve kimyasal iiriiniin
kiimelenerek orijinlerini belirlenmesi ancak veri madenciligi yontemleri sayesinde miimkiin olabilmektedir. Giiniimiizde ister
dogrudan 6l¢iimsel isterse de deneysel olsun artik kimya ile ilgili olarak da ¢ok miktarda veri elde edilmekte ve bu veriler kolayca da
dijital ortamlarda depolanabilmektedir. Bdylece ¢ok miktarlarda iiretilen verilerin igerisinden bu veri kiitlesinin 6zelliklerini tasiyan
ornek kiimeleri segmek yerine; dogrudan elde edilmis olan veri y1gini, ana kiitle gibi degerlendirilir. Ve bu verilere iligkin ana kiitle
disindaki tahminlerde bulanabilmek icin gelistirilen siniflandirma, kiimeleme ve iligkilendirme yontemleri de veri madenciliginin
alanin1 olusturur. Yine burada da ana kiitlenin 6zelliklerini belirleyebilmek icin gerekli olan ortalama, standart sapma veya onun
karesi olan varyans gibi degerlerin s6z konusu veri grubu i¢in de tanimlanmasi gerekli olacaktir. Ornegin, bir yil veya daha uzun
stireli olarak bir aritma tesisinde atik suyun aritilmasi siiresince alinan kirlilik, sicaklik, pH, BODs, COD gibi giinliik veya saatlik
Olciimler ile onlarin analiz sonuglart bir veri ana kiitlesi olarak degerlendirilebilmekte ve veri madenciligi yontemleri kullanilarak
Olciilen bu parametreler iliskilendirilebilmekte ve gelecege yonelik uzun vadeli tahminler kolayca yapilabilmektedir (Brereton, 2018,
Ozdemir, vd., 2012, Giiller, vd., 2019, Silahtaroglu, 2013).

Aritim siireglerin izlenebilmesi ve gerekli kontrollerin saglanabilmesi ancak atik su ve aktif ¢amur karakteristiklerinin siirekli
olarak belirlenmesine dayanmakta olup, atik su aritma tesislerine gelen ham atik su veya aritilmig atik sudan alinan Orneklerle
yapilacak olan asitlik (pH), sicaklik (T), iletkenlik (C), ¢oziinmiis oksijen (DO), oksijen doygunlugu (SO), tuzluluk (SA), elektriksel
iletkenlik (EC), kimyasal oksijen ihtiyac1 (COD), sivida askida kati madde (LSS), toplam azot (TN), toplam fosfor (TP) ve biyolojik
oksijen ihtiyaci (BODs) gibi yapilan analizler ile biyolojik aritma i¢in kullanilan aktif ¢amur Orneklerine ait prosesin tasarim
parametrelerine iliskin yapilan 6l¢iimlere iliskindir. Bunlar da havalandirma siiresi (AT), camurun Sl¢iilecek olan sivida askida kati
madde konsantrasyonu (LSS), sicaklik (T), ¢amur iiretim hizi (ASPR) ve biyo-kinetigi (BK) iceren kat1 alikonma siiresi (RT) ile geri
¢evrim oranidir (FBR) Atik sularin 6zelliklerinin belirlenmesinde Biyokimyasal oksijen ihtiyaci (BODs), kimyasal oksijen ihtiyaci
(COD), toplam organik karbon (TOC) ve ¢dziinmiis oksijen (DO) miktarlarinin tayini atik suyun karakterizasyonu agisindan en temel
Olciim kriterleridir. Son yillarda yapilan ¢aligmalardan birinde sayilan atik su parametrelerden 11 tanesi laboratuvarda yapilan bir
glinliik calismada dlgiilebilirken BODs parametresinin 6lgiimiiniin 5 giin siirdiigii belirtilmekte ve istatistiksel degerlendirme i¢in bir
aritma tesisinden alinan laboratuvar c¢aligmasinda, 334 adet numuneden 12 parametrenin Ol¢limii yapilarak bir veri seti
olugturulmustur. Bu veri setinde bulunan parametrelerinin karar agaci yontemiyle KNIME veri madenciligi paketinden yararlanarak
BODs parametresine etkileri irdelenmistir. Boylece BODs parametresine etkileri bilinen parametrelerin agirlikli etkileri dikkate
almarak sonucu bilinmeyen bir numunenin muhtemel BODs degerinin tahminine g¢alisilmistir. Bu da bize veri madenciligi
gergevesinde gevre Olglim verilerinin yeniden degerlendirilebilecegini gostermektedir. Yine bu ¢alismaya benzer olarak aktif ¢amur
kalitesi i¢in yapilan ¢aligmalardan da dlgiilen degerlere iliskin istatistiksel degerlendirmeler ve parametreler arasinda tahminlemeler
yapilabilecegi anlasilmaktadir. Bu calismanin sonuglarina bakildiginda, incelenen 334 6rneklemin BODs (Biyolojik Oksijen Ihtiyact)
degeri dagilimi %53 oraninda 100’den diisiik bulunmustur. BODs degeri 100-200 arasinda olanlarin oranit %15,3 iken 450-550
arasinda olanlarin oran1 %12,6’dir. Olusturulan karar agacinin kok dagilimindan ise, BODs degerini en fazla etkileyen degisken COD
(Kimyasal Oksijen Ihtiyact) oldugu anlasilmaktadir. Kimyasal oksijen ihtiyaci 214.93 degerinden kiigiik ve esit ise BIOs degeri 0-100
aras1 bir degere ulasmaktadir. Bunun rastlanma siklig1 (%98,6) dir. COD 214.93 degerinden biiyiik oldugu durumlarda BODs hicbir
sekilde 200 degerini asmamistir. BODs in 100 — 200 arasinda olma olasihigi da yalmizca %1,4’diir (Giiller, vd., 2019, Dogan, 2017;
Qiao, ve Han 2014, Silahtaroglu, 2016, Jiawei, vd., 2012, https://www.cs.waikato.ac.nz/ml/weka/index.html, 2019,
https://www.knime.com, 2021). Bu g¢alismalardan atik suyun geri kazanmilmasi sirasinda atik suyun ve kazanilmis suyun
karakterizasyonu ile aktif ¢amurun kalitesi i¢in bazi testler yapildigi ve bu testler ile ancak aritim prosesinin kontrol edilebilecegi
anlasilmaktadir. Yine bu ¢aligmalardan bu islemler sirasinda yapilan tiim fiziksel, kimyasal ve biyolojik analizler ile elde edilen veri
yiginlarinin ancak veri madenciligi teknikleri ile ayrintili olarak incelenebilecegi, birbirleriyle iliskilendirilebilecegi ve buradan yola
¢ikilarak 6l¢lim parametrelerine iliskin tahminlemeler de de bulunulabilecegi agiktir. Bu ¢ergevede yapilacak olan bu ¢alismada, atik
su ve aktif ¢amur karakteristiklerinin incelenmesinde uygulanacak veri analiz yontemlerinden Karar Agaglar1 ve Yapay Sinir Aglar1
bir gevresel veri Ol¢iim seti esas alinarak hem yapisal hem de sonuglar agisindan ayrintili olarak karsilastirilacaktir. Bu ¢alisma
KNIME veri madenciligi platformu tizerinde gergeklestirilmistir.

2. Materyal ve Metot
2.1. Kisaca Veri Madenciligi
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Kavramsal anlamda anlamda veri, kayit altina alinmis her tiirlii olay, durum ya da fikirdir. Veri madenciligi ise, biylik miktarda
veriden dnceden bilinmeyen, faydali, kullanigl, anlamli bilgilerin kesfedilme siirecidir. Veri madenciligi, diger bir adla veri tabaninda
bilgi kesfi; ¢ok biiyiik veri hacimleri arasinda tutulan, anlami daha 6nce kesif edilmemis potansiyel olarak faydali ve anlagilir
bilgilerin ¢ikarildig1 ve arka planda veri tabani yonetim sistemleri, istatistik, yapay zeka, makine dgrenme, paralel ve dagitik
islemlerin bulundugu veri analiz tekniklerine verilen addir. Bu siiregte kiimeleme, veri 6zetleme siniflama kurallarmin 6grenilmesi,
bagimlilik aglarinin bulunmasi, degiskenlik analizi ve anormalin tespiti gibi farkli birgok teknik kullanilmaktadir. Siniflandirma ise,
yeni bir nesnenin niteliklerini incelemek ve bu nesneyi 6nceden tanimlanmis bir sinifa atamaktir. Burada dnemli olan, her bir sinifin
ozelliklerinin 6nceden net bir sekilde belirlenmis olmasidir. Kiimeleme ise verilerin birbirine yakinligi veya uzakligina gore
gruplandirilmast olup Onceden belirlenmis grup smirlari yoktur ancak grup sayisi verilerek optimize edilebilir. Verilerin
smiflandirilma siireci iki adimdan olusur. Bunlar:

1- Veri kiimelerine uygun bir model ortaya konur. S6z konusu model veri tabanindaki alan isimleri kullanilarak gerceklestirilir.
Siniflandirma modelinin elde edilmesi igin veri tabanindan bir kisim egitim verileri olarak kullanilir. Bu veriler veri tabanindan
rastgele segilir.

2- Test verileri lizerinde siiflandirma kurallar1 belirlenir. Ardindan s6z konusu kurallar bu kez test verilerine dayanarak sinanr.

Kredi bagvurusu degerlendirmesi, kredi kart1 harcamasinda sahtekarlik olup olmadigina karar verme, hastalik teshisi, ses tanima,
karakter tanima, gazete haber ve yazilarimi konularina gére ayirma, kullanici davraniglari belirleme gibi pek ¢ok alanda siniflandirma
teknikleri kullanilmaktadir. Kiimeleme, veri tabanlarindaki verilerin gruplar veya kiimeler altinda toplanarak, benzer 6zelliklere sahip
nesnelerin bir araya gelmesini saglayan bir veri madenciligi teknigidir. Kiimeleme, verilerin kendi aralarindaki benzerliklerin goz
oniine alinarak gruplandirilmasi islemidir. Birliktelik analizi ise, bir islem kaydinda bir elemanin meydana gelme olasiligini, diger
elemanlarin meydana gelme olasiliklarindan tahmin etmek igin kurallarin bulunmasidir. Birliktelik kurali, gegmis verilerin analiz
edilerek bu veriler i¢indeki birliktelik davraniglarinin tespiti ile gelecege yonelik caligmalar yapilmasini destekleyen bir yaklagimdir
Ornegin, alisverislerde ekmek, siit veya ekmek, siit, cocuk bezi ve ¢ikolata ya da ekmek, siit, ¢ocuk bezi ve kola gibi iiriin gruplarim
olusturulmas: birliktelik analizi 6rnekleridir (Silahtaroglu, 2016).

2.2. Veri Madenciligi Yazihmlar1 ve KNIME

Veri madenciligine iligkin smiflandirma teknikleri ve algoritmalarindan bahsetmeden oOnce veri madenciligi islemlerin
gergeklestirilebilecegi yazilimlar iizerinde durulmalidir. Bunlar ticari ve agik kaynak kodlu olmak {izere 2 gruba ayrilmakta olup agik
kaynak kodlu olarak hazirlanan KNIME- Konstanz Information Miner (http://www.knime.org/) veri madenciligi platformu Konstanz
Universitesi gorsel veri madenciligi arastirma grubu tarafindan “Eclipse Rich Client Platform” iizerinde gelistirilmistir ve
genisletilebilme 6zelliklerine sahip kullanicilara bir yazilim gelistirme kiti sunarak, kullanicilarin kendi modiillerini yazabilmelerini
saglayan tek uygulamadir. Kurulum sarti olmayan ve txt uzantili metin dosyalarindan veya .arff, .table veya pek ¢ok formattan veri
alabilme ve veri tabanlar ile veri aligverisi yapabilme &zelliklerine sahiptir. Bu c¢alismada KNIME veri madenciligi platformu
iizerinde gergeklestirilmistir. Burada ilk yapilmasi gerekenin kayip verilerin tahmini, giiriiltiilii verilerin temizlenmesi ve birlestirme,
boyut indirgeme, sikistirma ve kesikli hale getirme gibi 6n islemlerin yapilmasi gerektigi unutulmamalidir. Normalizasyon en dnemli
veri doniigtirme iglemlerinden birisidir. En sik karsilagilan1 da 0-1 araligi normalizasyonu i¢in “min-max” yontemidir. Veri
madenciligi modelleri tahminleme, kiimeleme ve baglanti analizi ile fark sapmalar1 gibi {i¢ ana baglik altinda toplanabilir. Bunlardan
tahminleme ve kiimeleme her bir kaydin digerleriyle olan iliskisini arastirirken, baglanti analizinde hem nesnel hem de zamansal
baglantilar incelenebilmektedir. Bu yontemler iizerine pek ¢ok algoritma gelistirilmis olup, bu algoritmalar tahminleyici, tanimlayici
veya her ikisini de igerebilirler. Bu algoritma, yontem ya da modellerin tamami birer bilgisayar programi olup programa tanitilan
verilerin bir kismiyla 6grenip sonuglar ve kurallar ¢ikartarak kalan kismiyla da bu 6grenme test edilerek dogrulama yaparlar. Daha
sonrada dogrulanmis bu sonug ve kurallara bakarak yeni gelen bir verinin sonucunu tahmin etmeye ¢alisirlar. Bu alanda gelistirilen
pek ¢ok algoritma mevcut olup, bu ¢aligmada siniflandirma yontemi olarak karar agaglari ve yapay sinir aglar1 teknikleri birbiriyle
karsilagtinlmigtir. (Silahtaroglu, 2016, Jiawei, vd., 2012).

2.3. Suflandirma

En cok bilinen veri madenciligi tekniklerinden biri olup, matematiksel olarak asagidaki gibi tanimlanabilir;
D = {tl' tz, ey tn}
Bir veri tabani olsun ve her bir t;i bir kaydi1 gdstersin.
C = {Cl’ Cz, ey Cm}
M adet siniftan olusan siniflar kiimesini gdstersin,
f:D->C
Her bir t; bir sinifa ait olmalidir. Burada Cj ayr1 bir smiftir ve her bir sinif kendine ait kayitlari igerir.
C]={tl/f(tl)=C],1SlSn,vetLED

Seklinde gosterilebilir. Siniflandirma da elimizdeki sinif veya istatistiksel tanimiyla bagimli degisken sinifsal (kesikli) ve siirekli
deger tagiyabilir. Bu agidan regresyon veya ¢ok terimli regresyona yaklagir. Siniflandirma belirli araliklar i¢erisindeki gizli driintiilerin
ortaya ¢ikarildigi bir denetimli 6grenme yaklagimi olarak da tanimlanabilir.
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2.3.1. Karar Agaclar

Bir isletme yonetimi tarafindan tercihlerin, risklerin, kazanglarin, hedeflerin tanimlanmasinda yardimci olabilen ve birgok
onemli yatirim alanlarinda uygulanabilen, birbirini izleyen sansa bagl olaylarla ilgili olarak ¢ikan cesitli karar noktalarini incelemek
icin kullanilan bir tekniktir. En ¢ok karsilagilan algoritmalar ID3 ve C4.5 tir. Buradaki agiklamalar ID3 algoritmasi iizerinden
yapilmistir. Bir karar agci yapisinin  daha iyi anlasilabilmesi asagidaki geleneksel ornek siklikla verilmektedir
((https://erdincuzun.com/makine_ogrenmesi/.../ (2020); http://mail.baskent.edu.tr/ ~20410964/DM_8.pdf (2020)). Bu ornek, hava
durumu, sicaklik, nem ve riizgar faktorlerine bagl olarak bir futbol mag¢inin oynanip oynanmamasi iizerinedir. Karar agaci yonteminin
esaslar1 ve karar agaci algoritmasinin adimlari agagida verilmistir.

Karar agaci yonteminin esaslari

1. Sorunun tanimlanmasi

2. Karar agacinin ¢izilmesi / yapilandirilmasi

3. Olaylarin olusma olasiliklarinin atanmasi

4. Beklenen getirinin (veya faydanin) ilgili sans noktasi i¢cin hesaplanmasi- geriye dogru, islem

5. En yiiksek beklenen getirinin (faydanin) ilgili karar noktasina atanmasi- geriye dogru, karsilastirma
6. Onerinin sunulmasi

Karar agaci algoritmasinin adimlari
1. T 6grenme kiimesini olustur

2. T kiimesindeki drnekleri en iyi ayiran niteligi belirle

3. Segilen nitelik ile agacmn bir diigiimiint olustur ve bu diigiimden ¢ocuk diigiimleri veya agacin yapraklarint olustur. Cocuk
diigiimlere ait alt veri kiimesinin 6rneklerini belirle

4. 3. adimda yaratilan her alt veri kiimesi igin

o Orneklerin hepsi ayni sinifa aitse

o Ornekleri bolecek nitelik kalmamissa

o Kalan niteliklerin degerini tagiyan 6rnek yoksa iglemi sonlandir. Diger durumda alt veri kiimesini ayirmak i¢in 2. adimdan devam et.

Karar agacini IF-ELSE IF-ELSE ifadeleri kullanilarak rahatlikla herhangi bir programlama dilinde kodlanabilir. Ornegin Hava
Durumu ii¢ IF sart igerir. 2. IF sartt “Bulutlu” se¢ilmisse “Futbol Oyna” igin olumlu sonug¢ alinmis olur. Temelde karar agaglar1 —
smiflama, 6zellik ve hedefe gore karar diigiimleri (decision nodes) ve yaprak diigiimlerinden (leaf nodes) olusan agag yapisi formunda
bir model olusturan bir siniflandirma yontemidir. Sekil 1’de gorsellestirilmis olarak verilen hava durumuna iliskin karar agaci
goriilmektedir.

Giinesli Bulutlu Yagmurlu

| |
@ Q
Yok Var Yiiksek

Normal

\ ' '\
@ & @

Sekil 1 Karar agacimin gorsellestirilmesi
(Figure 1 Visualization of the decision tree)

Karar agaci algoritmasi, veri setini kiiciik ve hatta daha kiigiik pargalara bdlerek gelistirilir. Bir karar diiglimii bir veya birden
fazla dallanma igerebilir. [lk diigiime kok diigiim (root node) denir. Bir karar agact hem kategorik hem de sayisal verilerden olusabilir.
Herhangi bir durumun olusmasinda rastgeleligi, belirsizligi ve beklenmeyen durumun ortaya ¢ikma olasilig1 Entropy ile tanimlanir ve
eger orneklerin tamamu diizenli / homojen ise entropisi sifir olur. Eger degerler birbirine esit ise entropi 1 olur. Ornegin Futbol Oyna
hepsi “Evet” veya “Hayir” olsa entropi sifir olurdu. Entropi formiilasyonu

E(S) =2~ p,log, p

Entropi sadece hedef iizerine hesaplanmaz. Ayrica Ozellikler iizerine entropi hesaplanabilir. Fakat o6zellikler tizerine entropi
hesaplanirken hedefte géz 6niine alir. Bu durumda entropi formiilii:

E(T,X) = = P(C)E(c)

Bilgi kazanimi (Gain), bir veri setini bir 6zellik iizerinde bdldiikten (Ornegin E (FutbolOyna, HavaDurumu)) sonra tiim entropiden
(E(FutbolOyna)) ¢ikarmaya dayanir. Entropinin kiigiik deger igermesi durumunda 6zelligin 6nemi Decision Tree algoritmasi ID3 igin
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artmaktadir. Diger taraftan 1’e yaklagtik¢a 6zelliginin 6nemi azalir. Ancak bilgi kazaniminda olay tam tersidir ve bu agidan entropinin
tersi gibi diistiniilebilir. Decision Tree insa edilirken en yiiksek degerleri bigi kazanimi’na sahip 6zellik segilir. Bu 6zellik secildikten
sonra Ozelligin degerlerine bakilarak en yiiksek information gain’e sahip alan segilir. Asirt Uyum (Overfitting) karar agact modelleri
ve diger pek ¢ok tahmin modeli igin 6nemli bir sorundur. Ogrenme algoritmasini etkileyecek sekilde egitim seti hatalar1 azaltmaya
devam edildiginde overfitting olur. Bir karar aga¢ insasinda overfitting’ten kaginmak i¢in genelde iki yaklagim kullanilir.

e  Pre-pruning: Smirlandirma isleminde d6nce agacin biiylimesini durdurmak.

e  Post-pruning: 6ncelikle tiim agac1 olusturup daha sonra agagtaki gereksiz kisimlar1 ¢ikarmak.

Uygulamada ne zaman pruning (budama) igsleminin yapilacagini belirlemedeki zorluk sebebiyle ilk yaklagim pek kullanilmaz

2.3.2. Yapay Sinir Aglart

Sezgisel algoritmalar herhangi bir amaca ulagmak ya da hedefe varmak igin ¢esitli alternatif hareketlerden etkili olanla karar
verebilmek i¢in tanimlanan kriterler ve bilgisayar algoritmalari agidir. Bunlar ¢6ziim uzayinda ¢6ziime yakinsamasi ispat edilemeyen
yontemler olup yakinsama ozelligine sahiptirler ancak kesin ¢6ziim yerine onun yakimindaki bir ¢6ziimii garanti edebilirler. Bu tiir
yontemlere gereksinim duyulmasinin en bilyiik nedeni matematiksel algoritmalarin karmagiklig1 yerine daha basit olmalari, kesin
¢6ziim bulma islemlerinin tanimlanamadig1 problemlere uygun olmalari, 6grenme amagli ve kesin ¢6ziim bulma isleminin bir pargas1
olmalaridir (Silahtaroglu, 2016, Jiawei, vd., 2012). Basitligi, ¢oziim kalitesi ve ¢6ziimleme zamani bir algoritmanin degerlendirilmesi
icin baslica kriterdir. Bu nedenle biitiin algoritmalarda oldugu gibi sezgisel algoritmalar i¢in de bu kriter ¢cok 6nemlidir ve baslangi¢
degerlerine bagli olarak bdlgesel optimum ¢ozlimleri iiretilirken bu da dnem kazanmaktadir. Ancak bu dezavantajin yaninda insan
makine etkilesimine yatkinliklar1 ve 1s1l bir islem olan sogumanin dogal adimlari, bir soyun genetik yapisindaki iyilesme ya da bir
karinca kolonisinin bir hedefe en kisa siirede varmasinda grubun iyelerinin digerleri igin iz olarak biraktiklar1 bir kokunun
algilanmasi gibi olay akiginin optimize edilebilmesini saglayan mekanizmalari esas almasi, matematiksel ifade edilememesi gibi
giicliikler iceren olaylarin optimizasyonunda biiyiik kolayliklar getirdigi de unutulmamalidir.

Yapay zekd yaklagimlarindan olan yapay sinir aglarmin bazi modelleri ve bulanik programlama da optimizasyon amagl
kullanilabilmektedir. Giiniimiizde pek ¢ok alanda yapay zeka teknolojisi Uriinleri boy gosterirken 6zellikle otomasyon sistemleri
yapay zeka teknolojisi ile donatilarak bilgisayarlarin hesaplama ve degerlendirme giiclerine karar verme giiciide eklenmistir. Boylece
sistemlerin fonksiyonel 6zellikleri arttirilmakta zeki etmenler yagamda daha fazla yerini almaktadir. Bunlardan yapay sinir aglari
bilgisayarin dgrenmesini saglamaktadir. Makine 6grenmesi kismen de olsa canli diisiince sistemine anoloji (benzesim) kurularak
zaman i¢inde davraniglarin iyilestirilmesi olarak tanimlanmaktadir. Bunun igin degisik 6grenme paradigmalari gelistirilmistir ve bu
paradigmalar baslica 3 strateji izerine kurulmustur. Bunlar:

1. Ogretmenli 6grenme

2. Destekli 6grenme

3. Ogretmensiz 6grenme

Bu stratejilere dayanarak gelistirilmis 6grenme kurallar1 vardir ve bu kurallara dayanarak hazirlanan yapay zeka algoritmalar:
kullanilmaktadir. Bu modellerden en basiti sadece girdi ve ¢ikt1 katmanlarindan olusan ve girdi ¢ikti iliskisinin dogrusal oldugu tek
katmanl algilayicilardir (X and Y). Eger girdi ¢ikt1 iligkisi dogrusal degilse ¢ok katmanl algilayicilar kullanilmalidir (X and Y ya da
X or Y). Burada 6rnek olarak ¢ok katmanli geriye dogru hesaplamali yapay sinir ag modeli iizerinde durulacaktir.

2.3.3. Cok Katmanh Geriye Dogru Hesaplamali Yapay Sinir Agt

Yapay sinir aglar1 biyolojik sinir aglarindan esinlenerek gelistirilmis bir bilgi isleme sistemidir. Modellemede ve
optimizasyonunda &lgiilen iki biiyiiklik arasindaki korelasyonlar ¢ok &nemlidir. Ornegin bir biyokimyasal reaksiyonda substrat
konsantrasyonu (kg ton™) ile spesifik biiyiime hiz1 (h?) arasindaki iliski kuramsal ag¢idan polinomial olarak iliskilendirilebilir. Ancak
non lineer iligkileri i¢eren bu tiir karmagik ifadelerin ¢oziimlenmesinde farkli bir yol olarak Yapay Sinir Aglar1 (Artificial Neural
Network -ANN) teknigi kullanilabilir. Bu konunun daha detayl anlagilmasi igin 2 diigtimlii agik ve 5 diigiimli kapali olmak tizere iki
tabakali bir giris ve girig verilerinin degerlendirilip sonug¢landirildig: tek diigiimlii bir ¢ikistan olusan ii¢ tabakali bir ileri beslemeli
agdan olusan network Sekil 2'de verilmistir.

4] Wi Eh Wh ¥ Fdata

Sekil 2 Cok katmanli yapay sinir ag§ modeli
(Figure 2 Multilayer neural network model)
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Burada agirliklara baglh olarak girdi denklemi
y -girdi=) wi.Xi

ve bagiml degiskeni x agirliklart w gostermek iizere giris tabakasinda ortalama sinyal denklemi:
Si = Wi Xi

olarak yazilir. Coziimlemede diigiim noktalari i¢in Sekil 3°de gosterilen sigmoidal tip cevap (respons) fonksiyonu f(S;) kullanilir.

Stgmoid

Sekil 3 Sigmoidal atesleme fonksiyonu
(Figure 3 Sigmoidal ignition function)

1. ifadenin dogruluk derecesi ile Kazang/Maliyet oran1 ve 2. Pratik calismalarda kullanim kolayhg1'dur.

Agin ¢aligmasinda kullanilan tekniklerden en taninmis ve basit olani geri hesaplamada hatay1 azaltma teknigi olarak adlandirilir.
EIT = Ydata-y

Burada hatay1 en kiigiik kareler yontemine gore minimize etmek amaglanir.
K = (yda[a'y) 2 > mln
Sekil 4’de yapay sinir ag1 hatalarinin minimize edilmesi ¢izilmistir.

25
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Sekil 4 Yapay sinir ag1 hatalarinin minimizasyonu
(Figure 4 Minimization of neural network errors)

Burada parametrelerin kismi tiirevleri alinarak:

K _
w -
~- =CE QX—O Burada c=0 d
aw “CEMoy = urada c=0 dr.
oy _
ow s Ve
oy __

oW, Wh Xn? Xi eXp (-Wi Xi) yazilir.

Buradan kazang vektori
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W h, new= W h, old + ain*Err*—aL
| new’ 0 g oWn

. 0
W i new = Wi old + gam*Err*gWLi

olarak tanimlanir ve bu yeni tanimlarla hesaplama zinciri tekrarlanir (Liibbert, A., vd., 2000).

2.4. Problemin KNIME’da modellemesi

Bu kisimda daha once yapilan bir ¢aligmanin (Giiller, v.d., 2019) KNIME platformunda Karar Agaglar1 Yontemiyle
degerlendirilen 334 adet evsel nitelikli atik suya iligkin 7 adet parametrenin analiz sonuglarini gosteren veri seti Yapay Sinir Aglar
Yontemiyle de tekrar degerlendirilerek iki yontem karsilastirlmustir. incelenen 334 6rneklemin BODs (Biyolojik Oksijen ihtiyact)
degeri dagilimi %53 oraninda 100’°den diisiik olarak bulunmustur. BODs degeri 100-200 arasinda olanlarin orani %15,3 iken 450-550
arasinda olanlarin orani %12,6’dir. Bu ¢alismadan BODs degerini en fazla etkileyen degiskenin COD (Kimyasal Oksijen Ihtiyact)
oldugu anlagilmaktadir. Kimyasal oksijen ihtiyact 214.93 degerinden kiicilk ve esit ise BODs degeri 0-100 arasi bir degere
ulagsmaktadir. Bunun rastlanma siklig1 (%98,6) dir. COD 214.93 degerinden biiyiik oldugu durumlarda BODs higbir sekilde 200
degerini agmamustir. BODs in 100 — 200 arasinda olma olasiligiysa sadece %1,4’diir.

2.4.1. Verilerin Hazilanmast ve Istatistiksel Degerlendirme

Veriler atik su drneklerine iliskin kimyasal analiz sonuglar1 olarak (enviro datal.xls- MUSKI Atik Su Verileri) Giiller, v.d., 2019’
den almmistir. Yapilan uygulamalarin tasarim sayfalar1 ve kullanilan Node larin yapilmas: gereken ayarlar1 ve program ¢iktilar ile
verilerin “Ogrenme ve test” (“training” ve “test”) olmak {izere boliinmesi verilere uygulanan istatistiksel analizler i¢in hazirlanan
KNIME tasarimi KNIME ara yiizeyinde gergeklestirilmistir. Oncelikle esv Uzantili verilerin okunmasinda Dialog Box ayarlari,
verilerin izlenmesinde Interactive Table ayarlari, Interactive Table ciktilari, Scatter Plot ayarlari, Scatter Plot ¢iktilari,
Interactive Histogram ayarlar1 ve Statistics ayarlar ile verilerin boliinmesinde Partitioning ayarlari, Partitioning ciktilar1 ve
csv Writer ile verilerin dosyaya yazdirilmasinda Dialog Box ayarlar1 yapilmistir. Bu kisimda “bolinme” (“Partitioning”) %80
oraninda ve “rastgele” (“random™) olarak secilmistir ( , 2021)

2.4.2. Atk Su Ornekleri icin Karar Agaclarinin KNIMEda Uygulamast

Bu kisimda simiflandirma problemlerinin ¢dziimiinde segilen karar agaci yontemlerinden SLIQ algoritmasi Gini indeksi (Entropi
hesab1 igin) ile kullanilmaktadir. Uygulamada Budama (Pruning) yapilmamustir. Sekil 5 atik su o6rneklerinin kimyasal analiz
sonuglarimin degerlendirilmesine iligkin hazirlanan KNIME tasariminin ara yiizey goriintiisiidiir. Burada yapilan ayarlar sirasiyla;
“ogrenme seti” (“training set”) igin csv uzantili verilerin okunmasinda “iletisim kutusu” (“Dialog Box™) ayarlar1 olup, verilerin
doniistiiriilmesinde, Auto-Binner ayarlari, uygulama i¢in sirasiyla Decission Tree Learner Dialog Box ve Decission Tree
PredictorDialog Box ayarlari, sonuglarin degerlendirilmesinde Scorer ayarlar1 ve sonuglarin kurallara doniistiiriilmesinde Decission
Tree to Ruleset ayarlari’dir

A% 70: KNIME_4 3 2 enviro_datal 02 M_Leaming_d_tree 3 = H
isii -
KNIME_4_3_2_enviro_datal_02_M_Learning_d_tree Decision Tree
Machine Learning Decission Tree winequality_red to Ruleset
]
Training Data Set and seperated Test Data Set u r't' >
Decision Ruleset  |Excel Writer
File Reader Double To Int Auto-Binner Tree Learner Decision Tree .ﬂ
»> To Image
B> >0 > > & > e ‘
11
o L Ruleset
training set written by BOD5 Dou to Int AutoBin_training training

workflow Prepare Data training

Decision Tree

Predictor Scorer
File Reader Double To Int Auto-Binner u »
i > > [
D »> > >
N >0 > > &
attach probabilities confusion matrix
test setwritten by BODS Dou to Int AutoBin_test |SGores
workflow Prepare Data
v

< >

Sekil 5 Atik su drneklerinin degerlendirilmesine iligkin hazirlanan KNIME Karar agaci tasarimi
(Figure 5 KNIME Decision tree design for the evaluation of wastewater samples)

e-ISSN: 2148-2683 7


http://archieve.ics.uci.edu/ml/machine-learning-databases/wine-quality

Avrupa Bilim ve Teknoloji Dergisi

Bu kisimda da smiflandirma problemlerinin ¢6ziimiinde ileri beslemeli, geri hata yayimli ¢ok katmanli yapay sinir agi
uygulanmistir. Sekil 6. atik su drneklerinin kimyasal analiz sonuglarinin degerlendirilmesine iliskin hazirlanan KNIME tasariminin
ara ylizey gorintiisiidiir. Burada yapilan ayarlar sirasiyla; training set ig¢in csv uzantili verilerin okunmasinda Dialog Box ayarlari,
verilerin donistiiriilmesinde, Normalizer (train) ayarlart ve Normalizer Apply (train ve test) ayarlari, uygulama i¢in Learner
(train) ayarlar1 ve MultiLayer Perception Predictor ayarlari, sonuglarin degerlendirilmesinde Auto-Binner ayarlar1 ve Scorer —
Confusion matrix ayarlar1 ve son olarak siniflandirma verilerinin dosyaya yazdirilmasinda Excel Writer ayarlar olarak secilmistir.

£ 0 KNIME_4_3_2_enviro_datal_03_M_Learning_ANN 3 = O

- A
KNIME_4_3_2_enviro_datal_03_M_Learning_ANN Excel Writer

Machine Learning ANN winequality_red 'ﬂ

Training Data Set and seperated Test Data Set

Binning
File Reader Double Tolnt ~ Normalizer (PMML)  pprop MLP Leamner Auto Binner
D » 0 L >
[3» L R = > L
training set written by BODS Douto Int  Nermalizationin [0,1] train MLP Binning
workflow Prepare Data as PMML ANN need architecture
normalized input 8-4-1
MultiLayerPerceptron
1 Predictor
Hormalizer
File Reader Double To Int Apply (PMML) u > Scorer
(3 » >3 > " S
Bl S = >
attach probabilities
test set written by BODS Dou to Int apply normalization confusion matrix
workflow Prepare Data transformation + scores
v
< »

Sekil 6 Atik su o6rneklerinin degerlendirilmesine iliskin hazirlanan KNIME Yapay sinir ag1 tasarimi
(Figure 6 KNIME Artificial neural network design for the evaluation of wastewater samples)

3. Arastirma Sonuclar1 ve Tartisma

Aritim siireglerin izlenebilmesi ve gerekli kontrollerin saglanabilmesi ancak atik su ve aktif ¢camur karakteristiklerinin siirekli
olarak belirlenmesine dayanmakta olup, atik su aritma tesislerine gelen ham atik su veya aritilmig atik sudan aliman 6rneklerle
yapilacak olan asitlik (pH), sicaklik (T), iletkenlik (C), ¢oziinmiis oksijen (DO), oksijen doygunlugu (SO), tuzluluk (SA), elektriksel
iletkenlik (EC), kimyasal oksijen ihtiyaci (COD), askida katt madde (LSS), toplam azot (TN), toplam fosfor (TP) ve biyolojik oksijen
ihtiyact (BOD) gibi yapilan analizler ile biyolojik aritma i¢in kullanilan aktif gamur 6rneklerine ait prosesin tasarim parametrelerine
iligkin yapilan 6l¢timlere hizi (ASPR) ve biyo-kinetigi (BK) iceren kati alikonma siiresi (RT) ile geri ¢evrim oranidir (FBR) Atik
sularin 6zelliklerinin belirlenmesinde Biyokimyasal oksijen ihtiyact (BODs), kimyasal oksijen ihtiyaci (COD), toplam organik karbon
(TOC) ve ¢oziinmiis oksijen (DO) miktarlarinin tayini atik suyun karakterizasyonu agisindan en temel 6l¢lim kriterleridir. Son yillarda
yapilan c¢aligmalardan birinde sayilan atik su parametrelerden 11 tanesi laboratuvarda yapilan bir giinliik ¢caligmada oOlgiilebilirken
BODs parametresinin dlglimiiniin 5 giin siirdiigii belirtilmekte ve istatistiksel degerlendirme i¢in bir aritma tesisinden alinan
laboratuvar ¢alismasinda, 334 adet numuneden 12 parametrenin Sl¢iimii yapilarak bir veri seti olusturulmustur. Bu veri setinde
bulunan parametrelerinin karar agact yontemiyle KNIME veri madenciligi paketinden yararlanarak BODs parametresine etkileri
irdelenmistir. Béylece BODs parametresine etkileri bilinen parametrelerin agirlikli etkileri dikkate alinarak sonucu bilinmeyen bir
numunenin muhtemel BODs degerinin tahminine ¢alisilmstir.

3.1. Karar Agaclarina iliskin Uygulamanin Sonuglar1

Bu kisimda siniflandirma problemlerinin ¢oziimiinde segilen karar agaci uygulamasimin giktilar1 ve sonuglar1 verilmis olup,
Decission Tree Laerner’dan elde edilen Orneklerin BOD5 dagilimi Sekil 7.’de, Karar Agacr’min Goriiniimii Sekil 8.’de,
Kurallan Sekil 9°da ve Decission Tree Laerner-Predictor’ a iligkin Scorer-Confusion Matrix de Sekil 10’da sunulmustur.

3.2. Yapay Sinir Aglarina iliskin Uygulamanin Sonuclar

Bu kisimda da siniflandirma problemlerinin ¢dziimiinde segilen yapay sinir agi uygulamasinin uygulamasmin c¢iktilart ve
sonuglart incelenmis olup, Artificial Neural Network’dan elde edilen quality ve predicted quality (hesaplanmis) degerleri Sekil
11°de verilmis olup Karar Agaclari’na benzer olarak 5 kutuda (simifta) toplanmis degerlerin karsilastirilabilmesi i¢in buna iliskin
hazirlanan Scorer-Confusion Matrix de Sekil 12 ‘de ve Artificial Neural Network’da training i¢in bulunmus hata grafigi Sekil 13°de
sunulmustur.
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w ann (177/334)
= Table:
Category % n

“  ann 53.0 177
100 200 15.3 51
200 - 350 4.2 14
350 - 450 9.3 31
450 550 12.6 42
550 750 5.1 17
750 950 0.6 2
Total 100.0 334

Sekil 7 Orneklerin BODS dagilimi
(Figure 7 BODS Distribution of samples)

Image (PNG, B00wE00) Dedsion Tree View
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Sekil 8 Decission Tree Laerner’dan elde edilen Karar Agact’nin goriiniimii (Training)
(Figure 8 View of Decision Tree from Decision Tree Learner (Training)
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Sekil 9 Decission Tree Laerner’dan elde edilen Karar Agaci’nin kurallar1 (Training)
(Figure 9 Rules of Decision Tree (Training) obtained from Decision Tree Learner)

I Confusion matrix - 0012 - Scorer {confusion matrix)

File Edit Hilite MNavigation WView

Table "spec_name” -Rows: 5 Spec - Columns: 5 Properties  Flow Variables

Row ID [1]Bin1 [1]8in 2 [1]8in 3 [1]8in 4 [1]Bin 5
Bin 1 45 0 0 0 0
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(Figure 10 Scorer-Confusion Matrix for Decision Tree Learner-Predictor)
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Sekil 11 Artificial Neural Network’den elde edilen kutulanmis (binned) degerler
(Figure 11 With binned value obtained from Artificial Neural Network)
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Sekil 12 Artificial Neural Network’den elde edilen kutulanmis ve yeniden kutulanmis degerler i¢in Scorer-Confusion
Matrix
(Figure 12 Scorer-Confusion Matrix for binned and re-binned values from Artificial Neural Network)
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Sekil 13 Artificial Neural Network’da training i¢in bulunmus hata grafigi
(Figure 13 Error graph found for training in Artificial Neural Network)

4. Sonuc¢

Son yillarda yapilan ¢alismalardan birinde sayilan atik su parametrelerden 11 tanesinin karar agaci yontemiyle KNIME veri
madenciligi paketinden yararlanarak BODs parametresine etkileri irdelenmistir. Boylece BODs parametresine etkileri bilinen
parametrelerin agirlikli etkileri dikkate alinarak sonucu bilinmeyen bir numunenin muhtemel BODs degerinin tahminine galigilmigtir.
Ardindan da daha 6nce yapilan bur ¢alismada KNIME platformunda Karar Agaclari Yontemiyle degerlendirilen 334 adet evsel
nitelikli atik suya iliskin etkin oldugu diisniilen 7 adet parametrenin analiz sonuglarini gosteren veri seti Yapay Sinir Aglar
Yontemiyle de tekrar degerlendirilerek iki yontem karsilastirilmistir. Iincelenen 334 &reklemin BODs (Biyolojik Oksijen Ihtiyaci)
degeri dagilimi, %53 oraninda 100°den diistik olarak bulunmustur. BODs degeri 100-200 arasinda olanlarin oran1 %15,3 iken 450-550
arasinda olanlarin oram1 %12,6°dir. Bu ¢alismadan BODs degeri ile en fazla etkilesen degiskenin COD (Kimyasal Oksijen Ihtiyact)
oldugu anlagilmaktadir. Kimyasal oksijen ihtiyact 214.93 degerinden kiicilk ve esit ise BODs degeri 0-100 aras1 bir degere
ulagmaktadir. Bunun rastlanma siklig1 (%98,6) dir. COD 214.93 degerinden biiylik oldugu durumlarda BODs hicbir sekilde 200
degerini agmamistir. BODs in 100 — 200 arasinda olma olasihigiysa sadece %1,4’tiir (Giiller, v.d., 2019).

Her iki yontemin sonuglar1 karsilagtirilmak i¢in Tablo 1’de verilen asagidaki sonuglar incelendiginde, Kutulanmig (Binned)
degerlerin bulundugu siniflar arasinda dagilimlarin yakin ancak kaymalar oldugu goriilmektedir. Bununla birlikte sinif sayilari
arttirlldiginda bu kaymalarm kismen de olsa giderilebilecegi unutulmamalidir. Ayrica bu sonuglar gelecek ¢aligmalarda hem (Karar
Agaclary) i¢in gruplama sayisi, kazang gibi parametreler hem de (Parantez igindeki degerler Yapay Sinir Aglar1 n1 gostermektedir)
icin ag katman sayist ve kazang oran1 gibi parametreler degistirilerek en iyilenebilir (optimize edilebilir). Buradan da bu ¢alisma igin
karar agaglariin daha iyi sonuglar verdigi soylenebilir.
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Tablo 1. Atik su 6rnegi i¢in (Karar Agaclart) ve (Yapay Sinir Aglarn)min karsilastirilmasi
(Table 1. Comparison of (Decision Trees) and (Artificial Neural Networks) for wastewater sample)

Binl Bin2 Bin3 Bin4 Bin5
Binl 45 (44) | (1)
Bin2 2(2)
Bin3 2(1) |12
Bin4 11 2(8) [(5)
Bin5 4 4)
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