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Oz

Gilinlimiizde envanter kontrolii ve depolama operasyonlari firmalarin masraflarinin olduk¢a énemli bir boliimiinii olusturmaktadir. Bu
nedenle pek ¢ok firma envanter kontrolii ve depolama operasyonlari lizerindeki etkinliklerini arttirmay1 amaglamaktadir. Firmalar bu
dogrultuda ¢6ziim iretebilmek amaciyla, bazen depolama alanlarinin sifirdan tasarimini tartigirken bazen de maliyetler géz Oniine
almarak var olan caligma alanlarini optimize etmeyi amaglamaktadir. Depo sistemlerinin etkinliginin arttirilmasi amacryla kullanilan
pek cok alternatif yontem vardir. Ancak depoyu bir veri ambart, igindeki hammadde ve parcalar1 da veri olarak diistinecek olursak, veri
madenciliginin kullanim1 kaginilmaz olacaktir. Bu ¢alismada, bir depolama yontemi olan depo bdlgesi atama isleminin iyilestirilmesi
adina veri madenciligi teknikleri kullanilmistir. Modelleme adiminda ise bir makine 6grenme yaklasimi olan ¢ok sinifli siniflandirma
algoritmalarindan yararlanilmistir. Bu baglamda, literatiirde yaygin olarak kullanilan c¢ok smifli simiflandirma algoritmalari
karsilastirilarak performansi en yiiksek 8 tanesi se¢ilmistir. Segilen algoritmalar ile ¢alisilan probleme uygun bir model Python kodlama
dili kullanilarak gelistirilmis ve depolanan yedek pargalarin 6zellik verileri kullanilarak hangi ambar boliimiine ait oldugu tahmin
edilmistir. Yapilan veri madenciligi ve makine 6grenmesi yontemleri sonucunda gercek ambar bolimiinii en dogru tahmin eden
algoritmanin, %72’lik bir basar1 oraniyla Rastgele Orman algoritmasi oldugu goriilmiistiir. Genel anlamda bu galismada kullanilan bazi
verilerin eksik veya yanlis kaydedildigi diisiiniildiiglinde daha fazla ve tutarli veri kullanilarak bu basar1 oraniin ¢ok daha yiiksek
oranlara ¢ikabilecegi ongoriilmektedir.

Anahtar Kelimeler: Makine 6grenme, Veri madenciligi, Yapay zeka, Depo bolgesi atama, Depo yonetimi.

Improving the Warehouse Zoning System of a Defense Industry
Company Using Data Mining and Machine Learning Approaches

Abstract

Today, inventory control and storage operations constitute a very important part of the costs of companies. For this reason, many
companies aim to increase their effectiveness in inventory control and storage operations. In order to produce solutions in this direction,
companies sometimes discuss the design of storage areas from scratch, and sometimes they aim to optimize existing workspaces by
considering costs. There are many alternative methods used to increase the efficiency of warehouse systems. However, if we consider
the warehouse as a data warehouse and the raw materials and parts in it as data, the use of data mining will be inevitable. In this study,
data mining techniques are used to improve the storage zone assignment process, which is a storage method. In the modeling step, multi-
class classification algorithms, which is a machine learning approach, were used. In this context, by comparing the multi-class
classification algorithms commonly used in the literature, the 8 with the highest performance were selected. A model suitable for the
problem studied with the selected algorithms was developed using the Python coding language and it was estimated which warehouse
section belonged to the stored spare parts using the property data. As a result of the data mining and machine learning methods, it has
been seen that the algorithm that predicts the real warehouse section most accurately is the Random Forest algorithm with a success rate
of 72%. In general, considering that some of the data used in this study were incomplete or incorrectly recorded, it is predicted that this
success rate could reach much higher rates by using more consistent data.
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1. Giris

Giiniimiizde pek ¢ok saygin firma, giderek Onemi artan
depolama operasyonlarina daha fazla dnem vermeye baslamigtir.
Depolama operasyonlar1 depolarda maliyet, etkinlik ve
stirdiirebilirlik acisindan kritik bir rol oynamaktadir. Operasyon
maliyetlerin en kiiciiklenmesi, etkinlik ve siirdiiriilebilirligin de
optimum diizeylerde olmasi beklenmektedir. Envanter kontrol ve
stok tagimada etkinligi arttirabilmek amaciyla kullanilabilinecek
yontemlerden biri de literatiirde “Warehouse Zoning / Put-away
Zoning” yani depo bolgesi atama olarak gegen uygulamadir. Bu
yonteme gore depolar, firmalarin ihtiyaglarina gore ¢esitli
boliimlere ayrilmaktadir. Bu sayede parcalar farkli 6zelliklerine
gore bu boliimlerden birine konumlandirilabilmektedir.

Bu c¢alismada bir savunma sanayi firmasi, envanter
kontroliindeki etkinligini arttirmak ve stok birimlerini uygun bir
sekilde depolayabilmek i¢in, literatiirde ‘depo bolgesi atama’
olarak gegcen yontemi kullanmaktadir. Parcalarin, farkli depo
bolgelerinden birine atanmasi gerektigini savunan bu yontem,
firma calisanlarinin  tecriibelerine ve o anki kosullara
dayanmaktadir. Normalde bir parca veya hammaddenin
depolanmasi i¢in lokasyon atamasi yapilmalidir. Yani tam olarak
hangi depo bolgesinin hangi rafina konacagi belirlenmelidir.
Ancak bu her zaman miimkiin olmayabilir. Bazi firmalarda
lokasyon atamasindan 6nce bolge atamasi yapilir. Yani parca
ambara girdiginde zaten hangi depo bolgesine gidecegi uzman
goriisiine gore veya kullanilan bagka sistemlere gore bellidir.
Ancak o anda tam konumu bilinmemekle beraber bolgede bos
olan yere atamasi daha sonradan yapilir. Buna da depo bdolgesi
atamasi denilmektedir.

Yeni bir projeye baslanildiginda daha dnce hi¢ depolanmamis
parga c¢esitleriyle karsilagilmaktadir. Bu durum, ilgili firma
calisanlarint her bir parganin nereye atanmasi gerektigini
belirleme zorluguyla kars1 karsiya birakmaktadir. Tlgili probleme
daha iyi performansli bir ¢6ziim arayan firma, akilli bir sistem
tasarimina gereksinim duymustur. Bu ¢alisma kapsaminda bdyle
bir sistemin gelistirilmesi i¢in veri madenciligi ve yapay zeka
tekniklerinden biri olan makine 6grenmesi yontemiyle ¢oziim
sunulmustur.

2. Materyal ve Metot

2.1. Literatiir Taramasi

Depolama sistemleri literatiirde detayli olarak ¢alisilmistir.
Depolama sistemleri ve yontemleriyle ilgili yapilan ¢aligmalardan
bazilari i¢in (6r. [1], [2], [3], [4]) numarali referanslara bakilabilir.
Depolama sistemlerinin 6nemli bir parcast olan depo bolgesi
atamasinin yapilabilmesi icin ilk etapta depolanacak iiriinlerin
simiflandirilmasi gerekmektedir. Praveen vd. [5] literatiirdeki tiim
stok siniflandirma yontem ve yaklasimlarimi ele almistir.
Caligmada yontemler su sekilde kategorize edilmistir:

1. Tek Kriterli Siniflandirma

2. Cok Kriterli Siniflandirma
a) Model / Istatistik Temelli Yaklasimlar
b) Yapay Zeka Temelli Yaklasimlar

Cok kriterli simiflandirma  yontemlerinden biri olan
model/istatistik temelli yaklasimlar, cogu uygulamada tutarsiz ve
zaman alan yaklasimlar olarak degerlendirilmistir ([5]). Yapay
zeka temelli yontemler ise model/istatistik temelli yaklagimlara
gore daha tutarli sonuglar vermektedir. Ancak yapay zeka
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tekniklerinin karmagik olmasindan dolay1 envanter yoneticileri,
uygulamasi daha kolay olan geleneksel yontemleri kullanmay1
tercih etmektedirler. Yapay zeka temelli yaklasimi kullanan bir
depolama sistemi tasariminda bulanik mantiktan
yararlanilabilecegi  savunulmustur  ([6]). Lam vd. [6]
calismalarinda OLAP tabanli bir Bulanik Depolama Atama
Sisteminin (Fuzzy Storage Assignment System-FSAS), depo yeri
atama problemini ¢6zmek i¢in karar destek verilerinin
kullanilabilirligini arttirmasi onerilmistir. FSAS; Veri Yakalama
ve Analiz Modiili (DCAM) ve Depolama Yeri Atama Modiilii
(SLAM) olmak iizere iki modiilden olusturulmustur. Bu iki ana
modiil veri kullanilabilirliginin artirtlmasi, mevcut verilerin tam
olarak analiz edilmesi ve uzmanlarin bilgilerinin sisteme
doniistiiriilmesi amaciyla, aragtirma hedeflerine ulagsmak igin
kullanilmistir. DCAM; malin faaliyet bilgileri, talep korelasyonu
ve depo bilgileri de dahil olmak iizere, depo miihendisi veya
miidiiri ile ilgili spesifik bilgileri sunan karar destek sistemi
olarak caligtirilmis ve bir sonraki modiil olan SLAM igin gereken
parametreleri olusturmustur. Depo yoneticisi tarafindan belirtilen
kurallar ve parametreler yardimiyla ‘If-Then’ yapisini igeren
modeller kurulmustur. Tim bunlarin uygulanmasi sonucunda
olusturulan bulanik sistemi calistirmak i¢in, MATLAB-Bulanik
Mantik Ara¢ Kutusu kullanilmistir. Sonugta {irlinler, en erisilebilir
olan altin bolge (golden zone), orta erigilebilir olan giimiis bolge
(silver zone) ve en az erisilebilir olan bronz boélgeye (bronze zone)
yerlestirilmistir.

Bu c¢aligmada amag, hali hazirda belli olan toplama
bolgelerine stok birimi atamasi yapabilecek bir model ortaya
koymaktir.  Literatiirdeki stok siniflandirma  yaklasimlari
genellikle stoklari belirli 6zelliklerine gore kiimelemeyi
amaglamaktadir. Dolayisiyla bu yaklagimlar ya depo tasarlarken
ya da tasarlanmig farkli depo bolgelerini kendi i¢inde diizenlerken
kullanilmaktadir. Bahsedilen yontem, depo bdlgesi atamasi
gerceklestikten sonra bolge i¢i atamaya katki saglamaktadir.
Dolayisiyla bu ¢alisma igin uygun bir yontem degildir. Bu bilgiler
dogrultusunda  ¢alismadaki amacimiza  yonelik  ¢6zim
iiretebilecek farkli yaklagimlar ele alinmigtir. Elde bulunan veriler
analiz edildiginde ve degerlendirildiginde veri madenciligi ile bir
smiflandirma yaklagiminin problemimize ¢6zim getirecegi
gorilmiistiir.

2.2. Problem Tanimi

Calisma kapsaminda uygulama yapilan firma, ihtiyaca o6zel,
etkin, gilivenilir ve yenilik¢i paletli ve tekerlekli zirhli araglar
tasarlayan, iireten ve alaninda diinya liderleri arasinda kabul
edilen bir kara savunma sistemleri firmasidir. Firmanin ana
deposu tamamen kendisi tarafindan isletilmektedir ve depoda
hammadde, ara mamul ile baz1 son mamuller stoklanmaktadir. Bu
depo kendi bagmma bir biitiin halinde diigiiniilebilecegi gibi
icindeki farkli ozelliklere sahip bolgeler dikkate alindiginda
birden fazla boliim halinde de ele aliabilir. Depo icerisinde farkli
ozelliklere sahip 7 stoklama bolgesi bulunmaktadir. Bu bolgelerin
yapilar1 ve genel durumlar1 Tablo 1’de verilmistir.

Depodaki hareketler, depo calisanlar1 ile planlama, envanter
kontrol boliimii tarafindan kontrol edilmektedir. Literatiirde depo
bdlgesi atama olarak adlandirilan fonksiyon, stok birimlerinin
kabul edilmesi (receiving) ve stoklanmasi (stocking)
operasyonlarindan olugmaktadir. Firma, envanter kontroliinde
etkinligini arttirmak amaciyla, depolarda bir bdlimlendirme
uygulamasi  olan  depo  bolgesi atama  sisteminden
yararlanmaktadir. Bir parca deponun kabul bdliimiine geldiginde
pargcanin hangi bdlgeye gidecegine bu 7 ambar bolgesinden biri
secilerek karar verilmektedir. Bolge secimi yapildiktan sonra
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operatdr, o bolge icerisinde deneyim ve tecriibesine dayanarak
stok birimini depolamaktadir.

Tablo 1. Uygulama firmasinmin depo béliimleri

Silo Ambari Biiyilk malzemelerin tutuldugu 17 metre
yiiksekligindeki depodur. Oldukea biiyiik ve
gorece degerli parcalar burada

stoklanmaktadir.

Ana  Ambar
Agir Yik
Raflar

67 cm 7 kat ve 83 cm 6 kat gibi raf araliklar1
bulunan ana raf bolgesidir. Stok biriminin
depolanmasi ve toplanmasi forklift ve hand
truck gibi araglarla yapilmaktadir.

Dar Koridor 40x60x28 cm oOlgiilerindeki yaklasik 12.000
kutudan olusmaktadir. 3 boyutta hareket
edebilen ve manuel olarak ¢alistirilan
gelismis forkliftler kullanilmaktadir. Gorece
orta  biylkliikteki  stok  birimlerinin

depolandigi bolgedir

Ek-1
Raflar1

Ambar | Calisma sistemi olarak ana ambar ile aynidir

fakat raflarin travers araliklar1 farklidir

Ek-2 Ambar
Raflar1

Anarafbolgesine ve Ek-1 raflarina gore daha
uzun travers araliklarinin kullanildig:r raf
bolgesidir. Boyut dlgiileri bozuk stok
birimlerinin depolandig1 bolgedir. Ayrica Ek-
2 ambarin igerisinde 3 ayakli raflarda
bulunmaktadir. Bu raflar daha fazla agirlik
tastyabilmektedir.

Kardex Dikey dogrultuda ¢alisan  atlikarinca
depolama sistemidir. Vida gibi kii¢iik stok

birimlerinin depolanmasinda kullanilir

Mezanin Kaynak hattina giden kiigiik pargalarin
depolandigi lokasyondur. Katli bir sistemdir.

Herhangi bir ekipman kullanimi gerektirmez.

Bolge secimini firmanin planlama ve envanter kontrol
boliimiinde calisan endiistri mithendisleri yapmaktadir. Endiistri
mithendisi bdlge secimi yaparken farkli degiskenleri kullandig:
birtakim formiillerden ve tecriibelerinden yararlanmaktadir.
Depoya gelen her yeni parga i¢in bu islemleri yapmak oldukca
zahmetli ve zaman alic1 bir istir. Firma bu sebeplerden &tiirii, yeni
gelen her parcay1 otomatik olarak ilgili bolgeye atayabilecek bir
sistem, model ya da algoritma gelistirmek istemektedir. Bu
caligma kapsaminda da, parganin atanmasi gereken depo
bolgesinin bilgisini otomatik olarak verebilecek bir model
gelistirilmistir. Kullanilacak yontem, veri madenciligi ve makine
O0grenmesi yaklasimi ile, parcanin depo bilgilerini kullanarak
hangi bélgeye atanmas1 gerektigini belirleyen bir model olacaktir.
Problemin bazi acilardan genele uymamasi nedeniyle literatiirde
var olan stok smiflandirma ydntemlerinin uygulanmasi ¢dziim
getirmeyecektir. Elde bulunan verilerin durumlar1 da géz oniine
alindiginda en uygun yontem, veri madenciligi adimlartyla veriyi
anlamak, bilgi cikartmak ve modele hazir hale getirmek ve
makine 6grenmesi ile en uygun bdlgeyi bulmak olacaktir.
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2.3. Veri Madenciligi ve Makine Ogrenme

Veri madenciligi, eldeki verilerden bilgi ¢ikarimi yapmaya
olanak saglayan, c¢esitli sektorlerde bagariyla kullanilan bir veri
isleme yaklasimidir. Veri madenciligi kisaca; veri toplama, veriyi
on isleme, modelleme ve degerlendirme asamalar1 olarak
betimlenebilir (bakiniz Sekil-1). Veri; veri ambarlarindan, veri
tabanlarindan ~ ve  veri  barindirabilen  her  ortamdan
cikartilabilmektedir. Veriyi toplama yontemi veri madenciligi
¢alismalarinda son derece dnemlidir. Ciinkii ¢ikarilan veri, aranan
bilgiyi tiiretebilecek yapida olmalidir. Veri ¢ikartma isleminin
ardindan veri 6n igleme metotlar1 gelmektedir. Eldeki veri su anki
haliyle kullanima hazir degildir ve ¢esitli islemlerden ge¢cmelidir.

Verinin dogrulugunun arastirilmasi, eksikliklerin giderilmesi,
boyut indirgemesi, kullanilabilirliginin degerlendirilmesi, tahmin
edilmesi, veriyi olumsuz etkileyen u¢ noktalarin silinmesi,
smiflandirilmasi, kiimelenmesi gibi islemler verinin 6n islemesi
asamasinda gerceklestirilmektedir. Daha sonra ise, islenmis
verinin hangi metotlarla (modellerle) bilgiye
doniistiiriilebilecegine karar verilmesi gerekmektedir. Istenen
sonu¢ ve eldeki veri bu metotlarin se¢imini ciddi sekilde
etkilemektedir. Elde edilen bilgi, probleme dogrudan ¢oziim
olabilecegi gibi, bilgiden yola ¢ikarak probleme ¢6ziim
gelistirilmesi de saglanabilir.

Veriyi anlamak

N

Veri hazirhgi

Ay

Modelleme

is’i anlamak

Uygulama

=3

Degerlendirme

Sekil 1. Veri Madenciligi Siireci

Freitas vd. [7], veri madenciliginin hangi gorevleri yerine
getirmek tizere kullanilabilecegini yaptig1 calismada belirtmistir.
Bu gorevler izlenen sekildedir:

Swiflandirma (Classification), iizerinde en ¢ok calisilan veri
madenciligi gorevidir. Siniflandirmada amag, verilerin nitel
etiketlerinin bulundugu durumlarda, faktorlerin bu etiketleri nasil
etkilediginin arastirilmasi1 ve etiketsiz verilerin isabetli olarak
etiketlenmesidir.

Tahmin (Prediction), sayisal verilerin tahmin edilmesi
gorevidir. X bagimsiz faktorleriyle Y bagimli (hedef) faktdriiniin
tahmin  edilmesi amaglanmaktadir. Coziime, regresyon
yontemleriyle ulagilabilmektedir.

Clustering (Kiimeleme), siflandirma gorevleriyle sikca
karigtirilmaktadir. Siiflandirmada etiket (sinif) degerleri belirli
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iken, kiimelemede veriden hareketle etiketler bulunur.

Siniflandirma gérevleriyle beraber kullanimi yaygindir.

Iliski kurali ¢ikarma (Discovery of Association Rules), veri
madenciliginde en ¢ok kullanilan gorevlerin arasinda yer
almaktadir. Amag, birbirinden farkli degiskenlerin, diger
degiskenlerle arasinda nasil bir iligki oldugunu ortaya ¢ikarmaktir.
Ornegin, bir siipermarkette x ve y gidalarimi alan bir kisinin z
gidasini da aliyor olmasi, X,y ve z gidalar1 arasinda bir iliski
oldugunu gosterebilir.

Makine  &grenimi  (Machine Learning), bilgisayar
sistemlerinden algilanan ya da veri tabanlarinda tutulan verilerin
iizerinde bir dgrenimin gergeklesmesi ve bu dgrenmeye dayali
olarak hedef verinin tiiretilmesi/tahmin edilmesi kavramlarim
aragtiran bir bilim dalidir. Insan davranislarini taklit etmeye
calisabilecegi gibi insanin kompiitasyonel olarak erigemeyecegi
seviyedeki  islevleri de yerine getirebilecek sekilde
kullanilmaktadir. Giiniimiizde ise yapay zeka yaklagimlarinin
biiyilik bir kismini1 makine dgrenmesi teknikleri olusturmaktadir.
Makine ogrenme teknikleri hedeflenen sonuglara gore bazi
smiflara ayrilabilir:

» Gozetimli Ogrenme (Supervised Learning)
* Gozetimsiz Ogrenme (Unsupervised Learning)
» Pekistirmeli Ogrenme (Reinforced Learning)

Gozetimli Ogrenme, verilen girdi kiimesinden, istenen ¢ikti
kiimesinin elde edilebilmesi i¢in, bir model egiten algoritmalarin
genel ismidir. Istenen hedef c¢iktilar baslangigta elde
bulunmaktadir. Girdileri ve bu girdilerin sebep oldugu ¢iktilar bir
ogrenci (training) modiiliine sunularak, kullanilan ilgili algoritma
ile 6grenci modiilii egitilir ve bir model gelistirilir. Olusturulan
model, hedef ciktilar1 bulunmayan girdiler verilerek test edilir.
Hedef ¢iktilart dogru tahmin etme kapasitesine gore de modelin
dogrulugu (accuracy) degerlendirilir [8]. Gozetimli 6grenmede
temel olarak kabul edilen gorevler ve gorevlerin ¢oziimiinde
kullanilan bazi temel algoritmalar asagidaki gibidir:

> Tahmin
* Basit Dogrusal Regresyon
* Coklu Dogrusal Regresyon
* Polinom Regresyon
* Lojistik Regresyon
* Destek Vektor Makineleri
* Karar Agaci
* Rassal Agaglar

> Siniflandirma
* Lojistik Regresyon
* K En Yakin Komsuluk
* Destek Vektor Makineleri (SVM)
* SVM ve Kernel Hilesi
* Naive Bayes * Karar Agaci
* Rassal Orman

Gozetimsiz Ogrenme (Unsupervised Learning), gdzetimli
ogrenmeden farkli olarak, verileri sebepsonu¢ ya da girig-¢ikis
seklinde etiketlemeden, veri igerisinde var olan iliskilerin ve
yapilarin 6grenilmesidir. Bu nedenle bu tekniklerin temel amaci,
verinin altinda yatan yapryr ve dagilimi kestirerek bilgi
iretmektir. Gozetimsiz 6grenmede kiimeleme (clustering) ve
iligkilendirme (assocation) temel gorevlerdir.

Pekistirmeli Ogrenme (Reinforced Learning), amaca yonelik
ne yapimasi gerektigini Ogrenen bir makine Ogrenmesi
yaklagmmidir. Pekistirmeli 6§renmede ajan (agent) adi verilen
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Ogrenen makine, karsilagtigi durumlara bir tepki verir ve bunun
karsiliginda da sayisal bir 6diil sinyali alir. Ajan/dgrenen makine
aldigr bu 6diil puanint maksimuma c¢ikartmak igin ¢alisir. Bu
sekilde c¢alisgan deneme yamilma yontemi, pekistirmeli
O0grenmenin en ayirt edici 6zelligidir. Pekistirmeli 6grenmede
yapay sinir aglari, destek vektdr makineleri, bayes aglar1 ve
genetik algoritmalar yaygin olarak kullanilmaktadir.

2.4. Cok Simifli Siniflandirma

Bu ¢alismada kullanilacak verilerin yapisi ele alindiginda bir
stiflandirma problemi s6z konusudur. Tlgili parganin ilgili ambar
boliimiine yerlestirilmesi igin, par¢anin ait oldugu boéliim tahmin
edilmelidir ve bu da makine &grenmesinde bir siniflandirma
gorevidir. Hedef ¢ikt1, yani ambar béliimleri bu modelde siniflari
olusturmaktadir. ikiden fazla ambar boliimii oldugu icin ikiden
fazla sinif bulunmaktadir. Bu nedenle geleneksel siniflandirma
algoritmalari, parametre degisimi yapilmadan ya da ek kistaslar

cklenmeden kullanilamamaktadir. Literatiirde “Cok Sinifli
Smiflandirma  (Multiclass  Classification)” olarak  gegen
problemimiz i¢in ¢esitli yaklasimlar bulunmaktadir. Bu

yaklagimlart genel olarak 3 kategoride toplamak miimkiindiir.
Bunlar:

> {kili Sisteme Cevirme Yaklaginm
* One vs rest
* One vs one
> Hiyerarsik Siniflandirma Yaklagimi
> {kili Sistemin Uzantis1 Olarak Belirtme Yaklasim1
* Yapay Sinir Aglar
* Asir1 Ogrenme Makineleri
* K En Yakin Komsuluk
* Naive Bayes
* Karar Agaglari
* Destek Vektor Makineleri

Bahsedilen yaklagimlar kullanilarak problemi en iyi temsil edecek
olan yaklagim performans karsilastirmas: yapilarak Bulgular
kisminda tartisilmastir.

3. Arastirma Sonuclarn ve Tartisma

‘Python’ makine &grenmesi c¢alismalarinda kullanilan en
popiiler yazilim dilidir. Bu dogrultuda Pythonda rahat caligma
imkani saglayan Spyder IDE’si kullanilarak modellemeler
gelistirilmistir.

3.1. Verilerin Modellemeye Uygun Hale Getirilmesi

Modelleme ¢alismalar1 Python programlama dili ile
gerceklestirilecektir. Dolayistyla verilerin temel Oniglemleri
yapildiktan sonra Python’da c¢alisabilir hale getirilmeleri
gerekmektedir. Python g¢alisma yapist geregi virgiille ayrilmis
formattaki verileri kabul etmektedir. Excel’de son tablo olarak
diizenlenen veriler bu formata uygun sekilde ‘.csv’ dosyalarina

¢ikartilmig, ardindan veriler Python c¢alisma ortamina
yiiklenmistir.
Modelleme yapilirken kullanilacak verilerin numerik

verilerden olusmas1 gerekmektedir. Kategorik olan veriler bu
formata uymamaktadir ve dolayisiyla sistematik bir sekilde veri
yapisin1 bozmadan sayisallastiriimas1 gerekmektedir. Kategorik
verilerin numerik hale getirilmesi i¢in 0- 1 tamsayili kodlama
yaklagimi kullanilmigtir. Normalde bir siitundan olusan kategorik
veri, 0-1 kodlama yaklasimi ile kategorik faktoriin icerdigi farkl
kategori sayis1 kadar yeni siituna aktarilmaktadir. Bu dogrultuda
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veriler Python iizerinde ‘OneHotEncoding’ modiilii kullanilarak
0- 1 tamsayi hale donistiiriilmiistiir.

3.2. Verilerin Egitim ve Test Kiimesine Ayrilmasi ve
Normalizasyonu

3

Gozetimli makine 6grenmesi, ‘X’ girdi degiskenleri ve Y’
hedef degiskenini kullanarak bir model gelistirme temelinden
olugsmaktadir. Model 6grenme islemini yaparken verilen biitiin
veriyi kullanarak bir algoritma belirlemektedir. Dolayisiyla
o0grenmek i¢in kullandig1 verileri ¢ok yiiksek oranda tahmin
edebilecektir. Bu durum modelin basarisin1 6lgerken zorluklar
ortaya  ¢ikarmaktadir.  Verilerden  Ogrenilen  modellerin
basarilarmin daha iyi Olciilebilmesi ve test edilebilmesi igin
veriler 2 par¢aya boliinmektedir. Boliinen verilerin ilk kismi
modeli 6grenmek icin kullanilirken kalan kismi ise modelin
dogrulugunu test etmek i¢in kullanilmaktadir. Boélinme esik
degeri, 6grenme verisi igin 0,25-0,4 arasinda kabul edilmektedir.
Bu calisma kapsaminda boliinme esik degeri 0,33 olarak kabul
edilmistir ve verilerin rastgele 2/3’ii 6grenme modilii icin ve
kalan 1/3’1 olugturulan modeli test etmek i¢in ayrilmigtir.

Veriler kullanilacak algoritmalarca aynmi agirliklarda
anlagilmalidir.  Verileri normalize etmek, verileri sayisal
degerlerinin verdikleri agirliklardan kurtararak ayni uzay
diizleminde temsil edebilmek amacini tasimaktadir. Modelde
kullanilacak algoritmalar cogunlukla verilerin n boyutlu uzaydaki
konumlarina bakacaktir. Dolayisiyla sayica biiyiik veya kiiciik
olan veriler modelin dogrulugunu etkileyecektir. Bu durumdan
kurtulmak amaciyla veriler normalizasyon tekniklerinin
uygulanmast gerekmektedir. Veriler Python’da “Scikit.learn”
kiitiiphanesinin ‘StandartScaler’ modiilii kullanilarak bu verilere
gore normallestirilmistir. Bu yOntemin secilmesinin sebebi
siradist  verilere karsti daha saglam bir veri yapisi
olusturabilmektir.

3.3. Bulgular

Python’da, daha oOnceki boéliimlerde verilen veri hazirlik
calismalarindan sonra modeller uygulanmaya baslanmistir. Her
bir farkli model algoritmas: igin verilerin bir dgrenci modiilii
iizerinden egitilmesi s6z konusudur. Her algoritma kendi ¢alisma
prensibine gdre Ogrenci modiiliinden desenler 6grenmis ve
sonuclar1 test modiillerinde basari Slglimiine tabi tutulmustur.
Tablo-2’de  kullanilan makine 06grenme algoritmalarinin
performans sonuglart &zetlenmistir. Tablo-2’nin ilk siitununda
verilen kriterler makine O0grenme algoritmalarinin
performanslarini degisik acilardan dlgen ve yaygin kullanilan
performans kriterleridir. Ayrica Tablo-2’nin daha rahat
okunabilmesi igin renk matrisi yaklagimi kullanilmigtir. Burada
kirmizidan yesile dogru renkler sirasiyla en diisiik performanstan
en yiiksek performansa dogru degigmektedir.

3.4. Tartisma

Tablo 2’de oOzet sekilde verilen bulgulara goére makine
O0grenme algoritmalarinin depo bolgesi atama problemi ig¢in
performanslar karsilagtirnllmigtir. Burada Lojistik regresyonla
siiflandirma (LOGR) modeli, verilerin %66,3 lik bir kisminm
dogru tahmin etmektedir. MMC degeri de bu tahminin rassal
olmadigint gergekten veriler iginde desenlerin yakalandigin
temsil etmektedir. KNN Modeli, verilerin %65,5°lik bir kismini
dogru tahmin etmektedir. MMC degeri de bu tahminin lojistik
regresyon siniflandiricisina  goére daha basarili bir sekilde
ambarlar1 tahmin ettigini gostermektedir. SVM modeli, ambar
boliimlerini %66,3 oraninda dogru tahmin etmektedir. Naive
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Bayes siniflandirma algoritmasi ciddi anlamda diisiik skorlar elde
etmistir. %11,5’lik bir basar1 ile degerlendirilmesi mantikli
bulunmamigtir. Bu basarisizligin sebebi algoritmanin faktor sayisi
arttikga zayiflamasindan kaynaklanmaktadir. Kullanilan DTC
Algoritmasi, %59,6’lik bir dogruluk oram vermistir. DTC
algoritmast su ana kadar degerlendirmeye alinan en zayif
algoritma olarak belirlenmistir. RFC algoritmas1 %72,5’lik bir
bagar1 ile ambar boliimlerini tahmin etmistir. MMC degerinin
%64,4 olmasi da algoritmanin simiflandirmada digerlerine gore
¢ok daha basarili oldugunu gostermektedir. RFC algoritmasi
standart algoritmalarla karsilagtirildiginda ¢ok daha giiglii bir
algoritmadir. Giiclinii karar agaci temelinden alim ensemble
algoritmalarla harmanlayarak elde etmektedir. Bu durum
ensemble metotlarinin daha basarili sonuglar getirebilecegi fikrini
dogurmustur. Renk matrisinde de (Tablo-2) goriildiigii gibi (koyu
yesiller en iyi, koyu kirmizilar en kotii) en basarili algoritma
rastgele orman olarak bulunmustur. Her degerlendirme 6l¢iitiine
gerek en bilylik basartyr sergileyen algoritmadir. Dolayisiyla
ambar boliimlerinin tahmin edilmesinde kullanilmak iizere
secilmisgtir.

Tablo 2. Makine 6grenme algoritmalari performans
degerleri (LOGR: Lojistik regresyon siniflandirma algoritmasti,
KNN: K-En Yakin Komguluk Algoritmasi, SVM: Destek Vektor

Makineleri Algoritmasi, NB: Naive Bayes siniflandirma
algoritmasi, DTC: Karar Agact Algoritmasi, RFC: Rastgele
Orman Algoritmast)

Renk Matrisi LOGR |KNN [SVM |NB |DTC | RFC

Accuracy 0.66| 0.66| 0.66 [0.12] 0.60 | 0.72

MMC 0.54| 0.56| 0.54[0.08| 0.51 | 0.64

Balanced

Accuracy 0.53| 0.57| 0.53 [0.31] 0.55]0.62

F1 Score (Micro

avg) 0.66| 0.68| 0.67 [0.10] 0.63 | 0.74

F1 Score (Macro

avg) 0.56| 0.60| 0.56 [0.10] 0.54 ] 0.65

F1 Score

(Weighted avg) 0.66| 0.68| 0.66 [0.06] 0.64 | 0.74

Precision (Micro

avg) 0.66| 0.68| 0.67 [0.10] 0.63 [ 0.74

Precision (Macro

avg) 0.61| 0.68| 0.66 [0.38| 0.54 | 0.72

Precision

(Weighted avg) 0.66| 0.69| 0.67 [0.56| 0.64 | 0.74

Recall (Micro avg) [ 0.66| 0.68| 0.67 |0.10] 0.63 | 0.74

Recall (Macro

avg) 0.53| 0.57| 0.53 [0.31] 0.55]0.62

Recall (Weighted

avg) 0.66| 0.68| 0.67 [0.10] 0.63 | 0.74
4. Sonug¢

Glinlimiizde depo sistemlerinin etkinliginin arttirtlmasi
amaciyla kullanilan pek cok alternatif yontem vardir. Ancak
depoyu bir veri ambari, i¢indeki hammadde ve pargalar1 da veri
olarak diislinecek olursak, veri madenciliginin kullanimi
kaginilmaz olacaktir.

Bu calismada, bir depolama yontemi olan depo bolgesi atama
isleminin etkinlestirilmesi adina veri madenciligi teknikleri
kullanilmistir. Modelleme adiminda da makine 6grenmesi iginde
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¢ok smifli smiflandirma algoritmalarindan yararlanilmigtir.
Olusturulan model ile par¢anin 6zellik verileri kullanilarak hangi
ambar boliimiine ait oldugu tahmin edilmeye c¢alisilmistir.

Yapilan veri madenciligi ve makine 6grenmesi yontemleri
sonucunda gergek ambar boliimiinii en dogru tahmin eden
algoritmanin, %72’lik bir basari oraniyla Rastgele Orman
algoritmast oldugu goriilmiistiir. Algoritmanin parametreleri
bulgular boliimiinde belirtilmistir.

Sonuclar daha detayli incelendiginde, genel anlamda veride
bir dengesizlik s6z konusudur ve bu ¢aligma kapmasinda verideki
dengesizligin  Ustesinden  verilerin  yapist  nedeniyle
gelinememistir. ~ Dengesizligin ~ sonucunda  bazi  ambar
boliimlerinin dogru tahmin edilme orani digerlerine gore daha
basarili olurken bazilar1 da daha basarisiz olmaktadir. Bizim
goriisiimiize gbére bu durumun sebebi, verilerin yetersiz
olmasindan kaynaklanmaktadir. Buna ragmen %72’lik basari
oran1 azimsanacak bir deger degildir ve caligmalarla
gelistirilebilir. Bu bilginin kullanilabilmesi i¢in bahsi gegen
firmada planlama ve envanter kontrol bdoliimiiniin, ambar
boliimlerin doluluk oranlari, MRP kayitlar1 ve planlanan parca
geligleri verilerini kullanarak atama yapacak bir sistem
gelistirmesi gerekmektedir. Bu sayede daha etkin bir stoklama
sistemine sahip olunacaktir.

5. Tesekkiir

Bu ¢aligmanin tamamlanmasinda bana destek olan dgrencilerim
Oguzhan Alptekin ve Cansu Demirel’e tesekkiirlerimi sunarim.
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