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Oz

Yapilan ¢alismada, tek kanalli yaygin akciger sesleri kullanilarak patolojik ve saglikli denekler iizerinde detayli bir 6znitelik analizi
gerceklestirilmistir. 94 kisiden elde edilen normal, ronkiis, ince ral ve kaba ral seslerine ait 594 adet solunum dongiisiiniin otomatik
tespiti ile elde edilen veri tabani kullanilmigtir. Daha sonra, sifir gegis orani, enerji, enerjinin entropisi, spektral merkezilik, bir
cergevenin yayilimi, spektral entropi, spektral aki, spektral devrilme, Mel-frekans cepstral katsayilari, harmonik oran, pencerenin temel
frekans1 ve renk vektorii 6znitelik ¢ikarma yontemleri veri tabanina uygulanmistir. Sonsuz gizli 6znitelik se¢imi, sonsuz 6znitelik
secimi, 6zvektor merkeziligi, minimum artiklik, maksimum ilgililik, relief, karsilikl1 bilgi, laplace skoru, ¢oklu kiime, fisher, denetimsiz
ayrimel, yerel 0grenmeye dayali kiimeleme, korelasyona dayali Oznitelik se¢im yontemleri egitim asamasinda kullanilmustir.
Siniflandirma igin destek vektor makinesi, k en yakin komsu, naive bayes ve karar agaglari algoritmalari kullanilmistir. Sonug olarak,
Oznitelik sayisi siirlt olmadigi durumda, k en yakin komsuluk smiflandiricisi ve ¢oklu kiime 6znitelik se¢im yontemi kullanilarak
%97,5 simflandirma dogrulugu elde edilmistir. Oznitelik sayisi 3 ile sinirlandirildiginda ise k en yakin komsu simiflandiricist ve dzvektor
merkeziligi veya sonsuz dznitelik se¢imi yontemleri kullanilarak %91,6 siniflandirma dogrulugu elde edilmektedir.

Anahtar Kelimeler: Akciger sesleri, Solunum Déngiisii, Stmiflandirma, Oznitelik Cikarimi, Oznitelik Secimi.

Diagnosing Respiratory Pathology Using Filter-Type Feature
Selection Methods in Single-Channel Lung Sounds

Abstract

In this study, detailed feature analysis was performed on the pathological and healthy subjects via single-channel common lung sounds.
The database obtained from the automatic detection of 594 respiratory cycles of normal, rhonchi, fine crackle, and coarse crackle sounds
obtained from 94 people was used. Then, zero-crossing rate, energy, the entropy of energy, spectral centroid, the spread of a frame,
spectral entropy, spectral flux, spectral roll-off, Mel-frequency cepstral coefficients, harmonic ratio, the fundamental frequency of a
window, and chroma vector feature extraction methods have been applied to the database. Infinite latent feature selection, infinite feature
selection, eigenvector centrality, minimum redundancy maximum relevance, relief, mutual information, laplacian score, multi-cluster,
fisher, unsupervised discriminative, local learning-based clustering, correlation-based feature selection methods are used in the training
phase. Support vector machine, k nearest neighbors, naive bayes, and decision trees algorithms were used for classification. As a result,
97.5% classification accuracy was achieved by using the k nearest neighbor classifier and the multi-cluster feature selection method
when the number of features is not limited. When the number of features is limited to 3, 91.6% classification accuracy is achieved by
using the k nearest neighbor classifier and the eigenvector centrality or infinite feature selection methods.
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1. Giris

Teknolojik gelismeler, hastalik teshisinde giin gectikce
kullanimi  kolay ve  yilksek dogrulukta  yontemlerin
gelistirilmesine 6n ayak olmaktadir. Ozellikle sinyal isleme
alanindaki geligsmeler ile birgok hastalik erken donemde teshis
edilebilmekte bu sayede tedavi ve iyilesme siiresi de
kisalmaktadir.  Akciger  seslerini  dinleyerek  akciger
rahatsizliklarinin tespiti de bu ydntemlerden biridir. Akciger
seslerinin viicudun belirli bolgelerinden dinlenmesi islemine
oksiiltasyon adi verilir. Oksiiltasyon kadar kolay, hizli ve
girisimsel olmayan (noninvaziv) bagka bir tan1 kaynagi
bulunmamaktadir (Emeksiz vd., 2018). Akciger seslerinin
dinlenilmesi ile hastalik teshisi ilk uygarliklardan bu yana
hekimin kulagini hastanin gogsiine dayamasi ile uygulanan bir
yontem olmasina ragmen 1816°’da Fransiz bir doktor olan
Laennec’in stetoskopu kesfi ile boyut degistirmistir (Lehrer,
2018). Giinlimiize kadar ¢ok az degisime ugrayan stetoskop
doktorun damgasi olarak isimlendirilmektedir (Bohadana vd.,
2014). Fakat akciger seslerinden hastalik teshisinde doktorun iyi
bir isitme yetenegine sahip olmasi, iyi egitimli olmasi ve yeterli
tecriibeye sahip olmasi gerekmektedir. Tip fakiiltesini yeni bitiren
doktorlarin bu konuda yetersiz deneyime sahip olmalarindan
dolay1 zorlandiklar1 bilinmektedir (Aras vd.,2018). Ancak
elektronik  stetoskoplarin  kullanilmasi akciger seslerinin
smiflandirilmasinda dijital ortamdan faydalanilmasina imkan
saglamistir. Elektronik stetoskoplar, akciger seslerinden hastalik
teshisinde standart bir karar verme mekanizmasina, depolayip
tekrar dinlemeye ve giiriiltii bilesenlerini siizmeye olanak
saglamaktadir.

Literatiirde akciger sesleri lizerine yapilan ¢aligmalar, ses
sinyallerinin kaydedilmesinde tek kanalli veya ¢ok kanalli kayit
yontemlerinin uygulanmasina dayanmaktadir. Cok kanalli kayit
yontemleri akciger sesleri hakkinda daha fazla veri
barindirmasina ragmen ¢oklu mikrofonlarin hastanin viicuduna
yerlestirilmesi olduk¢a karmagik ve zor bir eylemdir. Hastalarin
kilolu ve killi olmalar1 durumunda bu islem oldukga fazla zaman
almaktadir. Bu yiizden yapilan ¢alismada, tek kanal kayit yontemi
sonucunda elde edilen akciger sesleri kullanilmistir. Cok kanalli
akciger sesleri lizerine yapilan mevcut bir caligmada 21 adet
patolojik ve 27 adet saglikli deneklerin solunum sesleri frekans
spektrumu ve autoregressive (AR) model parametreleri
araciligiyla analiz edilmistir. Bu c¢alismada 14 kanalli solunum
sesi verileri inspirasyon ve ekspirasyon igin ayri ayri
olusturulmustur. K en yakin komsuluk (k-NN) smiflandirma
yontemini kullanan bu g¢aligmada sirasi ile %77.8 ve %068.9
siiflandirma basarimina ulastlmistir (Yilmaz vd., 2006). Diger
bir calisma ise 5 farkli akciger sesi lizerine 120 kayittan olusan bir
veri taban lizerinde gergeklestirilmistir (Palaniappan vd., 2016).
Bu c¢alismada da AR Katsayilari ve Mel Frekans Cepstral
Katsayilar1 (MFCC) Oznitelikleri ayirt edilmis solunum
dongiilerinden elde edilerek kullanmilmistir. Destek vektor
makineleri (DVM) simiflandiricist kullanilan bu calismada AR
katsayilarinin  kullanilmasi ile %88.72, MFCC katsayilarinin
kullanilmasi ile %89.68 siniflandirma basarimina ulasilmistir.
Akciger seslerinden Oznitelik ¢ikarimi {izerine hizli fourier
doniisiimii (Gogiis vd., 2016), dalgacik doniisiimil (Koeipensri
vd., 2016), Dogrusal Ongériilii Kodlama (Sankur vd., 1994) gibi
farkli yontemleri kullanan ¢aligmalar da mevcuttur.

Literatiirdeki akciger sesleri {lizerine yapilan mevcut birgok
calismanin igerisinde bu c¢alismada tamamen otomatik bir
smiflandirma yontemi amaglanmustir. Ayrica literatiirdeki var olan
mevcut calismalar incelendiginde detaylt bir Oznitelik

e-ISSN: 2148-2683

aragtirmasinin yapildigi bir calisma bulunmamaktadir. Tek kanal
kayit yontemi ile elde edilen akciger seslerinin, ¢ok kanalli kayit
yontemi ile elde edilen akciger seslerinden daha az veriye sahip
olmasi nedeniyle yiiksek simiflandirma basarimi degerlerine
ulagabilmek olduk¢a zordur. Yapilan g¢alismada bu zorlugun
iistesinden gelebilmek igin detayli bir &znitelik arastirilmasina
gidilmistir. Ayrica yapilan ¢alismada kaydedilen akciger seslerine
ait solunum dongiilerinin otomatik olarak tespitini saglayan
yontem ile veri tabani olusturulmustur. Bu sayede seslerin elde
edilmesinden siniflandirilmasina yani hastaligin teshisine kadar
tam otomatik bir sistemin tasarimi miimkiin olmaktadir.

Calismanin geri kalan boliimleri: 2. Boliimde materyal ve
metot, 3. Boliimde aragtirma sonuglari, 4. Bolimde sonuglar ve
tartigmalar sekilde organize edilmistir. Materyal ve metot boliimii,
hem c¢alismanin ¢ergevesi hem de veri seti hakkinda bilgi
saglamaktadir. Bulgular boliimiinde, ¢alisma veri seti kullanilarak
degerlendirilmistir. Sonug ve tartigma boliimiinde, ¢aligmanin ana
hatlart dogrultusunda diger caligmalara gore farkliliklari ve
performansi yorumlanmstir.

2. Materyal ve Metot

Yapilan c¢aligmanin blok semast Sekil 1°de gosterilmektedir.
Veri tabani olusturmak i¢in 94 farkl kisiden elde edilen tek kanal
akciger seslerine ait solunum dongiileri otomatik olarak tespit
edilmistir. Elde edilen 150 adet saglikli, 444 adet patolojik
solunum dongiisii veri tabani olarak kullanilmistir. Daha sonra
zaman ve frekans bolgesinde yaygin olarak kullanilan 12 farkli
Oznitelik ¢ikarim yontemi uygulanmasiyla 35 birim uzunlugunda
Oznitelik vektori elde edilmistir. Elde edilen bu 6zniteliklere 12
adet filtre tipi Oznitelik se¢im yontemi kullanilarak 4 farkli
smiflandirma yontemi uygulanmustir.

Ozniteliklerin
Secilmesi

Ozniteliklerin

i s Elde Edilmesi

Siniflandirma

> 4

Sekil 1. Sistemin blok semasi

2.1. Veri Tabam

Veri tabani siniflandirma isleminde en 6nemli materyallerden
biridir. Gurung, akciger seslerinin siniflandirilmasinda standart
bir veri tabaninin bulunmamasinin ticari bir aygit gelistirmekteki
en onemli eksiklik oldugunu vurgulamistir (Gurung vd., 2011).
Yapilan c¢aligmada kullanilan akciger sesleri, {ilkemizde
gerceklestirilen bir ¢aligma ile elde edilmistir. Bu veri tabaninin
olusturulmasinda standartlar 6nceden belirlenmis ve Karadeniz
Teknik Universitesi (KTU) Etik Kurulu'ndan caligma icin izin
belgesi alinmistir. Veri toplama asamasinda, Karadeniz Teknik
Universitesi Tip Fakiiltesi Gogiis Hastaliklar1 béliimiinde bulunan
iki uzman hekim vasitasiyla tim ses kayitlar1 alinmis ve elde
edilen kayitlarin etiketleri  belirlenmigtir. Kayitlar1  elde
edilmesinde tek kanalli, analog ¢ikisli ve akciger ses frekans
araligina (20-2000 Hz.) uygun olan diyafram seceneginde bir
elektronik stetoskop (Thinklabs ds32a +) kullanilmistir. Kayitlar
birden fazla solunum dongiisii icerdigi i¢in nefes alis ve veris
evresini igeren bir solunum dongiisiiniin otomatik olarak tespiti
icin (Aras vd., 2018)’de belirtilen yontem kullanilmigtir. Bu
sekilde 94 farkli denekten elde edilen 150 adet saglikli, 444 adet
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patolojik solunum dongiisii veri tabami olarak kullanilmigtir.
Kullanilan veri tabanin detaylar1 Tablo 1°de belirtilmistir.

Tablo 1. Kaydedilen akciger seslerinden otomatik olarak
belirlenen solunum dongiileri

Ses Tipi | Denek Sayis1 | Solunum Dongii Sayisi
Normal 30 150
Ronkiis 23 150
Ince Ral 20 148
Kaba Ral 21 146
Toplam 94 594

2.2. Ozniteliklerin Elde Edilmesi

Yapilan ¢alismada, sifir gecis orani (zero crossing rate-ZCR)
Denklem 1°de, enerji (energy) Denklem 2’de, enerji entropisi
(entropy of energy) Denklem 3’de, spektral merkezi (spectral
centroid) Denklem 4°de, bir ¢ergevenin yayilimi (spread of a
frame) Denklem 5°de, spektral entropi (spectral entropy)
Denklem 6°da, spektral aki (spectral flux) Denklem 7°de, spektral
devrilme (spectral rolloff) Denklem 8’de belirtilmek iizere
oznitelik ¢ikarma yontemleri kullamlmistir. Ozniteliklerin elde
edilmesinde kullanilan formiiller Tablo 2°de gdsterilmistir. Ayrica
bu Ozniteliklere ek olarak, MFCC, harmonik oran (harmonic
ratio), pencerenin temel frekansi (Fundamental frequency of a
window) ve renk vektorii (chroma vector) Oznitelikleri de
kullanilmugtir.

Tablo 2. Kullanilan oznitelik ¢ikarim yontemleri ve formiilleri

Yontem | Oznitelik Formiil
N
. 1
Sifir gegiy —legn[xi )]
orani f 2N ~= (1)
— sgn[x;(n— ]|
N
Enerji f, ED =) P @
=1
Enerji g = I 3
entropisi f3 i = —Z ej.log,(e)) 3)
j=1
Spektral f c I,:]izl kX;(k) @)
; 4 i T TONTZ o
merkezi gﬁ X; (k)
Bir Si
cergevenin fs _ ,’Zﬁ(k - C)*Xi(k)  (5)
yayuimi IILIZ X,(k)
-1
Spektral H= ] 6
entropi fe = _Z ne.log, (ny) (6)
f=0
SFii-1)
Spektral y
. fy 2 , O
= > (%) = Xy ()
k=1
Spektral “ L
evrilme o | D %00 =085 x00 ®
k=1 k=1

MFCC insan isitme sistemini modelleyerek kullanan bir
yontemdir. Yapilan c¢alismada MFCC yontemi, solunum
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dongiilerindeki dengeli akustik 0Ozelliklere sahip oldugu
diigiiniilen kisa ¢ergeveler lizerinde kullanilmistir. Bu yontemde
Once FFT uygulanarak frekans bolgesine gecilir daha sonra giic
spektrumu bulunur. Bu gii¢ spektrumu, 20 ii¢gen filtreden olusan
bir Mel filtre bankasindan gegirilir. Daha sonra duyarlilig
azaltmak i¢in logaritma hesaplanir ve son asamada ayrik kosiniis
doniisiimii (DCT) uygulanarak MFCC katsayilar1 hesaplanir.
Yapilan ¢alisjmada MFCC yontemi kullanilarak 13 adet katsayi
elde edilmis ve bu katsayilar 6znitelik olarak kullanilmistir (
fo+** fo1). Harmonik oran ve pencerenin temel frekans degerleri
(Kim vd., 2007)’de belirtilen yontem ile hesaplanmustir (£, f23)-
Armoni ile yakindan iligkili olan renk tabanli ses ozellikleri,
miizik verilerinin islenmesi ve analiz edilmesinde yaygin
kullanim alanina sahip bir 6znitelik ¢ikarim yontemidir. Yapilan
caligmada 12 adet 6znitelik (Bartsch vd., 2005)’de belirtilen renk
vektorii yontemi ile elde edilmistir (f,4 - f35). Sonug olarak
hesaplanan tiim 6znitelikler Denklem 9 da gosterilmektedir.

F=(fifa 3 f5) ©

2.3. Ozniteliklerin Secimi

Elde edilen dzniteliklerin ilgili sinifin ayirt edici 6zelliklerini
tanimlayabilmesi ve Ozgiin yani birbirleri cinsinden ifade
edilmemeleri, siniflandirma siirecinin en Onemli
gereksinimlerindendir. Bu bakimdan 6znitelik se¢imi, veri
setinden elde edilen en uygun 6zniteliklerin belirlenmesi iglemidir
(Forman, 2003).

Oznitelik seciminin avantajlar1 (Ladha vd., 2011) su sekilde
belirtilmektedir;

e Oznitelik vektdr boyutunu diisiirerek depolama alanini
azaltir.

o  Gereksiz ve giiriiltiilii verileri kaldirarak veri kalitesini
yiikselir.

e  Veri toplama ve kullaniminda kaynak tasarrufu saglar,

e Veri kiimesinin daha basit sekilde gorsellestirilmesini
saglayarak anlasilabilirligi artirir.

e Veri analizinde Ogrenme algoritmalarmin ¢alisma
stiresini kisaltir.

e  Sonu¢ modelinde dogruluk degerini yiikseltir.

Oznitelik secim yontemleri siizgeg, sarici ve gomiilii
yontemler olmak iizere ii¢ farkli sinifta incelenmektedir (Guyon
vd., 2006). Gomiilii yontemlerde Oznitelik se¢im siireci ile
smiflandiricinin -~ 6grenme  yontemi es zamanlt  olarak
gerceklesmektedir. Sarict yontemlerde ise belirli 6znitelik alt
kiimelerinin smiflandirmadaki dogruluklari hesaplanarak en
uygun alt kiimenin tespiti gerceklestirilmektedir. Siizgeg
yontemlerinde ise siniflandiric1 goz ardi edilerek 6zniteliklerin i¢
ozellikleri analiz edilir (Sekil 2). Siizgeg tipi yontemler daha az
karmagik ve hizli ¢aligmalarindan dolay1 biiyiik veri setlerinin
analizinde daha ¢ok tercih edilmektedir (Guyon vd., 2003). Ayrica
Oznitelik se¢im yoOntemleri denetimli ve denetimsiz olarak iki
grupta da incelenebilmektedir. Denetimli 6znitelik segim
yontemlerinde ilgili smifa ait etiket degerleri kullanilmaktadir.
Denetimli dznitelik se¢cim yontemlerindeki temel hipotez, iyi bir
Oznitelik alt kiimesinin, ilgili sinifla yiiksek oranda iligkili
(6ngoriilebilir) ancak birbirleri ile iligkisiz (6ngoriilemez)
ozellikleri barindiran bir kiime olmasidir (Gennari vd.,1989)
Denetimsiz 6znitelik se¢im yontemlerinde ilgili siniflara ait etiket
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degerleri verilmez. Denetimsiz 6znitelik secim yontemleri, ilgili
Ozniteliklerin de ayni zamanda tespiti gerektiginden oldukg¢a zor
bir problemdir.

Yapilan calismada filtre tipi Oznitelik se¢im algoritmalari
kullanilmistir. Kullanilan teknikler Tablo 3’de gosterilmektedir.
Bu tekniklerden Relief-F (Liu vd., 2007), 6zniteliklerin kalitesini,
degerleri birbirine yakin olan veri 6rneklerini ne kadar iyi ayirt
ettigine gore tahmin eden iteratif, rastgele ve denetimli bir
yaklasimdir. Bu yontem gereksiz ozellikler arasinda ayrim
yapmaz ve az sayida veri kullanimi durumunda diisiik performans
gosterir. Etkili ve hizl1 bir siizge¢ yontemi olan Fisher (Gu vd.,
2012) yonteminde, bir 6zelligin puan1 siiflar aras1 ayrim ve sinif
ici varyansin oranit olarak hesaplanir. Burada oOznitelikler
bagimsiz olarak siralama ile degerlendirilir.

) Sizge Ozniteliklerin | | Oznitelik Alt
Oznitelikler Yant f Oneme Gore Kiimelerinin Siniflandirma
e Siralanmasi Olusturulmasi

Sekil 2. Siizge¢ tipi 6znitelik se¢cim yontemlerinin genel blok

semast

Tablo 3. Kullanilan oznitelik se¢im yontemleri

Sira No | Yontem Tipi
1 ILFS Denetimli
2 Inf-FS Denetimsiz
3 EC-FS Denetimli
4 mRMR Denetimli
5 Relief-F | Denetimli
6 MI Denetimli
7 LS Denetimsiz
8 MCFS Denetimsiz
9 Fisher Denetimli
10 UDFS Denetimsiz
11 LLCFS | Denetimsiz
12 CFS Denetimsiz

Yaygin kullanim alanina sahip karsilikli bilgiye dayanan MI
(Mutual Information) (Zaffalon vd., 2002) yonteminde, belirli bir
Oznitelik degerinin dagilimu ile belirli bir sinifa iiyelik arasindaki
karsilikli bilgi bir se¢im kriteri olarak kabul edilir. Ozniteliklerin
secimi bu kriter ile siralanmalart ile gergeklestirilir. Sonsuz Gizli
Ozellik Secimi (Infinite Latent Feature Selection, ILFS) (Roffo
vd., 2016), birlesimsel problemi atlayarak tiim olasi 6znitelik alt
kiimelerini gz Oniinde bulundurarak siralama adimim
gergeklestiren, olasilik tabanli bir 6znitelik secim yaklagimidir.
Bu yontemin en karakteristik 6zelligi, kaynagin olasiliksal gizli
semantik analizden (Probabilistic Latent Semantic Analysis,
PLSA) alan bir siire¢ kullanarak ilgili 6znitelikleri modelleme
hedefidir. Ozvektdr Merkeziligi (Eigenvector Centrality EC-FS)
yoluyla oOznitelik se¢imi (Roffo vd., 2016), o0zniteliklerin
diiglimler olarak gosterildigi bir yakinlik grafigi {izerinde
haritalayan bir yontemidir. Bu yontemde 6zniteliklerin sirasi, 6z
vektor merkeziligi gostergeleri aracilifiyla diigilimlerin dnemi
degerlendirerek verilir. Denetimsiz 6grenme yontemlerinden biri
olan Sonsuz Oznitelik Se¢iminde (Infinite Feature Selection, Inf-
FS) (Roffo vd., 2015), her bir 6znitelik grafik iizerinde bir digiim
olarak temsil edilmektedir. Bu yontemde olas1 tlim Oznitelik alt
kiimeleri grafikte yollar olarak hesaba katilarak her 6znitelige bir
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O6nem puani verilir. En biiyilik veya en farkli degerdeki merkezilik
puani, en dnemli 6zniteligi belirtir. Bir bagka denetimsiz yontem
ise bir 6zniteligin dnemini yerellik koruma giiciiyle degerlendiren
Laplacian Skorudur (Laplacian Score, LS) (He vd., 2005). Bu
yontemde yerel bir geometrik yapiy1r modellemek i¢in en yakin
komsuluk grafigi olusturulur. Oznitelik siralamas1 bu grafigin
yapisina gore gergeklestirilir. Korelasyon Tabanli Ozellik Segimi
(Correlation based Feature Selection, CFS) (Hall, 1999)
yonteminde, Ozniteliklerin arasindaki i¢ korelasyon degerleri
dikkate alinmaktadir. Bu yaklasim, en iyi 6znitelik alt kiimesinin
ilgili smif ile yiiksek oranda ve bu alt kiimeyi olusturan
Ozniteliklerin birbirleri ile diisiik oranda korelasyona sahip olmasi
hipotezine dayanmaktadir. Minimum Artiklik Maksimum Ilgililik
(Min Redundancy Max Relevance, mRMR) (Ding vd., 1989),
yonteminde ilgili siifla en ilgili Oznitelikler segilmeye
calisilirken bu 6znitelikler arasindaki fazlaligi en aza indirgemeye
caligilmaktadir. Denetimsiz Ayrime1r  Oznitelik  Segimi
(Unsupervised Discriminative Feature Selection, UDFS) (Yang
vd., 2011) yonteminde, diger denetimsiz Oznitelik segim
algoritmalarindan farkli olarak, toplu olarak tiim o&znitelik
kiimesinden en ayirt edici 6znitelik alt kiimesi se¢ilmektedir. Bu
yontemde dagilim matrislerinde bulunan ayirt edici bilgileri ve
ozellik korelasyonlarint ayni anda kullanarak secim islemi
gerceklestirilir. Coklu Kiime Oznitelik Segimi (Multi-Cluster
Feature Selection, MCFS) (Cai vd., 2010) yonteminde, ilk olarak
farkli Oznitelikler arasindaki korelasyonu tespit edebilmek i¢in
spekral analiz uygulanir. Daha sonra Laplacian grafiginin en iist
0z vektorleri kullanilarak 6zniteliklerin dnemini tespit edebilmek
icin L1-norm diizenlemesine sahip bir regresyon modeli kullanilir
ve bir 6znitelik puani hesaplanir. Yontem bu sekilde en kiigiik
kareler probleminin ¢dziimil ile elde edilen katsayilarin en yiiksek
mutlak degerlerine dayali olarak Oznitelikleri seger. Yerel
Ogrenmeye Dayali Kiimeleme (Local Learning Based Clustering
Feature Selection, LLCFS) (Zeng vd., 2011) yonteminde, her bir
Oznitelik bir agirlik ile iligkilendirilir. Daha sonra her bir
Ozniteligin uygunlugunu dikkate almak i¢in yerel 6grenme tabanli
kiimeleme algoritmasinin yerlesik diizenlemesi kullanilir. Buna
gore, kiimeleme siirecindeki agirliklar iteratif olarak tahmin edilir.
Bu yakinsamadan sonra ¢ikti, ayriklastirilmig bir kiime gosterge
matrisi ile birlikte elde edilir.

2.4. Kullanilan Simiflandirma Yontemleri

Yapilan ¢alismada siniflandirma iglemlerinde Karar Agaclari
(KA), Destek Vektor Makineleri (DVM), k En Yakin Komsuluk
(k-NN) ve Naive Bayes (NB) smiflandirma yontemleri
kullanilmigtir. KA yontemi siniflandirma siirecinde oldukca
yaygin olarak kullanilan giivenilirligi yiliksek, diisiik maliyetli,
yorumu ve tatbiki kolay bir yontemdir (Ozkaya vd., 2020). Bu
yontemde  veri iligkileri aga¢c  diyagramlar1  seklinde
gosterilmektedir. Egitim siirecinde 6nceden bilinen veriler analiz
edilir ve siniflandirma kurallar1 belirlenerek model olusturulur.
Test siirecinde ise kurallarin dogruluklar tespit edilir. Dogrulugun
kabul edilebilir diizeyde olmasi ile kurallar yeni verilerin
simiflandirilmasinda  kullanilir.  Yapilan  ¢alismada  Gini
indeksinden yararlanan CART karar agaci algoritmasi
kullanilmustir (Sezer vd., 2010). Bir diger siniflandirma yontemi
olan lineer DVM siniflandiricisinda, ikili veri kiimesinin dogrusal
vektorlerle ayrilmasi s6z konusudur. Ayrica bu smiflandirma
yonteminde c¢ekirdek fonksiyonlar1 kullanarak siniflandirma
basariminin artirtlmast da miimkiindiir (Meltek vd., 2020).
Yapilan c¢aligmada dogrusal destek vektor makineleri
siiflandiricist kullanilmigtir. K-NN siniflandirma yontemi ise, bir
veriye en yakin komsularin sayisi belirlenerek verinin komsulara
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olan uzakhig ile yeni verinin sinifinin belirlenmesine dayanir (Fix ey ks ‘ :
vd.,, 1951). Yapilan c¢aligmada komsuluk mesafeleri Oklid fggg and ™ ~ A . et -
mesafesi kullanilarak hesaplanmis ve birinci dereceden en yakin g a_a ¥ T Sy
komsuluklar  incelenmistir. Naive Bayes siniflandirma -8 : - " > e p " -
yonteminde ise, aynt kistaslarin siniflandirma sonucuna olan Oznitelik Sayisi
;toklige)rinin olasiliksal olarak tespiti kullanilmaktadir (Berrar vd., L wntwerrersesens Ec.rsﬁ.ﬁ. SPU—
B0 1
Q6 1 1 1 1 1 1 1
3. Arastirma Sonuglar: — 10 B % W %
znitelik Sayisi
Yapilan c¢alismada akciger seslerinden otomatik olarak Relief-F
solunum doéngiilerinin tespit edilmesiyle olusturulmus veri tabani Sat 1
kullanilarak 12 farkli 6znitelik ¢ikarim yontemi ile &znitelikler g’m— :
elde edilmistir. Daha sonra elde edilen veri tabani %80 egitim ve ol — - p " p " 35
%20 test asamasinda kullanilmak iizere rastgele olacak sekilde Oanitelik Sayisi
ikiye bolinmiistiir. Egitim asamasinda, elde edilen Oznitelik 0 s ‘ ‘
vektorine 12 adet siizgec tipi Oznitelik se¢cim yOntemi El w e I A—— -
uygulanmistir. Bu 6znitelik se¢im yontemlerinin uygulanmasi ile ) A |
Oznitelikler 6nem sirasina gore yeniden siralanmigtir. Daha sonra ° : - . - p = -
bulunan bu 6znitelikler 6znitelik sayisina gore test agamasinda Oznitelik Saysi
dogrusal destek vektér makineleri smiflandiricisi  ile 0 _ Fisher ‘
smiflandirilarak  dogruluk degerleri bulunmustur (Sekil 3). E L = 9
Siniflandirma isleminde normal akciger sesleri 1, patojenik 2 e L N Vi e
akciger sesleri is -1 olarak etiketlendirilmistir. Ayrica egitim “ oy = = p ¥ L .
asamasinda smiflandirict dogrulugu 5 katli ¢apraz dogrulama Oanitelik Saysi
(cross validation) yontemi ile ele alinmistir. Bu yontemde veri seti LLCFS )
rastgele olacak sekilde bes adet kiimeye boliinmektedir. Bu EL I Ty et 1
sayede egitim verilerine karst dogrulama verisinin performansi Q’;g
her yeni dogrulama kiimesine kars1 6l¢iilmektedir. Egitim ve test “s : - = = p = 35
veri kiimeleri rastgele olusturuldugundan her bir simiflandirma Oanitelik Saysi
isleminde farkli kiimelerin se¢ilmesi i¢in tiim bu islemler on defa -
tekrarlanmig ve sonuglarin dogruluk degerlerinin ortalamasi . pEEEEET R EE R R R T AR
hesaplanmistir. Daha sonra dogruluk degerleri en yiiksek olan éig 1
Oznitelik sayilart her yontem igin tespit edilmistir (Tablo 4). g ]
Ayrica Tablo 4’de belirtilen 6znitelik se¢im yontemlerinin islem ' 5 0 w‘s__ 2 % 35 3
siirelerinin yaminda DVM siniflandiricisindaki  en  yiiksek Oznmdiay's'
smiflandirma basarimina sahip olduklart 6znitelikler farkli ¥ . Vo e T
siniflandiricilarda da incelenmigtir. Bu siniflandirma igleminde e i e T
simiflandirict dogrulugu yine 5 katl ¢apraz dogrulama yontemi ile sy ‘ ‘ 7
ele alinmigtir. Egitim ve test veri kiimeleri rastgele 5 0 1‘5__ ® 2 30 3
olusturuldugundan diger smiflandiricilarin kullamldig: islemler Oz”ite"i:lsay's'
de on defa tekrarlanmis ve her bir simiflandirici igin elde edilen <of s 2\ = w ]
dogruluk degerlerinin ortalamasi verilmistir. EN \oe_od iE afEgganpn
Tablo 4. Kullanilan oznitelik se¢im yontemlerinin farkly o8 : L L ) . . . 1
smiflandwricilardaki bagarimi Oznitelik Sayisi
MCFs
ii Ozniteli £ I ll!|ll|illl|ﬁ""""'.“m'
Yéntem ?:S O;Z‘ytl‘:ll'k DVM | KNN | NB | KA P pad :
07 | | ‘ ‘ ‘ ‘ i
ILFS 55,61 11 89,1 94,6 | 84,5 | 89,9 5 1 5 2 % El 3
Oznitelik Sayisi
Inf-FS | 15,25 18 88,5 | 92,4 | 83,0 894 UDFS
EC-FS | 101,67 11 87.0 | 94,6 | 84,0 | 89,9 R LT ET LT LT Y PLPYPPPTTYIY
mRMR | 30,43 11 88,1 | 93,9 |855 92,1 2 q |
Relief-F | 195,51 10 88,8 | 96,0 | 884|902 5 0 s 2 » 3‘0 ®
MI | 33,79 8 88,6 | 934 | 850 | 89,6 e
LS 44,26 16 90,5 | 93,6 | 79,1 | 91,4 el ] ..ill"""lm'
MCFS | 113,56 30 90,0 | 97,5 | 86,0 | 89,2 :ém_ portes i
Fisher | 75,48 10 89,2 | 93,7 | 83,0 | 90,6 “ ot : ” 1‘5 2‘0 y - p
UDFS | 63,68 24 87,3 | 97,0 | 859|904 Onitelk Sayss
LLCFS | 850,18 16 87,1 93,6 | 78,7 | 90,8 Sekil 3. Oznitelik secim yontemlerine gére kullanilan éznitelik
CFS 11,16 14 89,2 95,6 | 87,4 | 90,6 sayisimin siniflandirma basarimina etkisi
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Tablo 4’de belirtilen basarimi1 en yiiksek sonuca ait hata
matrisi (confusion matrix) Sekil 4’de gosterilmektedir. Hata
matrisindeki normal akciger sesleri | ile belirtilirken, patojenik
akciger sesleri -1 olarak gosterilmektedir.

1.1%

Gercgek Siniflar

93.3%

6.7%

TPR FNR
Tahmin Edilen Siniflar

Sekil 4. oznitelik sayisinin simirlandirilmadigr durumdaki en
basarili sonuca ait hata matrisi

Yapilan g¢alismada incelenen bir diger husus ise, her bir
Oznitelik se¢im yontemi tarafindan tespit edilen ilk ii¢ 6znitelige
gore siniflandirma basarimlarmin, farklt siniflandiricilarda
incelenmesidir. (Tablo 5).

Tablo 5. Simirly ézniteligin kullanilmasi ile elde edilen
smiflandirma basarimlari

Yontem | Oznitelik Sayis1 | DVM | K-NN | NB | KA
ILFS 3 86,7 90,1 | 88,6 | 89,4
Inf-FS 3 87,8 91,6 | 89,9 | 91,2
EC-FS 3 87,8 91,6 | 89,9 | 91,2
mRMR 3 84,5 90,6 | 87,6 | 89,4
Relief-F 3 87,3 88,6 | 89,2 | 90,6
Mi 3 85,9 90,0 |190,3]914
LS 3 71,1 72,2 | 73,8 | 76,0
MCFS 3 78,1 85,2 | 83,0 | 88,5
Fisher 3 85,3 90,4 | 88,6 | 91,2
UDFS 3 84,8 87,4 | 79,6 | 84,2
LLCFS 3 85,8 86,8 | 86,3 | 89,6
CFS 3 78,3 79,0 | 81,0 | 84,7

Tablo 5’de elde edilen sonuglarda da g¢apraz dogrulama
yontemi kullanilmistir. Egitim ve test veri kiimeleri rastgele
olusturuldugundan tiim iglemler on defa tekrarlanmig ve ortalama
degerler kullanilmigtir. Tablo 5’de belirtilen en basarili iki
yontemde de ayn1 6znitelikler tespit edilmistir. Bu yontemlere ait
hata matrisi ise Sekil 5 de gosterilmektedir.

6.1%

Gergek Siniflar

16.7%

1 1 TPR FNR
Tahmin Edilen Siniflar

Sekil 5. oznitelik sayisunin simwrlandirildigr durumdaki en
basarili sonuca ait hata matrisi
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4. Sonuclar ve Tartisma

Genis Olcekte Oznitelik incelemesi gerceklestirilen bu
calismada, tek kanal akciger sesleri kullanilmistir. Bu bakimdan
zaman ve frekans bolgesinde olmak iizere 12 farkli 6znitelik
cikarim yontemi ile elde edilen 35 tane Oznitelige 12 adet farkli
stizgeg tipi Oznitelik secim yontemi uygulanmistir. Sonuglar siire
bakimindan incelendiginde en hizli ¢alisan se¢cim yonteminin
11,16 ms ile CFS yontemi oldugu tespit edilmistir. Bu yontem, 14
adet 6zniteligin kullanilmasi durumunda k-NN siniflandiricisinda
%95,6 basarima ulagilmasini saglamistir. Buna karsilik en yavas
calisan yontem ise 850,18ms ile LLCFS yontemidir. Bu yontemde
ise en yilksek bagarim, 16 adet Oznitelik ile yine k-NN
siiflandiricist  kullanilarak  %93,6 degerindedir. Siireye ve
Oznitelik sayisina bakilmaksizin en yiiksek basarim, MCFS
yontemi ile siralanmis 30 adet 6zniteligin k-NN siniflandiricisi
kullanilmasi ile %97,5 degerinde elde edilmistir. Basarimin
yiiksek olmasina ragmen 30 adet 6zniteligin kullanilmasi ve her
Ozniteligin farkl bir yontem ile elde edilmesi akciger seslerinden
hastalik tespit edilmesi iizerine tasarlanacak bir cihaz i¢in ¢ok
uygun degildir. Bu bakimdan yapilan ¢alismada O6znitelik
sayisinin 3 ile sinirlandirilmast ile en yiliksek basarima sahip
yontemlerin arastirilmasina gidilmistir. Bu amagla yapilan
calismada EC-FS ve Inf-FS yontemlerinden elde edilen ilk ii¢
Ozniteligin ayn1 oldugu ve bu 6zniteliklerin k-NN siiflandiricisi
kullanilmast ile %91,6 degerindeki basarima ulasilmasini
sagladig1 tespit edilmistir. Fakat bu iki 6znitelik se¢im yonteminin
calisma siireleri bakimindan incelendiginde EC-FS yonteminin
101,67 ms igerisinde, Inf-FS ydnteminin ise, 15,25ms igerisinde
Oznitelikleri sectigi tespit edilmistir Bu yiizden Inf-FS
yonteminin &znitelik sayisinin sinirlandirildigi durum igin daha
uygun oldugu tespit edilmistir. Ayrica genel olarak
smiflandiricilar incelendiginde k-NN ydnteminin sonuglarin
¢ogunda daha yiiksek basarim gosterdigi tespit edilmistir. Yapilan
calismanin literatiirdeki aymi konudaki diger calismalar ile
karsilagtirilmasi ise Tablo 6’da gosterilmektedir.

Tablo 6. Sunulan yontemin diger ¢calismalar ile karsilastirilmast

RPN Smiflandirma -
Calisma Veri Seti Yontemi Dogruluk
(Yilmaz 27 Normﬁl Autoregressive Nefes Verme
21 patolojik %77,8
vd., (AR) Model
2006 Cok Kanalli KNN Nefes Alma
) |  Akciger Sesleri %68,
Autoregressive
(Sen 22(? Naform'k (AR) Model
vd., Colg Kan ;lh Gauss Karisim %90.0
2015) . . Modeli (GKM)
Akciger Sesleri DVM
(Kim 1222 Normgl ) wDer|n
696 patolojik Ogrenmeye
vd., o %85,7
202 Tek Kanal Akciger Dayali
021) Sesleri Algoritma
150 Normal
444 patolojik MCFS 0
Sunulan Tek Kanal Akciger KNN 97,5
Sesleri
150 Normal
444 patolojik Inf-FS o
Sunulan |1\ 'K anal Akeiger KNN %91,6
Sesleri

Tablo 6°da gosterildigi iizere tek kanal kayit yontemi
kullanilarak elde edilen akciger seslerinin siniflandirilmasinda
uygun 6znitelik se¢cim yontemlerinin kullanilmast ile ¢ok kanalli

379



Avrupa Bilim ve Teknoloji Dergisi

kayit yontemleri ile elde edilen akciger seslerinin
smiflandirilmasinda elde edilen siniflandirma bagarim degerlerine
ulagilabilecegi goriilmektedir. Ayrica sunulan yOntemlerin,
karsilagtirilan g¢alismalara gore daha yiiksek basarima sahip
oldugu goriilmektedir. Sunulan ydntemin tamamen otomatik
olmasi ve akciger seslerine ait solunum dongiilerinin teker teker
tespit edilmesi gibi avantajlarinin  bulunmasi ilgili alanda
tasarlanacak bir cihaz i¢in umut vadetmektedir.
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