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Oz

Metin siniflandirma, metin belgelerinin 6nceden belirlenmis sinif etiketlerinden birine atanmasina yonelik bir dogal dil isleme
alanidir. Metin siniflandirma, aralarinda duygu analizi, konu etiketleme, soru yanitlama ve diyalog eylemi smiflandirmanin da yer
aldig1 birgok dogal dil isleme probleminde kullanilmaktadir. Metin siniflandirma, haber metinlerinin filtrelenmesi ve organizasyonu,
istenmeyen e-posta igeriklerinin filtrelenmesi gibi birgok uygulama alanina sahiptir. Son yillarda, metin siniflandirma alaninda, derin
sinir ag1 tabanli mimariler ve sinirsel dil modelleri siklikla kullanilmaktadir. Uzun kisa siireli bellek tabanli mimariler (LSTM), uzun
stireli bagimliliklart d6grenirken, geleneksel tekrarlayan sinir aglarinda gézlemlenen patlayan ve kaybolan gradyanlari azaltmak i¢in
gecit mekanizmalarini kullanir. Bu nedenle, LSTM ve tlirevi mimariler, bir¢ok dizi modelleme gorevinde yaygin kullanima sahiptir.
LSTM tabanli mimarilerde, bellek hiicresi temel bilgileri icermesine karsin, ge¢it mekanizmasini1 dogrudan etkilemesine izin verilmez.
Bu calismada, Tiirkge duygu analizi i¢in, tekrarlayan sinir agi, uzun kisa siireli bellek, gecitli tekrarlayan birim, gozetleme deligi
tabanli uzun kisa siireli bellek mimarisi ve c¢aligan bellek baglantilari tabanli uzun kisa siireli bellek mimarisinin bagarimi
karsilagtirmali olarak degerlendirilmektedir. Derlemin temsilinde, word2vec, fastText ve GloVe kelime gémme yontemleri
degerlendirilmistir. Deneysel analizler, ¢alisan bellek baglantilar1 tabanli uzun kisa siireli bellek mimarisinin Tiirk¢e metin belgeleri
tizerinde duygu analizi i¢in, gézetleme deligi tabanli uzun kisa siireli bellek mimarisi, uzun kisa siireli bellek ve gegitli tekrarlayan
birim mimarisine kiyasla daha yiiksek dogru siniflandirma orani elde ettigini géstermektedir.

Anahtar Kelimeler: Uzun kisa siireli bellek, Metin madenciligi, Derin 6grenme, Makine 6grenmesi, Calisan bellek baglantilari.

Long Short Term Memory Based on Working Memory Connections
for Turkish Text Mining

Abstract

Text classification is a natural language processing area for assigning text documents to one of the predetermined class labels. Text
classification is used in many natural language processing problems, including sentiment analysis, topic tagging, question answering,
and dialogue action classification. It has many applications, such as text classification, filtering and organization of news texts, and
filtering of spam e-mail contents. In recent years, deep neural network-based architectures and neural language models have been
used frequently in the field of text classification. Long-term memory-based architectures (LSTM) use gate mechanisms to reduce the
vanishing and exploding gradients observed in the conventional recurrent neural networks when learning long-term dependencies.
Therefore, LSTM and LSTM-based architectures have widespread use in many sequence modeling tasks. In LSTM-based
architectures, although the memory cell contains the basic information, it is not allowed to directly affect the gate mechanism. In this
study, the performance of recurrent neural network, long short-term memory, gated recurrent unit, peephole-based long-short-term
memory architecture and working-memory connections-based long-term memory architecture are comparatively evaluated for
Turkish sentiment analysis. In the representation of the corpus, word2vec, fastText and GloVe word embedding methods were
evaluated. Experimental analyzes show that working memory connections-based long short-term memory architecture achieves higher
classification accuracy for sentiment analysis on Turkish text documents compared to peephole-based long short-term memory
architecture, long short-term memory and gated recurrent unit architecture.
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1. Giris

Metin siniflandirma, metin belgelerinin 6nceden belirlenmis
smif etiketlerine atanmasina yonelik bir dogal dil isleme (DDI)
alanidir. Metin simiflandirma, DDI alanindaki duygu analizi,
konu etiketleme, soru yanitlama ve diyalog eylemi siniflandirma
gibi birgok gorev i¢in kritik Oneme sahiptir [1]. Metin
smiflandirma  yontemleri, aralarinda haber metinlerinin
filtrelenmesi ve organizasyonu, belge organizasyonu, belge geri
getirimi ve istenmeyen e-postalarin filtrelenmesi gibi birgok
farkl1 alanda basariyla uygulanmaktadir [2]. Duygu analizi,
metin belgelerinde yer alan belirli bir konu ya da nesneye iligkin
duygu, his, algi gibi degerlendirmeleri belirlemeye yonelik bir
metin madenciligi c¢alisma alanidir. Yapisal olmayan metin
belgeleri iizerinde gergeklestirilen uygulamalar, bireysel karar
vericiler, is organizasyonlar1 ve hiikiimetler i¢in oldukca
kullanighdir [3, 4]. Bdylelikle, diizenlemelere, iiriinlere,
servislere ya da organizasyonlara iligkin kamusal goriis ve geri
bildirimler kolaylikla ¢ikarilabilmektedir. Duygu analizi
yontemleri, temelde makine 6grenmesi tabanli ve sozliik tabanli
yaklagimlar olmak tizere iki temel smif altidan incelenmektedir
[5]. Sozlik tabanli yaklagimlarda, duygu analizi, belgedeki
sozciiklerin ya da tiimcelerin anlamsal yoneliminden yola
cikilarak hesaplanir. Makine 6grenmesi tabanli yaklasimlarda
ise, metin belgeleri, sdzciik torbasi yontemi basta olmak {izere
uygun bir temsil yontemi ile temsil edildikten sonra, Naive
Bayes, destek vektor makinesi, k-en yakin komsu ve yapay sinir
aglart gibi simiflandirma algoritmalar1 ile 6grenme modeli
olusturulmast  s6z konusudur [6]. Makine Ogrenmesi
yontemlerinde yaygin kullanima sahip metin temsil yontemi olan
sozciik torbast yontemi, metin s6zdizimi, kelime siralamasi ve
dilbilgisi kurallarin1 géz ardi etmektedir. Ayrica, bu temsil
yonteminde yiiksek boyutluluk ve veri seyrekligi gibi problemler
gozlenmektedir. Buna ek olarak, 6zenllik miithendisligi zaman
alict ve emek yogun bir istir [7].

Onceden  bahsedilen  geleneksel  smiflandirma
yontemlerinin dezavantajlarim ortadan kaldirmak amaciyla, DDI
alanindaki son ¢aligmalarda, kelime gomme yontemleri ve derin
sinir ag1 mimarileri kullanilmaktadir. Kelime gémme yontemleri,
metin belgelerinin sabit uzunluklu vektorler araciligiyla yogun
bir bigimde temsil edildigi bir yap1 sunar. Kelime gdmme tabanl
metin temsili, daha diisiik boyutlulukla, daha yogun metin
temsilini olanakli hale getirerek, sdzciik torbasi modellerinde
goriilen seyreklik ve yiiksek boyutluluk sorunlarini ortadan
kaldirir [8]. Word2vec, fastText ve GloVe gibi kelime gdmme
yontemleri, yakin zamanda, duygu analizi ve konu ¢ikarma da
dahil olmak {izere birgok DDI gorevinde yiiksek basarim
saglamustir [7, 8]. Evrigimli sinir aglar1 (CNN), tekrarlayan sinir
aglar1 (RNN), uzun kisa siireli bellek mimarisi (LSTM) ve
gegitli tekrarlayan birim (GRU) gibi derin 6grenme mimarileri,
DDI gorevlerinde yiiksek basarimla uygulanabilmektedir.

Uzun kisa siireli bellek tabanli mimariler (LSTM), uzun
streli bagimliliklar1 Ogrenirken, geleneksel tekrarlayan sinir
aglarinda gozlemlenen patlayan ve kaybolan gradyanlar
azaltmak i¢in geg¢it mekanizmalarint kullanir. Bu nedenle, LSTM
ve tiirevi mimariler, birgok dizi modelleme gorevinde yaygin
kullanima sahiptir [9]. LSTM tabanli mimarilerde, bellek hiicresi
temel bilgileri icermesine karsin, gecit mekanizmasint dogrudan
etkilemesine izin verilmez. Bu ¢alismada, Tiirk¢e duygu analizi
icin, tekrarlayan sinir agi, uzun kisa siireli bellek, gecitli
tekrarlayan birim, goézetleme deligi tabanli uzun kisa siireli
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bellek mimarisi ve ¢aligan bellek baglantilar1 tabanli uzun kisa
siireli  bellek mimarisinin basarimi1  karsilagtirmali  olarak
degerlendirilmektedir. Derlemin temsilinde, word2vec, fastText
ve GloVe kelime gomme yontemleri degerlendirilmistir.
Deneysel analizler, ¢aligan bellek baglantilar1 tabanli uzun kisa
stireli bellek mimarisinin Tiirk¢e metin belgeleri iizerinde duygu
analizi icin, gozetleme deligi tabanli uzun kisa siireli bellek
mimarisi, uzun kisa siireli bellek ve gegitli tekrarlayan birim
mimarisine kiyasla daha yiiksek dogru smiflandirma orani elde
ettigini gostermektedir.

Calismanin geri kalam su sekilde yapilandirilmustir. Tkinci
boliimde, ilgili ¢alismalara deginilmektedir, {igiincli bolimde
calismanin ~ metodolojisini  olusturan  kelime  gdmme
yontemlerine, derin 6grenme mimarilerine ve c¢alisan bellek
baglantisi mekanizmasma iliskin ayrintilar sunulmaktadir.
Dordiincii boliimde, deneysel sonuglar ve tartisma, son boliimde
ise calismanin genel sonuglar1 sunulmaktadir.

2. Tlgili Calismalar

Metin madenciligi ve duygu analizi alanindaki son
yillardaki c¢aligmalar, kelime gémme yontemleri ve derin sinir
ag1 mimarileri kullanmaya odaklanmistur. Uzun kisa siireli
bellek (LSTM) tabanli mimariler, uzun siireli bagimliliklari
modelleme yeteneklerinden dolay1 duygu analizi de dahil olmak
iizere DDI gorevlerinde yaygin olarak kullanilmaktadir [10].
Ornegin, Xu ve ark. [11], bellegi degisen unutma oranlariyla
bircok smifa bolerek uzun metinlerdeki anlamsal bilgiyi
yakalamak i¢in Onbellege alinmis LSTM tabanli bir mimari
sunmus ve agmn anlamsal bilgiyi tekrarlayan bir birim iginde
daha uzun siire tutmasini saglamistir. Baska bir ¢aligmada Rao
ve ark. (2018), uzun metin belgelerinde tiimceler arasindaki
anlamsal bilgileri yakalamak i¢in LSTM tabanli bir mimari
sunmustur. Sunulan semada, ilk katman, ciimle vektorlerini altta
yatan tiimcelerin anlambilimiyle tanimlamak igin
konuslandirilmis  ve ikinci katman, tlmcelerin iliskilerini
kodlamak igin kullanilmigtir.

Benzer sekilde, Al-Smadi ve ark. [12], Arapga incelemelerin
duygu analizi i¢in anlamsal bilgileri modellemek amaciyla
LSTM tabanli bir mimari kullanmistir. Baska bir ¢aligmada, Lu
ve ark. [13], duygu analizi ig¢in, P-LSTM olarak adlandirilan,
LSTM tabanli bir mimari sunmugtur. P-LSTM'de tek kelime
gomme kullanmak yerine, {i¢ kelimelik ciimle gomme
kullanilmistir.  P-LSTM, ifade gomme katmaninin &zellik
vektorlerini LSTM gizli katmanin 6zellik vektorii ile entegre
eden ifade faktdrii mekanizmasini taniti. Bu sayede metin
belgelerinden daha kesin bilgiler alinabilir. Benzer sekilde, Ma
ve ark. [14] calismalarinda, Sentic-LSTM olarak adlandirilan,
LSTM tabanli bir mimari sunmustur. Bu mimaride, derin sinirsel
stirali modelde sagduyu bilgisinden yararlanmaya 6zel bir vurgu
yapilarak, hedeflenen en-boy tabanli duygu analizi i¢in bilgi
agisindan zenginlestirilmis bir yaklasim sunulmustur. LSTM ve
tiirevleri, umut verici tahmin performansi ile duygu analizinde
yaygmn olarak kullamilmistir. Landi ve ark. [15] tarafindan
gerceklestirilen caligmada, calisan bellek baglantilart tabanli
uzun kisa siireli bellek mimarisi sunulmustur. Calisan bellek
baglantilar1 tabanli LSTM mimarisinin, goriintii altyazilama,
metin simflandirma gibi bazi temel DDI gorevlerinde basarili
sonuglar elde ettigi gdzlenmistir.
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3. Metodoloji

Bu boliimde, calismanin metodolojisini olusturan kelime
gomme yontemleri, derin 6grenme mimarileri ve ¢aligan bellek
baglantis1 mekanizmalari agiklanmaktadir.

3.1. Kelime Gomme Yontemleri

Word2vec modeli, yapay sinir ag1 tabanlt bir kelime gomme
semast olarak giris katmani, ¢ikis katmani ve gizli katmandan
olusur [16]. Belirli bir kelimenin baska kelimelerde koklenme
olasiligini belirleyerek kelimeleri gdmmeyi 6grenmeye galisir.
Model, atlama grami (SG) ve siirekli sozciik torbasi (CBOW)
olmak tizere iki temel mimariden olusur. CBOW, her kelimenin
icerigini girdi olarak alarak hedef kelimeyi tanimlar; SG
mimarisi ise nesnel sozciikleri girdi olarak kullanarak hedef
sOzcligiin etrafindaki sozciikleri tahmin eder [17]. Az miktarda
veri ile CBOW mimarisi iyi ¢alisabilir. Biiyiik veri kiimelerinde
SG mimarisi etkin bir sekilde galigir.

FastText modeli, metin belgelerine kelime yerlestirmenin
baska bir etkili yoludur. Her kelimenin karakteri, bu diizende n
grama boliinmistiir. Egitim setindeki her n-gram icin kelime
vektorleri tasarlanmistir. FastText modeli, morfolojik olarak
zengin diller ve nadir kelimeler ig¢in daha iyi bir kelime
entegrasyon semast saglar [18].

Kiiresel vektor semasi (GloVe), metin belgelerine kelime
yerlestirmenin etkili bir sekilde ogrenilmesi igin word2vec
tabanli bir temsildir [19]. Model bir global log-bilineer
regresyon modelidir.

3.2. Derin Ogrenme Mimarileri

Evrigsimli sinir aglar1 (CNN), verileri 1zgara tabanli bir
topoloji kullanarak igleyen ve evrigsim olarak bilinen 6zel bir
matematiksel islem bigimine sahip derin sinir ag1 mimarileridir.
CNN'ler ¢ok katmanhdir ve DDI uygulamalarinda yerel 6zellik
¢ikarimi igin kullanilir. Bu aglardaki evrisim islemi, giris
ozellikleri iizerindeki dogrusal filtreler araciligiyla gerceklesir
[20].

Tekrarlayan sinir agt (RNN), dizi modelleme i¢in kullanilan
bir tir derin sinir agidir [21]. RNN'de, noronlar arasindaki
baglantilar yonlendirilmig bir grafik olusturur. RNN, giris
dizilerini kendi i¢ durumuna gore isleyebilir ve bu nedenle NLP

gorevleri i¢in uygundur. Her bir RNN ¢ikigi, her bir drnek
iizerinde aym  islevi tekrar  tekrar  gergeklestirerek
hesaplanmaktadir.

Uzun kisa siireli bellek agr (LSTM), asir1 artan veya asiri
azalan gradyan problemini ortadan kaldirmak i¢in unutma
kapilarinin kullanildigt RNN'lere dayanan derin bir sinir ag
mimarisidir. Geleneksel tekrarlayan sinir agi mimarilerinden
farkli olarak, LSTM, sinirli sayida zaman adimi boyunca hata
geri yayilimina izin verir [22]. Tipik bir LSTM birimi, bir
hiicreden ve ii¢ farkli kap tlirlinden olusur: bir giris kapisi, bir
cikis kapisi ve bir unutma kapisi. Hiicre, kapt agma ve kapama
islemlerine gdre hangi bilgilerin saklanmasi gerektigini ve
birimlerin bilgilere ne zaman erismesi gerektigini belirler. Bi-
LSTM, onceki baglama ek olarak gelecekteki baglami
yakalamak ig¢in ileri ve geri gizli katmanlart birlestirir. Sonug
olarak, her iki yonde de daha biiyiik bir zamansal bilgi akis
vardir ve ag daha etkili bir sekilde 6grenir.

RNN'ye dayali bir bagka derin sinir ag1 mimarisi, Gegitli
Tekrarlayan Birimdir (GRU) [23]. Daha once belirtildigi gibi,
LSTM mimarisi, RNN'nin kaybolan gradyan problemini verimli
bir sekilde ¢dzer ve uzun siireli hafiza agirligi iyi bir sekilde
tutulabilir. Ancak LSTM, bir¢ok hesaplama igeren karmasik bir
mimariye  sahiptir.  Tipik GRU  mimarisinde, LSTM
mimarisinden farkli olarak, giincelleme kapisi ve sifirlama kapisi
bulunmaktadir.

3.3. Calisan Bellek Baglantis1 Mekanizmasi

Calisan bellek baglantisi mekanizmasi, LSTM mimarisinde
yer alan bellek hiicrelerinin kapilarinin degerini bir dizi
tekrarlayan agirlik araciligryla etkilemesini saglayan bir yapidir
[15]. Uygun bir baglant1 tasarimu ile, hiicre durumunun LSTM
blogu icerisindeki ge¢it mekanizmalarini dogrudan etkilemesine
olanak verilerek, DDI gorevlerinde metin belgelerinin daha etkin
bir bicimde islenebilmesini olanakli kolmay: amaglamaktadir.
Geleneksel LSTM tabanli mimarilerde, gecis asagida verilen
denklemlere gore yapilmaktadir [24]:

i =o(WDx, + UDR,_; +bD) €
fi = oW Dx, + UDh,_, +bD) @
0p = o(WOx, + UOhy_y +b®) )

uy = tanh(W®x, + UWh,_, + bW) (4)
e = Ie°Up + ft°Ce—q )
h; = o,°tanh(c;) (6)

Burada x;, LSTM birimine giris vektoriinii, f; unutma kapist
icin aktivasyon vektoriini, i, giris kapist igin aktivasyon
vektoriinii, 0; ¢ikis kapisi i¢in aktivasyon vektoriini, h; gizli
durum vektoriinii ve ¢; ise hiicre durum vektorii. Bu modelde W
agirlik matrislerine, b ise bias vektér parametrelerine karsilik
gelmektedir.,
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Calisan bellek mekanizmasi tabanli LSTM mimarisinde,
bellek hiicrelerinin kapilarinin degerini bir dizi tekrarlayan
agirlik aracilifiyla etkilemesini saglamak amaciyla, Denklem 1,
Denklem 2 ve Denklem 3, sirasiyla, Denklem 7, Denklem 8 ve
Denklem 9 ile degistirilmistir [15]:
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i, = o(W®Ox, + UDh,_y + tanh(W©c,_1) + b®) @)
fi=oWDx, + UPh,_; + tanh(Wc,_,) + b)) (8)
0, = o(W@x, + UOh,_; + tanh(W©¢,) + b(®) (9)

Burada, W©9¢,, W¢,_; ve W ¢,_, hafiza hiicresi ve
kapilar arasinda bir dizi tekrarlayan agirligi modellemek {izere

kullanilan dogrusal olmayan bir etkinlestirme islevini temsil
etmektedir.

4. Deneysel Sonuclar ve Tartisma

Bu boliimde, deneysel siireg, degerlendirme Olgiitleri ve
¢alismanin deneysel sonuglari ile tartisma sunulmaktadir.
Deneysel analizde, Tiirkge Twitter mesajlarini igeren bir veri seti
kullanilmistir [25]. Veri seti, terim agirliklandirma yontemlerinin
duygu analizindeki  etkinliklerini  incelemek amaciyla
olusturulmus bir veri setidir. Veri seti, Twitter API kullanilarak
Python'da yazilmis bir uygulama kullanilarak iki aylik bir siire
icinde elde edildi. Duygu analizi veri setinde 10500 olumlu,
10500't olumsuz olmak iizere toplam 21000 Twitter mesaj1
bulunmaktadir. Veri setinde kdk bulma, durdurma kelimelerinin
¢ikarilmasi ve kok bulma gibi 6n isleme adimlar: uygulanmstir.
Ham Twitter mesajlarina agiklama eklemek icin, her mesajin
duygu yonelimine gore iki kategoriden birine atandigi bir
aciklama siireci kullandik: olumlu veya olumsuz. Ham mesajlara
iki uzman tarafindan agiklama yapilmigtir. Cohen'in kappa (x)

metrigi hesaplannmistir. Derlem ig¢in, agiklayicilar arasinda
miikemmel bir uyum oldugunu gosteren 0.82'lik bir puan elde
edilmistir. Veri seti olusturma asamasinda hem olumlu hem de
olumsuz bir ifade bildiren Twitter mesajlar1 veri setinden
cikarilmigtir. Ayrica mesajlardaki harflerin her biri kiigciik harfe
doniistiiriilmiis, noktalama isaretleri, sayilar ve '@', '#' gibi 6zel
karakterler kaldirilmigtir. Metin mesajlari terimlere ve karakter
uzunluguna gore filtrelenmis, yineleyen harfler kaldirilmstir.
Etkisiz kelimeleri ¢ikarmak ig¢in Lucene uygulama gelistirme
arayiizii, kok bulma asamasinda ise Zemberek kiitiiphanesi
kullanilmigtir.  Derin  6grenme mimarilerin  performansini
degerlendirmek, dogru smiflandirma oram, F-6l¢iitd, geri
cagirma ve hassasiyet Olgiitleri ve 5-kat capraz gegerleme
kullanilmistir.  Deneysel  parametreler, [15]teki sekliyle
alinmistir. Bu nedenle, gizli katman boyutu N=128 olarak,
dgrenme oram1 107 olarak, batch boyutu 128 olarak almmustir.
Derin sinir ag1 modelleri, gradyan normlari 1.0’da kirpilacak
sekilde 200 epok boyunca egitilmistir. Sekil 1°de karsilagtirilan
kelime gomme yontemlerine, farkli vektdr boyutlarina, farkli
projeksiyon katman boyutlarina ve derin 6grenme mimarilerine

ilisgkin dogru smiflandirma orant temel etki diyagrami
sunulmaktadir.

Dogru Siniflandirma Orani icin Temel Etki Diyagrami
Veri Ortalamalan

Kelime Gimme Ydntemi Wekedr boyutu

-1
20
a3

B8

87 g 0

Ortalama

85

a5

a4

a3

fast Tewt (CBOW)
fastText (Skip-gram)
GloVe

word2vec [CBOW)
waord2vec [Skip-gram)
200

300

Projeksiyon katmanmn boyutu Mimari

P / . II\

100

200

300

GRU

LSTH
LSTM-PH
LSTM-WH
RNMN

Sekil. 1. Karsilastirilan yontemlere iliskin temel etki diyagrami
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Tablo 1. Derin 6grenme mimarileri ile elde edilen dogru siniflandirma oranlart

Projeksiyon

52:1':2;?"‘“‘“‘3 ;’;;‘J‘t’lj kag:;ljltlsm RNN  LSTM  GRU LSPTHM LSVT,\'X'
word2vec (Skip-gram) 200 100 85,31 86,01 87,26 88,59 90,93
word2vec (Skip-gram) 200 200 79,12 83,90 86,25 87,85 88,97
word2vec (Skip-gram) 300 100 83,81 84,86 87,02 88,16 90,30
word2vec (Skip-gram) 300 300 83,22 84,79 86,94 88,10 89,89
word2vec (CBOW) 200 100 80,21 84,17 86,56 87,89 88,98
word2vec (CBOW) 200 200 85,07 85,85 87,04 88,37 90,38
word2vec (CBOW) 300 100 83,04 84,66 86,80 88,07 89,59
word2vec (CBOW) 300 300 85,65 86,17 87,51 88,85 93,20
fastText (Skip-gram) 200 100 85,09 85,91 87,12 88,39 90,87
fastText (Skip-gram) 200 200 83,63 84,85 86,99 88,16 90,18
fastText (Skip-gram) 300 100 82,33 84,37 86,74 87,96 89,20
fastText (Skip-gram) 300 300 85,06 85,76 87,03 88,31 90,30
fastText (CBOW) 200 100 83,33 84,81 86,96 88,15 90,02
fastText (CBOW) 200 200 82,70 84,60 86,77 88,03 89,45
fastText (CBOW) 300 100 82,22 84,25 86,62 87,91 89,09
fastText (CBOW) 300 300 85,72 86,24 87,56 88,88 93,36
GloVe 200 100 85,09 85,87 87,09 88,37 90,57
GloVe 200 200 85,52 86,15 87,46 88,83 91,65
GloVe 300 100 85,38 86,05 87,34 88,66 91,37
GloVe 300 300 85,30 85,92 87,17 88,47 90,92
Tablo 2. Derin ogrenme mimarileri ile elde edilen geri cagirma (recall) degerleri
gg:life‘fn?ﬁmme XS;‘J?E i;?ﬁ:i%?ﬂ RNN  LsTM  Gru o LSIME
oyutu
word2vec (Skip-gram) 200 100 0,86 0,87 0,88 0,89 0,92
word2vec (Skip-gram) 200 200 0,80 0,85 0,87 0,89 0,90
word2vec (Skip-gram) 300 100 0,85 0,86 0,88 0,89 0,91
word2vec (Skip-gram) 300 300 0,84 0,86 0,88 0,89 0,91
word2vec (CBOW) 200 100 0,81 0,85 0,87 0,89 0,90
word2vec (CBOW) 200 200 0,86 0,87 0,88 0,89 0,91
word2vec (CBOW) 300 100 0,84 0,86 0,88 0,89 0,90
word2vec (CBOW) 300 300 0,87 0,87 0,88 0,90 0,94
fastText (Skip-gram) 200 100 0,86 0,87 0,88 0,89 0,92
fastText (Skip-gram) 200 200 0,84 0,86 0,88 0,89 0,91
fastText (Skip-gram) 300 100 0,83 0,85 0,88 0,89 0,90
fastText (Skip-gram) 300 300 0,86 0,87 0,88 0,89 0,91
fastText (CBOW) 200 100 0,84 0,86 0,88 0,89 0,91
fastText (CBOW) 200 200 0,84 0,85 0,88 0,89 0,90
fastText (CBOW) 300 100 0,83 0,85 0,87 0,89 0,90
fastText (CBOW) 300 300 0,87 0,87 0,88 0,90 0,94
GloVe 200 100 0,86 0,87 0,88 0,89 0,91
GloVe 200 200 0,86 0,87 0,88 0,90 0,93
GloVe 300 100 0,86 0,87 0,88 0,90 0,92
GloVe 300 300 0,86 0,87 0,88 0,89 0,92
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Tablo 3. Derin 6grenme mimarileri ile elde edilen hassasiyet oram degerleri

Projeksiyon

Yeltme Gomme ;’;;‘J‘t’lj kag:;ljltlsm RNN  LSTM  GRU LSPTHM LSVT,\'X'
word2vec (Skip-gram) 200 100 0,87 0,88 0,89 0,90 0,93
word2vec (Skip-gram) 200 200 0,81 0,86 0,88 0,90 0,91
word2vec (Skip-gram) 300 100 0,86 0,87 0,89 0,90 0,92
word2vec (Skip-gram) 300 300 0,85 0,87 0,89 0,90 0,92
word2vec (CBOW) 200 100 0,82 0,86 0,88 0,90 0,91
word2vec (CBOW) 200 200 0,87 0,88 0,89 0,90 0,92
word2vec (CBOW) 300 100 0,85 0,86 0,89 0,90 0,91
word2vec (CBOW) 300 300 0,87 0,88 0,89 0,91 0,95
fastText (Skip-gram) 200 100 0,87 0,88 0,89 0,90 0,93
fastText (Skip-gram) 200 200 0,85 0,87 0,89 0,90 0,92
fastText (Skip-gram) 300 100 0,84 0,86 0,89 0,90 0,91
fastText (Skip-gram) 300 300 0,87 0,88 0,89 0,90 0,92
fastText (CBOW) 200 100 0,85 0,87 0,89 0,90 0,92
fastText (CBOW) 200 200 0,84 0,86 0,89 0,90 0,91
fastText (CBOW) 300 100 0,84 0,86 0,88 0,90 0,91
fastText (CBOW) 300 300 0,87 0,88 0,89 0,91 0,95
GloVe 200 100 0,87 0,88 0,89 0,90 0,92
GloVe 200 200 0,87 0,88 0,89 0,91 0,94
GloVe 300 100 0,87 0,88 0,89 0,90 0,93
GloVe 300 300 0,87 0,88 0,89 0,90 0,93
Tablo 4. Derin 6grenme mimarileri ile elde edilen F-ol¢iitii degerleri
gg:life‘fn?ﬁmme XS;‘J?E i;?ﬁ:i%?ﬂ RNN  LsTM  Gru o LSIME
oyutu
word2vec (Skip-gram) 200 100 0,87 0,87 0,89 0,90 0,92
word2vec (Skip-gram) 200 200 0,80 0,85 0,88 0,89 0,90
word2vec (Skip-gram) 300 100 0,85 0,86 0,88 0,90 0,92
word2vec (Skip-gram) 300 300 0,84 0,86 0,88 0,89 0,91
word2vec (CBOW) 200 100 0,81 0,85 0,88 0,89 0,90
word2vec (CBOW) 200 200 0,86 0,87 0,88 0,90 0,92
word2vec (CBOW) 300 100 0,84 0,86 0,88 0,89 0,91
word2vec (CBOW) 300 300 0,87 0,87 0,89 0,90 0,95
fastText (Skip-gram) 200 100 0,86 0,87 0,88 0,90 0,92
fastText (Skip-gram) 200 200 0,85 0,86 0,88 0,89 0,92
fastText (Skip-gram) 300 100 0,84 0,86 0,88 0,89 0,91
fastText (Skip-gram) 300 300 0,86 0,87 0,88 0,90 0,92
fastText (CBOW) 200 100 0,85 0,86 0,88 0,89 0,91
fastText (CBOW) 200 200 0,84 0,86 0,88 0,89 0,91
fastText (CBOW) 300 100 0,83 0,86 0,88 0,89 0,90
fastText (CBOW) 300 300 0,87 0,88 0,89 0,90 0,95
GloVe 200 100 0,86 0,87 0,88 0,90 0,92
GloVe 200 200 0,87 0,87 0,89 0,90 0,93
GloVe 300 100 0,87 0,87 0,89 0,90 0,93
GloVe 300 300 0,87 0,87 0,88 0,90 0,92
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Derin o6grenme algoritmalar1 ile elde edilen dogru
smiflandirma orani, geri ¢agirma, hassasiyet ve F-Olgiitl
degerleri sirastyla Tablo 1, Tablo 2, Tablo 3 ve Tablo 4’te
sunulmaktadir. Deneysel analizler, calisan bellek baglantilari
tabanli uzun kisa stireli bellek mimarisinin (LSTM-WM) Tiirkge
metin belgeleri {lizerinde duygu analizi icin, gozetleme deligi
tabanli uzun kisa siireli bellek mimarisi (LSTM-PH), uzun kisa
stireli bellek ve gegitli tekrarlayan birim mimarisine kiyasla daha
yiiksek dogru simiflandirma orani elde ettigini gostermektedir.
GloVe kelime gomme yonteminin diger kelime gomme
yontemlerine kiyasla daha iyi sonuglar aldigi goriilmektedir.
Vektor boyutunu 300 olarak almanin daha iyi sonuglar verdigi
goriilmektedir. Karsilagtirilan derin 6grenme mimarileri arasinda
en diisiik basarim, tekrarlayan sinir ag1 mimarisi (RNN) ile en
yiiksek basarim ise galigan bellek baglantilar1 tabanli uzun kisa
stireli bellek mimarisi ile elde edilmektedir.

5. Sonug¢

Metin siniflandirma, metin belgelerinin dnceden belirlenmis
smif etiketlerinden birine atanmasina yonelik bir dogal dil
isleme alanidir. Metin simiflandirma, aralarinda duygu analizi,
konu etiketleme, soru yamitlama ve diyalog eylemi
smiflandirmanin  da yer aldigt birgok dogal dil isleme
probleminde kullanilmaktadir. Metin smiflandirma, haber
metinlerinin filtrelenmesi ve organizasyonu, istenmeyen e-posta
igeriklerinin filtrelenmesi gibi birgok uygulama alanina sahiptir.
Son yillarda, metin siniflandirma alaninda, derin sinir ag1 tabanlt
mimariler ve sinirsel dil modelleri siklikla kullanilmaktadir.
Uzun kisa siireli bellek tabanli mimariler (LSTM), uzun siireli
bagimliliklar1 6grenirken, geleneksel tekrarlayan sinir aglarinda
gozlemlenen patlayan ve kaybolan gradyanlari azaltmak igin
gecit mekanizmalarint kullanir. Bu nedenle, LSTM ve tiirevi
mimariler, birgok dizi modelleme gdrevinde yaygin kullanima
sahiptir. LSTM tabanli mimarilerde, bellek hiicresi temel
bilgileri icermesine karsin, gecit mekanizmasinmi dogrudan
etkilemesine izin verilmez. Bu ¢alismada, Tiirkge duygu analizi
icin, tekrarlayan sinir agi, uzun kisa siireli bellek, gecitli
tekrarlayan birim, gozetleme deligi tabanli uzun kisa siireli
bellek mimarisi ve galisan bellek baglantilar1 tabanli uzun kisa
sireli bellek mimarisinin basarimi  karsilagtirmali  olarak
degerlendirilmektedir. Deneysel analizler, c¢alisan bellek
baglantilar1 tabanli uzun kisa siireli bellek mimarisinin (LSTM-
WM) Tirkge metin belgeleri iizerinde duygu analizi igin,
gozetleme deligi tabanli uzun kisa siireli bellek mimarisi
(LSTM-PH), uzun kisa siireli bellek ve gegitli tekrarlayan birim
mimarisine kiyasla daha yiiksek dogru simiflandirma oram elde
ettigini gostermektedir. GloVe kelime gdmme yonteminin diger
kelime gomme yontemlerine kiyasla daha iyi sonuclar aldigi
goriilmektedir. Vektér boyutunu 300 olarak almanin daha iyi
sonuclar verdigi goriilmektedir. Karsilastirilan derin 6grenme
mimarileri arasinda en diigiikk basarim, tekrarlayan sinir agi
mimarisi (RNN) ile en yiiksek basarim ise c¢alisan bellek
baglantilar1 tabanli uzun kisa siireli bellek mimarisi ile elde
edilmektedir.
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