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Oz

Makine 6grenmesi, herhangi bir insan miidahalesi olmadan elde olan verilerden veya analizlerinden daha iyi sonuglar elde edilmesine
yardimci olan alanlardan biridir. Ciddi ve karmasik durumlari analiz etmek ve dogruluk orani yiiksek tahminlerde bulunmak i¢in son
yillarda geligen teknolojiyle birlikte ozellikte tibbi teshis alaninda yaygin olarak kullamlmaktadir. Bu g¢aligma kapsaminda Pima
Indians Diyabet veri seti (Pima Indian Diabetes Dataset) iizerinde Naive Bayes ve Destek Vektor Makineleri (DVM) makine 6grenme
algoritmalar1 kullanilarak diyabet hastaligi erken evrede teshis edilmeye ¢alisilmistir. Kullanilan siniflandiricilarin performanslarini
artirmak icin veri setinde eksik degerler ¢arpiklik durumuna goére tekrar yapilandirilmis, veri standardizasyonu standart 6l¢eklendirme
kullanilarak yapilmistir. Ayrica sinif dengesizlik probleminin siniflandirma iizerindeki olumsuz etkisini azaltmak i¢in Sentetik Azinlik
Asir1-Ornekleme (SMOTE) teknigi kullamlmistir. Calisma kapsaminda olusturulan simiflandiricilarin degerlendirme Kriterleri
Dogruluk Orami (Accuracy Rate), Kesinlik (Precision), Duyarlilik (Recall) ve F1-Skore (F1 Score) metrikleri kullanilarak
hesaplanmigstir. Destek Vektor Makineleri %90 dogruluk orani ile en iyi sunucu vermistir.

Anahtar Kelimeler: Makine 6grenmesi, Siiflandirma, Destek vektor makineleri, Naive bayes, Diyabet.

Prediction of Diabates Mentilus by Using SVM and Naive Bayes
Classification Algorithms

Abstract

Machine learning is one of the fields that help to get better results from data or analysis without any human intervention. In recent
years with the developing technology, it is widely used in the field of medical diagnosis, especially to analyze serious and complex
situations and make predictions with high accuracy. In this study, it was tried to diagnose diabetic disease at an early stage by using
Naive Bayes and Support Vector Machines (DVM) machine learning algorithms on Pima Indians Diabetes Dataset. In order to
increase the performance of the classifiers used, the missing values in the data set were restructured according to the skewness, and
data standardization was done using standard scaling. Then, Synthetic Minority Oversampling (SMOTE) technique was used to
reduce the negative effect of class imbalance problem on classification. Evaluation criteria of the classifiers created within the scope
of the study were calculated by using Accuracy Rate, Precision, Recall and F1-Score (F1 Score) values. According to these results,
Support Vector Machines gave the best server with 88% accuracy rate.
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1. Giris

Seker hastaligi yani tip dilinde Diabetes Mellitus olarak
adlandirilan diyabet hastaligi, kan sekerinin yiikselmesine neden
olan en Oliimcill ve kronik hastaliklardan biri olarak kabul
edilmektedir. Kan sekerini diizenleyen insiilin hormonunun
eksikligi, yeterince kullanilamamasi1 veya {retilememesi
durumlarinda ortaya ¢ikmaktadir. Diinya Saghk Orgiitii’niin
(DSO-World Health Organization) son yillarda yaymlanms
oldugu gostergelere bakildiginda diinya genelinde yaklasik
olarak 422 milyon insanin diyabet hastasi oldugu ve her yil
meydana gelen Oliimlerin yaklagik olarak 1.6 milyonun
dogrudan diyabete bagli oldugu agiklanmistir [1]. Ayn1 zamanda
2015 ve sonrast Uluslararast Diyabet Federasyonu (IDF)
verilerine bakildiginda diinyada 415 milyon birey diyabet hastasi
iken bu sayinin 2040 yilinda %55 artarak 642 milyona ulasacagi
tahmin edilmektedir. Bu durum diyabet hastaliginin tiim diinya
popiilasyonuna ve tiim yas gruplarina yayilmis, yaygin ve hizli

artan bir ¢esit hastalik oldugunu gdstermektedir.

Diyabet hormonal duruma bagl olmasindan dolayr 6miir
boyu siiren hastaliklardan biridir. Seker hastaligi, basta bobrek
fonksiyonlar1 ve tansiyon olmak iizere viicut genelinde ciddi
tahribata yol a¢maktadir. Hastaligin erken teshis edilmesi ve
tedaviye baslanmasi yani zamaninda tedbir alinmasi beraberinde
ve sonrasinda olusacak diger hastaliklarin 6niine ge¢mek ve
engellemek icin ¢ok biiylik 6nem arz etmektedir. Son yillarda
teknolojinin geligsmesiyle birlikte 6zellikle tibbi teshis alaninda
makine Ogrenmesi yontemleri kullanilmaktadir. Makine
Ogrenimi, herhangi bir insan miidahalesi olmadan verilerden ve
analizlerinden daha iyi 6grenmeye yardimci olan, yaygin olarak
biiyliyen bir alandir. Ciddi ve karmasik durumlart analiz etmek
ve tespit etmek icin 6zellikle saglik hizmetleri alaninda popiiler
bir sekilde kullanilmaktadir. Makine &grenmesinde kullanilan
smiflandirma algoritmalar1 yiiksek oranda dogruluk sonuglar
vermektedir. Bu durum daha hizli karar verme ve hekimlere
yardimci olma agisindan ¢ok Onemlidir. Diger Dbiitiin
hastaliklarda oldugu gibi seker hastaliginin erken teshis ve
tedavi siireci hayat kurtarmakla birlikte kisilerin yagam kalitesini
daha iyi hale getirmektedir.

Literatiire  baktigimizda Diyabet hastaligin  makine
O0grenmesi yontemleri kullanilarak smiflandirilmast igin ¢ok
farkl1 algoritma ve yontemler kullanilmistir. Bunun yani sira
farkli veri setleri de kullanilmistir. En yaygin kullanilanlardan
biri de “Pima Indians Diabetes” veri seti kiimesidir. Bu veri seti
kullanilarak yapilan ¢aligmalardan biri olan [2] seker hastaligin
tahmin edilmesi i¢in Naive Bayes, Rastgele Orman, Karar
Agaclari, Lojistik Regresyon ve k-En yakin komsuluk makine
Ogrenmesi siniflandirma algoritmalar1 kullanilmistir.
Siniflandirma algoritmalar1 karsilastirildiginda %89 dogruluk
orantyla en iyi, sonucu Rastgele Orman Algoritmasi vermistir.
Diger bir ¢alismada [3] yine aymi veri seti lizerinde Karar
Agaclari, Naive Bayes ve Destek Vektor Makineleri olmak tizere
i¢ farkli makine Ogrenmesi yontemi kullanilarak diyabet
hastalig1 erken evrede teshis edilmeye c¢alisilmistir. Kullanilan
algoritmalarin ~ performans  degerlendirmesi ~ Hassasiyet,
Dogruluk, F-Skore ve Egri Altinda Kalan Alan metrikleri
kullanarak yapilmistir. Elde edilen sonuglara gore %76,30
dogruluk oraniyla en iyi performansi Naive Bayes algoritmasi
vermistir. Ayni veri seti kullanilarak yapilan ¢aligmalardan bir
digeri [4] Cok Katmanli Yapay Sinir Aglari, Radyal Temel
Fonksiyonu ve Genel Regresyon Sinir Ag1 olmak iizere diyabet
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hastaliginin teshis edilmesinde ¢ farkli sinir ag yapisi
kullanmustir. En iyi sonucu %81 oraniyla Genel Regresyon Sinir
Aglart vermistir. Bir diger calismada [5] Banglades Sylhet
Diyabet Hastanesin’den elde edilen veriler tizerinde 6 farkli
makine 6grenmesi yontemi kullanilmigtir. Caligma kapsaminda
kullanilan Cok Katmanli Algilayict Yapay Sinir Aglari, Destek
Vektor Makinalar, Karar Agaglari, Topluluk Ogrenme
Algoritmalar;, Dogrusal Ayrimecir Analizi ve k-NN metotlari
arasinda en iyi sonucu %99,81 dogruluk orani ile k-NN
algoritmasi vermistir. Bir diger caligmada [6] Ulusal Saglik ve
Beslenme Inceleme Anketinden (National Health and Nutrition
Examination Survey) elde edilen 2009—2012 yillarinda yiiriitiilen
diyabet veri setini kullanilmistir. Lojistik regresyon (LR),
diyabet hastalig1 icin risk faktorlerini p degeri ve olasilik oranina
(OR) dayali olarak belirlemek i¢in kullamlmistir. Diyabetik
hastalar1 tahmin etmek i¢in Naive Bayes, Karar Agaci, Adaboost
ve Rastgele Orman algoritmalar1 simiflandirma modeli olarak
kullanilmigtir.  Kullanilan ~ siniflandirma  algoritmalarinin
performanslari, dogruluk orani ve egri altindaki alan kullanilarak
degerlendirilmis ve en iyi sonucu %94.25 dogruluk orani ile
Rastgele Orman algoritmasi1 vermistir.

Bu c¢aligmanin temel amaci, diyabet hastaliginin teshis
edilmesi i¢in farkli makine Ogrenmesi simiflandirma
algoritmalar1 yaklasimlart kullanilmasidir. Calismada kullanilan
veri setim Ulusal Diyabet ve Sindirim ve Bobrek Enstitiisii’nden
(National Institute of Diabetes and Digestive and Kidney
Diseases) alinan, 21 yag ve iistii kadinlar i¢in olan Pima Indians
Diyabet veri seti kiimesidir. Kullanilan veri seti igerisinde
diyabet hastaliginin teshisinde yer alan belirli tanisal 6lgtimlere
dayali veriler bulunmaktadir. 768 kayitl ve 9 &znitelige sahip
olan veri seti lizerinde Gaussian Naive Bayes ve Destek Vektor
Makineleri smiflandirma algoritmalari  kullanilarak diyabet
hastaliginin teshisinde en iyi ve dogru sonucun elde edilmesi
amaglanmistir.  Kullanilan siiflandiricilarin - performanslarimi
artirmak icin veri setinde icerisindeki eksik degerler ¢arpiklik
durumuna gore tekrar yapilandirilmig, veri standardizasyon
standart dlgeklendirme kullanilarak yapilmistir. Ayni zamanda
simif dengesizlik probleminin siniflandirma iizerindeki olumsuz
etkisini azaltmak ic¢in Sentetik Aznlik Asiri-Ornekleme
(SMOTE) teknigi  kullanilmisti.  Calisma  kapsaminda
olusturulan smiflandiricilarin degerlendirme kriterleri Dogruluk
Oran1 (Accuracy Rate), Kesinlik (Precision), Duyarlilik (Recall)
ve F1-Skore (F1 Score) degerleri kullanilarak hesaplanmistir. Bu
sonuclara gore %88 dogruluk orani ile en iyi sunucu Destek
Vektor Makineleri vermistir.

Caligmanin ilerleyen boliimleri su sekilde diizenlenmistir.
Bolim 2, calisma siiresince kullanilan veriler {izerinde
uygulanan yontemler ve analizler hakkinda ayrintili bilgi
verilmistir. Boliim  3°te, kullanilan makine 6grenmesi
algoritmalar1 hakkinda kisa agiklamalar bulunmaktadir. Bolim
4, Python kodlama dili kullanarak hazirlanan siniflandirma
algoritmalarimin uygulanmasi1 ve performans degerlendirme
Olciitlerine yer verilmistir. Caligmanin son kismi olan Boliim 5°te
aciklamalar ve sonuglar bulunmaktadir.
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2. Materyal ve Metot

Bu bolim yapilmig olan c¢alismayr gergeklestirmek igin
kullanilan yaklasimlart agiklayan metodolojiyi igerir. Caligsma
icin kullanmilan model diyagramm ana hatlariyla Sekil 1'de
gosterilmistir.

Egitim Veri Set ;
? Makine

Ogrenmesi
Algoritmasi

Veri Seti

Veri Seti P
Onigleme

Test Veri Seti

Eksik Dederlerin Destek Vektor Makinesi

Doldurulmasi

Ozellik Olceklendirme Naif Bayes

Yeniden Omekleme
(Veri Seti Dengeleme )

Sekil 1. Kullanilan model diyarama.
2.1. Diyabet Veri Seti

Calisma kapsaminda kullanilan veri seti Ulusal Diyabet ve
Sindirim ve Bébrek Enstitiisi'nden (National Institute of
Diabetes and Digestive and Kidney Diseases) alinan, 21 yas ve
isti kadimlar i¢in olan Pima Indians diyabet veri setidir.
Kullanilmig olan veri setinin amaci, bir hastanin diyabetli olup
olmadigini, veri setine dahil edilen belirli tanisal Olgiitlere
dayanarak tahmin etmektir. Kullanilan veri seti 268’i diyabet
hastasi, 500’1 diyabet hastasi olmayan toplam 768 kayittan ve 9
nitelikten olugsmaktadir. (8 Oznitelik ve 1 simif degiskeni). Veri
setinde bulunan niteliklere ait bilgiler Tablo 1°de ayrintili olarak
verilmis.

Tablo 1.Veri setinde bulunan ozellikler.

Say1 Nitelik Aciklama
X1 Gebelik (Pregnancies) Hamile kalma sayisi
X2 Glikoz ( Glucose) Plazma glukoz konsantrasyonu (2

saat oral glukoz tolerans testi)

X3 Kan Basinci (Tansiyon)
(Blood Pressure)

Kan Basinct (mm/Hg)

X4 Cilt Kalinlig1 (Skin Deri Kivrim Kalinligi (mm)

Thickness)
X5 Insiilin (Insulin) 2 saatlik insiilin serum (mu U/ml)
X6 Viicut kitle indeksi Viicut Kitle Indeksi (kg ve m2)
(BMI)
X7 Genetik Diyabet Genetik olarak Diyabet hastaligina
Yatkinlik yatkinlik durumu
X8 Yas Kisinin yas1 (y1l)
Y Sonug Sinif Degiskeni (0-1)

2.2. \feri Seti Onisleme

Verileri seti lizerinde yapilacak olan 6n islenme, ¢aligma
kapsaminda kullanilan makine 6grenmesi algoritmalarinin
smiflandirma performans degerlerini artirmak ve en iyi sonucu
elde etmek i¢in uygulanan 6nemli adimlardan biridir. Makine
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Ogrenmesi yontemlerinde kullanilan algoritmanin performansi,
kullanmilan veriler arasindaki korelasyona, veri seti igerisinde
eksik veya aykirt degere bagli olarak degismektedir. Bu
calismada kullanilan veri seti diizenlenme islemi {i¢ asamadan
olusmaktadir.

1) NaN yani eksik degerlerin doldurulmasi.
2) Ogzellik Olgeklendirme (Feature Scaling)
3) Yeniden Ornekleme (Veri Seti Dengeleme)

Kullanilan veriler igerisinde eksik degerler (NaN)
bulunmamasina ragmen Tablo 2 ‘ye baktigimizda Glikoz,
Insiilin, Viicut Kitle Indeksi, Kan Basinc1 ve Deri Kalinhig: gibi
ozelliklerinin min () degerinin “0” oldugu goriilmektedir. Insan
viicudu ve anatomisi goz Oniine alindiginda ve diisiiniildiigiinde
bu degerlerin “0” olamayacagi, aslinda bu degerlerin eksik
degerler oldugu goriilmektedir. Eksik degerlerin doldurulmasi
igin kullamlan ¢esitli yontemler bulunmaktadir. Bunlardan biri
de eksik degerlerin Carpiklik (Skewness) durumuna gore
degistirilmesidir. Veri setinde bulunan her bir o6zellige ait
yogunluk grafikleri Sekil 2°de gosterilmistir..

Sekil 2. Veri yogunluk grafigi.

Carpiklik bir dagilimin asimetri dagilimini, yani verilerin
dagiliminin simetrik olmama derecesini 6lger. Diger bir ifade ile
normal dagilimdan sapma miktar1 hakkinda bilgi verir. Bu
calismada, pozitif ¢arpikliga sahip 6zniteliklerin eksik degerleri
o siitunun medyani yani ortanca degeriyle (median), normal
dagilima ait 6zniteliklerin kayip degerleri ise o siitunun ortalama
(mean) degeriyle degistirilmistir. Tablo 3’te belirtilen 6zelliklere
ait ¢arpiklik degerleri verilmistir.

Tablo 3. Belirtilen ozelliklerin ¢carpikitk degeri.

Oznitelik Carpikhk
Glikoz 0.5309
Kan Basinci 0.1341
Cilt Kalinlig: 0.6906
Insiilin 2.166
Viicut kitle indeksi 0.5939

Glikoz, Kan Basinci, Cilt Kalmlig1 ve Viicut Kitle Indeksi
gibi siitunlar o kadar carpik degildir. Bu siitunlar i¢in bos
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degerler ortalama ile Insiilin siitunu garpikligin etkisinden dolay1
medyan degeri olacak sekilde degistirilmistir.

Veri seti iizerinde yapilacak olan ikinci iglem veri (6zellik)
dlgeklemedir (Feature Scaling). Ozellik Olgeklendirme, bir veri
kiimesinde bulunan 6zelliklerin araligmi  normallestirme
islemidir. Makine O6grenmesinde kullanilan, o6zellikle uzaklik
temelli algoritmalarin  performansin1  etkilemekle birlikte
Gradyan Mesafesi (Gradient Distance) kullanilan algoritmalarin
da hiz performansim1 etkilemektedir. Uzaklik temelli
algoritmalar, benzerlikleri belirtmek veya bulmak i¢in noktalar
arasinda bulunan mesafeyi kullanir. Daha biiylik biiyiiklige
sahip oOzellikler olusturulan model tarafindan daha yiiksek
agirhikli olarak belirecektir veya derecelendirilecektir ve
olusturulan model bir 6zellige asir1 derecede bagimli olacaktir.
Olusturulan modelde tim o6zelliklerin tahmin sonucuna esit
olarak katki saglamasi i¢in 6zellik dlgeklendirme uygulamamiz
O6nemlidir. Bu ¢alisma da standart 6l¢iilendirme (Standart Scaler)
yontemi kullanilmistir [5].

Standart Olglilendirme, bir veri kiimesinde bulunan
ozellikleri degerleri benzer 6lgegi paylasacak sekilde 6zellikleri
doniistirme  islemidir. Veri setinde bulunan degiskenleri
ortalamas1 ‘0’ standart sapmasi ‘1’ olan bir dagilima gevirir.
Herhangi bir siitunda bulunan x 6zelligine sahip siitunun standart
6l¢eklendirme yontemi Denklem 1° de gosterilmistir.

o
z=2F 1
g

o = standart sapma
u = ortalama

2.3. Veri Seti Yeniden Ornekleme

Yeniden oOrnekleme, smif dagilimmin esit olmadig
durumlarda yapilan egitim veri kiimesine ornek eklemek veya
¢ikarmak icin tasarlanmig, veri seti dengeleme islemidir. Veri
Seti dengeleme kavrami yani Dengesiz Veri Seti en basit haliyle
bir grupta bulunan gbzlem sayisinin diger gruba kiyasla daha az
olmas1 olarak tanimlanmaktadir.

Makine 6grenmesinde kullanilan algoritmalarin performans
Ol¢limiinil belirleyen etkenlerden biri de veri igerisinde esit veya
esite yakin sayr siif etiket orneginin bulunmasidir. Veri Seti
Dengelemek i¢in farkli yaklasim ve teknikler kullanilmaktadir.
Bu c¢alismada simif dengesizlik probleminin smiflandirma
iizerindeki olumsuz etkisini azaltmak i¢in Sentetik Azinlik Asiri-
Omekleme (SMOTE) teknigi kullanilmustir [7-8]. Kullanilan
algoritmanin asil amact azinlik sinifinda bulunan verilerin
¢ogunluk sinifinda bulunan veri miktarina yaklastirilarak
¢ogaltilmasidir. Yani &rnekler olusturmak igin enterpolasyon
teknigi kullanan sentetik asir1 ornekleme (over sampling)
teknigidir
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SMOTE, en yakin komsu algoritmast (k-NN) fikrine
dayanir ve sentetik bir veri Orneginin orijinal ve en yakin
komsgulardan biri arasinda enterpolasyon yapilabilecegini
varsayar. SMOTE algoritmasi, azinlik smifindan her veri
orneginin komsu ortamin1 hesaplar, komsularindan birini
rastgele secer ve her 6rnek ile secilen en yakin komsu arasindaki
verilerin interpolasyonu yoluyla sentetik veri yapar. Yapilacak
sentetik veri oOrneklerinin sayist orijinal veri kiimesinin
boyutundan kiicliik oldugunda, algoritma rastgele segilir ve
sentetik veri Ornekleri olusturmak i¢in orijinal bir veri drnegi
kullanilir. Tersine, yapilacak sentetik veri Orneklerinin sayisi
orijinal veri kiimesinin boyutundan biiyiik oldugunda, algoritma
onceden Dbelirlenmis asir1  6rnekleme oranin1  kullanarak
yinelemeli olarak sentetik veri 6rnekleri olusturur [8].

Sentetik  Orneklerin  olusturulmast Denklem 2’ de
gosterildigi gibi kisaca incelenen 6zellik vektorii E; ile en yakin
komsusu arasindaki alinir, daha sonra bu fark O ile 1 arasinda
rastgele bir say1 o ile ¢arpilir. Sonug incelenen 6zellik vektoriine
eklenir ve yeni 6rnek olusturulmus olur.

Eyeni:Ei+(Ei_Ej)5 2

Calismama kapsaminda kullanilan veri setinde bulunan sinif
etiketlerine baktigimizda veri setinde bulunan 768 kayittan 268’1
diyabet hastasi, geriye kalan 500’1 diyabet hastasi olmayan
kigilere aittir. Verilerin %70 i egitim, %30 kismu test olarak
ayrilmigtir.  Kullanilacak siniflandirma algoritmalarinda 400
diyabet hastas1 olmayan siniftan, 214 diyabet hastas1 olan grup
olarak ayrilmisti. SMOTE teknigi kullanilarak veri seti 500
pozitif, 500 negatif olarak diizenlenmistir. Sekil 3 yeniden
ornekleme iglemi yapildiktan sonra elde edilen veri sayilarim
gostermektedir.

100

Sonug

Sekil 3.Veri seti sayisi.
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Tablo 2. Veri kiimesi degerleri.

Gebelik Glikoz Tansiyon  Deri insiilin Viicut Diyabet Yas Sonug
Kalinhg: Kitle gecmisi
Indeksi

Ortalama 3.84 120.89 69.10 20.53 79.79 31.99 0.47 33.24 0.34
Standart 3.36 31.97 19.35 15.95 115.24 7.88 0.33 11.76 0.47
Sapma

Minimu 0.00 0.00 0.00 0.00 0.00 0.00 0.078 21.00 0.00
m Deger

25% 1.00 99.00 62.00 0.00 0.00 27.30 0.24 24.00 0.00

50% 3.00 117.00 72.00 23.00 30.50 32.00 0.37 29.00 0.00

75% 6.0 140.25 80.00 32.00 127.25 36.60 0.62 41.00 1.00
Maximu 17.00 199.00 122.00 99.00 846.00 67.10 2.42 81.00 1.00
m Deger
3. Simiflandirma =

Y
Bu calisma  kapsaminda  kullanilan  siniflandirma
algoritmalar1 hakkinda kisaca bilgi verilmistir. ® o
@
3.1. Naive Bayes Algoritmasi o ©
®
Gausssan Naif Bayes siniflandiricisi veya genellikle sadece ®

Naif Bayes olarak adlandirilan siniflandirma algoritmasi, Bayes
teoremipg daygh basit bir olasilik .tabanh siniflandirma e R ekoreri
yontemidir. Naif Bayes yontemi tahmine dayali modelleme
yapmak i¢in basit bunun yaninda gii¢lii bir algoritmadir. Bu X
ylizden ozellikle sinyal ve goriintii isleme alanlarinda en g¢ok
kullanilan siniflandirma, tahmin algoritmalarinda biridir. Bu . . .

’ kil 4. Destek Vektor Mak .
algoritmada bir smiftaki belirli 6zelliklerin varliginin diger Seki estel vertor Starmnast
herhangi bir 6zellik ile ilgisi olmadig1 varsayilir [9].

4. Sonug

3.2. Destek Vektor Makinas1 (DVM)

Destek vektér makineleri siniflandirma ve regresyon igin
yaygin olarak kullamilan denetimli makine 6grenmesi
tekniklerinden biridir ve Vapnik tarafindan gelistirilmistir [10].
Istatistiksel 6grenme teorisi ve yapisal risk minimizasyonu
teknikleri tizerine kurulmus olmasindan dolay1 teorik altyapisi
gliclii makine 6grenmesi tabanli oriintii siniflandirma teknigidir.

Destek vektdr makinelerinin temel amaci egitim verilerini
bilinen sinif etiketleriyle ayirabilen ¢ok boyutlu uzayda bir
fonksiyon bulmaktir. Sinif etiketleri genellikle pozitif ve negatif
olarak adlandirilan veri seti igerisinde Sekil 4 ‘te gosterildigi gibi
en uygun ayiract yani hiper diizlemi bulmaktir [11].
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Calisma kapsaminda yapilan analizlerde Python kodlama
dili kullanilmigtir. Diyabet hastaliginin teshis edilmesi igin
Gaussian Naive Bayes ve DVM makine 6grenmesi siniflandirma
algoritmalart kullanilmigtir. Makine O6grenmesinin en 6nemli
parcalarindan biri de simiflandirma islemidir. Simiflandirma
isleminde elimizde bulunan veriler egitim seti ve test seti olmak
iizere iki ana asamaya ayrilir. Olusturulan model egitim seti
kullanilarak, model performansi test seti kullanilarak yapilir.
Buradan anlagilacagi gibi veri seti makine Ogrenmesi
algoritmalarinda  ¢ok  Onemlidir. ~ Olusturulan  modelin
degerlendirme kriterleri Tablo 4’te agiklamalart ve formiilleri
verilmis olan Dogruluk Orani (Accuracy Rate), Kesinlik
(Precision), Duyarlilik (Recall) ve F1-Skore (F1 Score) degerleri
kullanilarak hesaplanmustir.  Performans olgiim  degerlerin
hesaplanmasi igin Tablo 5 ‘te gosterilen karmagiklik (hata)
matrisi kullanarak yapilmistir.
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Tablo 4. Model degerlendirme kriterleri.

Degerlendirme Aciklama Formiil
Kriter
Dogruluk Olustular (DP+DN)/ N
Oram modelin hedef
siniflar1 tahmin
basarisi.
Kesinlik Olusturulan DP/(DP+YP)
(Precision) model de
sonucun ne kadar
dogru oldugunu
gosterir.
Duyarhlik Olusturulan DN/(YP+DN)
(Recall)  model de dogru
ornekleri bulma
yetenegini
gosterir.
F1- Skore (F1 Kesinlik ve 2*(Kesinlik*Duyarlilik)/
Score) duyarliligin (Kesinlik+Duyarlilik)/
harmonik
ortalamasidir.
Tablo 5.Hata matrisi.
Pozitif Negatif
Pozitif DP (Dogru Pozitif / TP) YN (Yanlis Negatif/ FN)
Negatif YP (Yanlis Pozitif / FP) DN (Dogru Negatif / TN)

* DP (TP): Gergek sinifin degeri pozitiftir (yani diyabet hastast)
ve kullanilan yontemle pozitif (diyabet hastasi) olarak
tahmin edilmistir.

* DN (TN): Gergek smifin degeri negatiftir (diyabet hastasi
olmayan) ve kullanilan yontemle negatif (diyabet hastasi
olmayan) olarak tahmin edilmistir.

* YN (FN): Gergek sinifin degeri pozitiftir (yani diyabet hastasi)
fakat kullanilan yontemle negatif (diyabet hastas1 olmayan)
olarak tahmin edilmistir.

* YP (FP): Gergek smifin degeri negatiftir (yani diyabet hastasi
olmayan) fakat kullanilan yontemle pozitif (diyabet hastasi)
olarak tahmin edilmistir.

DVM algoritmas: kullanilirken Raibal Basis, Siomoid ve
Linear c¢ekirdek fonksiyonlarmim performanslari Sekil 5’te
belirtilmistir. Buna gore en iyi performans saglayan Radial Basis
¢ekirdek fonksiyonu kullanilmigtir.
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DVM Cekirdek Fonksiyon Seg¢imi
08
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0

Deger (Value)
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DVM Cekirdek Fonksiyonlan

Sekil 5. DVM algoritmast ¢ekirdek fonksiyon se¢imi.

Kullanilan algoritmalarin performans Olgiitleri kesinlik,
duyarlilik, dogruluk oran1 ve F1 score degerleri karsilastirmali
olarak Tablo 6’da verilmistir Aym1 zamanda kullanilan
algoritmalarin Dogruluk Oranina gore bar grafigi Sekil 6’da
gosterilmistir. Buna gore diyabet hastaliginin
smiflandirilmasinda en iyi sonucu %88 dogruluk orani ile DVM
algoritmasinin verdigi goriilmektedir.

Destek Vector Makinelen MNaive Bayes
Makine Ogrenmesi Algoritmalan

Dogruluk Orani %
cundoBNBREEBRBRIGBRB

Sekil 6. Naif Bayes ve DVM dogruluk orani (%).

DVM algoritmasi sadece dogruluk orani olarak degil ayni
zamanda kesinlik ve duyarlilik i¢in de yiiksek sonuglar vermistir.

Dogruluk Kesinlik Duyarhlik F1-Score

Oram
Naif Bayes %77 %76 %77 %76
DVM %388 %387 %381 %87
12
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