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Oz

Meme kanseri, kadinlar arasinda en ¢ok goriilen kanser tiiriidiir. Hastaliklarin tespit edilmesi amactyla kullanilan medikal goriintiilerin
analiz edilmesi i¢in birgok makine dgrenmesi ve yapay zeka yontemi kullanilmaktadir. Yapay zeka yontemlerinden biri olan derin
O0grenme, gorintii siniflandirma, nesne tanima, segmentasyon gibi islemler i¢in kullanilmaktadir ve patoloji goriintiilerinin analizi i¢in
en ¢ok tercih edilen yontemlerden biridir. Bu ¢alismada, derin 6grenme mimarilerinden evrisimsel sinir ag1 (CNN) kullanilarak, meme
patoloji goriintiilerinin siniflandirmasi islemi gerceklestirilmistir. Deneyler sonucu elde edilen model ile kanserli ve kanserli olmayan
patoloji goriintiilerinin siniflandirilmasinda dogruluk degeri 0.8775, F1 skoru 0.8238, hassasiyet degeri 0.8381, hatirlama degeri 0.8762,
MSE degeri 0.1195, MAE degeri 0.2497 elde edilmistir. Elde edilen yiliksek dogruluk, F1 skoru, hassasiyet ve hatirlama degerleri ile
diisiik hata degerleri, bu ¢alisma kapsaminda 6nerilen CNN modelinin patoloji goriintiilerinin siniflandirilmasinda kullanilabilecegini;
ozellikle tip fakiiltelerinin ve hastanelerin patoloji béliimlerinde kullanilabilir sistemler tasarlanabilecegini gostermektedir.

Anahtar Kelimeler: Patoloji Goriintiileri, Derin Ogrenme, CNN, Siniflandirma.

Classification Of Pathology Images With Deep Learning Methods

Abstract

Breast cancer is the most common type of cancer among women. Many machine learning and artificial intelligence methods are used
to analyze medical images used to detect diseases. Deep learning, which is one of the artificial intelligence methods, is used for
operations such as image classification, object recognition, segmentation and is one of the most preferred methods for the analysis of
pathology images.In this study, classification of breast pathology images was carried out by using a deep learning architecture,
Convolutional Neural Networks (CNN). With the model obtained as a result of the experiments, the accuracy value was 0.8775, the F1
score was 0.8238, the sensitivity value was 0.8381, the recall value was 0.8762, the MSE value was 0.1195, and the MAE value was
0.2497 in the classification of cancerous and non-cancerous pathology images. The high accuracy, F1 score, sensitivity and recall values
and low error values obtained indicate that the CNN model proposed in this study can be used in the classification of pathology images;
shows that systems that can be used especially in the pathology departments of medical faculties and hospitals can be designed.
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1. Giris

Canlilarin viicutlarini olugturan hiicreler belli bir diizene gére
boliinerek ¢ogalmaktadir. Kanser, hiicrelerin kontrolsiiz bir
sekilde c¢ogalmasidir. Hiicrelerin yapist ve isleyisinin
bozulmasina sebep olan kanser, tiim diinyayi ilgilendiren énemli
bir saglik sorunudur. Yanlis beslenme, alkol kullanimi, kimyasal
maddeler, obezite, fiziksel aktivite yetersizligi ve daha bir¢cok
etken kansere sebep olabilmektedir. Meme kanseri, memeyi
olusturan hiicrelerde meydana gelen ve kadinlar arasinda en ¢ok
goriilen kanser tiiriidiir. Diinya Saghik Orgiiti (WHO)’ niin
verilerine gore 2020°de diinya genelinde 2,3 milyon kadin meme
kanserine yakalanmistir (World Health Organization, 2021).

Medikal goriintii, viicudun i¢ yapisinin gesitli yontemler
kullanilarak gorsellestirilmesi ile elde edilmektedir. Medikal
goriintiilerin bilgisayar ortamina aktarilmasiyla beraber bilgisayar
destekli analizler yapmak amaciyla birgok uygulama
geligtirilmektedir. Cesitli matematiksel islemlerle mevcut
verilerden bilgi edinen ve bu bilgiler ile tahminler yapabilen
yontemler biitiinline makine 6grenmesi denir (Rende vd, 2017).
Bir makine 6grenmesi yontemi olan yapay sinir aglari, yapay sinir
hiicresi denilen néronlar kullanilarak tahmin ve siniflandirma gibi
belli amaglara ulagsmayr amaglayan bir bilim dalidir. Medikal
gOriintii analizi islemleri, 1970°1i yillardan 1990’11 yillara kadar
kural tabanli sistemler olan uzman sistemler kullanilarak kenar
filtreleme gibi  diisiik seviyeli piksel islemleri ile
gergeklestirilmigtir. 1990’11 yillarin sonunda egitim verilerinin bir
sistem gelistirmek i¢in kullanildig1 denetimli sistemler popiiler
olmustur (Litjens vd, 2017).

Segmentasyon,  Oznitelik  ¢ikarimi  ve  istatistiksel
simiflandiricilarin kullanildigi makine 6grenmesi yaklagimlari,
giiniimiizde yaygin olarak kullanilan yapay zeka temelli medikal
goriintii analiz sistemlerinin temelini olusturmaktadir.  Bu
sistemlerin  tasariminda, Oznitelik ¢ikarimi  ve c¢ikarilan
Ozniteliklerin bilgisayarin &grenmesini saglamak Onemlidir.
Oznitelik ¢ikarimi yapmak amaciyla, temel bilesen analizi
(principal component analysis — PCA), goriintii parcalarinin
kiimelenmesi ve daha birgok metot kullanilmaktadir (Litjens vd,
2017; Ozcan, 2014).

Geleneksel makine §grenmesi yontemlerinden farkli olarak
Oznitelik ¢ikarimmin mimari tarafindan yapilmasi amaciyla
gelistirilen derin 6grenme mimarileri, girig verilerini ¢ikiglara
doniistiiren bircok katmandan olusan yapay sinir aglaridir. Bu
mimarilerde, her katmanda probleme ait bazi oOznitelikler
Ogrenilerek bu Oznitelikler bir tist katmana girdi verisi olarak
verilmektedir (Isik ve Artuner, 2016). Boylece, en alt katmandan
en ist katmana dogru detaylart giderek artan Ozniteliklerin
O0grenildigi bir yap1 olusturulmaktadir. Son yillarda, verilerden
ozellik ¢ikariminin dogrusal olmayan bi¢cimde ve hizli yapilmast,
kendi kendine 6grenme ve genelleme kabiliyeti derin 6grenme
yontemlerine olan ilgiyi arttirmaktadir. Derin mimariler daha az
bellek alan1 gerektirmekte, daha hizli iglemler yapmakta ve daha
verimli sonuglar saglamaktadir. Goriintii isleme, sinyal isleme,
dogal dil igleme, ilag kesfi ve daha birgok alanda derin 6grenme
yontemleri basartyla kullanilmaktadir (Carrio vd, 2017; Chen vd,
2018; Ekmekji, 2016; Vargas vd, 2017; Xie vd, 2017).

Goriintii analizi islemlerinde giiniimiize kadar en ¢ok basari
gosteren derin 6grenme mimarileri, evrisimsel sinir aglaridir
(Convolutional Neural Networks, CNN) (Litjens vd, 2017). CNN
mimarileri, 1980°1i yillarda ortaya atilmistir ve 1995°te medikal
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goriintii analizi islemleri i¢in kullanilmaya baglanmigtir (LeCun
vd, 1989). Tlk basarilt CNN mimarisi olan LeNet, 1998 yilinda, el
yazist rakam tanimada kullanilmistir (LeCun vd, 1998). Bu
basarilarina ragmen CNN mimarilerinin kullanimi, yazilim ve
donanim eksiklikleri sebebiyle 2010’lu yillara kadar popiilerlik
kazanamamigtir. 2012°de ortaya atilan ve CNN mimarileri i¢in
doniim noktast olan AlexNet mimarisi, derin sinir aglar
konusunda bir standartlagtirma yarismasi olan ImageNet
yarigmasinda %83.6 basariyla birinci olmustur (Krizhevsky vd,
2012). AlexNet’ in bu basarisi sonraki yillarda yapilan ImageNet
yarigmasinda derin 6grenme kullaniminin 6nemli derecede
artmasini saglamistir (Komura ve Ishikawa, 2018). AlexNet
mimarisinin LeNet mimarisi ile benzerlikleri vardir. Ancak
AlexNet mimarisinde hiperbolik tanjant aktivasyon fonksiyonu
yerine ReLU kullanilmasi, giiniimiizde en ¢ok tercih edilen
mimarilerden biri olmasint saglamistir (Krizhevsky vd, 2012).
2013 yilinda ZFNet mimarisi %88.3 basartyla ve 2014 yilinda
GoogleNet mimarisi %93.3 basartyla ImageNet yarismasin
kazanmiglardir. 2014 yilinda tanitilan ve 22 katmanli olan
GoogleNet verimlilik ve pratikligiyle diisiik bellekli ve sinirli
hesaplama kaynaklarina sahip olanlar dahil tiim cihazlarda
kullanilmak amaciyla tasarlanmistir (Szegedy vd, 2015). 2015
yilinda ise ResNet mimarisi, %3.57 hata orami ile ImageNet
yarigmasinda birinci olmustur. 2015 yilinda ayrica, SegNet ve U-
Net derin mimarileri de tanitilmistir (Lee vd, 2017).

Derin 6grenme yontemleri kullanilarak yapilan birgok
calisma vardir. Ornegin, Lo S. vd., genel olarak medikal
goriintillerde Orlintiileri tanimak amaciyla CNN mimarisini
kullanmiglardir.  GoOgiis  radyografileri  {lizerinde akciger
nodiillerininin tespiti ve mamografi goriintiilerinde mikro
kireglenme tespiti yapmak i¢in CNN mimarisini test etmiglerdir.
ki gizli katman kullanarak tasarlardiklar1 agin performans
degerlendirmesi i¢in ROC egrisini kullanmiglardir ve agin basarili
sonuglar drettigini ve klinik ortamlarda kullanilabilecegini
gostermislerdir (Lo vd, 1995). Ciresan D.C. vd., meme histoloji
gorintillerinde mitozu saptamak i¢in derin sinir aglari
kullanmuslardir. Uluslararas1 Uretim  Arastirma Konferansi
(International Conference on Production Research - ICPR) 2012
mitoz tespit yarigmasini kazanarak, diger yarigmacilari iistiin bir
farkla geride birakmuslardir (Ciresan vd, 2013). Davy A. vd.,
beyin tiimori tanist koymak amaciyla beyin timorii goriintiileri
iizerinde derin sinir aglarin1 kullanmiglardir. Bu ¢aligma, 2013
yilinda yapilan beyin timori goriinti segmentasyonu
yarigmasinda (BRATS2013) en basarili caligma olarak segilmistir
(Davy vd, 2014). Ayn1 amagla Havaei M. vd., bir CNN ¢iktisinin
sonraki bir CNN i¢in ek bilgi kaynag: olarak kullanildigi bir
kaskad CNN mimarisi kullanmiglardir. Mimarilerini test etmek
amaciyla, BRATS2013 test veri setini kullanarak mimarilerinin o
dénemde yayinlanmig olan son teknolojilere gbre daha iyi bir
gelisme gosterdigini ve 30 kat daha hizli oldugunu gostermislerdir
(Havaei vd, 2017). Zhao X. vd. de tamamen baglh evrisimsel sinir
aglar1 (Fully Convolutional Neural Networks — FCNNSs) ve
kosullu rastgele alanlarimi (Conditional Random Fields - CRF)
birlestirdikleri bir mimari sunmuslardir (Zhao vd, 2018). Danaee
P. vd., meme kanseri tanima ve segmentasyonunda genlerin kritik
olarak tespiti i¢in derin 6grenme kullanmiglardir. Yiiksek boyutlu
ve glirtiltiilii gen verilerinden 6znitelik ¢ikarmak icin 4 katmanh
bir y1gin giiriiltii azaltan otomatik kodlayic1 (Stacked Denoising
Auto Encoder - SDAE) ve SDAE’ nin 6grenme agamasinda
ezberlemeyi engellemek igin de seyreltme hiper-parametresini
kullanmuslardir (Danaee vd, 2016). Isin A. ve Ozdalili S.,

Elektrokardiyogram (EKG) goriintiilerini  siniflandirmada
AlexNet mimarisini kullanmislardir. Egitim verilerinde % 98,51
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ve test verilerinde % 92 civarinda dogruluk degerleri elde
etmislerdir (Isin ve Ozdalili, 2017). Xiao K. vd., histopatolojik
goriintiilerdeki lenf diigiimlerinde meme kanseri metastazlarinin
tespiti  ve smiflandirilmasi  i¢in  ResNext — mimarisini
kullanmislardir. 101 katmanli CNN ile biiyiik bir veri setini parca
tabanli  olarak  egitmiglerdir. ~ Smiflama  performansin
degerlendirmek icin CAMELYON 2017°de kabul edilen 5 sinifli
2. derece agirlikli kappa metrigi kullanmiglardir. Meme kanseri
metastazlarini 2 sinifa ve 3 sinifa ayimiglardir. Kappa metrigini,
5-kat ¢apraz dogrulama ile 3 sinifa ayirmada %99.54 ve 2 sinifa
ayirmada %89.57 basarili olarak Slgmiislerdir (Xiao vd, 2017).
Nirschl J.J. vd., akut kalp yetmezligi tanis1 koymak amaciyla,
H&E boyali kardiyak histopatoloji goriintiileri tizerinde Caffe
kiitiiphanesi ile beraber CIFAR-10 yarigmasinda kullanilan
AlexNet mimarisini degistirerek kullanmigslardir. Diger taraftan el
yapimu Ozellikleri ile birlikte rastgele orman siniflandirici
kullanarak yaptiklar1 karsilastirma neticesinde derin 6grenme
yonteminin daha bagarili oldugunu gostermislerdir (Nirschl vd,
2017). CAMELYONI16 (Kasim 2015- Kasim 2016) meme
kanseri olan kadin hastalarda lenf diiglimii metastazlarinin tespiti
yarigmasinda, bazi derin dgrenme algoritmalari 11 patologdan
daha iyi performans gostermislerdir. Yarigmada sunulan 32
algoritmadan 25 tanesi derinlemesine evrigimsel sinir aglar
kullanmislardir (Bejnordi vd, 2017). Motlagh N.H. vd., meme
kanseri alt tiplerini siniflandirmak amaciyla bir derin 6grenme
¢alismasi yapmiglardir. Mimarilerinin ilk adimi olarak énceden
egitilmis bir ResNet V1 50 mimarisi kullanarak meme kanseri ile
beraber mesane, akciger ve lenfoma kanserlerinin tanisinda
ortalama % 99.8’ lik bir dogruluk elde etmislerdir. Tkinci adimda
ise bir ResNet V1 152 mimarisi kullanarak % 98.7 dogrulukla iyi
huylu ve koti huylu meme kanserlerini smiflandirmislardir
(Motlagh vd, 2018). Roy K. vd., histopatolojik meme
goriintiilerini  siniflandirmak amaciyla CNN kullanan yama
tabanli bir smiflandirict Onermislerdir. Goriintii  sayisinin
yetersizliginden dolayi, yamalarin ¢ikarilmasi ve biiyiitiilmesi ile
gergeklestirdikleri  siniflandirma  islemi %87  hassasiyet
saglamistir (Roy vd, 2019). Ilkihig Ayta¢ Z. vd., tiroid kanseri
tespiti yapmak amaciyla evrigimsel sinir aglarim kullanmiglardir.
Elde ettikleri basaril test sonuglari ile 6nerdikleri modelin tiroid
kanseri tespitinde kullanilabileceklerini gostermislerdir (Ilkilig
Aytag vd, 2021). Ozgelik Y.B. ve Altan A., diyabetik retinopati
tespiti yapmak i¢in evrisimsel sinir aglart ve transfer 6grenmesi
yontemlerini kullanmuglardir. Onerdikleri modelin % 97.8
smiflandirma performansina sahip oldugunu gostermislerdir
(Ozgelik ve Altan, 2021).

Bu ¢alismada, meme kanserinin yiiksek dogruluk ve hizda
tespit edilmesi amaciyla bir CNN modeli dnerilmektedir. Tkinci
boliimde modelin gelistirilmesinde kullanilan materyal ve metot
anlatilmaktadir. Ugiincii boliimde modelin egitim ve test islemleri
yapilmakta ve deneysel sonuglar tartisilmaktadir. Son boliimde
ise ¢alismanin sonuglar1 ve gelecekte kullanilabilecegi bilgileri
verilmektedir.

2. Materyal ve Metot

Bu c¢alismanin uygulama akis diyagrami Sekil 1 ile
gosterilmistir.
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Sekil 1. Uygulama Akis Diyagramu (Figure 1. Application Flow
Diagram)

2.1. Patoloji Veri Seti

Eski Yunancada hastalik bilimi anlamina gelen patoloji, tipta
bir uzmanlik alanidir. Patotojik goriintiileme, hastalikli organlarin
ciplak gozle veya mikroskop altindaki anormal gdriiniimlerinin
incelenmesi amaciyla ortaya atilan goriintiileme teknigidir.
Mikroskop altinda cam slaytlar kullanilarak yapilan patolojik
goriintiilemenin yerini giinimiizde dijital goriintiileme almistir.
Dijital patoloji goriintiileri, bir bilgisayar ekraninda veya mobil
aygitta goriintiilenebilen yiiksek ¢oziintirliikli dijital goriintiiler
saglamak amaciyla bir tarama aygit1 kullanilarak cam slaytlarin
taranmasiyla elde edilmektedir. Incelenecek dokular 6zel
makinelerle taranmakta ve bilgisayar ortamina dijital goriintiiler
olarak aktarilmaktadir (Veta vd, 2014). Anatomi ve fizyolojide
Ogrenilen bilgilere, patolojik goriintillerin  eklenmesiyle
hastaliklarin daha kolay anlagilmasi hedeflenmistir. Giiniimiizde,
tiimdrlerin tanisi basta olmak iizere, pekcok hastaligin kesin tanisi
i¢in patolojik inceleme gereklidir.

Hastadan alinan biyopsi Orneklerinin goriintiilenmesinde
yaygin olarak hematoksilin ve eosin (H&E) boyama teknigi
kullanilmakta ve ¢ekirdek, stoplazma gibi yapilarin farkli renkler
alarak belirginlestirilmesi saglanmaktadir (Basavanhally, 2010;
Basavanhally vd, 2011; Belsare ve Mushrif, 2012; Cosatto vd,
2008; Dinsmore, 2014; Glotsos vd, 2004; Madabhushi ve Lee,
2016; Nedzved vd, 2007; Paramanandam vd, 2016).

Tiim slayt goriintiileme (WSI) teknolojisinin kullanilmasiyla
normal patolojiden daha basarili sonuglar elde edilmekte ve
goriintiilerin ~ yorumlanmast ve ag ortaminda paylasimi
kolaylagsmaktadir (Pantanowitz, 2010; Rani ve Amsini, 2018).

Bu c¢alismada kullanilan meme patoloji orneklerine
bakildiginda Sekil 2(a)’da gosterildigi gibi kanserli olmayan
meme patoloji goriintlilerinde ¢ekirdek, sitoplazma ve diger
dokularin yapist ve isleyisleri belli bir diizende iken Sekil 2(b) ile
gosterilen kanserli hiicrelerde ¢ekirdeklerin rastgele boliinerek
cogaldiklar1 ve sitoplazmanin yapisini  da  bozduklarn
goriilmektedir. Bu bozulmalar veri setinin bazi goriintiilerinde net
olarak gozle goriilebilirken bazi goriintiilerde net olarak
goriilememektedir.
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Sekil 2. (a) Kanserli Olmayan Meme Patoloji Goriintiisii ve
(b)Kanserli Meme Patoloji Goriintiisii (Figure 2. (a) Pathology
Image of Non-Cancerous Breast and (b) Cancerous Breast
Pathology Image)

Bu ¢aligmada, Kaggle web sitesinde Paul Mooney tarafindan
2017 yilinda sunulan meme patoloji goriintiilerinden olusan bir
veri seti kullanilmigtir. Bu veri setinden esit sayida kanserli ve
kanserli olmayan 60000 goriintii alinarak bu mimarinin egitim ve
test islemlerinde kullanilmigtir. Bir mimarinin tasarlanmasinda
kullanilacak veri setinin biiyiikliigii, dagilimimin belli bir oranda
olmast mimarinin basarisinda biiyilk 6nem tasimaktadir. Bu
sebeple, bu mimaride kullanilan veri seti esit dagilimli olarak
ayarlanmistir.

Bu veri setindeki 50x48, 45x48 gibi farkli boyuttaki
goriintiiler yeniden boyutlandirilmis ve elde edilen 50x50 boyutlu
goriintiiler iizerinde siniflandirma iglemi gergeklestirilmistir. Bu
goriintiilerin 40000 tanesi egitim amaciyla 20000 tanesi de test
amactyla kullanilmistir. Egitim ve test verileri esit sayida kanserli
ve normal goriintiiler icermektedir.

2.2. Evrisimsel Sinir Aglar1 (CNN)

Goriintli analizi iglemlerinde en yaygin kullanim alanina
sahip derin 6grenme mimarisi olan CNN’ler, bir veya birden fazla
evrisim katmanindan olusan ve bu katmanlarda dogrusal olmayan
fonksiyonlarin bulundugu yapilardir. Genel olarak bir CNN
mimarisi; sirasiyla girdi, evrisim, havuzlama, aktivasyon ve
siniflama katmanlarindan olusmaktadir.

Diger makine 6grenmesi yontemlerinden farkli olarak derin
o0grenme mimarilerinde, 6zellik ¢ikarimi ham veriler {izerinde
yapilmakta ve bu veriler islenirken gerekli bilgiler, farkli
katmanlarda olusturulmus temsillerle elde edilmektedir. Ayrica
derin 6grenme mimarilerinde ¢ok yiiksek miktarda veriyi
isleyebilecek ¢ok yiiksek hesaplama giicii olan donanimlara
ihtiya¢ duyulmaktadir.

Ayni boyutta katmanlara sahip standart ileri beslemeli sinir
aglar ile karsilastirildiginda, CNN' ler ¢ok daha az baglanti ve
parametreye sahiptir; bu sayede egitilmesi daha kolaydir
(Krizhevsky vd, 2012).

Bu caligmada kullanilan CNN mimarisi Sekil 3’te
gosterildigi gibi 6zellik ¢ikarimi asamasinda 3 tane evrisim
katmani, 3 tane ReLU katmami ve 3 tane havuzlama katmani
kullanilarak goriintii boyutlar1 kii¢iiltiilmiis ve bu goriintiilerden
anlaml bilgilerin ¢ikarilmasi saglanmigstir. Daha sonra, ¢ikarilan
bu 6zellikler tek boyutlu vektor olarak diizlestirilmis 200 nérona
sahip bir tam bagl katman ile siniflandirilmistir.
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Sekil 3. Bu Calismada Kullanilan CNN Mimarisi (Figure 3.
CNN Architecture Used in This Study)

Meme patoloji goriintiileri iizerinde evrisim iglemleri
yapilarak bu goriintiilerden anlamli bilgiler elde edilmistir. Her
evrisim isleminden sonra maksimum havuzlama islemi yapilarak
bilgi kaybini en az oranda tutacak sekilde goriintiilerin boyutlari
kiigtltiilmiistiir. Agin basarisint 6lgmek amaciyla 1 degerine
yakinsamasi istenen F1 skoru, dogruluk (accuracy), hassasiyet
(sensitivty) ve hatirlama (recall) metrikleri ile O degerine
yakinsamasi istenen MSE ve MAE metrikleri kullanilmigtir.

Evrisim katmaninda, girdi verilerinden Oznitelik haritasi
tiretilmistir Evrisim iglemi, bir filtrenin tim goriintii {izerinde
piksel piksel kayarak bir nokta ¢arpim yapilmasidir. Sekil 4 ile
gosterilen 3x3 boyutlu 6rnek bir filtre kullanilarak 4x4 boyutlu
ornek bir goriintii lizerinde evrisim islemi yapilarak 2x2 boyutlu
bir goriintli elde edildigi gosterilmistir. Burada 6nemli olan bir
husus, farkli cihazlarla elde edilen yiiksek ¢oziiniirliikli orijinal
goriintiilerin  derin 6grenme mimarilerinde kullanilabilecek
boyutlara doniistiiriilmesinde belli bir standardin olmamasidir
(Komura ve Ishikawa, 2018).

2 | Lo |30
1100
T | Ly [0y ] 0 815
111032 xl | “x(-1) | Ukl
5189
201 30| Lo [O0u |l
elde edilen gilag
3 x 3 boyuthu filtre 0 2 2|1 gorintisi
414 boyutlu gorintitye
filtrenin uyzulanmas:

Sekil 4. Ornek Filtrenin Ornek Gériintiiye Uygulanmasi (Figure
4. Applying the Sample Filter to the Sample Image)

Havuzlama katmaninda, sonraki katmana gegen degerlerin en
biiytikleri, en kiiciikleri ya da ortalamalar1 alinarak bir alt
ornekleme islemi yapilmaktadir.

Bu ¢alismada, Sekil 5’ te gosterildigi gibi son katmana gecen
degerlerin en biiyiiklerini alma islemi olan maksimum havuzlama
islemi kaydirma (stride) degeri 1 ve filtre boyutu 2x2 secilerek
gerceklestirilmigti.  Havuzlama isleminin sonucunda, ¢ikis
goriintiisiiniin filtre boyutu, kaydirma ve dolgulama (padding)
parametrelerinin degerlerine gore kiiclilmektedir. Segilen hiper-
parametrelerle iligkili olarak evrisim ve havuzlama katmanlarinda
boyut azaltma islemi asagida matematiksel denklemlerle ifade
edilmektedir. #» x n boyutlu bir giris goriintlisii iizerinde, fx f
boyutlu bir 6zellik ¢ikarict filtre ve s kaydirma adimi hiper-
parametreleri kullanilarak p ile ifade edilen dolgulama iglemi;
p=(f~1)/2 formiilii ve ¢ikt1 goriintiisiiniin boyutu m x m olmak
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izere; m=[(n+2p — f )/sJj+1 formili kullanilarak
hesaplanmaktadir (Kurt, 2018).
1|4 42 207
112217 6|3 3|1 170
647
63 (1|0 6|3 31 110
6178
41578 415 5|17 7118
919|535
92 415 5|17 7118
X - 0l g 9| 2 7|5 elde edilen 313
4x4 boyutlu gin§ sdrimtisi Doy yeai gértnta
tek adim kaydimah maksimum
‘havuzlama iglemi

Sekil 5. Maksimum Havuzlama Islemi Ornegi (Figure 5.
Example of Maximum Pooling Operation)

Evrisim islemlerinden sonra elde edilen 6zellikler tam bagl
yapay sinir agina girdi verisi olarak verilerek siniflandirma islemi
gerceklestirilmigtir. Simiflandirma agsamasinda, agin
ezberlemesini  engellemek  amaciyla seyreltme  degeri
kullanilmstir. Seyreltme, tam bagli katmanlarda, her tekrarda
rastgele baz1 diiglimlerin iptal edilmesi islemidir.

Evrisim islemleri sonucunda elde edilen ozellikler, bir
katmandaki biitin ndronlarin bir sonraki katmanin biitiin
noronlarina bagli oldugu tam bagli katmana girdi olarak
verilmektedir. Tam bagl katmanlarda geleneksel ileri beslemeli
sinir aglarindaki iglemler yapilmaktadir. Tam bagli katmanlardan
elde edilen sonuglar bir aktivasyon fonksiyonundan gecirilerek
smiflandirma i¢in  bir olasilik dagilim haritas1 tahmin
edilmektedir. Aktivasyon fonksiyonu, bir nérona giren verinin
¢ikis degerinin olup olmayacagimi belirleyen bir fonksiyondur.
Aktivasyon fonksiyonlari, yapay sinir aglarinda dogrusal
olmayan ger¢ek diinya islemlerini yapmak amaciyla
kullanilmaktadir (Kizrak, 2019). Bu c¢alismada kullanilan
aktivasyon fonksiyonlar1 Sekil 6 ile gosterilmistir.

Sigmoid:

1
IL+e >

ReLU:

max(0, x)

Softmax:

exp(x;)
X exp(x;)

Sekil 6. Mimaride Kullanilan Aktivasyon Fonksiyonlar1 (Figure
6. Activation Functions Used in Architecture)

Bu calismada, Sgd, RMSProp, Adam, Adagrad ve Adamax
optimizasyon yontemleri kullanilmstir. Sgd ydnteminin
anlagilabilmesi i¢in tiirev, gradyan ve gradyan inis (en dik inis)
kavramlarmin bilinmesi gerekmektedir. Tiirev, bagimsiz bir
degiskende meydana gelen degisimin bu degiskene bagli bir
fonksiyonda meydana getirecegi artisin veya azaligin, bagimsiz
degiskendeki degisime oranidir. (1) denkleminde gosterildigi
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gibi, birden fazla bagimsiz degiskene bagli bir F fonksiyonun her
degisken i¢in alinan kismi tiirevlerinin vektdrii gradyan olarak
adlandiriimaktadir.

JdF OF oF )

VF(Xl,XZ,...,Xn) = (a,g,...,ax
1 2 n

(1)

Geri yayilimli yapay sinir aglarinda 6grenme islemi, aga
verilen girislere karsilik gelen ¢ikiglarin  belli bir hata
fonksiyonuna girilmesi ve elde edilen hatalarin geriye yayilarak
agirliklarin giincellenmesidir. Hata fonksiyonunun hesaplanarak
hatalarin minimuma indirilmesini saglamak amaciyla gradyan
inis yontemi kullanilmaktadir.

Gradyan inis, bir fonksiyon iizerinde rastgele secilen bir A
noktasindan baglanarak bu noktanin koordinatlarmi kismi
tiirevlerinin tersi yoniinde degistirilerek fonksiyonun minimum
degerine yaklastirilmasi yontemidir (Atasoy, 2011). (2)

denkleminde gosterilen F degeri, gradyan inisi; "7 (eta) degeri,
adim kat sayisi ifade etmektedir. Burada 6nemli bir husus, '

(eta) degerinin segimidir. 1 degerinin ¢ok kiiciik secilmesi,
minimum noktaya ulagma siiresinin uzamasina ve ¢ok biiyiik
sec¢ilmesi de minimum noktanin agilmasina neden olmaktadir.

F =F(A) —n*(VF(4) (2)

Gradyan inis yonteminde, her giincelleme asamasinda veri
setinin tiimii i¢in hata fonksiyonu hesaplanmaktadir ve bu islem
¢ok zaman almaktadir. Gradyan inig yonteminin bu problemi, (3)
denklemi ile gosterildigi gibi her gilincelleme agamasinda veri
setinin sadece bir drnegi i¢in hata fonksiyonu hesaplanan Sgd
yontemi ile ¢oziilmiistlir (Anonim, 2019).

F =F(A;) —n*(VF(4)) (3)

RMSProp, Geoffrey Hinton tarafindan oOnerilen bir
optimizasyon yontemidir. RMSProp yonteminde, agdaki her
agirlik icin 6grenme orani, o agirligin son gradyanlariin ayni
agirhigin biylikliiklerinin ortalama kosma hizina béliinerek elde
edilmektedir ve RMSProp yontemi ile (4) denkleminde
gosterildigi gibi w, agirlik; t, zaman ve E, hata degeri olmak {izere
her agirlik icin karesel gradyanin hareketli bir ortalamasi
tutulmaktadir (Hinton vd, 2012).

2

) @

OrtKare(w,t) = 0.9 x (OrtKare(w,t — 1)) + 0.1 * ( aift
Adagrad, her bir parametrenin gradyanlarint yeniden
boyutlandiran ve her parametre i¢in bagimsiz bir 6grenme hizi
sunan 6zel bir gradyan inis yontemidir. Adagrad yonteminde,
O0grenme hizi parametrelere gore uyarlanmaktadir; seyrek
parametreler i¢in daha bilyiik giincellemeler ve sik parametreler
icin daha kiiciik giincellemeler yapildigindan dolay1r seyrek
verilerle daha iyi ¢aligmaktadir (Ruder, 2017).

Adam, Kingma ve Ba tarafindan ortaya atilan birinci derece
stokastik gradyan tabanli ve diisiik bellek ihtiyact olan bir
optimizasyon yontemidir. Adam, blylik veri setleri, biiyiikk
parametre degerleri ve cok giiriiltiili veya seyrek gradyanl
problemler icin uygun bir yontemdir. Adam yontemi, seyrek
gradyanlarla iyi calisgan Adagrad yontemi ile ¢evrimigi ve duragan
olmayan ortamlarda 1iyi c¢alisan RMSProp yo6nteminin
avantajlarmi  birlestirmek amaciyla tasarlanmisti. AdaMax
yontemi de Kingma ve Ba tarafindan ortaya atilan sonsuzluk
normuna dayanan bir Adam ydntemidir (Kingma ve Ba, 2015).

Sonraki adimda, tahmin ile gergek deger arasindaki fark olan
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hata (kayip) fonksiyonu istenen yakinsama oluncaya kadar
agirliklar giincellenerek tekrar tekrar hesaplanmaktadir. Bu
amagcla, X: tahmini deger ve Y: ger¢ek deger olmak iizere bu
calismada kullanilan hata fonksiyonlar;; (5) denkleminde
gosterilen ortalama karesel hata (MSE — Mean Square Error),

> - Yi)Z] (5)
i=1

(6) denkleminde gosterilen ortalama mutlak hata (MAE — Mean

Absolute Error),
n
D -l ] ©)
i=1

Tablo 1 ile verilen karmagiklik matrisi ile elde edilen ve (7)
denkleminde gosterilen dogruluk degeri,

Tablo 1. Karmasikitk Matrisi (Table 1. Complexity Matrix)

1
MSE = —
n

1
MAE = —
n

Karmasiklik Tahmin Edilen Sinif
Matrisi C+ C-
c+ Gergek Yanlis Negatif
Pozitif (GP) (YN)
Gerg¢ek Simif
Yanlis Pozitif | Gergek
C- | (YP) Negatif (GN)
. GP + GN
Dogruluk = (7

GP+GN+YP+YN

Tablo 1 ile verilen karmasiklik matrisi ile elde edilen ve (8)
denkleminde gosterilen hassasiyet degeri,

GP 8
GP +YP ®

Tablo 1 ile verilen karmagiklik matrisi ile elde edilen ve (9)
denkleminde gosterilen hatirlama degeri ve
GP

H =
atirlama GP T TP 9

Hassasiyet =

(8) ve (9) denklemleri kullanilarak elde edilen ve (10)
denkleminde gosterilen F1 skorudur.

Hassasiyet * Hatirlama

F, =2 10
! - Hassasiyet + Hatirlama (10)
2.3. Kullanilan Donanim ve Yazilim Araglari
Bu c¢aligmada donanim araci olarak Google Colab

platformunda, NVIDIA’nmin 2014 yilinda sundugu ve GPU
(Grafik Isleme Birimi) islemcisine sahip Tesla K80 islemcili
makine kullanilmistir. Google Colab platformuna bir Google
hesabu ile girilebilmektedir. Colab platformunun 12 saate kadar
acik tutulabilen bir oturum siiresi vardir ve 12 saat sonunda yeni
bir oturum agilarak kullanilabilmektedir. NVIDIA Tesla-K80
GPU hizlandirict kullanilarak yapilan ¢alisma igin yaklagik 12 GB
(Giga Byte) rastgele erisilebilir bellek (Random Access Memory
— RAM) kullanilmistir. Tesla-K80 islemcisi ¢ift c¢ekirdekli ve
cekirdek hizi 560 MHz (Mega Hertz)’ dir. Bu, saniyede 560
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milyon iglem yapabilmesi demektir. GPU islemci kullanan
sistemler, CPU (Merkezi Islem Birimi) islemci kullanan
sistemlere gore daha hizli performans saglamakta ve daha diisiik
diizeyde enerji harcamaktadir (Ortakaya, 2014). Calismanin
yazilim agamasinda olarak Python programlama dili, Keras ve
Numpy kiitiiphaneleri  ve bu kiitiiphanelerin  araglari
kullanilmustir.

2.3.1. Keras

Keras, derin 6grenme ¢aligmalar1 yapmak amaciyla sunulan,
yapay zeka ve makine 6grenmesi yontemlerini i¢eren agik kaynak
kodlu bir Python kiitiiphanesidir. Yiiksek performanslt islemler
yapabilen ve derin 6grenme ¢aligmalari i¢in kullanilan Theano ve
TensorFlow kiitiiphaneleri iizerinden ¢aligmaktadir. GPU ya da
CPU iizerinde c¢aligmasin1 bu temel kiitiiphaneler iizerinden
saglamaktadir. Theano, ¢ok boyutlu vektdrler olan tensorler
iizerinde matematiksel islemleri hizlica yapmaya yarayan bir
matematik programlama kiitiiphanesidir. TensorFlow da Theano
kiitiiphanesine benzer olarak hesaplama yapmak amaciyla veri
akis grafiklerinin kullanildigr agik kaynak kodlu bir derin
ogrenme kiitiiphanesidir. Ilk kez 2015 yilinda ortaya atilan
TensorFlow, bir Google iiriinlidiir ve Theano kiitiiphanesinden
farkli olarak islemleri birden fazla makineye dagitabilmektedir
(Piskin, 2017).

Keras kiitiiphanesi, Theano ve Tensorflow kiitiiphanelerine
gore daha iist diizey bir kiitiiphane oldugundan dolayr modelleri
tanimlamay1 ve egitmeyi ¢cok kolay hale getirmektedir. Bdylece,
uygulamalarin daha kolay gelistirilmesi saglanmaktadir.

2.3.2. NumPy Library

NumPy kiitiiphanesi, Python’da bilimsel hesaplamalar
yapmak amaciyla kullanilan temel pakettir. Cok boyutlu bir dizi
nesnesi, c¢esitli tiretilmis nesneler (maskelenmis diziler ve
matrisler gibi) ve dizilerdeki hizli iglemler i¢in matematiksel,
mantiksal, sekil igleme, siralama, segme, giris ve ¢ikis iceren bir
dizi yordam sunan bir Python kitapligidir.

3. Arastirma Sonuglar1 ve Tartisma

3.1. CNN Aginin Egitilmesi ve Test islemleri

Bu ¢aligmada, 40000 adet egitim verisi ve 20000 adet test
verisinden olusan meme patoloji veri setini kanserli ve kanserli
olmayan olarak iki sinifa ayirmak amaciyla 3 evrisim katmani, 3
ReLU katmani, 3 havuzlama katmani ve bir tam bagli katmana
sahip bir mimari kullanilmistir. Aktivasyon fonksiyonlar: olarak,
gizli katmanlarda ReLU ve tam baglh katmanda sigmoid
fonksiyonlart  kullanilmistir.  Gelistirilen CNN mimarisinin
egitilmesi asamasinda; optimizasyon algoritmalari, egitim tur
sayisi, seyreltme degeri, katman sayist ve aktivasyon
fonksiyonlart gibi gesitli hiper-parametreler kullanilmistir. Bu
hiper-parametreler, en basarili sonuglar veren mimari elde edilene
kadar degistirilerek denenmis ve elde edilen sonuglar dl¢iilmiistiir.
Mimarinin basarisin1 6l¢gmek amaciyla dogruluk, MSE, MAE, F1
skoru, hatirlama ve hassasiyet metrikleri kullanilmistir. Filtre
boyutu 3x3, filtre sayis1 32, kaydirma adimi hiper-parametresi 1,
ayn1 anda iglenen goriintli sayis1 (batch size) 100, optimizasyon
algoritmast RMSProp, seyreltme degeri 0.5, egitim tur sayist 25
ve evrisim katman sayist 3 degerleri kullanilarak tasarlanan
mimarinin bagarisini 6lgmek amaciyla kullanilan ve 1 degerine
yakinsamasi istenen dogruluk degeri 0.8775, F1 skoru 0.8238,
hassasiyet degeri 0.8381 ve hatirlama degeri 0.8762; 0 degerine
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yakinsamasi istenen MSE degeri 0.1195 ve MAE degeri 0.2497
elde edilmistir.

Bu ¢aligmada evrisim islemleri igin farkli boyutlarda filtreler
kullanilmistir. Tablo 2 ve Tablo 3 ile gosterildigi gibi bu filtrelerin
egitim ve test setindeki dogruluk, MSE, MAE, F1, hassasiyet ve
hatirlama degerleri dl¢tilmiistiir. Cizelgeler ile belirtilen egitim ve
test islemleri i¢in gecen siireler saniye cinsinden hesaplanmustir.

Tablo 2. Filtre Boyutunun Veri Setindeki Dogruluk, MSE ve MAE
Degerleri (Table 2. Accuracy, MSE and MAE Values of the Filter
Size in the Data Set)

Dogruluk MSE MAE

Filtre
Boyutu siti siti

Bgic | Egitim | opo Test | Egitim | Test Egitim | Test

m Siiresi Siiresi
2x2 0.8200 464 0.6450 | 232 0.1536 0.1735 | 0.3243 0.3737
3x3 0.8775 466 0.8350 | 233 0.1195 0.1293 | 0.2497 0.3064
x4 0.7875 462 0.5850 | 231 0.1587 0.1840 | 0.3356 0.3580
5x5 0.8550 468 0.7600 | 234 0.1343 0.2069 | 0.3224 0.3928
6x6 0.8150 636 0.7700 | 318 0.1480 0.1717 | 0.2959 0.3124
7x7 0.7950 460 0.5350 | 230 0.1612 0.2584 | 0.3407 0.3754

Tablo 3. Filtre Boyutunun Veri Setindeki F'1, Hassasiyet ve
Hatirlama Degerleri (Table 3. F1, Sensitivity and Recall Values
of the Filter Size in the Data Set)

F1 Skoru Hassasiyet Hatirlama
Filtre Boyutu

Egitim Test Egitim Test Egitim Test
2x2 0.7981 0.7121 0.8036 0.7357 0.7968 0.7671
3x3 0.8238 0.8172 0.8381 0.8357 0.8762 0.8528
4x4 0.7565 0.5342 0.8060 0.6525 0.7558 0.7218
5x5 0.8013 0.7862 0.8292 0.6434 0.8130 0.6956
6x6 0.7572 0.6219 0.7938 0.5573 0.8059 0.7757
7x7 0.7521 0.5758 0.7635 0.6628 0.8027 0.7097

Bu c¢aligmada gelistirilen mimari igin 3x3 boyutlu filtreler
kullanilmigtir. Bu filtrelerin kullanilmasiyla Sekil 7 ile gdsterilen
(a) dogruluk ve (b) MSE grafiklerinde goriildiigii gibi yiiksek
dogruluk ve diisiik MSE degerleri elde edilmistir. Filtre boyutu
8x8 ve daha biiylik filtreler i¢cin bu mimarinin egitilemedigi
gozlemlenmistir.
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Sekil 7. Filtre Boyutlarina Gore (a) Dogruluk ve (b) MSE
Grafikleri (Figure 7. (a) Accuracy and (b) MSE Plots by Filter
Dimensions)

Filtrelerin sayilarinin degistirilmesiyle elde edilen dogruluk,
MSE, MAE, F1, hassasiyet ve hatirlama degerleri Tablo 4 ve
Tablo 5 ile gosterilmistir.

Tablo 4. Filtre Sayisinin Egitim ve Test Setlerindeki Dogruluk,
MSE ve MAE Degerleri (Table 4. Accuracy, MSE and MAE
Values of the Number of Filters in Training and Test Sets)

Dogruluk MSE MAE

Filtre

s Egitim ISEE;:: Test g:iitesi Egitim Test Egitim Test
10 0.7350 476 0.7050 | 238 0.1646 0.1863 | 0.3822 0.4032
20 0.8525 472 0.7950 [ 236 0.1331 0.1407  0.3331 0.3596
32 0.8775 466 0.8350 | 233 0.1195 0.1293  0.2497 0.3064
60 0.8150 396 0.7450 198 0.1505 0.1990  0.3334 0.3816
70 0.8025 408 0.6000 | 204 0.1668 0.1813  0.3364 0.4531

Tablo 5. Filtre Sayisinin Veri Setindeki F 1, Hassasiyet ve
Hatirlama Degerleri(Table 5. F1, Sensitivity and Recall Values
of the Number of Filters in the Data Set)

F1 Skoru Hassasiyet Hatirlama
Filtre
Sayis1

Egitim Test Egitim Test Egitim Test
10 0.7462 0.7017 0.7857 0.7429 0.7979 0.7829
20 0.8186 0.7894 0.8228 0.7558 0.8428 0.8125
32 0.8238 0.8172 0.8381 0.8357 0.8762 0.8528
60 0.7886 0.6151 0.8189 0.6846 0.8229 0.8116
70 0.7797 0.7662 0.7971 0.7110 0.8062 0.7964

Bu ¢alisma i¢in segilen filtre sayist 32” dir. 32 degerinden
daha fazla filtre sayilar1 kullanildiginda Sekil 8 (a) dogruluk
grafiginde gosterildigi gibi mimarinin basarisinin artmadigi ve (b)
MSE grafiginde gosterildigi gibi hata degerinin arttig
goriilmektedir.
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Sekil 8. Filtre Sayilarina Gore (a) Dogruluk ve (b) MSE
Grafikleri (Figure 8. (a) Accuracy and (b) MSE Graphs by Filter
Numbers)

Kaydirma adimi, goriintii ilizerinde filtreleme yapilirken
atlanan piksel sayisimi ifade etmektedir. Kaydirma adimlarinin
degistirilmesiyle egitim ve test setlerindeki dogruluk, MSE,
MAE, F1, hassasiyet ve hatirlama degerleri Tablo 6 ve Tablo 7 ile
verilmigtir.

Tablo 6. Kaydirma Adimlarinin Veri Setindeki Dogruluk, MSE ve
MAE Degerleri (Table 6. Accuracy, MSE and MAE Values of

= 018
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E hou
5 08 5
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07 1 2 3 & 5

: 4 g 4 ; adm kat sayllan

adim kat saylari

fa) (b]

Sekil 9. Kaydirma Adimlarina Gére (a) Dogruluk ve (b) MSE
Grafikleri (Figure 9. (a) Accuracy and (b) MSE Plots by Shift
Steps)

Evrisim katman sayilariin degistirilmesiyle egitim ve test
setlerindeki dogruluk, MSE, MAE, F1, hassasiyet ve hatirlama
degerleri Tablo 8 ve Tablo 9 ile verilmistir. 1, 2, 3 ve 4 evrisim
katman sayilar1 ile mimari egitilirken aym1 sayida havuzlama
katmanlar1 kullanilmigtir. 5, 6 ve 7 evrisim katman sayilar1 igin
ayni saylda havuzlama katmani kullanildiginda goriintii boyutlari
egitim sirasinda islenemeyecek kadar kiigiilmiistiir. Bu nedenle 5,
6 ve 7 evrisim katmanlari igin ikiser havuzlama katmani

Shift Steps in Data Set) kullanilmustir.
Tablo 8. Evrisim Katman Sayisinin Veri Setindeki Dogruluk,
Kaydema Dot MSE wAE MSE ve MAE Degerleri (Tuble 8. Accuracy, MSE and MAE
Adimlar: Esitim Test Values of Convolutional Layer Number in the Data Set)
Egitim UM et oSt | Egitim | Test Egitim | Test
Siiresi Siiresi
1 0.8775 | 466 0.8350 | 233 0.1195 | 0.1293 | 0.2497 | 03064 Evrisim Dogruluk MSE MAE
Katman
Sa o | Egt Test
2 0.8125 | 408 0.7450 | 204 0.1323 | 0.1488 | 0.2989 | 0.3518 v Egitim sf;:: Test Sieismi Egitim | Test Egitim | Test
3 0.7500 | 384 0.6300 | 192 0.1439 | 0.1524 | 03395 | 0.3666 1 0.8275 | 502 0.8050 | 251 0.1560 | 0.1655 | 02990 | 0.3352
4 0.7625 | 380 0.6300 | 190 0.1631 | 0.1638 | 0.3832 | 0.4079 2 0.8075 | 530 0.7100 | 265 0.1569 | 01773 | 03256 | 0.3537
5 0.7825 | 378 0.5250 | 189 0.1651 | 02416 | 04374 | 0.4244 3 0.8775 | 466 0.8350 | 233 0.1195 | 0.1293 | 0.2497 | 0.3064
4 0.8350 | 468 0.7750 | 234 0.1369 | 0.1608 | 03320 | 0.3958
Tablo 7. Kaydll’ma Adlmlarlnln Veri Setlndekl F], Hassasiye[ ve 5 0.8275 440 0.7750 | 220 0.1567 0.1720 | 0.3566 0.4105
Hatirlama Degerleri (Table 7. F1, Sensitivity and Recall Values
of Shift Steps in the Data Set) 7 0.8050 | 436 0.8000 | 218 0.1611 | 0.1644 | 03482 | 0.3490

F1 Skoru Hassasiyet Hatirlama
Kaydirma
Adim

Egitim Test Egitim Test Egitim Test
1 0.8238 0.8172 0.8381 0.8357 0.8762 0.8528
2 0.8178 0.7458 0.8029 0.7739 0.8331 0.8179
3 0.7824 0.6964 0.7339 0.6841 0.8107 0.8058
4 0.7828 0.6353 0.7764 0.6999 0.8165 0.7912
5 0.7721 0.6327 0.7670 0.6360 0.8390 0.6900

Bu ¢aligmada, kaydirma adimi 1 olarak segilmistir. Bu deger,
Sekil 9 ile verilen (a) dogruluk ve (b) MSE grafiklerinde
gOriildiigii gibi mimari igin en iyi sonuglar1 vermistir. Kaydirma
adim arttirlldiginda mimarinin bagarisinin artmadigir ve hata
oraninin artt1g1 gorilmiistiir.
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Tablo 9. Evrisim Katman Sayisimin Veri Setindeki F'1, Hassasiyet
ve Hatirlama Degerleri (Table 9. F 1, Sensitivity and Recall
Values of Convolutional Layer Number in the Data Set)

Evrisim F1 Skoru Hassasiyet Hatirlama
Katman

Sayist Egitim Test Egitim Test Egitim Test

1 0.8041 0.7963 0.8244 0.7605 0.8320 0.7785
2 0.8182 0.8058 0.8010 0.7916 0.8423 0.8137
3 0.8238 0.8172 0.8381 0.8357 0.8762 0.8528
4 0.8214 0.6684 0.8275 0.8160 0.8430 0.8381
5 0.8210 0.7938 0.8019 0.7733 0.8393 0.7803
7 0.8021 0.8017 0.8141 0.7921 0.8151 0.7745
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Bu calisma i¢in evrigim katman sayisi 3 olarak se¢ilmistir. 3
degeri i¢in Sekil 10 ile gosterilen (a) dogruluk degeri en biiyiik ve
(b) MSE degeri en kiigiik olarak ol¢lilmiistiir. Evrisim katman
sayisinin arttirilmasiyla mimarinin daha iyi sonuglara ulasamadig:
gorilmiistiir.
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evrigim katman saylan evrigim katman saylan

(a) (b)

Sekil 10. Evrisim Katman Sayilarina Gore (a) Dogruluk ve (b)
MSE Grafikleri (Figure 10. (a) Accuracy and (b) MSE Plots by
Convolutional Layer Numbers)

Bu c¢aligmada kullanilan hiper-parametrelerden biri de
optimizasyon algoritmalaridir. Optimizasyon algoritmalarinin
mimarinin egitim ve test setlerindeki dogruluk, MSE, MAE, F1,
hassasiyet ve hatirlama degerleri Tablo 10 ve Tablo 11 ile
gosterilmistir.

Tablo 10. Optimizasyon Algoritmalarinin Veri Setindeki
Dogruluk, MSE ve MAE Degerleri (Table 10. Accuracy, MSE
and MAE Values of Optimization Algorithms in the Data Set)

Bu caligma i¢in segilen RMSProp algoritmasinin en iyi
sonucu verdigi ve Sgd algoritmasinin en kotii sonucu verdigi Sekil
11 ile verilen (a) dogruluk ve (b) MSE grafikleri ile
gosterilmektedir. Ayrica, Tablo 11 ile gosterildigi gibi Sgd
algoritmasi i¢in test setinde hatirlama degeri dlglilememektedir.

Sgd  Adagrad Adamax Adam RMSProp

” Sgd  Adagrad Adamax Adam RMSProp
optimizasyon algoritmalan

optimizasyan algoritmalan

(a) (b)

Sekil 11. Optimizasyon Algoritmalarina Goére (a) Dogruluk ve
(b) MSE Grafikleri (Figure 11. (a) Accuracy and (b) MSE Plots
by Optimization Algorithms)

Egitim tur sayilarinin mimarinin egitim ve test setlerindeki
dogruluk, MSE, MAE, F1, hassasiyet ve hatirlama degerleri Tablo
12 ve Tablo 13 ile verilmistir. Egitim tur sayisinin belli bir sayimnin
altinda veya TUstliinde segilmesi mimarinin  basarisini
diigiirmektedir.

Tablo 12. Egitim Tur Sayisinin Veri Setindeki Dogruluk, MSE ve
MAE Degerleri (Table 12. Accuracy, MSE and MAE Values in
the Data Set of the Number of Training Rounds)

Optimizasyo Dogruluk MSE MAE
n
Algoritmalar N Egiti Test sie sie
1 Egit m Test Siires Egiti Test Egiti Test

m . . . m m

Siiresi i

Sed 0.6175 | 414 930 o om0 0P| oasen | 90
Adagrad 0.8200 | 400 0815 1200 | oasto G150 | oasss | 02
Adamas 08175 | 438 0795 a0 | owsse 3| oais | 9%
Adam 0.8025 | 486 OO N ooz 2| oo | 971
RMSProp 0.8775 | 466 o83 1oz | omes 91| oer | 930

Tablo 11. Optimizasyon Algoritmalarimin Veri Setindeki F1,
Hassasiyet ve Hatirlama Degerleri (Table 11. F1, Sensitivity and
Recall Values of Optimization Algorithms in the Data Set)

F1 Skoru Hassasiyet Hatirlama
Optimizasyon
Algoritmalar:

Egitim Test Egitim Test Egitim Test
Sgd 0.6974 0.6264 0.5454 0.4982 0.6168
Adagrad 0.8051 0.8013 0.8103 0.7899 0.8467 0.7223
Adamax 0.8176 0.8011 0.8084 0.7532 0.8199 0.7799
Adam 0.7961 0.7910 0.8026 0.7962 0.8375 0.7413
RMSProp 0.8238 0.8172 0.8381 0.8357 0.8762 0.8528
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Egitim Dogruluk MSE MAE
Tur
Sayis1

Egitim Egitim Test Test Egitim Test Egitim Test

Siiresi Siiresi

3 0.5625 356 0.4800 178 0.2349 0.2728 | 0.4496 0.4651
5 0.7300 366 0.5250 183 0.2088 0.2658 | 0.4209 0.4411
15 0.7925 396 0.7700 198 0.1600 0.1888 | 0.3469 0.3860
25 0.8775 466 0.8350 | 233 0.1195 0.1293 0.2497 0.3064
30 0.8200 532 0.8000 | 266 0.1494 0.1528 | 0.3054 0.3649
45 0.8425 540 0.8150 | 270 0.1296 0.1323 0.3030 0.3198

Tablo 13. Egitim Tur Sayisinin Veri Setindeki F'1, Hassasiyet ve
Hatirlama Degerleri (Table 13. F1, Sensitivity and Recall Values
in the Data Set of the Number of Training Rounds)

F1 Skoru Hassasiyet Hatirlama
Egitim
Tur Sayisi
Egitim Test Egitim Test Egitim Test
0.6670 0.5800 0.6460 -
3 0.6687 0.6481
0.7286 0.5874 0.6348 -
5 0.7080 0.6622
0.7952 0.6258 0.8136 0.7640
15 0.7711 0.6904
25 0.8238 0.8172 0.8381 0.8357 0.8762 0.8528
0.8001 0.7691 0.8281 0.7954
30 0.8144 0.8095
0.8206 0.6843 0.8378 0.8099
45 0.8200 0.7601
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Bu ¢alisma i¢in segilen egitim tur sayisi degeri 25 tir. 25
degerinin, bu mimari i¢in en basarili sonucu verdigi, Sekil 12 ile
verilen (a) dogruluk ve (b) MSE grafiklerinde goriilmektedir.
Ayrica, egitim tur sayist arttirildikga hem egitim siiresinin arttig1
hem de mimarinin basarisinin diistiigii goriilmiistiir. Tablo 13’ de
gosterildigi gibi 3 ve 5 egitim tur sayilar1 icin test setinde
hatirlama degerleri 6l¢iilememektedir.

MSE

0.15

dogruluk

CRRE T AR 3 05 15 B N 4

Tablo 15. Seyreltme Degerinin Veri Setindeki F1, Hassasiyet ve
Hatirlama Degerleri (Table 15. F1, Sensitivity and Recall Values
of the Dropout Value in the Data Set)

F1 Skoru Hassasiyet Hatirlama
Seyreltme
Degeri
Egitim Test Egitim Test Egitim Test
0.8347 0.8290 0.8352 0.7500
0.0 0.8138 0.7817
0.7889 0.7542 0.8106 0.6861
0.1 0.7744 0.7636
0.7824 0.7667 0.7682 0.7216
0.2 0.7332 0.7327
0.8027 0.7525 0.7860 0.7763
0.3 0.7929 0.7794
0.8094 0.7678 0.8298 0.7929
0.4 0.8049 0.7678
0.5 0.8238 0.8172 0.8381 0.8357 0.8762 0.8528

egitim tur sayilan

egitim tur sayilan

(a) (b)

Sekil 12. Egitim Tur Sayilarina Gore (a) Dogruluk ve (b) MSE
Grafikleri (Figure 12. (a) Accuracy and (b) MSE Graphs by
Training Round Numbers)

Bu c¢alismada kullanilan diger bir hiper-parametre seyreltme
degeridir. Agin ezberlemesini Onlemek amaciyla kullanilan
seyreltme degerlerinin egitim ve test setlerinde kullanilarak elde
edilen dogruluk, MSE, MAE, FI1, hassasiyet ve hatirlama
degerleri Tablo 14 ve Tablo 15 ile gosterilmistir.

Tablo 14. Seyreltme Degerinin Veri Setindeki Dogruluk, MSE ve
MAE Degerleri (Table 14. Accuracy, MSE and MAE Values of
the Dropout Value in the Data Set)

Seyreltme Dogruluk MSE MAE
Degeri
Egitim Egitim Test Test Egitim Test Egitim Test
Siiresi Siiresi

0.0 0.8375 660 0.7950 | 330 0.1340 0.2060 | 0.2990 0.3147
0.1 0.8050 644 0.7100 | 322 0.1617 0.2850 | 0.3131 0.3721
0.2 0.7675 632 0.6750 | 316 0.1867 0.2601 0.3178 0.4050
0.3 0.8025 582 0.7100 | 291 0.1798 0.2071 0.3107 0.3728
0.4 0.8075 520 0.7400 | 260 0.1488 0.1861 0.3120 0.3440
0.5 0.8775 466 0.8350 | 233 0.1195 0.1293 0.2497 0.3064
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Sekil 13 ile gosterilen (a) dogruluk ve (b) MSE grafiklerinde
0.5 seyreltme degerinin mimari i¢in en yiiksek dogruluk ve en
diistik hata degerlerini verdigi goriilmektedir.
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. seyreltme degerler
seyreltme degerler
(a) {b)

Sekil 13. Seyreltme Degerlerine Gore (a) Dogruluk ve (b) MSE
Grafikleri (Figure 13. (a) Accuracy and (b) MSE Plots by
Dropout Values)

Bu ¢aligmada, agda ayni anda islenen goriintii sayisi (batch
size) arttirildikga egitim i¢in harcanan zaman azalmistir. Ancak
burada dikkat edilmesi gereken husus, agin basarisinin nasil
etkilendigidir. Bu ¢alisma i¢in aynm1 anda islenen goriintii sayist
100 olarak secilmistir ve ayni anda iglenen goriintii sayilarinin
mimarinin egitim ve test setleri i¢in dogruluk, MSE, MAE, F1,
hassasiyet ve hatirlama degerleri Tablo 16 ve Tablo 17 ile
gosterilmistir. Ayrica, ayni anda islenen goriintii sayist 1 olarak
secildiginde agin 4 saat galisip bellek hatas1 vererek durdugu
gbzlemlenmistir.
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Tablo 16. Ayni Anda Islenen Gériintii Sayisinmin Veri Setindeki
Dogruluk, MSE ve MAE Degerleri (Table 16. Accuracy, MSE
and MAE Values of the Number of Images Processed
Simultaneously in the Data Set)

Aym 5

Anda Dogruluk MSE MAE

islenen

Goriintii N Egitim Test N .

Sayist Egitim Siresi Test Siiresi Egitim Test Egitim Test
10 0.8527 1014 0.8170 | 507 0.1299 0.1993 0.2358 0.3499
50 0.8375 602 0.8025 301 0.1517 0.1562 | 0.2574 0.3309
100 0.8775 466 0.8350 | 233 0.1195 0.1293 0.2497 0.3064
200 0.7900 442 0.7600 | 221 0.1881 0.2181 0.4176 0.4313
500 0.7140 420 0.7060 | 210 0.2395 0.2484 | 0.4268 0.4797

Tablo 17. Aymi Anda Islenen Gériintii Sayisinin Veri Setindeki
F1, Hassasiyet ve Hatirlama Degerleri (Table 17. F1, Sensitivity
and Recall Values of the Number of Images Processed
Simultaneously in the Data Set)

Aym Anda F1 Skoru Hassasiyet Hatirlama

Islenen

Goriintii o o -

Sayist Egitim Test Egitim Test Egitim Test
10 0.8147 0.8123 0.8310 0.8164 0.8313 0.8311
50 0.8041 0.7709 0.8226 0.7940 0.8093 0.7936
100 0.8238 0.8172 0.8381 0.8357 0.8762 0.8528
200 0.7879 0.7186 0.7917 0.7563 0.7865 0.7526
500 0.7437 0.7381 0.7727 0.7353 0.7213 0.6582

100 degeri, Sekil 14 ile gosterilen (a) dogruluk grafigi i¢in en
yiiksek degeri saglarken (b) MSE grafigi i¢in en diisiik degeri, 10
degerinin sagladigi goriilmiistiir. Ancak 10 degeri igin dogruluk
degerleri daha diistiktiir ve agin egitilmesi i¢in gereken siire daha
fazladir.

—

oo o

dogruluk

Bu c¢alismada CNN agma verilen goriintiilerin boyutlari,
evrisim ve havuzlama katmanlarinda giris goriintiisiiniin boyutu,
ozellik ¢ikarici filtre boyutu ve sayisi, kaydirma adimi, evrisim
katman sayis1 ve havuzlama katman sayis1 parametrelerine gore
hesaplanmaktadir. Her havuzlama katmaninda bu boyutlar yariya
diistiriilmektedir. Evrisim islemleri sonunda elde edilen goriintii
boyutlar1 tek boyutlu vektdr haline getirilerek tam bagli yapay
sinir agina giris verisi olarak verilmektedir. Ornegin; Tablo 18 ile
gosterildigi gibi baslangicta 50x50 boyutlu bir goriintii igin
hesaplanabilecek durumlardan bir kismi asagidaki gibidir:

B filtre boyutu=3, filtre sayisi=32, kaydirma adimi=1,
havuzlama katman sayisi=3 ve evrigsim katman sayisi=3 igin
evrigsim isleminden sonra elde edilen [4,6,32] boyutlu veri
i¢in diizlestirme iglemi 4x6x32=1x768 seklinde yapilmakta
ve bu tek boyutlu vektdor tam bagli katmana girig verisi
olarak verilmektedir.

B filtre boyutu=3, filtre say1si=20, kaydirma adimi=3,
havuzlama katman sayisi=2 ve evrisim katman sayisi=2 igin
evrisim isleminden sonra elde edilen [11,11,20] boyutlu veri
diizlestirildiginde 1x2420 boyutlu giris verisi olarak tam
bagli katmana verilmektedir.

B filtre boyutu=3, filtre sayisi=32, kaydirma adimi=1,
havuzlama katman sayisi=1 ve evrisim katman sayisi=1 i¢in
evrigim igleminden sonra elde edilen [24,25,32] boyutlu veri
diizlestirildiginde 1x19200 boyutlu giris verisi olarak tam
bagli katmana verilmektedir.

B filtre boyutu=4, filtre sayisi=10, kaydirma adimi=2,
havuzlama katman sayisi=2 ve evrisim katman sayisi=5 igin
evrisim isleminden sonra elde edilen [1,8,10] boyutlu veri
diizlestirildiginde 1x80 boyutlu giris verisi olarak tam bagh
katmana verilmektedir.

B filtre boyutu=7, filtre sayisi=60, kaydirma adimi=1,
havuzlama katman sayisi=3 ve evrisim katman sayisi=3 i¢in
evrisim igleminden sonra elde edilen [1,6,60] boyutlu veri
diizlestirildiginde 1x360 boyutlu giris verisi olarak tam
bagli katmana verilmektedir.

B filtre boyutu=5, filtre say1si=20, kaydirma adimi=5,
havuzlama katman sayisi=1 ve evrisim katman sayisi=2 i¢in
evrisim igleminden sonra elde edilen [23,19,20] boyutlu veri
diizlestirildiginde 1x8740 boyutlu giris verisi olarak tam
bagl katmana verilmektedir.

Tablo 18. Yeni Gériintii Boyutunun Hiper-parametre Degerlerine
gore Degisimi (Table 18. Change of New Image Size according
to Hyper-parameter Values)

T
=

0 50 100 20 500

ayni anda islenen garintd sayilan

(a)

MSE
=

10

50 100 200 500

ayni anda islenen gdrlntl sayilar

{b)

Sekil 14. Ayn1 Anda Islenen Gériintii Sayilarma Gore (a)

Dogruluk ve (b) MSE Grafikleri (Figure 14. (a) Accuracy and
(b) MSE Plots by Number of Images Processed Simultaneously)
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ESk L Filtre Filtre Kaydirma Havuzlama Evrisim Ye..“ v

Durum Goriintii Katman Katman Goriintii
Boyutu Sayist Adimm

Boyutu Sayisi Sayisi Boyutu
1 50 x 50 3 32 1 3 3 1x768
2 50x 50 3 20 3 2 2 1x2420
3 50x50 | 3 32 1 1 1 1x

X 19200

4 50x 50 4 10 2 2 S 1x 80
5 50 x 50 7 60 1 3 3 1x360
6 50x 50 5 20 5 1 2 1x 8740
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4. Sonuc¢

Medikal goriintiiler hastaliklarin erken tamisinda hayati
oneme sahiptir. Medikal goriintiilerin bir ¢esidi olan patoloji
goriintiileri, kanser basta olmak iizere hastaliklarin kesin tanisinda
kullanilmaktadir. Patoloji goriintiileri; hastadan alian siipheli et,
kan veya tiikiirik Orneklerinin 6zel teknik ve makineler
kullanilarak ~ gorsellestirilmesiyle elde edilmektedir. Bu
calismada, kadmlarda en sik goriilen hastalik olan meme
kanserinin  tanist amaciyla meme patoloji  goriintiileri
smiflandirilmistir. 60000 goriintiiden olusan veri setinin, esit
sayida kanserli ve kanserli olmayan gorintii icerecek sekilde
40000 tanesi egitim ve 20000 tanesi test i¢in ayrilmistir.

Giliniimiizde sayisal veri iiretebilen makinelerin ve internet
kullaniminin artmasi, ¢ok bilylik verilerin kaydedilebilmesini
saglamistir. Bu biiyiik verileri islemek i¢in yetersiz kalan CPU
islemciler yerine daha biiyiik hesaplama kapasitelerine sahip GPU
islemcili makineler kullanilmaktadir. Bununla birlikte karmagsik
islemler yapan derin 6grenme yontemleri, biiylik verileri
siniflandirma ve tahmin etme islemlerinde en ¢ok tercih edilen
yontemlerdir.

Bu calismada, Google Colab platformunda NVIDIA Tesla-
K80 GPU islemcili makine iizerinde agik kaynak kodlu Keras
kiitiphanesi ve Python programlama dili kullanilarak CNN
mimarisi gelistirilmigtir.

Evrisim katmanlarindaki islemler ile goriintii boyutlar
kiigiiltiilmekte ve evrisim iglemleri tamamlandiktan sonra elde
edilen yeni boyutlu goriinti verileri diizlestirilerek tam bagl
yapay sinir agina sunulmaktadir. Evrisim katmanlarinda,
goriintiiler yeniden boyutlandirilirken filtre boyutu, filtre sayisi,
kaydirma adimi, evrisim katman sayisi ve havuzlama katman
sayisi hiper-parametreleri kullanilmaktadir.

Bu calismada gelistirilen derin 6grenme mimarisinin basarili
olabilmesi i¢in filtre boyutu, filtre sayisi, kaydirma adimi, evrisim
katman sayisi, optimizasyon algoritmalari, egitim tur sayisi, ayni
anda islenen goriintii sayisi (batch size) ve seyreltme degeri hiper-
parametreleri kullanilarak elde edilen sonuglar karsilagtirtlmigtir.
Her hiper-parametre i¢in mimari yeniden egitilmis ve test
edilmigtir. Mimarinin egitilmesi ve test edilmesi boyunca gegen
stireler saniye cinsinden hesaplanmustir. Filtre boyutu 3x3, filtre
sayisi 32, kaydirma adimi 1, ayni anda islenen goriintii sayisi 100,
optimizasyon algoritmasi olarak RMSProp, seyreltme degeri 0.5,
egitim tur sayist 25 ve evrisim katman sayist 3 degerleri
kullanilarak tasarlanan mimarinin en basarili sonuglart verdigi
goriillmiistiir. Ayrica gizli katmanlarda ReLU ve tam bagh
katmanda sigmoid fonksiyonu kullanilmistir. Modelin basarisim
6l¢mek amactyla kullanilan ve 1 degerine yakinsamasi istenen
dogruluk degeri 0.8775, F1 skoru 0.8238, hassasiyet degeri
0.8381 ve hatirlama degeri 0.8762 elde edilmistir. Ayrica 0
degerine yakinsamasi istenen MSE degeri 0.1195 ve MAE degeri
0.2497 elde edilmistir.

Bu calismada egitim asamasinda, aga ayni anda sunulan
goriintii sayisinin arttirilmasi ile 6grenme zamaninin azalmasi
saglanmustir. Ancak 100 degerinin {istiine ¢gikildiginda mimarinin
basarisinin diistiigli goriilmiistiir. Aga ayni1 anda sunulan goriintii
sayisi 1 olarak secildiginde agin 4 saat c¢alisip bellek hatasi
vererek durdugu gézlemlenmistir. Ayrica mimarinin konvoliisyon
katman sayis1 igin 8 ve filtre boyutu i¢in 8 degerleri se¢ildiginde
mimarinin egitilemedigi gorilmistir.
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Mimarinin tam bagli katmanlarinda kullanilan sigmoid
aktivasyon fonksiyonu softmax fonksiyonu ile karsilastirilmis ve
sigmoid fonksiyonu kullanildiginda 0.8775 dogruluk degeri elde
edilirken softmax fonksiyonu kullanildiginda 0.4575 dogruluk
elde edilmistir.

Veri seti farkli oranlarda egitim ve test setlerine ayrilarak
mimariye sunulmus ve elde edilen sonuglar karsilastirilmistir.
52000 goriintii iceren egitim seti, 8000 goriintii iceren test seti i¢in
mimarinin dogruluk degeri 0.7217; 54000 goriintii igeren egitim
seti, 6000 goriintii igeren test seti i¢in mimarinin dogruluk degeri
0.8 ve 56000 goriintii igeren egitim seti, 4000 goriintii iceren test
seti i¢cin mimarinin dogruluk degeri 0.73 elde edilmistir. Ayrica,
daha diisiik ve daha yiiksek sayida goriintii igeren meme patoloji
veri setleri mimariye sunularak elde edilen sonuglar
kargilagtirtlmigtir. 12000 goriintii igeren veri seti igin dogruluk
degeri 0.8, 48000 goriintii igeren veri seti i¢in dogruluk degeri
0.78 ve 66000 goriintii iceren veri seti i¢in dogruluk degeri 0.8167
olarak ol¢tilmiistiir.

Elde edilen yiiksek dogruluk, F1 skoru, hassasiyet ve
hatirlama degerleri ile diisiik hata degerleri, bu ¢alisma
kapsaminda onerilen CNN modelinin patoloji goriintiilerinin
smiflandirilmasinda kullanilabilecegini; ozellikle tip
fakiiltelerinin ve hastanelerin patoloji boliimlerinde kullanilabilir
sistemler  tasarlanabilecegini  gdstermektedir. Tlerideki
calismalarda, hiper-parametre degerleri daha farkli ayarlanarak
daha basarili mimariler elde edilebilir. Ayrica, derin §grenme
mimarilerinin daha farkli birgok alanda basarili bir sekilde
kullanilabilecegi tahmin edilmektedir.
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