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Oz

Trafik yonetimi ve bilgi sistemlerinin trafik akisini dogru saglayabilmesi i¢in ¢esitli sensorler ve kameralar kullanarak trafik hakkinda
bilgi edinmesi hayati nem tagimaktadir. Bu baglamda video kameralar son yillarda trafik gézetim ve kontroliinde yaygin ve aktif olarak
kullanilmaya baslanmistir. Bu ¢alismada araglar boyutlarina gore ii¢ kategoriye ayrilarak siiflandirilmigtir. Olusturdugumuz trafik

video goriintiileri iizerinde Yapay Sinir Aglari, Destek Vektor Makineleri ve Adaboost siniflandiricilart ile egitim gergeklestirilmis ve
performanslar1 karsilastirilmistir.

Anahtar Kelimeler: Ara¢ smiflandirma, Akilli trafik yonetimi, Yapay Sinir Aglari, Destek Vektor Makineleri ve Adaboost, ikili imge
bolge ozellikleri.

Evaluation of Vehicle Classification with Artificial Neural Networks,
Support Vector Machines, and AdaBoost Algorithm

Abstract

It is vital for traffic management and information systems to obtain information about the traffic using various sensors and cameras in
order to provide the traffic flow correctly. In this context, video cameras have been widely and actively used in traffic surveillance and
control in recent years. In this study, vehicles were classified into three categories according to their sizes. Training was carried out with
Acrtificial Neural Networks, Support Vector Machines and Adaboost classifiers on the traffic video images we created and their
performances were compared.

Keywords: Vehicle classification, Intelligent traffic management, Neural Networks, Support Vector Machines and Adaboost, Binary
image region properties.
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1. Giris

Son yillarda akilli trafik yonetimi [1, 2] Ozelikle trafik
gozlemi ve denetiminde video kameralarmmin kullanimi ¢ok
yayginlasmis ve aktif olarak kullanilmaktadir. Goériintli isleme
tabanli video izlemeye dayali trafik sistemleri yardimiyla plaka
tanima [3], arag sayis1 bulma [4], trafik yogunlugu tespiti [5], arag
hiz1 hesaplanmasi [6], serit ihlalleri [7] ve ara¢ siniflandirma [8]
gibi bir¢ok c¢alisma yapilabilmektedir.

Ara¢ smiflandirma; otoyollart kullanan arag¢ simiflarinin
yiizdelerini elde etmek, asfalt kalinligini belirlemek ve farkli
ozelliklere gore (biiylikliik, renk vs.) video goriintiileri i¢inde arag
aramast yapmak ac¢isindan Onemlidir. Mevcut durumda bu
bilgiler, video kameralarindan yararlanilarak insan gozlem giicii
ile elde edilmektedir. Ara¢ siniflandirmada otomatik bir sistemin
kullanilmasi, insan operatorlerinin kullanimini ortadan kaldiracak
ve buna bagli maliyet azalacaktir.

Akilli  ara¢ yOnetim sistemlerinde, sisteme kayith
kullanicilara  istedikleri  ozelliklere sahip araglara  ait
bilgi/goriintiilerin ger¢cek zamanli olarak aktarilmasi da son derece
dnemlidir. Ornegin bir kullamc1 sadece kiiciik sinifa ait araclarin
(sedan gibi) goriintiilerini almak isteyebilirken baska bir kullanict
biiyiik sinifa ait (kamyon gibi) araglarin goriintiileri {izerinde
calismak isteyebilir. Bu da ilgilenilen goriintiiler {izerinde yapilan
herhangi bir arastirma islemini hizlandiracaktir.

Calisma  kapsaminda  arag  gorlintillerinin ~ farkli
simiflandiricilar ile araba, orta sinif ara¢ ve biiylik sinif ara¢ olmak
iizere ii¢c sinifa ayrilmasi ve bunlarin performans metriklerinin
degerlendirilmesi tizerinde durulmustur.

Gergeklestirilen yaklasimin alt yapt planlamasi, trafik
yonetimi ve trafik suglar ile miicadele gibi farkli alanlara fayda
saglayacagi g6z ardi edilemez. Sistemin etkinligi diger
aragtirmacilar tarafindan olusturulmus veri setleri iizerinde test
edildigi gibi kendi olusturdugumuz video goriintiileri lizerinde de
smanmigstir.

Makalenin geri kalan kismi su sekilde organize edilmistir. II.
boéliimde, arag¢ siniflandirma ile ilgili caligmalara yer verilecektir.
III. boliimde, ara¢ goriintilerinin siniflandirilmas: ile ilgili
onerilen yaklagimin alt adimlari detaylica agiklanacaktir. IV.
boéliimde kendi olusturdugumuz veri seti lizerinde gerceklestirilen
simiflandirma basarimlart degerlendirilecektir. Son boliimde ise
sonuglara yer verilecek, gelecek calismalar sunulacaktir.

2. Arac Smiflandirma Literatiir Taramasi

Son yillarda akilli ulagim sistemleri ve akilli trafik yonetim
uygulamalari, ¢esitli devlet kuruluslart veya oOzel sirketler
tarafindan {izerinde titizlikle durulan konulardandir. Goriintii
isleme yontemleri de bu yazilim ve uygulamalar gelistirirken
kullanilan temel algoritmalardandir. Goriintii isleme temelli arac
siniflandirma sistemleri iizerinde literatiirde bircok c¢alisma
vardir. Bu ¢alismada ise kent giivenlik sistemlerinden elde edilen
trafik videolarindan elde edilen goriintiiler, iceriklerine gore ilgili
konuya (biiyiiklik) bolitlenerek o konuya ait kanaldan
yayimlanacaktir. O kanala kaydolan istemciler goriintiiniin sadece
ilgili olan kisimlarini alacaklar. Bu sekilde ag trafigi azalacak,
goriintii  isleme uygulamalarinda o6lgekleme ve performans
problemlerine ¢6zlim sunulmus olacaktir.
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Literatiire simiflandirma ve nesne saptama iizerine
arastirmacilar bir¢ok calisma kazandirmislardir. Arag tespit ve
kategorilendirmesi diger konulara gore daha az islenmis bir
konudur. Messelodi ve dig. [9] arag tespiti i¢in Kalman filtresi ve
Gauss dagilimi tabanli bir yaklagim Onermis ve sistemlerinin
performansint %92,5 dogruluk olarak vermislerdir. Buch ve dig.
[10] ise ti¢ boyutlu modele dayali bir siniflandirma ger¢eklemisler
ve %90,4 anisama, %87,9 hassasiyet ile sistemin performansini
gostermislerdir. Morris ve Trivedi [11, 12] Gauss tabanli arag
tespiti yapmislar temel bilesen analizi ve dogrusal ayirtag
analizleriyle 6zellik vektoriinde boyut indirgeme gergekledikten
sonra K-yakin komsu siniflandirmasi ile de araglarin simiflarini
tespit etmislerdir. Gandhi ve Trivedi [13] de yoOnli egim
histogrami1  &zelliklerinin  kullanildigi ara¢ ici bir sistem
sunmuglar, destek vektor makineleri ile siniflandirilma
yapmuslardir. Demet ve Gozde [14] ise otoyola ait herhangi bir
bilgiye ve kamera parametre kalibrasyonuna ihtiya¢ duymadan
o6grenmeye dayali bir siniflandirma yontemi sunmuslardir.
Onerilen yontemi iki farkli video iizerinde test etmisler. Ilk
videoda sadece HOG ozellikleri kullandiklarinda %79.7
dogruluk, HOG ile beraber imge Ozellikleri kullandiklarinda
%80.6 dogruluk elde etmislerdir. ikinci videoda ise sadece HOG
ozellikleri kullandiklarinda %91.2 dogruluk, HOG ile beraber
imge Ozellikleri kullandiklarinda %96.4 dogruluk elde
etmislerdir. Ghada ise [15] yapmis oldugu calismada arag tipi
smiflandirmak igin geometrik ve goriiniim ozelliklerini beraber
kullanmistir. Katmanli bir siniflandirma yapisi diigiiniilerek ilk
katmanda araglar kiigiik, orta ve biiylik kategorisine ayrilmus,
ikinci katmanda ise orta biiyiikliikteki araclar kendi iginde tekrar
simiflandirilmistir. Siniflandirici olarak SVM segilmistir. Yapilan
testler neticesinde ilk katmandaki siniflandirma isleminin basarisi
genislik ve yiikseklik 6zelliklerine gore (%96.7) ve sadece SIFT e
gbre (%95.8) en yiiksektir. Tkinci katmandaki basar ise yalniz
SIFT (%89.6) kullaniminda en yiiksektir. Dong ve dig. [16]
araglarin 6nden goriiniimlerini yar1 denetmenli yapay sinir agi ile
simiflandirmiglardir. Yapay sinir agt girdi olarak aldigi her bir
goriintii i¢in olasiliksal bir sonu¢ dondiirmektedir. Giindiiz
cekilmis goriintiiler iizerinde %95.7, gece ¢ekilmis goriintiiler
iizerinde ise %88.8 smiflandirma basaris1 yakaladiklarim
belirtmiglerdir. Literatiirdeki ¢aligmalar ile karsilastirildiginda
onerilen yaklasimda farkli 6zellikler (SIFT, SURF, HOG, LBP)
bir arada kullanilmig ve konu tabanli olarak gergek zamanl
smiflandirilan  goriintiillerin  istemcilere  servis  edilmesi
saglanmistir. Her bir imge Ozelliginin farkli siniflandirma
algoritmalari i¢in dogruluk basarimlari degerlendirilecektir

3. Arac Goriintiilerini Simiflandirma

Bu boliimde araglarin  kiigiikk, orta ve biiyliik olarak
smiflandirilmasina dayali mimarinin alt adimlar1 verilecek olup
IV. bolimde performans testleri tizerinde durulacaktir.

3.1. On plan ve Arka plan Cikarim

Aracin, goriintii iizerinden ayrilip farkli bir nesne olarak
belirlenmesi i¢cin BGS (background subtraction) kiitiiphanesinden
faydalanilmigtir. Siniflandirma asamasi igin araca ait 6znitelikler
belirlenmis ve veri setinde bulunan araclar i¢in ¢ikarilmistir.

Arka plan tespiti, kamera tarafindan kaydedilen goriintii
dizisinden, hareketli nesnelerin arka plandan ¢ikarilmasidir [17].
Bu gorev i¢in, Andrew Sobral’mn [18] BGS algoritmasi igeren agik
kaynakli kiitiiphanesi  kullanilmisti. Bu noktada amag,
algoritmalarm birbirlerine kars1 avantajlarin1 ve dezavantajlarim
tespit ederek proje i¢in uygun olan BGS algoritmasini1 segmektir.
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Andrew Sobral'in makalesinde yer alan her grup igerisinde en iyi
olan bes algoritma degerlendirildi.

Gergek zamanli arka plan ¢ikarimi metodu se¢imi i¢in BMC
111 [19], Changedetection Highway ve Changedetection Low
frame rate turnpike veri setleri [20] {izerinde en iyi bes algoritma
denenmis gercek zamanh sistemler i¢in “Adaptive Background
Learning” algoritmast secilmigtir [21]. Hareket halindeki
araglarin tespiti igin 6n plan—arka plan ¢ikarimi gerekmektedir. Bu
amagla Gauss dagilimlarmin  karisimi MOG  yonteminden
yararlanilmistir [22]. Elde edilen ikili haldeki goriintiilerdeki
hareketli kisimlar1 belirginlestirmek ve giiriiltiileri azaltmak i¢in
acma-kapama gibi morfolojik islemlerle bagli bilesen analizi
yapilmigtir.

3.2. Ozellik Vektoriiniin Olusturulmasi

Smiflandirma asamasindaki 6zellik vektoriinde kullanilmak
iizere elde edilen imge bolgeleri igin ii¢ farkli kategoride
(geometrik tabanli, goriiniim tabanli ve ikili imge 6zellikleri)
ozellik ¢ikarilmistir. Burada geometrik tabanli 6zelliklerden kastt;
en, boy, yiksekliktir. Goriiniim tabanli ozellikleri ise olgek
bagimsiz ozellikler (SIFT) [23] ve hizlandirilmis glirbiiz
ozellikler (SURF) [24] 6zellikler olusturmaktadir. ikili nesnelere
ait 6zellikler ise imge alani, en/boy ve bunlarin orani, imgenin ana
ve ikincil eksen uzunluklarindan olugmaktadir.

3.3. Siniflandirma Algoritmalar:

Bir onceki adimda olusturulan 6zellik  vektorleri
smiflandirma  yontemlerine girdi  olacaktir. Siniflandirma
asamasinda 6grenmeye dayali siniflandirma metodu olan lineer
destek vektor makineleri, yapay sinir aglari ve AdaBoost
kullanilmistir. Sonug olarak hareketli ara¢ goriintiileri kiiglik sinif
(araba gibi), orta sinif arag (kamyonet gibi) ve biiyiik sinif arag
(kamyon) gibi siniflandirilmistir. Siniflandirma icin veri setinin
bir kismi1 (%75 gibi) egitim igin geri kalan kisim da test islemi i¢in
kullanilmistir.  Smiflandirma  basarisi;  dogruluk (accuracy),
anisama (recall), ve hassasiyet (precision) parametrelerine gore
takip eden bolimde degerlendirilmistir.

4. Performans Testleri

Bu bolimde olusturdugumuz veri seti hakkinda bilgi
verilecektir. Daha sonra bu veri seti iizerinde ger¢eklestirilen arag
smiflandirma performans testleri lizerinde durulacaktir.

4.1. Veri Seti Tanitim

Calismada kendi veri setimizi ve zemin gercegi (ground
truth) goriintiilerimizi olusturmak adma g¢ekim gerceklestirildi.
Cekim sonunda 1920 x 1080 boyutunda 3071 cergeve elde edildi,
gergevelerin ground truth goriintiileri olusturuldu. Tablo 1°de elde
edilen veri seti ve bunlara ait ground truth goriintiiler verilmistir.
Veri seti (http://ipcv.kocaeli.edu.tr/wp/) web sayfasinda akademik
calismalar igin herkes tarafindan erisilebilir hale getirilecektir.

e-ISSN: 2148-2683

Tablo 1. Olusturulan veri setinden bir kesit

Zemin Gercegi

Cerceve

Araglarin  siniflandirilmasinda  kullanilacak goriintiilerden
oznitelik vektorii elde edildi. Vektdr elde edim asamasinda
goriintiiniin en uzak kenarinda bulunan biiyiik sinifli aracin kiigiik
smiflt arag ile karigtirtlmamasi i¢in, Sekil 1’de gosterildigi lizere
referans ¢izgisine bagl araglar secildi. Veri seti 3071 goriintiiden
olugsmaktadir fakat referans ¢izgisine bagli veri seti 185 goriintiiye
sahiptir.

Sekil 1. Referans ¢izgisi gosterimi

Veri setinde Tablo 2’de gosterildigi lizere toplamda 176
olmak tizere 124 kiigiik sinif, 42 orta sinif ve 8 biiyiik sinif arag
mevcuttur.

Tablo 2. Arag tipine gére dagilim

Arag Tipi Sayisi
Otomobil 122
Otobiis 3
Minibiis 13
Hafif Ticari 22
Kamyonet 4
Tir 8
Motor 2
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Smiflandirma asamasinda, goriintiiler iizerinden araclarin
ozellikleri elde edilmistir. Toplamda 8 Ozellik araglarin
siniflandirilmast igin  kullamilmustir. Ozelliklerin ikili olarak
smiflar iizerindeki dagilimi Sekil 2°de verilmistir.

Imge Boigesinin  Dikdortgenin Dikdortgenin Elips Dikdortgenin Eips \A/DA PSP
Alani Genishl Uzunlugu Uzuniugu Al

Genlshgt

e RN
BP/SP 3 L % 3 " ’
§ # % £ 3 2 P4

/oA
— s » 4 & 7 an o
il
/4 ¥ ¥ 7 ? # ist "~
Oikdortgenin
A
Eips
Uzinlag
rd rd »” rd . - B e,
Dikdortgenin
Uninlugu
ri F v 4 - F i o,
Owdertgenin
Genlshol
# i ? # & # < o,
Imge B3gesinin
N
rd & s 4 t » X .

2 3

Sekil 2. Ozelliklerin dagilim:

Araglara ait imge bolgesi c¢ikarildiktan sonra, sirasi ile
¢ikarilan 6zellikler:

- Imge bolgesinin alan1 hesaplanir

- Imge boélgesi bir dikddrtgen ile cevrelenir

- Dikdortgenin uzun ve kisa kenarlari l¢tliir

- Dikdortgenin alani hesaplanir

- Imge bolgesi bir elip ise gevrilir

- Elipsin kisa kenar1 ve uzun kenar1 6l¢iiliir

- Imge bolgesi alan1, dikdortgen bdlgesi alanina oranlanr.
* IA / DA = Imge Bolgesi Alan1 / Dikddrtgen Bolgesi
Alam

- Imge bolgesinde Bulunan Beyaz Piksel Sayisi, Siyah
Piksel Sayisina Oranlanir. *BP / SP = Beyaz Piksel
Sayisi / Siyah Piksel Sayisi

4.2. Simiflandirma

Yapay sinir aglari, biyolojik noérondan esinlenerek
gelistirilmis 6grenme modelidir. Noron temel yapitagini olusturur.
Bu caligmada YSA modelinin, Sekil 3’te gosterildigi lizere
YSA’da 8 noronlu (6zellik) giris katmanu, 20 néronlu bir gizli
katman ve 3 noronlu ¢ikis katman1 bulunmaktadir.

Cikis Katmani

Gizli Katman

20 3

Sekil 3. Yapay sinir agi modeli
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YSA, egitim asamasinda yapay sinir ag1 en iyi sonucu 202
epoch da elde etmistir. Ortalama karesel hata (mse), 0.079184
elde edilmistir. Egitim asamasinda %95,7 'lik dogruluk oranu ile,
gecerleme (validation) asamasinda %83,3 dogruluk ile ve test
asamasinda %87.5 dogruluk ile calismustir.

Training Confusion Matrix

80 deger dogru olarak,
< G;g% 2 0:% 93664:: 3 3 degerise 1 yerine 2 degerini

alarak etiketlenmistir.
2 23 0 92.0%
1.7%\] 20.0% | 0) 8.0%

2 *——> Dogru olarak hesaplanan sinif etiketleri

~— Qutput Class

97.6% | 88.5% .

24% | 115% — Egitim seti icin dogruluk orani
Hesaplanan 1 2 3
Sinif

Etiketleri Target Class =———pm= Beklenen Sinif Etiketleri

Sekil 4. Karisiklik matrisi

DVM, yapisal risk en kiigiikleme prensibine gore ¢aligan dis
biikey optimizasyona dayali bir makine 6grenmesi modelidir. S6z
konusu yontem veriye iligkin herhangi bir 6n bilgiye ihtiyag
duymadigr i¢in dagilimdan bagimsiz bir yontemdir.

DVM’e ait hassasiyet ve animsama degerleri Tablo 3’te
verilmistir.

Tablo 3. Precision ve Recall Degerleri

Simiflar Hassasiyet Cagrisim
Kii¢tik Stmif  80.7 97.4

Orta Stif 82.4 40
Biiyiik Stmif 100 50

SVM, %81.6 dogruluk ile siniflandirma yapmaktadir.
AdaBoost algoritmasi, egitim veri seti lizerinden dagilima bagh
olarak diistik hatali hipotez tiretmeye ¢aligsmaktadir.

Tablo 4’te Adaboost’a ait karisiklik matrisi verilmistir.

Tablo 4.AdaBoost karisikltk matrisi

Tahmin Edilen Durum

Kiigiik Orta Biiyiik
Siuf S f S f
Kiiciik Simif | 30 4 0
Gergek
Orta Sif 2 9 0
Durum
Biiyiik St | 1 0 2
Smiflandiricr, %85.416 dogruluk ile smiflandirma
yapmaktadir.
5. Sonug

Gelistirilen ara¢ biyiiklilk (kiigiikk, orta ve biiylik)
smiflandirma alt yapisimin  asagidaki faydalart saglamasi
beklenmektedir:

e  Kiitik ve stratejik kararlar1 zamaninda ve dogru almasina
imkan saglanacaktir.
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e Video gorintiileri lizerinden nesne tanimaya dayali

Olceklenebilir  dagitik  bir mimari altyapisinin
gelistirilmesi saglanacaktir.
e Onerilen sistem ile manuel olarak islem yapan

operatorlerin etkinligi azaltilacak ve ger¢ek zamanl
videolardan nesne tanimada daha dogru sonuglar elde
edilmesi saglanacaktir. Operator tiim giin boyu kamera
gOoriintiisiinii takip etme zorunda kalmayacak, sistemde
ilgili oldugu ara¢ ya da nesne ekrana distiigiinde
uyarilarak operatoriin dikkat problemlerini ortadan
kaldirarak daha az yorulmasina neden olacaktir. ilgili
olan kismi goriintii operatore gercege yakin zamanda
sunulacaktir.

e Son kullanicilar farki 6zelliklere gore (sinif-biiyiikliik)
arama kriteri belirleyebilecek wve belirli konulara
kaydolan kullanicilara gelen goriintiiler tizerinde daha az
arama uzayinda arama ve islem yapmak zaman tasarrufu
saglayacaktir.

fleride son kullanicilarin farki 6zelliklere gore (renk, sinif-
biiyiiklilk, hiz) arama kriterlerini belirleyebilmesi (hiyerarsik
konu olarak) ve belirli konulara (topic based pub/sub model)
kaydolan kullanicilara gelen goriintiiler tizerinde daha az arama
uzaymmda arama ve islem yapmasi saglanmasi iizerinde
durulacaktir.
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