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Oz

Bu calismada kiimeleme performansini 6lgmek icin kullamlabilecek alternatif bir yontem 6nerilmistir. Onerilen yontemin tutarliligini
test etmek i¢in, Wikipedia makale 6zetlerinden olusan iki farkli veri kiimesinde k-Means, k-Medoids ve CLARANS yontemleri ile
kiimelemeler yapilmis ve hem Onerdigimiz yontem hem de mevcut yontemler ile performans olgiimleri hesaplanmistir. Sadece
Ingilizce dzetlerin oldugu ilk veri kiimesi farkli sayida kiimelere ayrilarak test edilmistir. Ozetlerin igerigi hakkinda énceden bilgi
sahibi olunmadig: i¢in ne kadar dogru kiimelendigini degerlendirmek i¢in dahili yontemler olan Silhouette, Calinski-Harabasz ve
Davies-Bouldin indeksleri kullanilmigtir. 6 farkli dile ait Wikipedia 6zetlerini igeren ikinci veri kiimesi ise 6zetlerin dillerine gore
smiflanmisg olmasi igin kiimeleme yontemleri ile 6 kiimeye ayrilmustir. Veri kiimesindeki metinlerin hangi dile ait oldugu 6nceden
bilindigi i¢in kiimelemenin basaris1i hem dahili hem de harici yontemler ile 6lgiilebilmistir. Veri sikistirma algoritmalarinin birbirine
benzer metinlerin oldugu bir dosyayi, birbirinden farkli metinlerin oldugu dosyaya gore daha iyi sikistirdigi bilindiginden, sikigma
oraninin alternatif bir degerlendirme &lgiitii olarak kullanilabilecegi 6nerilmistir. Silhouette, Calinski-Harabasz ve Davies-Bouldin
indeksleri gibi dahili yontemlere gore cok daha hizli hesaplanabilen onerilen Sikistirma Oram Indeksi (SOI), 4 farkli sikistirma
algoritmasi ile test edilmis ve ikinci veri kiimesinde kullanilan 9 harici yontemle de ayni sonuglar1 vermistir.

Anahtar Kelimeler: kiimeleme degerlendirme 6l¢iitii, kiimeleme algoritmalar1, veri sikistirma, kisa metinleri kiimeleme.

A New Method to Measure Clustering Performance and its
Evaluation for Text Clustering

Abstract

In this study, an alternative method that can be used to measure clustering performance is proposed. In order to test the consistency of
the proposed method, two different data sets consisting of Wikipedia abstracts were clustered with k-Means, k-Medoids and
CLARANS methods and performance measurements were calculated with both the proposed method and the existing methods. The
first data set containing only English summaries was tested by dividing it into different numbers of clusters. Since there was no prior
knowledge of the content of the abstracts, the internal methods Silhouette, Calinski-Harabasz, and Davies-Bouldin were used to
evaluate how accurately they were clustered. The second data set, which includes Wikipedia abstracts of 6 different languages, is
divided into 6 clusters with clustering methods to classify the abstracts according to their language. Since the language of the
summaries in the data set is known beforehand, the success of clustering could be measured by both internal and external methods.
Since it is known that data compression algorithms compress a file with similar texts better than a file with different texts, it has been
suggested that compression ratio can be used as an alternative evaluation metric. The proposed Compression Ratio Index (CRI),
which can be calculated much faster than internal methods such as Silhouette, Calinski-Harabasz and Davies-Bouldin indexes, was
tested with 4 different compression algorithms and yielded the same results with 9 external methods used in the second data set.
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1. Giris

Internetin ve sosyal medyanmin kullaniminmn artmasi ile,
haber sitelerindeki kdse yazilar1 ve bunlara yapilan yorumlar,
twitter ~ ortamindaki  tweetler, diger sosyal medya
platformlarindaki paylasimlar, e-ticaret sitelerindeki kullanict
yorumlar1 ve makale Ozetleri gibi bir¢cok kisa metin veri
tabanlarinda depolanmaktadir. Bu kisa metinlerin giderek
artmasi, farkli calisma alanlar1 olusmasim saglanustir. Ozellikle
dogal dil isleme uygulamalarinda kisa metinleri kiimelemeye
yonelik ilgi her gegen giin artmaktadir. Literatiirde metin
kiimeleme ile ilgili bircok calisma bulunmasina ragmen, kisa
metinlerin kiimelenmesi ile ilgili ¢aligmalar daha az olup halen
iizerinde ¢aligilan bir konudur.

Yapilan kiimele isleminin ne kadar basarili oldugunu 6lgmek
icin farkli Olgiitler kullanilmaktadir. Rendén ve ark., kiimeleme
performansini dlgmek igin kullanilabilecek yontemleri dahili
(internal) ve harici (external) yontemler olarak 2 grupta ele
almislardir (Rendén ve ark, 2011). Gergek kiime veya sinif
etiketlerinin bilindigi durumlarda, harici yontemler olarak
bilinen Homojenlik, Tamhk, V-indeksi ve Rand indeksi gibi
Olgiitlerin yant sira siniflandirma ydntemlerinin basarisini
O0lgmede de kullanilan Dogruluk, Kesinlik, Duyarlilik ve F1
Skoru gibi olgiitler de kullanilabilir. Fakat kiimeleme analizi
cogunlukla smifi bilinmeyen yani etiketsiz veri iizerinde yapilir
ve bu tiir bir kiimelemenin basarisini 6lgmek icin dahili
yontemler olarak bilinen ve olusan kiimelerin analiz edilmesini
gerektirdigi i¢in ¢ok daha yavag olan Silhouette, Calinski-
Harabasz ve Davies-Bouldin gibi indeksler kullanilir.

Bu c¢aligmada simif etiketleri bilinmeyen metinler iizerinde
yapilan kiimelemenin ne kadar iyi yapildiginin 6lgiilebilmesi igin
metinlerin ~ sikisabilme oranmna dayali, mevcut dahili
yontemlerden ¢ok daha hizli hesaplanabilen yeni bir yontem
onerilmektedir. SOI (Sikistirma Orani Indeksi) adi verilen bu
yontemin dayanagi, bir metinde birbirine benzer kelimeler,
ardigik kelime ve karakter gruplar1 ne kadar ¢ok ise o kadar daha
fazla oranda sikisabilecegi gercegidir. Ciinkii tiim sikistirma
yontemlerinin amaci verideki benzerlikleri bulup benzer yapilari
daha kisa kodlar ile temsil etmektir. Farkli dillerde veya
konularda boliimler/paragraflar igeren biiyiikk boyutlu bir metin
dosyasi kelime benzerliklerine gore farkli kiimelere ayrildiginda
benzer dil veya konuya ait yapilarin aynm1 kiimede bulunmasi
beklenir. Bundan dolayr farkli kiimeleme yontemleri ile bu
biiyiik metin dosyasi kiimelere (dosyalara) ayrildiginda en 1iyi
oranda sikisabilen dosyalari olusturan kiimeleme yoOnteminin
daha basarili olabilecegi beklenmektedir. Her ne kadar mevcut
harici yontemlere gore hiz avantaji olmasa da SOI’nin harici
yontem olarak da kullanilabilmesi i¢in farkli bir formiil daha
onerilmis ve yapilan testler sonucunda her iki 6lgiitiin de diger
dahili ve harici kiimeleme performans Oolgiitleri ile benzer
sonuglar verdigi goriilmiistiir. Kiimelemenin genellikle siniflart
bilinmeyen veriler {izerinde yapilmasi ve performansinin yavas
olan dahili yontemler ile degerlendirilmesi nedeniyle, mevcut
dahili yontemlerden ¢ok daha hizli hesaplanabilen SOI’nin
onemli bir ac181 kapatacagi diisliniilmektedir.

Onerilen yoéntemin gegerliligini dlgmek igin hem 6 farkli
dilde yazilan makale &zetleri ile hem de sadece ingilizce dilinde
yazilan Ozetler ile kiimeleme ve sikistirma testleri yapilmistir.
Kiimeleme yontemleri olarak literatiirde sik¢a kullanilan k-
Means, k-Medoids ve CLARANS algoritmalari tercih edilmistir.
Sikistirma yontemleri olarak ise Bzip2, Gzip, LZMA ve PPMd
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algoritmalar1 kullamlmistir. Yapilan testler sonucunda SOI
yontemi kiimeleme degerlendirme kriteri olarak hem dahili hem
de harici yontemlerde kullanilabilecegi gosterilmistir.

2. Tlgili Calismalar

Kiimeleme yontemleri uygulanirken, yontemin olusturdugu
kiimelerin kalitesini, gegerliligini 6l¢mekte 6nemlidir. Bunun
icin bircok yontem olmasinda karsin Ozellikle karmagik
yapilardan olusan verilerde kiimeleme performansini oSlgen
yontemler zaman zaman birbirleri ile ¢elisen sonuglar
verebilmektedirler (Hacioglu, 2016). Petrovic yaptig1 kiimeleme
calismasinda olusan kiimelerin performansint degerlendirmek
icin Silhouette ve Davies-Bouldin indeksini kullanmistir.
Degerlendirmeler sonucunda Silhouette indeksinin daha dogru
sonuglar trettigi anlasilmistir (Petrovic, 2006). Ghufron
kiimeleme ¢aligmasinda kiimeleme yontemi olarak k-Medoids ve
olusan kiimelerin gegerliligini dlgmek icin ise Silhouette ve
Davies-Bouldin indeksini kullanmis ve Davies-Bouldin ile
yapilan degerlendirmelerin daha dogru sonuglar verdigini
gostermistir (Ghufron, Surarso ve Gernowo, 2020). Ni ve ark.,
kisa metinleri kiimelemek i¢in TermCut isimli yeni bir yontem
onermislerdir. Geleneksel kiimeleme yontemlerinden farkli olan
bu yontem grafik modelleme kullanilarak olusturulmustur.
Kiimeleme performansini degerlendirmek i¢in Micro F skoru ve
F skoru kullanmiglardir. Farklt veri setleri {izerinde yaptiklar
degerlendirmeler sonucunda Onerdikleri yontem ile geleneksel
kiimeleme yontemlerinden daha iyi sonuglar elde etmislerdir (Ni
ve ark., 2011). Rangrej ve ark., Twitter’dan elde ettikleri kisa
metinler iizerinde farkli kiimeleme tekniklerini kullanarak
kiimeleme performanslarin1 test etmislerdir. K-means, Tekil
Deger Ayrisimi (Singular Value Decomposition - SVD) temelli,
yontem ve grafik tabanli (graph-based) yaklagimin arasinda en
az hata ile kiimeleme yapan yontemin grafik tabanli yaklasim
oldugu deneyler sonucu gozlemlenmistir (Rangrej, Kulkarni ve
Tendulkar, 2011). Shrestha ve ark. Calismalarinda farkli
uzunluktaki 4 farkli veri kiimesinden olusan kisa metinleri
kiimeleyerek bir performans degerlendirmesi yapmislardir.
Yaptiklar1 ¢alismada Hiyerarsik Kiimeleme ve Spektral
Kiimeleme yontemlerini kullanarak kisa metinleri kiimeleyerek
farkli  gruplara  aymwrmiglardir.  Kiimeleme  yontemlerini
degerlendirmek i¢in F o6lgiitii ve Rand indeksini kullanarak,
Spektral kiimeleme yonteminin Hiyerarsik yontemlere gore daha
iyi sonug¢ verdigini géstermislerdir (Shrestha, Jacquin ve Daille,
2012). Starczewski ve Krzyzak kiimeleme performansim
degerlendirmek igin kullanilan Silhouette indeksini Hiyerarsik
kiimeleme yontemleri olan Tam Baglanti ve Tek Baglanti
algoritmalar1  lizerinde deneyerek performans basarisini
dogrulamislardir (Starczewski ve Krzyzak, 2015). Erding ve
ark., 6grencilerin ddevlerini degerlendirmek i¢in web tabanli bir
o0dev degerlendirme sistemi gelistirmislerdir. Hiyerarsik
kiimeleme yontemlerinden Tek Baglanti, Ortalama Grup ve Tam
Baglanti yontemlerini kullanarak, &devlerin benzerlik oranim
Dice, Jaccard ve Cosine benzerlik odlgiitlerini kullanarak tespit
etmiglerdir. Calismanin sonucunda Hiyerarsik kiimeleme
yontemlerinde en iyi performansi Ortalama Grup algoritmasi ile
elde etmislerdir (Uzun, Erdogan ve Saygili, 2016). Geleneksel
metin kiimeleme yontemleri, benzer metinleri bir araya getirme
esasina dayanmaktadir. Biiyiik metinlerde geleneksel yontemler
bagarili olurken kisa metinlerde iki metin anlamsal olarak
birbirine benzemesine ragmen ortak kelime bulunmadig
durumlarda iyi bir sekilde kiimelenmemektedir. Abdalgader
calismasinda, esanlamli genigleme semantik vektdrlerin
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kavramina dayanan kisa metin kiimeleme i¢in standart k-Means
algoritmasinin yeni bir c¢esidini Onermektedir. Kullanilan
vektorler bir sozliik veritabanindan tiiretilmis bilgileri kullanarak
kelimenin dogru anlamini tanimlarlar. Yapilan deneyler, 6nerilen
yontemin iyi  performans  gosterdigini  ispatlamaktadir
(Abdalgader, 2017).

Selvi ve ark., kisa metinleri kiimelemek i¢in farkli kiime
sayilart kullanarak geleneksel yontemlerden olan K-Means,
Hiyerarsik, PAM, DIANA, AGNES ve CLARA kiimeleme
algoritmalarini ~ kullanmislardir. Olugturulan  kiimelerin
performans degerlendirmesini ise Connectivity, Dunn ve
Silhouette indeksleri ile Olcerek, calismalarinda kullandiklari
veri kiimesine gore K-Means ve Hiyerarsik kiimeleme yontemi
bazi kiime sayilarinda paralel sonug iirettigini, ancak Hiyerarsik
kiimeleme yonteminin bazi kiime sayilarinda daha basarili
oldugu sonucuna varmislardir (Selvi ve ark, 2018).
Tengilimoglu ve Oztiirk ¢alismalarinda Bakii otellerine ait 3.275
ingilizce yorumu booking.com sitesinden indirerek bir
kiimeleme c¢alismasi  yapmuslardir.  Yaptiklar1  ¢alismada
kiimeleme  yontemi  olarak  K-Means  algoritmasin
kullanmiglardir. Terim Frekansi-Ters Dokiiman Frekans: (TF-
IDF) yontemini kullanarak kelimelerin agirliklarini hesaplayip
olumlu ve olumsuz yorumlar1 farkl kiimelere gruplamislardir
(Tengilimoglu ve Oztiirk, 2019). Psalmerosi yiiksek lisans
calismasinda 6grencilerin agik uglu sinavlarim degerlendirmek
icin makine 6grenmesi yontemlerini kullanmistir. Calismanin bir
kismuint siniflandirma ile yaparken, diger bir kisminda duyarlilik
analizi degerlendirmesi icin kiimeleme yontemi kullanmistir.
Uygun kiime sayisimt  ve  kiimeleme  performansini
degerlendirmek igin Davies-Bouldin indeksi ve Silhouette
indeksini kullanmigtir (Psalmerosi, 2019).

Kiimeleme performansini 6lgmek igin kullanilan dahili
yontemlerde simif etiketine ihtiyag duyulmazken, harici
yontemlerde gergek simif etiketleri kullanilarak hesaplama
yapilir. SEE (Sum of Squarred Errors-Hatalarin Kareleri
Toplami) ve Silhouette indeksi dahili yontemlerde siklikla
kullanilirken, harici yontemlerde Saflik (Purity), Dogruluk
(Accuracy), Kesinlik (Precission), Duyarlhilik (Recall), Rand
Indeksi, Diizeltilmis Rand indeksi (Adjusted Rand Index),
Jaccard indeksi ve F skoru kullanilan ydntemlerdir (Senol ve
Karacan, 2018).

Makalenin igiinci boliimiinde kullanilan yontemlerden
bahsedilmis, dordiincii boliimde ise yapilan testlerin sonuglarina
yer verilmistir. Besinci ve son boliimde sonuglar yer almaktadir.

3. Yontemler

3.1. Kiimeleme Analizi

Kiimeleme analizi, bir veri kiimesindeki verileri belirli
yakinlik olgiitlerine gore farkli gruplara ayirma islemine denir.
Olusan her bir gruba ‘kiime’ denir. Bir baska deyisle kiimeleme,
benzer Ozelliklere sahip veri elemanlarmin kendi aralarinda
farkl1 gruplara ayrilmasidir.  Kiime igerisindeki elemanlar
birbirine benzerken kiimeler arasindaki benzerlik daha azdir
(Silahtaroglu, 2016).

Kiimeleme ya da kiimeleme analizi veri madenciligi
konusudur. Goriintii analizi, oriintii tanima, makine dgrenmesi,
veri sikistirma gibi birgok alanda kullanilmaktadir.

Gozetimli 6grenme yontemi olan smiflandirma isleminde
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veriler onceden siniflandirilmis Oriintiilerdir. Bu yaklagimda
temel amag, yeni gelecek ve henliz hangi sinifta oldugu
bilinmeyen verilerin var olan siniflardan en uygun olanma

yerlestirilmesidir. ~ Gozetimsiz ~ 6grenme  yontemi  olan
kiimelemede ise amag, baslangicta verilen ve heniiz
smiflandirilmamis  bir kiime veriyi anlamli alt kiimeler

olusturacak sekilde bir araya getirmektir. Kiimeleme iglemi
tamamen gelen verinin 6zelliklerine gore yapilir (Silahtaroglu,
2016).

Kiimeleme  yontemleri  dort bashkta toplanabilir:
Bolimlemeli Kiimeleme, Hiyerarsik Kiimeleme, Yogunluga
Dayali Kiimelememe ve Grid Temelli Kiimeleme (Silahtaroglu,
2016). Bu calismada, bdliimlemeli kiimeleme yontemleri olan k-
Means, k-Medoids (PAM) ve CLARANS algoritmalar1 ve en
uygun k kiime sayisini belirlemek igin Elbow ydntemi
kullanilmustir.

3.2. Veri On-isleme

Veri madenciligi yontemleri sadece sayisal veriler iizerinden
uygulanabilmektedir. Bu ¢aligmada metinler {izerinde islemler
yapildigindan, bazi 6n islem adimlarinin uygulanmasi
gerekmektedir. Bu anlamda metinlere oncelikle kiiciik-biiyiik
harf doniigiimii uygulanmstir. Daha sonra veriler 1-gram olarak
vektore doniistiiriiliip, Oznitelik ¢ikarma yontemlerinden olan
Terim Frekansi-Ters Dokiiman Frekansi (TF-IDF) yontemi
kullanilarak o6znitelikler g¢ikarilmistir. Diger on islem adimlari
olan etkisiz kelimelerin (stopwords) kaldirilmasi ve kelime
koklerinin kullanilmasi (stemming) islemleri, kiimelenen verinin
sikigsma performansi incelendiginden ve anlamsal olarak degil de
kelime  benzerliklerine  gére  bir  gruplama  islemi
amagclandigindan uygulanmamustr.

3.3. Secilen Boliimlemeli Kiimeleme Algoritmalari

K-Means: Siirekli olarak kiimelerin yinelendigi ve en uygun
¢Oziime ulagana kadar devam eden dongiisel bir algoritmadir.
Eldeki verileri k adet kiimede ve kiimelerin ortalamalarina
(merkezlerine) gore kiimelere ayirir. K kiime sayis1 kullanici
tarafindan verilir (Silahtaroglu, 2016).

K-Medoids: K adet kiimeyi bulmak i¢in se¢ilen temsilcilerin
etrafina ana kiimedeki tiim elemanlar1 toplar ve her defasinda bu
temsilcileri degistirerek kiimeleme islemini yapar. Temsilci
olarak sectigi noktaya Medoids denir, bu yiizden k-Medoids
algoritmast olarak da adlandirilir. Medoids se¢imi kiimenin
merkezine yakin mesafede bulunan noktanin belirlenmesidir. K
adet kiime icin k adet temsilci segildikten sonra, diger veriler
kendilerine en ¢ok benzeyen temsilcinin etrafinda toplanir.
Kiiglik veritabanlari i¢in uygundur (Silahtaroglu, 2016).

CLARANS: Clara algoritmasimnin bir tiirevidir. Clara
algoritmasinin ¢alisma prensibi, biitiin veri kiimesini almaktansa
kiiciik bir boliimiinii temsilei alarak PAM algoritmasim
uygulamaya dayanmaktadir. Buradaki temsilci sabittir. Clarans
algoritmasinda her defasinda farkli bir temsilci belirlenerek daha
iyi kiimeleme yapilmasi amaglanmistir (Dinger, 2006).

3.4. Kullamlan Uzaklik Olgiitii

Kiimelemedeki temel amag¢ verilerin birbirine olan
benzerligine gore gruplara ayrilmasidir. Bunu igin iki kiimenin
birbirine olan uzakligi-yakinligi hesaplanmalidir. Literatiirde
birgok uzaklik bulunsa da en yaygm olarak kullanilan Oklid
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uzakligidir.

N boyuta sahip olan Oklid uzayinda P=(pi,pz, ...,pn) Ve
Q=(q1, G2, ..., gn) noktalar arasindaki Oklid uzaklig;

d =X, — q))? 1)

formiilii ile hesaplanir (Kresse ve Danko, 2012).

3.5. Elbow (Dirsek) yontemi ile k Kiime Sayisinin
Belirlenmesi

K kiime sayisinin belirlenmesinde kullanilan bu yontem, her
bir noktanin olusan kiime merkezlerine olan uzakliginin
karelerinin toplami (WCSS: Within Clusters Sum of Square) ile
hesaplanmaktadir. Bu yonteme goére WCCS’deki degisim
miktarinin azaldigi nokta dirsek noktasidir ve bu dirsek noktasi
en iyi k kiime sayisini ifade eder (Ketchen ve Shook,1996).

3.6. Kiimeleme Performans Ol¢iimii

Yapilan bir kiimelemenin performansini  Slgmek igin
benzerlik indeksi adi verilen bazi Olgiitler gelistirilmistir
(Bolshakova ve Azuaje, 2003). Ancak gelistirilen yontemler veri
kiimesinin karmasik oldugu durumlarda uygun olmayan sonuglar
iretebilmektedir (Hacioglu, 2016). Thinsungnoena ve ark.
yaptiklar1 ¢aligmada farkli kiime sayilari i¢in Silhouette ve SEE
yontemlerini  kiimeleme performansini degerlendirmek igin
kullanmiglar, Silhouette yOnteminin bazi kiime sayilari igin
dogru sonuglar {irettigini bazi durumlar i¢in de ¢eliskili sonuglar
tirettigini gozlemlemislerdir (Thinsungnoena ve ark., 2015).

Kiimeleme performansini 6lgen yontemler dahili ve harici
yontemler olarak iki grupta incelenebilir (Senol ve Karacan,
2018

3.6.1. Dahili Yontemler

Kiimeleme performansini degerlendirirken gercek kiime ya

da smf etiketlerine gerek duyulmadan kullanilabilen
yontemlerdir.
Silhouette indeksi: Kiimelenen verilerin bulundugu

kiimedeki uygunlugunu bulmak igin gelistirilen Silhouette
indeksi asagidaki esitlik ile hesaplanir:
b-a)
- max(a,b)

)

a: bir 6rnek ile ayn1 kiimedeki diger tiim noktalar arasindaki ortalama
mesafe

b: bir 6rnek ile en yakin kiimedeki diger tiim noktalar arasindaki ortalama
mesafe

Elde edilen s degeri -1 ile 1 arasinda bir sayidir. 1’e yakin
degerler kiimelemenin iyi oldugunu ifade eder (Rousseeuw,
1987).

Calinski-Harabasz Indeksi: k adet kiimeye boliinmiis bir
verinin kiimeleme gecerliligini 6lgmek icin asagidaki esitlik
kullanilir:

_ tr(Bg)x(ng—k)
T Wi (k-1) @)

tr(Bx): kiimeler i¢i kareler toplami

tr(Wk): kiimeler arasi kareler toplami

En yiiksek ch degeri en iyi kiimeyi ifade eder (Calinski ve
Harabasz, 1974).
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Davies-Bouldin indeksi: Kiime icerisinde bulunan verilerin
merkeze olan uzakligmi minimum, kiimeler arasi uzakligi ise
maksimum yapmayt hedefleyen bu yontem ile kiimeleme
gecerliligini 6lgmek icin asagidaki esitlik kullanilir:

db =T R; @)

i=1,2,...,kvej=1,2, ..., k olmak iizere i. ve diger kiimeler
arasindaki maksimum Karsilastirma orani her bir kiime igin Ry ile
gosterilen kiime indeksi agagidaki esitlik ile hesaplanir:

_ Si+5j

R = a0 (%)

dj : kiimelerde bulunan merkezler arasindaki mesafe

Si & S
ortalama mesafe

kiime gozlemlerinin bulundugu kiimenin merkezlerine olan

Kiigiik db degerleri iyi kiimelemeyi ifade eder (Davies ve
Bouldin, 1979).

3.6.2. Harici Yontemler

Kiimeleme performansini degerlendirirken gercek kiime ya
da smif etiketlerinin bilindigi durumlarda kullanilabilen
yontemlerdir.

Homojenlik, Tamlik ve V-Indeksi: Orneklerin gercek sinif
atamalar1 g6z Oniine alindiginda, kosullu entropi analizi
kullanilarak bazi sezgisel olgiitler tamimlanabilir. Rosenberg ve
Hirschberg herhangi bir kiime atamasi igin asagidaki istenen iki
hedefi tanimlamaktadir (Rosenberg ve Hirschberg, 2007).

Homojenlik: Her kiime yalnizca tek bir sinifin iyelerini
igerir.

Tamik: Belirli bir simifin tiim iiyeleri ayn1 kiimeye atanir.

V-Indeksi: Tamlik ve homojenlik degerlerinin harmonik
ortalamasi ile hesaplanir.

Diizeltilmis Rand indeksi: ARl (Adjusted Rand Index)
olarak bilinen bu yontem, iki kiimenin benzerligini hesaplamak
icin siklikla kullanilan yo6ntemlerden biridir (Santos ve
Embrechts, 2009). Rand indeksi bir kiimedeki verinin degerini
hesaplarken o veriyi ayn1 kiimede olan diger verilerle ikili olarak
karsilagtirir (Rand, 1971). Rand indeksin gelismis bir versiyonu
olan ARI, kiime sayisinin arttig1 durumlarda Rand indeksinin de
artmast problemini gidermek icin gelistirilmistir. 0 ve 1
arsindaki iiretilen degerlerden 1’e yakin degerler iyi kiimelemeyi
ifade eder (Hubert ve Arabie, 1985). Ger¢ek smiflar C,
Kiimeleme sonucu olusan siniflar K ise Rand Index:

a+b

RI = Cznijrnekler (6)

a: C ve K’da ayn1 kiimede bulunan 6rnek sayist

b: C’de ve K’da farkli kiimede bulunan 6rnek sayist

E[RI], beklenen RI 6rnek sayist ise,

RI- E[RI]

ARl = ————
Max(RI)—E[RI]

)

Jaccard Skoru: Jaccard indeksi veya Jaccard benzerlik
katsayis1 olarak da bilinen Jaccard skoru, kesisme boyutunun iki
etiket kiimesinin Dbirlesiminin boyutuna bdliinmesi olarak
tanimlanir (Jaccard, 1901).

Dogruluk, Kesinlik, Duyarlihk ve F1 Skoru: Ozellikle
dokiiman smiflandirmada kullanilan bu degerler kiimeleme
performans degerlendirmesinde de sik¢a kullanilmaktadir. Su 4
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temel deger iizerinden hesaplanirlar: Dogru Pozitif (DP), Dogru
Negatif (DY), Yanlis Pozitif (YP) ve Yanlis Negatif (YN).

Dogruluk: Dogru olarak tahmin edilenlerin toplam veri
kiimesine boliinmesi ile hesaplanir:

DP+DN
DP+DN+YP+YN

(8)

Kesinlik: Dogru Pozitif olarak tahmin edilenlerin toplam
pozitiflere orani ile hesaplanir:

dogruluk =

DpP
DP+YP

kesinlik =

©9)

Duyarhihik: Dogru Pozitif olarak tahmin edilenlerin Dogru
Pozitif ile Yanlis Negatif toplamina béliinmesi ile hesaplanir:

DpP
DP+YN

F1 Skoru: Duyarlilik ve Kesinlik degerlerinin harmonik
ortalamasidir:

duyarlilik = (10)

DuyarlilikxKesinlik

F1Skoru = 2 (11)

Duyarlilik+Kesinlik

3.6.3. Onerilen Yontem: Stkistirma Orani Indeksi (SOI)

Birbirine benzer yapilardan olusan verilerin iyi sikistig
bilindiginden, bir dosya igerisinde  bulunan  veriler
benzerliklerine gore farkli gruplara ayrildiginda daha iyi sikisma
orani elde edilebilecektir. Verileri benzerliklerine gére gruplama
islemi bir kiimeleme problemidir. Bu anlamda iyi kiimeleme
sonucu ile iyl sikistrma oram1  elde  edilebilecegi
ongoriilmektedir. Bu varsayimdan yola ¢ikarak, kiimeleme
performansi1  dlgmek icin Sikistirma Orani Indeksi adim
verdigimiz yeni bir yontem Onerilmisti. Bu yontem simif
etiketlerine ihtiyag duymadigi icin dahili bir yontem olsa da
etiketlerin bilindigi durumlar i¢in kullamilabilecek harici bir
Olciit de 6nerilmistir.

SOl yonteminin hesabinda kullamilan kiimelenmemis,
kiimelenmis ve etiketlerine gore ayrilmis verilerdeki dagilim,
testlerde kullandigimiz 6 farkl dilde yazilmig Wikipedia 6zetleri
konu edilerek Sekil 1’de temsil edilmistir.

o

H -

Y z

Sekil 1. X: 6 dildeki ézetlerin tek dosyada karisik halde olmast,
Y: Ozetlerin kiimelenmesi ve her kiimenin farkl dosyada olmast
ve Z: Ozetlerin etiketlerine (dillerine) gére farkh dosyalarda
olmast

Sekildeki her renk farkli bir dili temsil etmektedir. X
durumunda tek dosyada karisik olarak yer alan Ozetlerin
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kiimelenmesi sonucunda Y durumundaki gibi aymi kiimede
(dosyada) cogunlukla ayni dile ait dzetler bulunacaktir. Ayni
dildeki metinlerde benzerlik daha fazla olacag i¢in de Y’deki 6
farkli dosyanin sikigtirilmast sonucunda elde edilecek toplam
boyutun, X’teki tek dosyanin sikistirilmasina gore daha kiiciik
olmast beklenebilir. Ozetlerin etiketlerine (dillerine) gore fakli
dosyalara ayrildigi Z durumunun ise en iyi sikisma oranina sahip
olacag soylenebilir.

Dahili yontem olarak kullamldiginda SOI formiilii asagidaki
gibidir:
Sby

sby

shy: kiimeleme yapilmadan 6nceki sikisma boyutu (tek dosya)
shy: kiimeleme yapildiktan sonra olugan dosyalarin sikigma boyutu

Kiimeleme yontemi ne kadar basarili ise SOIly artacaktir.
Sonug genellikle 1’den biiyiik ¢ikar, 1’den kiigiik olmas1 kotii
kiimeleme yapildigini gosterir.

Harici yontemlerde simf etiketleri bilindiginden SOI
hesaplamasinda da smiflandirmada kullanilan performans
Olgiitleri gibi 0-1 araliginda degerler iretilebilir. Bu dogrultuda
harici yontemlerde kullanilabilecek formiil asagidaki gibi ifade
edilebilir:

soi, = % (13)

Sh;,: etiketlerine gére ayrilmis dosyalarin sikisma boyutu
Sby: kiimeleme yapildiktan sonra olusan dosyalarin sikisma boyutu

sb, ulagilabilecek en diisiik boyut olarak kabul edilebilir.
Kiimeleme yontemi ne kadar basarili ise sby degeri sb;’ye o
kadar yaklasir (SOIh 1'e yaklasir). Tam etiketlere denk
kiimeleme yapilirsa iki deger esit olur (SOIy = 1). Bu durum
Accuracy ile benzerdir.

3.7. SOI i¢in Secilen Veri Sikistirma Yéntemleri

BZip2: Burrows-Wheeler sikistirma algoritmasi (BWCA)
ile sikistirma yapan agik kaynak kodlu bir veri sikigtirma
programidir. BWCA’nin temelinde blok-siralama sikigtirmasi
olarak da bilinen Burrows—Wheeler doniisiimii (BWT) vardir
(Burrows ve Wheeler, 1994). LZMA’ya gore sikistirma orani
biraz daha diisiik, ama sikistirma hizi1 daha yiiksektir. A¢gma
hizinda ise LZMA daha iyidir.

Gzip: Alt yapisinda Deflate algoritmasi kullanan sikigtirma
programudir. Deflate, LZ77 algoritmasinin bir tiirevi olan LZSS
ile birlikte Huffman Kodlamasini kullanir (Deutsch, 1996). 90’11
yillarin baginda Phil Katz tarafindan gelistirilmis ve donemin
popiiler sikistirma/arsivleme yazilimi PKZip’in 2.04 siiriimiinde
kullanilmaya baslanmistir. PKZip 2.50 ile birlikte sikigtirma
oraninin daha fazla olmasi igin 32 KB yerine 64 KB sozlik
boyutu kullanan Deflate64 versiyonu da kullanilmaya
baslanmuigtir.

LZMA: Lempel-Ziv-Markov zincir algoritmasi (LZMA)
sozliik tabanli sikistirma yontemlerinin en eskilerinden biri olan
LZ77 algoritmasinin bir versiyonudur (Leavline ve Singh, 2013).
LZ77 ¢iktisi, aralik kodlayici (range encoder) ile kodlanir. 7-Zip
arsivleme yaziliminin temel algoritmasidir. LZMA?2 ise, dosyay1
bagimsiz olarak sikistirilabilen veya agilabilen parcalara bolerek
paralel sikistirma ve agmaya olanak taniyan fakli bir bigimidir.
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PPMd: 1984 yilinda yayinlanan PPM (Prediction by Partial
Matching: Kismi esleme yoluyla, Ongérii) yontemi ile veri
sikistirmada o yillar i¢in en yiiksek sikistirma oranlarina ulasan
bir yaklagim ortaya atilmistir (Cleary ve Witten, 1984). Bu
yaklasimda, kodlanacak karakterin ne olabilecegi o karakterden
onceki birka¢ karakter (kontekst) kullanilarak tahmin edilir.
Tahmin yapilirken, metnin o ana kadar sikistirilmig olan
kismindan elde edilen karakterlerin birbirlerini takip etme
olasiliklarinin saklandig1 bir ¢izelge kullanilir. Bu ¢izelgedeki
olasilik dagilimlari1 Huffman veya aritmetik kodlayict ile
sikigtirilir (Mesut, 2006). PPM’in giiniimiizde en ¢ok kullanilan
tirevi Dmitry Shkarin tarafindan gelistirilmis olan ve daha ¢ok
PPMd olarak bilinen PPMII’ dir (Shkarin, 2002).

3.8. Test Yontemi

Testlerde kullanilan kiimeleme algoritmalar igin, Python —
pyclustering paketindeki ilgili metotlar asagida verilen
parametreler ile kullanilmustir:

e Kmeans (data, initial_centers, tolerance
0.001, ccore = True)

e kmedoids (data, initial_index_medoids,
tolerance = 0.001, ccore = True)

e clarans (data, number_clusters, numlocal
maxneighbor = 2)

6,

initial_centers: Olusturulacak kiime sayisi kadar kiime
icerisinden merkez belirlenmigtir.

initial_index_medoids: Olusturulacak kiime sayisi kadar
kiime icerisinden medoids belirlenmistir.

Testlerde kullanilan kiimeleme performans olgiimleri igin,
Python — sklearn paketindeki ilgili metotlar asagida verilen
parametreler ile kullanilmustir:

e metrics.Silhouette_score (X, labels,
metric="'euclidean')

e metrics.Calinski_harabasz_score (X, labels)
e Davies_Bouldin_score (X, labels)

e homogeneity_score(labels_true, labels_pred)
e completeness_score(labels_true,labels_pred

e v_measure_score(labels_true, labels_pred)

e adjusted_rand_score(labels_true,labels_pred)
e metrics.jaccard_score(y_true, y_pred)

e accuracy_score(y_true, y_pred, average=None)
e recall _score(y_true, y_pred, average=None)

e precision_score(y_true, y_pred, average=None)
e f1 score(y_true, y_pred, average=None)

SOI degerlerinin hesaplanmasi igin kullanilan sikistirma
algoritmalar1 Python dilindeki ilgili yontemler ile ve varsayilan
sikigtirma segenekleri ile ¢aligtirilmistir:

e gzip.compress(Data)
e bz2.compress(Data)

e 1zma.compress(Data)
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e pyppmd.compress(Data)

Testlerde iki farkli veri kiimesi kullanilmigtir. Toplam
boyutu 5861 KB olan ilk veri kiimesinde (“Ingilizce”) Ingilizce
diline ait 6000 Wikipedia makale 6zeti vardir. Bu metinlerin
ortalama boyutu 1000 bayt, en kii¢iilk metin 21 bayt en biiyiik
metin ise 10745 bayttan olugsmaktadir. Toplam boyutu 4165 KB
olan ikinci veri kiimesinde (“6 dil”) ise her birinde 1000 adet
Wikipedia makale O6zeti olan alti farkli dildeki (Almanca,
Ingilizce, Italyanca, Fransizca, Ispanyolca ve Felemenkge)
toplam 6000 kisa metin bulunmaktadir. Bu metinlerin en kiigigii
33 bayt, en biiyligi 5612 bayt ve ortalama 710 bayttan
olugsmaktadir. Makale 6zetleri dbpedia sitesinden elde edilmistir
(Dbpedia, 2020).

“Ingilizce” ve “6 dil” veri kiimesi i¢in k-Means, k-Medoids,
CLARANS  kiimeleme  algoritmalart  kisa  metinler
benzerliklerine gore bir araya getirilmistir. Herhangi bir siif
etiketinin olmadig1 “Ingilizce” veri kiimesinde, olusan kiimelerin
performansi 3.6.1 boliimiinde belirtilen dahili yontemler ile ve
Onerdigimiz sikigtirma oranmi indeksi ile 6l¢iilmistiir. Bununla
birlikte hangi dilde olduklar1 (siniflari) belli olan “6 dil” veri
kiimesi icin her yontem ile 6 kiime (dil sayist kadar) olusturulup
3.6 boliimiinde deginilen tim Olgiitler icin 3.8 bolimiinde
verilen Python fonksiyonlari ile test edilmistir.

Testler Intel Core i7 9750H 2.60 GHz islemci, 16 GB RAM
ve Windows 10 Pro 64-bit isletim sistemi kullanan bir bilgisayar
ile yapilmigtir.

4., Test Sonuglari ve Degerlendirme

Veri sikistirma yontemlerinin sikistirma orant agisindan
basarisi, sikistirdiklart veride birbirini tekrar eden yapilarin ¢ok
olmasina baghdir. Eger sikistirilacak olan bir metin dosyasi ise,
bu dosya i¢inde ayni1 dilde ve hatta ayn1 konu hakkinda yazilmis
climlelerin / paragraflarin ¢ok olmasi, benzer kelimelerin daha
¢ok olmasini saglayacagi i¢in sikistirma oranina olumlu katki
yapacaktir. Metnin biiyiik boyutlu olmasi da benzer sekilde
tekrar eden kelimelerin veya kelime gruplarinin daha fazla
olmasim1 saglayacagi i¢in sikistirma oranina olumlu katki
yapacaktir. Sonraki boliimde boyut ve benzerligin sikisma orani
iizerindeki etkisini gosteren testler yer almaktadir.

4.1. Sikistirilan Metnin Boyutunun ve Benzer
Yapilar Icermesinin Sikisma Oranina Etkisi

Verinin boyutu kiigiildiik¢e sikigtirma oraninin ne 6lgiide
azaldigim gostermek igin; 6000 Ingilizce makale dzeti igeren
“Ingilizce” veri kiimesi, hem tek parca (dosya) olarak, hem de
herhangi bir kiimeleme yontemi kullanilmadan dosyadaki sira ile
esit sayida Ozet igeren parcalara ayrilarak olusan tiim dosyalar
ilgili yontemler ile sikistirilmigtir. Olusan 5, 10, 25, 50 ve 100
parganin her birinde sirasiyla 1200, 600, 240, 120 ve 60 6zet
vardir. Ayrica “Ingilizce” veri kiimesi iizerinde k-Means, k-
Medoids ve CLARANS yontemleri ile 5, 10, 25, 50 ve 100
kiime olusturulmustur. Olusturulan bu kiimeler sikistirilarak,
kiimeleme yapilmadan olusturulan pargalarin sikistirma oranlari
ile kargilagtinlmistir. Sekil 2 BZip2, Sekil 3 Gzip, Sekil 4
LZMA ve Sekil 5 PPMd ile sikigtirilan farkli sayilarda
kiimelerin ve kiimeleme yapilmadan parcalara ayrilarak olusan
dosyalarmn (‘Kiimeleme Yok’) boyutunu gostermektedir.

Sekillerden goriildiigl gibi en iyi sikistirma oran1 PPMd ile,
en kotli oran ise Gzip ile elde edilmistir. ‘Kiimeleme Yok’
durumunda parga sayisi arttikca her bir parcanin ayr1 bir dosya

58



European Journal of Science and Technology

gibi sikistirllmasindan dolay1 toplam boyutun arttigi, ancak
kiimeleme yapildiktan sonra her kosulda dosyalarin normal
parcalama yapmaya gore daha iyi sikistigr goriilmektedir. Bu
durum pargalarin benzer Ozetleri icermesinin sikigma oranini
arttirdigin1  géstermektedir. Kiime sayisi arttikca her kiimenin
ayrt dosya olarak sikistirilmasindan dolay:r toplam boyutta
genellikle yine artis olmakta, fakat bu artis normal parcalama
durumundaki artiga gére daha az olmaktadir.

H5 W10 m25 m50 m100

S
RN
LR pmabs | 28838 | 232N
o ) n © X o D
:2“‘ ggg:l ZEREE  EER4E
KUMELEME K-MEANS K-MEDOIDS CLARANS
YOK

Sekil 2. BZip2 ile stkistirma sonucu dosya boyutlarindaki
H5 m10 m25 m50 m100
&

degisim (KB)
SeR3S
NN [
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Sekil 3. Gzip ile sikigtirma sonucu dosya boyutlarindaki degisim
(KB)

K-MEDOIDS
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Sekil 2°de k-Means 10, diger iki yontem 5 kiime sayisinda
en iyi sikistirma oranmi saglamistir. Degerlerin birbirine ¢ok
yakin oldugu Sekil 3’te ise CLARANS 10, diger iki yontem 25
kiime sayisinda en diisiik dosya boyutuna ulagmigtir. Sekil 3’ten
goriilecegi gibi, veri boyutunun biiylik veya kiiciik olmasi,
veride benzer yapilarin ¢ok veya az olmast Gzip’in sikigtirma
oraninda biiyiik bir etki yapmamaktadir. Sekil 4 ve Sekil 5°de
tiim kiimeleme algoritmalar1 5 kiime sayisinda en iyi sikistirma
oranini vermistir.

Farkli kiime sayilar1 ve farkli sikistirma algoritmalar ile en
iyi sonuglar1 veren kiimeleme algoritmalar1 Tablo 1’de, en koti
sonuglart verenler ise Tablo 2’de verilmistir. Tablo 1’e gore
BZip2 ile yapilan testlerde en iyi sikistirma oranlarini veren
yontem 5, 10, 25 ve 50 kiime sayisinda k-Means olurken 100
kiime sayisinda k-Medoids olmustur. Gzip ile tiim kiime
sayilarinda en iyi yontem k-Means olurken, LZMA ile tiim kiime
sayilarinda en iyi sonuglar1 k-Medoids vermistir. PPMd ile 5
kiime sayisinda en iyi yontem k-Means iken, diger kiime
sayilarinda k-Medodis en iyi sonuglart vermistir. Hem k-Means
hem de k-Medoids 10 defa en iyi sonuglar1 verirken, CLARANS
ise hi¢bir yontemde en iyi olamamustir.

59



Avrupa Bilim ve Teknoloji Dergisi

Tablo 2’ye bakildiginda BZip?2 ile sikigtirma sonucu en kotii
olan yontemler, 5 ve 10 kiime sayisinda k-Medoids, 25 ve 50°de
CLARANS ve 100’de k-Means olmustur. Gzip ile en koti
sonuglar1 veren yontem 50 kiime sayisinda CLARANS,
digerlerinde k-Medoids olmugtur. LZMA ile en kotii sonuglart
veren yontemler 5 ve 10 kiime sayilarinda CLARANS olurken,

digerlerinde k-Means olmugtur. Son olarak PPMd ile en kotii
sonuglart veren yontemler 5, 10 ve 25 kiime sayilarinda
CLARANS, digerlerinde k-Means olmustur. CLARANS 4 defa
en kot sonuglar1 verirken, k-Means ve k-Medoids 6’sar defa en
kotii olmuglardir.

Tablo 1. Kiime sayisi & sitkistirma algoritmasi ile en iyi sikistirma oranlarini veren kiimeleme algoritmalart

BZip2 Gzip LZMA PPMd
k=5 k-Means k-Means k-Medoids k-Means
k=10 k-Means k-Means k-Medoids k-Medoids
k=25 k-Means k-Means k-Medoids k-Medoids
k=50 k-Means k-Means k-Medoids k-Medoids
k=100 k-Medoids k-Means k-Medoids k-Medoids
Tablo 2. Kiime sayis1 & stkistirma algoritmasi ile en kotii sikistirma oranlarini veren kiimeleme algoritmalar
BZip2 Gzip LZMA PPMd
k=5 k-Medoids k-Medoids CLARANS CLARANS
k=10 k-Medoids k-Medoids CLARANS CLARANS
k=25 CLARANS k-Medoids k-Means CLARANS
k=50 CLARANS CLARANS k-Means k-Means
k=100 k-Means k-Medoids k-Means k-Means

4.2. “Ingilizce” Veri Kiimesinde Kiimeleme
Performanslar

“1ngilizce” veri kiimesi tizerinde k-Means, CLARANS ve k-
Medoids yontemlerinin olusturdugu kiimelerin 3.6.1 boliimiinde
verilen ii¢ farkli benzerlik indeksi Ol¢iimiinden elde edilen
grafikler Sekil 6, Sekil 7 ve Sekil 8’de verilmistir.

0,04
0'02 N
0
5 10 25 50 100
-0,02
-0,04
-0,06
=@=|-Means ==@=CLARANS k-Medoids

Sekil 6. Kiimeleme yontemlerinin farkl kiime sayisinda
Silhouette indeksi ile performans degerlendirmesi

Sekil 6’ya gore 5, 10, 50 ve 100 kiimede en iyi performansi
k-Means gosterirken 25 kiime sayisinda CLARANS daha
basarilidir. Tiim kiime sayilarinda k-Medoids en kotii sonuglari
vermistir. Kiimeleme algoritmalar1 kendi iclerinde
degerlendirildiginde en iyi kiime sayis1 k-Means ve CLARANS
icin 10, k-Medoids i¢in ise 5 kiime oldugu goriilmektedir. Sekil
7’ye gore 5, 10, 25 ve 50 kiime sayisinda en iyi kiimeler k-
Means ile 100 kiime sayisinda ise CLARANS ile olusmaktadir.
En kotii kiimeleme performansi, kiime sayist 5 iken CLARANS,
diger durumlarda k-Medoids ile olugsmaktadir. Her ii¢ yontem de
en iyi performanst kiime sayisinin 5 oldugu durumda
gostermistir. Sekil 8’e gore en iyi kiimeler her kiime sayisi igin
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k-Medoids ile olusurken, en kotii kiimeler k-Means tarafindan
olugsmaktadir. k-Means ve CLARANS en iyi performansi 100
kiime sayisinda, k-Medoids ise 50 kiime sayisinda
gostermektedir. Sonuglardan goriilebilecegi gibi bu ii¢ indeks
birbirleri ile tutarli sonuglar vermemektedir. Silhouette ve
Calisnki-Harabasz indekslerinde k-Means en iyi k-Medoids en
kot iken, diisiik olan degerin daha iyi kiimeleme anlamina
geldigi Davies-Bouldin indeksinde durum tam tersi olmustur.

80
60
40
0
5 10 25 50 100
=@=|-Means ==@=CLARANS k-Medoids

Sekil 7. Kiimeleme yontemlerinin farkl kiime sayisinda Calisnki
Harabasz indeksi ile performans degerlendirmesi
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Sekil 8. Kiimeleme yontemlerinin farkh kiime sayisinda Davies-
Bouldin indeksi ile performans degerlendirmesi

Sekil 9, Sekil 10, Sekil 11 ve Sekil 12°de 6nerilen SOI
Olciitiiniin BZip2, Gzip, LZMA ve PPMd sikigtirma yontemleri
ile hesaplanmast sonucu elde edilen grafikler verilmistir. Bu
sekillere gore 5 kiime sayisinda tiim degerler Silhouette indeksi
ile uyumlu iken, 10 kiime sayisinda BZip2 ve Gzip, Silhouette
ve Calisnki-Harabasz indeksleri ile uyumludur. 25 kiime
sayisinda Gzip Calisnki-Harabasz indeksi ile, LZMA ve PPMd
ise Davies-Bouldin indeksi ile uyumludur. 50 kiime sayisinda
Gzip Silhouette ve Calisnki-Harabasz indeksi ile, LZMA ve
PPMd ise Davies-Bouldin indeksi ile uyumludur. Son olarak 100
kiime sayisinda BZip2, LZMA ve PPMd Davies-Bouldin indeksi
ile Gzip ise Silhouette indeksi ile uyumludur. Tiim sonuglara
gore genel bir degerlendirme yapildiginda, Bzip2 ve Gzip
yontemleri ile hesaplanan SOI degerlerinin k-Means’i daha
basarili bularak Silhouette ve Calisnki-Harabasz indeksleri ile
ayn1 goriiste oldugu, LZMA ve PPMd yontemleri ile hesaplanan
SOI degerlerinin k-Medoids’i daha basarili bularak Davies-
Bouldin indeksi ile ayni goriiste oldugu sylenebilir.
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Sekil 9. Kiimeleme yéntemlerinin farkli kiime sayisinda SOIq
Bzip2 indeksi ile performans degerlendirmesi
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Sekil 10. Kiimeleme yontemlerinin farkl kiime sayisinda SOlq
Gzip indeksi ile performans degerlendirmesi
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Sekil 11. Kiimeleme yontemlerinin farkly kiime sayisinda SOIq
LZMA indeksi ile performans degerlendirmesi
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Sekil 12. Kiimeleme yontemlerinin farkl kiime sayisinda SOl
PPM(d indeksi ile performans degerlendirmesi

Tablo 3’te k-Means, CLARANS ve k-Medoids igin
kiimeleme siireleri, olusan kiimelerin ii¢ benzerlik indeksi ile
dlgiim siireleri ve dort sikistirma ydntemi ile hesaplanan SOI
stireleri saniye cinsinden gosterilmektedir. Tabloda goriildiigi
gibi k-Means diger iki yonteme gore ¢ok daha hizli kiimeleme
yapmakta ve kiime sayist artttkga bu yontemler kadar
yavaslamamaktadir. Benzerlik indeksleri arasinda 6l¢iimi en
yavas yapan Silhouette, en hizli yapan Davies-Bouldin
yontemidir. Kiime sayisi ve kiimeleme yonteminin, kiimeleme
performansim1  dlgme siiresini  Onemli Olciide etkilemedigi
goriilmiistiir. SOI hesab1 yapan sikistirma ydntemlerinin dahili
yontemlere gore hizli oldugu goriilmektedir. Dort  farkl
sikistirma yontemi i¢in kullanilan Python fonksiyonlar1 Bélim
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3.8’de belirtildigi gibi sikistirma seviyesi igin bir deger  daha hizli (ama daha disik oranda) sikistirma yaptig
verilmeden varsayilan degerler ile kullanilmistir. Aralarinda en  goriilmiistiir. Farkli sikistirma  seviyelerini kullanmak SOI
yavas olan LZMA i¢in sikistirma seviyesini belirleyen “preset”  oranlarini dnemli dl¢iide degistirmedigi icin sadece varsayilan
parametresi, varsayilan deger olan 6 yerine 3 verildiginde iki kat ~ degerler ile 6l¢timler yapilmustir.

Tablo 3. “Ingilizce” veri kiimesinin kiimeleme ve performans 6l¢iimii siireleri (sn)

] KUME | KUMELEME PERFORMANS (")L.CUM SfJRE.LERi . '
YONTEM SAYISI| SURELERi | Silhoustte Calinski Davies SOI4 SOIy SOy SOIq
Harabasz | Bouldin Bzip2 Gzip LZMA PPMd

5 119,31 13,33 6,22 3,69 0,64 0,67 3,31 0,86

10 114,49 12,90 6,37 3,57 0,66 0,70 2,89 0,77

k-Means 25 126,46 11,77 5,68 3,55 0,64 0,66 2,64 0,78
50 142,30 10,90 5,43 3,51 0,67 0,61 2,62 0,81

100 158,47 12,08 5,83 3,78 0,69 0,55 2,67 0,89

5 1057,30 13,26 6,01 3,59 0,70 0,62 3,22 0,81

10 2839,43 10,24 6,26 3,72 0,64 0,69 3,88 0,77

k-Medoids 25 4418,50 10,14 5,83 3,49 0,67 0,69 3,27 0,81
50 6125,49 10,10 6,90 3,49 0,67 0,66 3,25 0,81

100 7187,69 10,55 6,74 3,50 0,62 0,61 3,02 0,83

5 832,50 10,12 5,22 3,14 0,64 0,69 3,2 0,81

10 1823,64 12,27 6,87 3,93 0,64 0,69 2,92 0,78

CLARANS 25 2557,08 11,02 6,22 3,13 0,68 0,61 2,92 0,78
50 4528,28 10,11 6,32 3,13 0,69 0,66 3,12 0,72

100 8988,27 12,45 6,78 4,01 0,72 0,66 3,08 0,83

4.3. “6 dil” Veri Kiimesinde Kiimeleme . )
W BZip2 W Gzip LZMA = PPMd

Performanslar:

Sekil 13’te “6 dil” veri kiimesine ait farkli dillerdeki 6zet
makalelerin kiimeleme olmadan ve kiimeleme yapilarak 2
sikigtirilmast sonucu olusan dosya boyutlart gosterilmektedir. 6 - 2 g 2
farkli dile ait makale 6zetleri bulundugundan k kiime sayist 6 o ~ - % 6
olarak belirlenmigtir. Bdylece Ozetlerin  dillerine  gore N N R 2 . % o - 2 A
smiflandirilmast  beklenmektedir.  Varsayimin  dogrulugunu - - “ - e - 3
kontrol etmek i¢in k kiime sayis1 belirlemede kullanilan diresek - -
yontemi ile de test edilmistir. Dirsek yontemi ile en uygun k
sayist 6 olarak belirlenmis ve buna ait grafik Sekil 14’te
verilmistir.

KUMELEME K-MEANS K-MEDOIDS CLARANS
YOK

Sekil 13. 6 kiimeye ayrilan “6 dil” veri kiimesinin sikistirma
yontemleri ile sikistirilmis boyutlar: (KB)
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Distortion Score Elbow for KMeans Clustering
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Sekil 14. Elbow yontemi ile k kiime sayisinin belirlenmesi —
Distortion

Sekil 13’teki ‘Kiimeleme Yok’ sonuglart 6000 6zetin dillere
gore karisik sirada yer aldigi tek parga dosyanin sikigtirma
oranidir. “6 dil” veri kiimesinde farkli dilde metinler bulundugu
icin kiimeleme yapmanin sikisma oranlarina daha fazla katki
yaptigt acgik bir sekilde goriilmektedir. 6 kiime i¢in en iyi sikisma
oranlar1 sirast ile k-Means, k-Medoids, CLARANS ile yapilan
kiimelemelerin sonucunda olugmaktadir.

Sekil 13’teki tiim sonuglar goz oniine alindiginda en kiigiik
dosya boyutuna 1135 KB ile PPMd yontemi k-Means iizerinde
ulasilirken, 4165 KB olan veri kiimesi boyutu %27,25’ine kadar
sikistirmay1r bagarmistir. 1284 KB olan ‘Kiimeleme Yok’
boyutuna gore ise %3,57 daha iyi sikigmustir. ‘Kiimeleme Yok’
durumuna gore sikistirma oranini en fazla arttiran ise yine ‘k-
Means iizerinde 1964 KB boyutu 1278 KB’ye indirip %16,47

oraninda sikistirma karimi arttiran BZip2 olmustur. ‘Kiimeleme
Yok’ durumuna gore sikistirma oranlarini en az arttiran ise
LZMA olmustur. Elde ettigi en iyi sonug yine ‘k-Means iizerinde
olmus, 1412 KB’yi 1357 KB’ye indirerek %]1,32 oraninda
stkistirma  kari elde edebilmistir. Veri boyutu kiiciildiikge
sikistirma oraninin azaldigini gostermistik. ‘Kiimeleme Yok’ tek
dosya, kiimelenen sonuglar ise 6 farkli dosya olarak
sikistirilmalarina ragmen, tiim ydntemler ile sikistirma orani
acisindan kar elde edilebilmistir. Her iki veri kiimesi sonuglari
incelendiginde, tek bir dilde yazilmig metinler yerine farkl diller
iceren metinleri kiimeleyerek dillere gore siniflandirmis
olmanin, sikistrma oranina daha fazla katki yaptig
goriilmektedir.

Daha 6nce degindigimiz gibi “6 dil” veri kiimesinde 6 farkl
dilde ozetler oldugu i¢in 6 kiimeye boliindigli durumun dillere
gore siniflandirma benzeri bir iglev gorecegi ongoriilebilir.

6 farkli dilde 1000’er adet Ozeti karisik bir siralama ile
ekleyerek olusturdugumuz ‘Kiimeleme Yok’ dosyasi haricinde
her dile ait 1000 6zet farkli dosyalar olarak da saklanmis, bu
sayede olusturulan 6 kiimenin dosyalar1 ile karsilastirilip Dogru
Pozitif (DP), Dogru Negatif (DN), Yanlis Pozitif (YP) ve Yanlis
Negatif (YN) degerleri bulunmustur. Bulunan bu degerlerle
smiflandirma bagarisini 6lgmede de ve kiimeleme performansini
Olcen harici yoOntemlerde kullanilan dogruluk, kesinlik,
duyarlilik, F1 skoru ve Jaccard Skoru 6dlgiitlerinin hesaplamalari
ve kiimeleme benzerligi hesaplamasinda sik¢a kullanilan ve
harici yontemler olan Diizeltilmis Rand Indeksi, Homojenlik,
Tamlik ve V-indeksi hesaplamalar1 yapilmistir. Tablo 4’te “6 dil”
veri kiimesi {izerinde farkli kiimeleme algoritmalar1 ile
olusturulan 6 kiimeye ait kiimeleme performans degerleri, dahili
yontemler, harici yontemler ve onerilen yontemler ile verilmistir.
Onerilen SOI yénteminin (harici ve dahili) 4 farkli sikistirma
yontemi ile hesaplanmasi sonucu elde edilen degerlerin, kiime
performansint 6lgen 12 yontemden 10’u ile birebir, 2’si ile
kismen uyumlu oldugu Tablo 4’ten anlagilmaktadir.

Tablo 4. “6 dil” veri kiimesinin kiimeleme benzerlik indeksi degerleri

k-Means k-Medoids CLARANS

. Silhouette 0,0402 0,0401 0,0381

Ya?j::::er Calinski-Harabasz 102,0105 103,1683 97,5443

Davies-Bouldin 5,0681 5,0401 7,1665

Dogruluk 0,9973 0,9914 0,9898

Harici Kesinlik 0,9922 0,9751 0,9673

Yontemler Duyarhhk 0,9973 0,9914 0,9898

(Siiflandirma) F1 Skoru 0,9943 0,9825 0,9771

Jaccard Skoru 0,9428 0,9424 0,9381

. Diizeltilmis Rand Indeksi 0,9314 0,9311 0,9257

Yb:i‘;'l‘iier Tamlik 0,9311 0,304 0,9239

. Homojenlik 0,9309 0,9301 0,9236
(Kiimeleme) . :

V-indeksi 0,9311 0,9302 0,9238

SOl BZip 1,1889 1,1858 1,1421

SOl Gzip 1,1416 1,1404 1,1331

. SOIsLZMA 1,0406 1,0397 1,0186

(‘){‘;;rt':f;' S0is PPMd 1,1204 1,1186 1,0771

SOi» BZip 0,0988 0,9976 0,9917

SOin» Gzip 0,9984 0,9961 0,9594

SOInLZMA 0,9993 0,9971 0,9769
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| SOin PPMd

| 0,9991 | 0,9965 | 0,9594

Tablo 5te “6 dil” kiimesi i¢in kiimeleme siireleri, olusan
kiimelerin dahili yontemler ve sikistirma yontemleri ile hesaplan
ortalama (harici ve dahili) SOI siireleri saniye cinsinden
gosterilmektedir. En hizli kiimeleme yapan yontemlerin sirasi ile
k-Means, k-Medoids, CLARANS oldugu goriilmektedir. Bu veri
kiimesi tlizerinde benzerlik indekslerinin daha yavas hesaplama
yaptig1, SOI siireleri ile aralarinda daha fazla fark oldugu

yontemlerde kiime performans Olglimleri verinin kendisi ile
yapilirken, harici yontemlerde sadece sinif (kiime) etiketleri ile
yapildigindan adil bir karsilastirma olmayacagidir.

goriilmektedir. Tablo 5’te harici yOntemlerin siireleri
verilmemistir. Bunun sebebi Onerilen yontem ve dahili
Tablo 5. “6 dil” veri kiimesinin kiimeleme ve performans olgiimii stiveleri (sn)
. PERFORMANS OLCUM SU i
.. KUMELEME — O NS OL(.:UM SUREL.‘ERI . .
YONTEM SURELERI Silhouette Calinski Davies Sor SOI SoI SOl
Harabasz Bouldin Bzip2 Deflate LZMA PPMd
k-Means 121,258 19,94 13,06 6,18 0,48 0,52 1,81 0,59
k-Medoids 820,283 17,93 10,10 6,14 0,50 0,52 1,59 0,59
CLARANS 976,375 19,16 12,33 6,18 0,47 0,53 1,84 0,61

5. Sonuglar

Bu c¢aligmada kiimeleme performansini 6lgmek i¢in yeni bir
yontem Onerilmistir. Ayrica boliimlemeli kiimeleme yontemleri
olan k-Means, k-Medoids ve CLARANS’in performanslari, kisa
metinler iizerinde iki farkli veri kiimesi ile karsilagtirmali bir
sekilde verilmistir.

Yapilan testler sonucunda bir veri kiimesinin kiimeleme
yapilmadan, esit sayida eleman igeren dosyalara boliinerek
yapilan sikistirmada, dosya sayist arttikga sikistirma oraninin
azaldig1 gozlemlenmistir. Ancak ayni dile ait olsa bile kiimeleme
yapilarak yani benzer metinler bir araya getirilerek sikistirma
yapildiginda, kiime sayis1 fazla degilse sikistirma oraninda artig
olabilmektedir.

Test sonuglarimi kiimeleme algoritmalarinin basarisina gore
degerlendirdigimizde, k-Means’in en iyi oldugu, k-Medoids’in
ona yakin sonuglar verdigi, CLARANS’mn aralarinda en kotii
kiimelemeyi yaptig1 gozlenmistir.

“Ingilizce” veri kiimesi ile yapilan testlere gore en hizh
kiimeleme algoritmasi k-Means olurken, CLARANS ve k-
Medoids farkli kiime sayilarinda Dbirbirlerine stiinlik
saglayabilmektedirler. En hizli kiimeleme performansi &lgen
yontemler ise sirasi ile Daives-Bouldin, Calinski-Harabasz ve
Silhouette seklindedir. Onerilen SOIy 6lgiitiiniin ise bu ii¢
yonteme gore ¢ok daha hizli hesaplanabildigi gosterilmistir.
SOIlg Bzip2 ve SOIy Gzip sonuglarmin k-Means’i daha basarili
bularak Silhouette ve Calisnki-Harabasz indeksleri ile, SOIq
LZMA ve SOIq PPMd sonuglarmin ise k-Medoids’i daha basarili
bularak Davies-Bouldin indeksi ile aym Kkararlar1 verdigi
gOrilmiistiir.

“6 dil” veri kiimesi iizerinde igerdigi dil sayisina uygun
olacak sekilde, yani 6 kiimeye bolerek yapilan testte en iyi
kiimeler k-Means, en kotii kiimeler CLARANS ile olusmustur.
“6 dil” veri kiimesi secilen 3 kiimeleme yontemi ile 6 kiimeye
ayrildiginda igerdigi Ozetler biiylik oranda dillerine gore
siniflandirilmig ve daha onceden belli olan simf etiketleri
yardimiyla dogruluk, kesinlik, duyarlilik, F1 skoru, Jaccard
skoru, Diizeltilmis Rand Indeksi, homojenlik, tamlik ve v-
indeksi Olgiitleri hesaplanabilmistir. Harici yontemler olarak
niteledigimiz bu 9 performans o6lgiitiiniin  hepsi basari
siralamasini “1) k-Means, 2) k-Medoids, 3) CLARANS”
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seklinde vermistir. Test edilen dahili yontemlerden sadece
Silhouette ayn1 siralamay1 verirken, énerilen SOI 6lgiitleri (SOIq
ve SOIp) ise 4 farkli sikistirma algoritmasinda da harici
yontemler ile aym basar1 siralamasini vermistir. SOI 6l¢iitiiniin
“6 dil” veri kiimesindeki kiimeleme performansi dlgme siiresi ile
diger 3 dahili yontemin siireleri arasindaki fark, “Ingilizce” veri
kiimesindeki farklardan daha da fazla olmustur (Tablo 5’te
goriilebilecegi gibi SOI Bzip2 ile mevcut dahili ydntemler
arasinda 12 ile 40 kat arasinda hiz farkli vardir). SOI4 6l¢iitiiniin
mevcut  dahili  yontemlere  gore ¢ok  daha  hizh
hesaplanabilmesinden dolayi, kiimeleme performans 6lgiimiinde
dahili bir yontem olarak kullanilmasinin avantajli olacagi
diisiiniilmektedir.

Bu c¢alismanin motivasyon kaynagi, kisa metinlerin
sikigtirllmasina yonelik bir ¢alismada kullanmak {izere, farkli
diller ve farkli konularda statik sozliikleri olusturabilmek adina
benzer metinleri bir araya getirmeyi en uygun sekilde yapan
kiimeleme yontemini bulmak olmustur. Bahsi gegen sonraki
calismada, sikistirilacak olan metnin igerdigi kelimeleri en fazla
sayida igeren kelime tabanli statik sozliik secilerek, bu sozliik ile
sikigtirilmast saglanacaktir.
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