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Oz

Teknolojinin gelismesi, internetin yayginlagsmasi ve internet araciliiyla bilgiye erisim kolayligi insanlarin duygu ve disiincelerini
farkl1 iletisim araclarini kullanarak paylasmalarina imkan saglamaktadir. Uyarlanabilir 6grenme ve karar verebilme gibi yeteneklerle
donatilarak daha akilli hale gelen s6z konusu bu iletisim araglari, her gecen giin daha genis kitlelere ulasmaktadir. Bir zamanlar
sadece ses iletimi i¢in kullanilan bu araglar simdilerde insanlarin forum ve blog gibi sanal ortamlarda duygu ve diislincelerini yazil
olarak paylagsmalarini miimkiin kilmaktadir. Sanal ortamlar araciliiyla yapilan bu yorumlar artik bir bilgi edinme kaynagi olarak
goriilmekte ve daha da 6nemlisi bu yorumlar bireylerin farkli konulara iligkin diisiincelerinin analiz edilebilmelerini kolaylastirdiklart
icin konu iizerinde ¢alismalar yiiriiten arastirmacilarin dikkatini fazlasiyla ¢ekmektedir. Bagka bir deyisle bu yorumlardan giintimiiziin
popiiler bir aragtirma alani olan duygu analizi i¢in gergek bir veri seti olarak faydalanilmaktadir. Bu ¢alismada {iriin, film ve restoran
yorumlarimi igeren farkli veri setlerinden faydalanilarak veri madenciligi siniflandirma algoritmalari yardimiyla duygu analizi
yapilmigtir. Bu amagla Destek Vektor Makinesi, K-En Yakin Komsu, Naive Bayes, Karar Agact ve Rastgele Orman siniflandirma
algoritmalarindan faydalanilmistir. Veri boyutunu ve cesitliligini arttirmak amaciyla her biri icerisinde 500 olumlu, 500 olumsuz
olmak {iizere toplamda 1000 adet yorum igeren ii¢ farkli veri seti birlestirilmigtir. Deneysel sonuglar Destek Vektér Makinesi
siiflandirma algoritmasinin duygu analizi noktasinda diger yontemlere kiyasla daha basarili oldugunu gostermistir.

Anahtar Kelimeler: Duygu analizi, Veri madenciligi, Metin madenciligi, Makine 6grenmesi, K-en yakin komsu, Naive bayes, Destek
vektor makinesi, Karar agaci, Rastgele orman.

Comparison of Data Mining Classification Algorithms for Sentiment
Analysis

Abstract

The development of technology, the spread of the Internet and the ease of access to the information through the Internet enable people
to share their feelings and thoughts using different communication channels. These communication mediums, that have become
smarter by being equipped with the skills such as the adaptive learning and decision making, are reaching a wider audience day by
day. While these channels were once used only for the voice transmission, it nowadays enables people to share their feelings and
thoughts in the virtual environments such as forums and blogs. The comments made through the virtual environments are now seen as
a source of information, and more importantly, these comments attract the attention of researchers who are working on the subject, as
they facilitate the analysis of individuals' opinions on different topics. In other words, these comments are used as a real data set for
the sentiment analysis, that is one of the popular research areas. In this study, the sentiment analysis was carried out by means of the
data mining classification algorithms applied on different data sets including the product, movie and restaurant reviews. For this
purpose, Support Vector Machine, K-Nearest Neighbor, Naive Bayes, Decision Tree and Random Forest classification algorithms
were taken into consideration. In order to increase the data size and its diversity, three different data sets, each containing 500 positive
and 500 negative, 1000 comments in total, were combined. Experimental results showed that the Support \Vector Machine
classification algorithm is more successful than other methods in the sentiment analysis.

Keywords: Sentiment analysis, Data mining, Text mining, Machine learning, K-nearest neighbor, Naive bayes, Support vector
machine, Decision tree, Random forest.
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1. Giris

Mobil cihaz  teknolojilerinin  gelismesi, internetin
yayginlagsmasi ve internet araciligryla bilgiye erisim kolayligi
insanlarin duygu ve diislincelerini farkli iletisim araglarini
kullanarak sesli, goriintiilii ve yazili formda paylasabilmelerine
imkan saglamaktadir. S6z konusu her bir formun farkli
platformlarda o6ne ¢iktig1, 6rnegin forum ve blog gibi sanal
ortamlardaki paylasim seklinin genellikle yazili oldugu
bilinmektedir. Bu tiirden ortamlar araciligiyla yapilan 6zellikle
iiriin, restoran ve film yorumlar1 toplumdaki bireylerin fazlasiyla
dikkatini ¢ekmektedir ¢iinkii bu yorumlar {iriin incelemelerinde
tiiketicilerin {irlinlerden, restoran incelemelerinde miisterilerin
yemeklerden ve benzer sekilde film incelemelerinde de
izleyicilerin izledikleri filmlerden memnun olup olmadiklarini
ortaya ¢ikarmaktadir. Bu yorumlar diger kullanicilarin
tercihlerini etkileyebilen bir veri kaynagi olabilmelerinin
yaninda duygu analizi gibi arastirma alanlarinda kullanilabilecek
gercek bir veri setini de olusturmaktadir. Bu veri setlerinde yer
alan yorumlar1 analiz etme ihtiyac1 ise her gegen giin
artmaktadir. S6z konusu verinin hacmi goz oniine alindiginda,
bu analizin insan giiciiyle ve manuel olarak yapilmasinin pratik
olmayacagi agiktir. Bu durum yorumlarin analizini hizli bir
sekilde gerceklestirecek otomatik uygulamalara duyulan ihtiyaci
ortaya koymaktadir. Bu nedenledir ki son yillarda gesitli makine
Ogrenmesi, yapay Ogrenme ve veri madenciligi alanindaki
algoritmalardan bu verileri kullanarak gizli orintiileri ¢ikarma,
analiz ve tahmin yapabilme gibi amaglar i¢in faydalanilmaktadir
(Albayrak ve ark., 2017).

Yapay zeka alanindaki gelismeler dogal dil isleme ile
gelistirilen uygulamalarin da giin gectik¢e artmasina neden
olmaktadir. Dogal dil isleme, eldeki mevcut verilerden
bilgisayarlarin anlayabilecegi anlamlarin ¢ikarilmasi islemidir.
Dogal dil isleme ile gelistirilen uygulamalar, manuel
gerceklestirilmesi  zor olan analizler i¢in bilgisayarlardan
faydalanarak hizli ve dogru sonu¢ alinmasina imkéan
vermektedir. Duygu analizi bu uygulamalardan biridir.

Duygu analizi 6ziinde bir metin igleme siirecidir ve bir
metnin duygusal olarak ifade etmek istedigi simift belirlemeyi
amaclamaktadir (Seker, 2016). Bagka bir deyisle bir bilimsel
cikarim teknigi olan duygu analizi, ¢ok miktarda metinsel
icerikten olusan veri kiimelerinde ifade edilmek istenen
duygunun ortaya ¢ikarilmasimi saglayan bir metin madenciligi
calismasidir. Ote yandan metin madenciligi metni bir veri
kaynagi olarak kabul eden ve metin iizerinden yapisallastirilmis
veri elde etmeyi amaglayan bir veri madenciligi ¢aligmasi olarak
tanimlanmaktadir (Kiling ve ark., 2016) Duygu analizi alaninda
farkli  teknikleri igeren c¢aligmalara literatiirde  sikca
rastlanmaktadir. Bu ¢alismalarin bircogu duygu analizi i¢in veri
madenciligi, siniflandirma ve makine 6grenmesi tekniklerinin
etkisini incelemistir (Albayrak ve ark., 2017) (Topagan, 2016)
(Nalgakan ve ark., 2015) (Kaynar ve ark., 2016) (Pang ve ark.,
2002) (zZhang ve ark., 2014) (Khan ve ark., 2016). Duygu
analizinin ilk uygulamalari metinlerin duygusal olarak olumlu
veya olumsuz seklinde iki gruba ayrilmaya calisildigr duygusal
kutupsallik tizerine olmustur (Seker, 2016). Bu amagcla sosyal
medyada tartigilan sosyal bir konunun verilerine ait duygu
analizleri yapilmistir ve sosyal medya araciligiyla firetilen
metinlerin istatistiksel yontemler kullanilarak analiz edilmesi
saglanmigtir (Albayrak ve ark., 2017). Bu kapsamda metin
yazarlarinin bir konuya kars1 diislincesinin olumlu, olumsuz ya
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da tarafsiz simiflandirilmasiyla agi1 olusturan toplulugun genel
egiliminin tahmin edilmesi de saglanmistir (Topacan, 2016). Bir
bagka calismada bir sinif dist egitim faaliyeti olan bir projenin,
ogrencilerin tutumlarina ve duygularina etkisini belirlemek
amactyla duygu analizi gergeklestirilmistir (Demir ve Yilmaz,
2018). Nalgakan ve ark., (2015) referansh c¢aligmada Twitter
iizerinden Samsung, Apple ve LG markalar1 igin yapilan
yorumlar i¢in bir makine dgrenmesi algoritmasiyla iyi, kotii ve
duygu belirtmeyen seklinde bir geribildirim elde edilmistir.
Nitelik secim yontemlerinin Tiirk¢e Twitter verileri lizerindeki
duygu analizi isleminin performansina etkisi Parlar ve ark.,
(2017) referansh ¢aligma kapsaminda degerlendirilmistir. Burcu
ve Simsek (2018) referansiyla verilen ¢alisma ile bir televizyon
kanalina ait seyirci gorlislerinin sosyal medya iizerinden derlenip
kanal icin faydali bilgi elde edilmesi ve isletmeye deger katmasi
amactyla bir karar destek unsuru olusturulmustur. Bir diger
calismada film yorumlarinin igerigine gore farkli siniflandirma
algoritmalar1 kullanilarak duygu ve diisiince analizi yapilmistir
(Kaynar ve ark., 2016). Makine 6grenmesi ile duygu analizi ilk
defa 2002 yilinda sinema filmlerinin yorumlarini pozitif ve
negatif olarak smiflandirmak amaciyla kullanilmistir (Pang ve
ark., 2002). Sadece pozitif/negatif seklindeki bir ikili
simiflandirma yerine sinirli, mutlu, mutsuz ve sugluluk hissi gibi
birden fazla simifa gore duygu siniflandirmasi Balahur ve ark.,
(2012) referansli ¢alismaya konu olmustur. Zhang ve ark.,
(2014) referansli calismada dolayli anlatimla ifade edilen
duygularin tespit edilebilmesi i¢in AppleStore'daki mobil
uygulama yorumlar1 {izerinde denetimli makine Ogrenmesi
yontemleri ve bu yontemlerin farkli parametrelere gore
performanslari  karsilastirilmigtir.  Sinema  yorumlar1, {iriin
yorumlart gibi farkli veri setleri ilizerinde denetimli makine
O6grenmesi yontemi ve destek vektér makinesi siniflandiricist ile
gerceklestirilen bir duygu analizi Khan et al. (2016) referansh
calisma kapsaminda yiiriitilmiistiir. Literatiirdeki ¢alismalardan
anlagilacagi tizere duygu analizinde genellikle bir veri kiimesi
icerisindeki ifadelerin smiflandirilarak olumlu veya olumsuz
olup olmadigi sorgulanmaktadir. Bu sorgulama insanlarin
secimlerini ve herhangi bir konu hakkindaki karar verme
siirecini kolaylastirmaktadir. Ote yandan bu asamada ¢ok sayida
yorum igeren veri setlerinin analizinin manuel bir sekilde
gerceklenmesi zorlugu karsimiza ¢ikmaktadir. Bu nedenledir ki
duygu analizinin otomatik bir sekilde ve hizli olarak
yapilabilmesi veri madenciligi ve makine 6grenmesi alanlari igin
6nemli bir ¢alisma konusu olmustur.

Bu ¢alismada duygu igeren metinlerle olusturulmus biyiik
veri kiimelerinin dogru bir sekilde analiz edilmesi igin veri
madenciligi ile siniflandirma yapilmistir. Bu amagla K-En Yakin
Komgsu (KNN), Naive Bayes (NB), Destek Vektor Makinesi
(DVM), Karar Agact (KA) ve Rastgele Orman (RO) makine
Ogrenmesi algoritmalarindan faydalanilmistir ve bu algoritmalar
Python programlama dili ve scikit-learn kiitiiphanesi ile
gergeklenmigtir. S6z konusu algoritmalarin etkinligi literatiirde
yaygin olarak kullanilan Amazon, Imdb ve Yelp Anonim, (2020)
isimli {i¢ iinli veri seti ve bu veri setleri birlestirilerek elde
edilen dordiincii bir yeni veri seti ile test edilmistir. Deneysel
sonuglar Destek Vektor Makinesi siniflandirma algoritmasinin
duygu analizi noktasinda diger yontemlere kiyasla daha basarili
oldugunu goéstermistir.

3. Bolim’de daha detayli olarak bahsedilecegi {izere
birlestirme sonrasi veri kapasitesi ve veri gesitliligi artan yeni
veri seti sayesinde ilgili makine &grenmesi algoritmalarimin
dogruluk ve hassaslik gibi basarim 6l¢iitlerinde 6nemli derecede
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bir iyilesme gozlenmistir. S6z konusu bu yeni veri setinin
performans  {izerine  etkisinin incelenmesi ¢aligmamizi
literatliirdeki benzer c¢aligmalardan farkli kilan noktalardan
birisidir. Bir digeri ise calisma kapsaminda degerlendirmeye
alman siniflandirma algoritmalarimin gesitliligidir.

Bu c¢aligmanin geri kalan bolimii su sekilde organize
edilmistir. 2. Bolim’de materyal ve yonteme yer verilmistir. 3.
Boliim’de deney sonuglar1 detayli grafikler ve tablolar esliginde
analiz edilmistir. Son olarak 4. Bolim ile ¢alisma
sonuglandirilmistir.

2. Materyal ve Metot

Veri madenciligi smiflandirma algoritmalarinin  duygu
analizi acisindan karsilastirilmasina  yonelik hazirlanan bu
calismaya ait tasarim akisi diyagrami Sekil 1 ile verilmistir. Bu
diyagramda yer alan her bir adim ise takip eden alt boliimlerde
detaylandirtlmistir.

2.1. Veri Seti

Bu caligma kapsaminda literatiirde yaygin olarak kullanilan
Amazon, Imdb ve Yelp isimli web sitelerinden elde edilen ii¢
farkli veri seti kullanilmistir. Her bir veri seti igerisinde 500
olumlu ve 500 olumsuz olmak iizere toplam 1000 yorum ve her
bir yoruma ait birer etiket bulunmaktadir. Etiket adi verilen
bilesen ilgili yorumun olumlu veya olumsuz oldugunu ifade
eden sayisal bir degerdir. Veri setlerinde olumlu yorum 1 ve
olumsuz yorum ise O etiketi ile isaretlenmigtir. Amazon isimli
veri seti i¢erisinde amazon.com'da cep telefonlar1 ve aksesuarlari
kategorisinde satilan {irlinler i¢in yapilan yorumlar ve etiketler
mevcuttur. Imdb isimli veri seti igerisinde imdb.com'da
yayinlanan filmlere ait yorumlara ve etiketlere, Yelp isimli veri
setinde ise yelp.com'daki restoran incelemelerini iceren
yorumlara ve etiketlere yer verilmistir (Kotzias ve ark., 2015).

Veri  setlerindeki  yorumlar smiflandirma  yaklagimlarini
degerlendirmek i¢in kullanilmaktadir.
Bilimsel arastirmalarda kullanilan modellerin

degerlendirilmesi noktasinda veri setlerinin biylkligi ve
cesitliligi olduk¢a onemlidir (Onan ve Korukoglu, 2016). Bu
nedenle bu c¢alismada g¢esitliligi saglamak ve wveri setini
biiyiitmek amaciyla tasarim akigmm (1) numarali adiminda
yukarida bahsedilen ii¢ farkli veri seti birlestirilmistir. Bdylelikle
toplamda 3000 yorumu ve bu yorumlara ait 3000 etiketi iceren
tek bir veri seti ile modellerin dogrulugu degerlendirilmistir. Bu
asamada veri ¢esitliligini saglamak amaciyla egitim ve test
kiimeleri  rastgele olusturulmustur. Baska bir deyisle
algoritmanin egitildigi kiime icerisinde hem iiriin hem film ve
hem de restoran yorumlart mevcuttur. Benzer bir durum test
kiimesi i¢in de gecerlidir.

e-ISSN: 2148-2683

[(D Vferileri veri setinden oku ve birlestir ]

v
/o )

Veri 6n isleme yap
@ Sayu, adres ve 6zel karakterleri cikar

® Tiim harfleri tek formata déniistiir

© Yorumu kelimelere ayir

@ Ingilizce etkisiz kelimeleri gikar

=/

v

® Egitim ve test verisini ayir

v

Veri setini sayisallastir

v

(® Algoritmalan gergekle ve modelleri olustur

KNN || NB ||DVM|]| KA RO

.

v

® Model basarim 6lgiitleri ile modelleri
degerlendir

~

Dogruluk Hassaslik

Geri Cagirma F-skor

- J
v

-
@ Modellerin performansini ROC egrisinde goster ]

Okuyucuya bir fikir vermesi agisindan bu g¢alismada
kullanilan veri setlerinin her birinden alinan olumlu ve olumsuz
yorum Ornekleri ve bunlarin etiketleriyle Tablo 1 hazirlanmigtir.
Yorumlar ingilizce oldugu igin parantez igerisinde bu yorumlarin
Tiirkge karsiliklarina da Tablo 1°de yer verilmistir.

\
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Tablo 1. Ornek yorumlar

Veri Seti Yorum Etiket

It has all the features | want

Amazon (Istedigim tiim 6zelliklere sahip) 1
Returned 8 hours later.
(8 saat sonra geri doniig yapildi.) 0
Excellent short film.

imdb (Miikemmel kisa film.) 1
It was so BORING!
(O ¢ok sikiciydi!) 0
Great food and awesome service!

Yelp (lyi }./emek ve miithis hizmet!) 1
Service sucks.
(Servis berbatt1.) 0

2.2. Veri On Isleme

Dil bilgisi kurallar1 her dil igin farkli oldugundan dogal dil
isleme siirecleri de dilden dile degisiklik gostermektedir. Dogal
dil isleme siirecinde bilgisayar kelimenin kokiini ayri,
kelimelerin dizilimini ayri, climlenin ve tiim metnin anlamin
ayrt ayri inceleyerek anlatilmak istenileni 6grenmekte ve bir
anlam ¢ikarmaktadir. Ornegin, Ingilizce metinlerin dogal dil
isleme siireci Tiirkge’den farklidir. Ingilizce, Tiirkce gibi sondan
eklemeli bir dil degildir, bu nedenle kelime kdkiiniin yapisal
incelemesi basittir. Bilgisayar Ingilizce kelimelerin diziliminde
Ozne, yiikklem ve nesne siralamasini dikkate almaktadir (bkz.
Tablo 1). Ote yandan bilgisayarin ciimlede anlatilandan bir
anlam c¢ikarmasi i¢in climlenin daha kiigiik anlamli birimlere
ayrilmasi gerekmektedir. Bu durum dogal dil islemede veri 6n
isleme olarak nitelendirilmektedir.

Bilimsel arastirmalar i¢in toplanan verilerin genellikle
herhangi bir 6n islemden gegcirilmeden, baska bir ifadeyle
yapilandiritlmadan veri setlerine dahil edildigi bilinmektedir
(Ugkan ve ark., 2019). Oysa ki veri setindeki verilerin kalitesi ile
o verileri kullanan algoritmalarla elde edilen sonuglarin
dogrulugu arasinda bir korelasyon bulunmaktadir. Daha da
onemlisi bu sekilde hicbir islemden ge¢gmemis veriler sadece
sonuglar1 degil analiz siirecini de olumsuz etkilemektedir. Bu
nedenle tasarimin (2) numarali adiminda her bir veri seti 6nce
gereksiz igeriklerden arindirma ve yazim hatalarinin diizeltilmesi
gibi bir takim veri Onisleme siirecinden gegirilmistir. Bu amagla
@) ile ifade edilen alt adimda veri setlerindeki her bir yorumun
igerigi kontrol edilerek e-mail adresleri, sayilar, IP adresleri ve
Ozel karakterler replace fonksiyonu kullanilarak yorumdan
¢ikarilmigtir. Daha sonra verileri uygun bir formata doniistiirmek
amaciyla ® ile ifade edilen adimda lower fonksiyonu
yardimyla tiim harfler kiiciik harfe cevrilmistir. Ote yandan
yorumlart anlamli birimlere, bagka bir ifadeyle kelimelere
ayirmak  igin © adiminda Python’a ait nltk.tokenize
kiitiiphanesinde ~ yer  alan  word_tokenize  metodundan
faydalanilmistir. Yorumlarin tamam Ingilizcedir ve yorumlardan
elde edilen kelimelerin bir kismi etkisiz kelimelerdir (stop
words). Bu kelimelerin analize bir katkis1 olmadig1 i¢in @ ile
belirtilen adimda Python’a ait nltk.corpus kiitiiphanesinde yer
alan stopwords metodundan faydalanilarak etkisiz kelimeler
yorumlardan arindirilmis ve tim bu 6n islemeler sonucunda
veriler uygun formata déniistiiriilmiistiir. Ornegin, Amazon
isimli veri setinden alinan “$50 Down the drain.” yorumu i¢in
on isleme su sekilde gerceklestirilmistir. ilk olarak yorum
sayilardan ve 6zel karakterlerden armdirilmis, daha sonra “down
the drain” seklinde tamamen kiigiik harflerle temsil edilmis ve
son olarak etkisiz kelimeler ayrstirilarak “drain” seklini
almigtir.
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2.3. Veri Setini Bolme

Bu c¢alisma kapsaminda dikkate alinan siniflandirma
algoritmalarmin tamaminda her bir veri setini etkin bir sekilde
analiz edebilmek amaciyla tasarimm (3) numarali adiminda
verinin %75°lik rastgele kismi egitim, %25°1lik rastgele kismi ise
modelin testi i¢in ayrilmistir. Duygu analizi icin kullanilan
algoritmalarin tamaminda model olusturulurken veri setinin
egitim i¢in ayrilan %75’lik kismindan yararlanilmistir. Model
olusturma isleminden sonra %25°lik test verisi kullanilarak ilgili
model iizerinde tahminleme yapilmis ve modelin performansi
degerlendirilmistir.

2.4. Veri Setini Sayisallastirma

Degerlendirmeye  alinan  algoritmalarin  tamaminda
matematiksel hesaplamalarin yapilabilmesi i¢in 6n isleme
siirecinden gegirilerek temizlenen verilerin (4) numarali tasarim
adiminda sayisal degerlere doniistiiriilmesi ve her yorumun bir
vektorle temsil edilmesi gerekmektedir. Bu amagla bir dogal dil
isleme siireci devreye girmekte ve Terim Frekansi—Ters Metin
Frekansi (TF-IDF) yonteminden faydalanilmaktadir. TF-IDF
yorumlardaki kelimelerin 6n islemeden gegirilmis veri setindeki
onem derecesini belirleyen bir yontemdir. Bu ydntem
algoritmalara girdi olarak verilmek iizere kelimelerin miktarini
dikkate  alarak  ilgili  kelimelerin  sayisal  agirligim
hesaplamaktadir (Giiran ve Kinik, 2021). Bu c¢alismada TF-
IDF'yi kullanmak icin Python’a ait
sklearn.feature_extraction.text kiitiphanesinde tanimli
TfidfVectorizer metodundan faydalanilmis ve bu sayede makine
O0grenmesi algoritmalarinin dnem dereceleri belli olan kelimeleri
sayisal olarak kullanabilmeleri saglanmustir.

TF-IDF'nin ¢alisma mantigi Amazon isimli veri setinden
alinan ve tizerlerinde 6n isleme yapilmis “good product good
seller” ve “great sound service” yorumlar1 kullanilarak Tablo
2’de 6rneklendirilmistir. Bu islem icin @) numarali adimda her
bir kelimeye ait TF degerlerini hesaplamak amaciyla
yorumlardaki kelime sayilarin1 igeren vektdr temsilleri
olusturulmustur (6rnegin good kelimesi iki kez kullanildig1 i¢in
vektor temsilinde degeri 2’dir). @ numarali adimda her bir
yorumdaki toplam kelime sayisi belirlenmistir. @) numarali
adimda vektor temsilindeki her bir deger ilgili yorumdaki toplam
kelime sayisina boliinmiis ve normallestirilmis TF degerleri elde
edilmistir (6rnegin good kelimesinin normallestirilmis TF degeri
2/4 = 0.5°dir). IDF degerini hesaplamak igin @ numaral
adimda, kullanilan toplam yorum sayist her bir kelimenin gegtigi
yorum sayisina boliinerek logaritmasi alinmigtir (6rnegin good
kelimesinin IDF degeri log (2/1) = 0.3’tiir). Son olarak @
numarali adimda kelimelerin agirliklarini hesaplamak i¢in her
bir kelimeye ait TF ve IDF degerleri ¢arpilmustir (6rnegin good
kelimesinin agirhigr 0.5 * 0.3 = 0.15dir).

Tablo 2. TF-IDF hesaplama

TF-IDF Yorum
heza(\];::;apa good product good seller great sound service
[1) [211] [111]
2 4 3
3 [0.50.250.25] [0.30.30.3]
[4) [0.30.30.3] [0.30.30.3]
5 [0.150.07 0.07] [0.09 0.09 0.09]
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2.5. Veri Madenciligi ve Stmiflandirma

Yapay zekd teknolojisi son yillarda hizli bir gelisme
gostermistir. Yapay zekdnin uyarlanabilir 6grenme ve karar
verme yetenekleri sayesinde daha akilli hale gelen dijital
cihazlarin sayisinda goriilen artis da dikkat ¢gekmektedir. Bu tiir
cihazlarin sayisindaki artig ve bu cihazlar ile yapilan islemlerin
dijital ortamda kayit altina alinmasi neticesinde artik biiyiik veri
olarak adlandirilan bir veri ortaya ¢ikmustir. Onceleri goriilen
veri kithigi, yerini asir1 bolluga birakmis ve bilgiye erisim
endisesinin yerini artik erisilebilen miktarla basa ¢ikma endisesi
almistir (Sentiirk, 2006). Biriken bu biiyiikk veri, insanlar1 bu
verilerden faydali bilgiler ¢ikarmaya yoneltmis, bdylece bu
verinin degersiz kalmasmin Oniine gecilmistir. Bir zamanlar
herhangi bir anlam ifade etmeyen verileri, farkli tekniklerle
isleyerek ve analiz ederek anlasilabilir kilan islemlerin biitiiniine
veri madenciligi denilmektedir.

Veri madenciligi, karar verilmesi gereken durumlarda
kiimeleme ve birliktelik kurali gibi yontemleri kullanirken,
tahmin etmeye dayali durumlarda siniflandirma ve veri
kiimesindeki  degiskenler arasindaki iligkileri inceleyen
regresyon lizerine yogunlagmaktadir. Bu ¢alismada bir kesif ve
Ongorii metodu ve ayni zamanda veri madenciliginin en popiiler
yontemlerinden birisi olan smiflandirmadan faydalanilmistir.
Smiflandirma, énceden belirlenmis siniflar1 kullanarak sonuglari
bilinmeyen verilere ait smiflarn  tahmin  edilmesini
saglamaktadir. Bu amacla baslangigta iizerinde caligilacak veri
seti belirlenen bir yiizdelige gore egitim ve test verisi olarak iki
gruba ayrilmaktadir. Daha sonra bu veri setinin egitim igin
ayrilan pargasi kullanilarak siiflandirma kuralinin olugturulmasi
saglanmaktadir. Son asamaya gelindiginde ise hazirlanan
smiflandirma kurallartyla sonuglar1 bilinmeyen verilere ait
siiflarin tahmin edilmesi gerceklestirilmektedir. Ote yandan
siniflandirma  kuralinin  olusturulmas: asamasinda bir veri
madenciligi yontemi olan makine &grenmesi algoritmalarindan
da faydalanilmaktadir. Veri madenciligi ve makine 6grenmesi
alanlar1 birbirleriyle dnemli 6lglide 6rtiismektedir. Ortak yonleri
oldukga fazla olan bu iki alan gerekli durumlarda destek vererek
birbirlerini tamamlamaktadir. Bu sayede giiniimiizde veri
madenciligi ve makine Ogrenmesi teknikleri farkli sektorler
tarafindan tercih edilmektedir (Orake1 ve ark., 2019) (Coskun ve
Baykal, 2011).

Makine oOgrenmesi tekniklerinin 6grenme  siirecinde
uygulanmasinin en temel adimlari model olusturma ve
degerlendirmedir. Model olusturma adiminda, farkli 6grenme
modellerinden veri setine en uygun olanlart kullanilarak
ogrenme islemi gergeklestirilmektedir. Makine 6grenmesinde
kullanilan 6grenme modelleri denetimli ve denetimsiz olmak
iizere iki gruba ayrilmaktadir. Denetimli 6grenmede girisleri ve
¢ikiglart iceren bir veri kiimesi algoritmaya girdi olarak
verilmekte, algoritma ise bu girislere ve ¢ikislara nasil
ulasilacagini belirleyen bir yontem bulmaktadir. Denetimsiz
O0grenmede ise var olan girdilere ait bir c¢ikti (etiket)
bulunmadigindan  (siiflar 6nceden belli olmadigindan)
algoritma mevcut verileri analiz ederek iliskileri kendisi
belirlemektedir. Bu c¢aligmada duygu analizini etkili bir sekilde
gergeklestirmek icin tasarmun (5) numarali adiminda veri
madenciliginin siniflandirma i¢in kullanilan K-En Yakin Komsu,
Naive Bayes, Destek Vektor Makinesi, Karar Agac1 ve Rastgele
Orman denetimli 6grenme algoritmalarindan faydalanilmistir.
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2.6. K-En Yakin Komsu

K-En Yakin Komsu (KNN) ile smiflandirma islemi
nesnelerin  birbirleri arasindaki yakinlik iligkilerine gore
yapilmaktadir. Gelistirme kolayligi avantajina sahip KNN
algoritmasinin yiiksek miktarda bellek alanina gereksinim
duymasi, veri seti ve boyutu arttik¢a islem yiikiinlin ve maliyetin
onemli Olclide yiikselmesi, performansin K komsu sayisi gibi
parametre ve Ozelliklere bagli olarak etkilenmesi gibi birtakim
dezavantajlara sahip oldugu da bilinmektedir (Liu ve Zhang,
2012).

KNN ile smiflandirma isleminde ilk olarak komsu sayisini
ifade eden K degerine bakilarak eleman sayis1 belirlenmektedir.
Algoritma yeni bir veri ile karsilastiginda K’ya olan mesafeleri
hesaplamakta, siralamakta ve en kiiciik uzakliga bagl olarak
yeni degeri en yakin komsularin bulundugu kiimeye
eklemektedir. Mesafe hesaplama isleminde ise Oklid uzaklig
sikga tercih edilmektedir (Aydin, 2018). Bu siirecte K degeri 1
oldugu zaman sadece en yakin komsunun bulundugu sinifa
atama yapilmakta, K degeri 6rnek sayisina yaklastiginda ise veri
setinde yer alan tiim veriler dikkate alinmaktadir. Algoritma bir
egitim verisi igermekte ve her yeni deger i¢in bu siire¢ tekrar
etmektedir. Bu nedenle egitim kiimesinin biiyiik olmast ve K
degerinin uygun secilmesi KNN agisindan ¢ok dnemlidir. Bu
calismada da ilk olarak ilgili veri setine en uygun komsuluk
degerini (K) bulmak i¢in belirli araliktaki K degerlerine karsilik
gelen hata oranlari tespit edilmistir. Sekil 2’de yer alan 1 ile 100
arasindaki tiim K degerlerine ait test verisinin tahmin edilen
degerleri icin ortalama hata grafigi hazirlanmistir. Grafikten de
anlagilacagi lizere ilgili veri seti i¢in ortalama hatanin en az
oldugu 10 degeri en uygun komsuluk degeri olarak tespit
edilmistir. Ayrica mesafe hesaplama isleminde Oklid uzaklig:
kullanilmigtir.  Son olarak Python’a ait sklearn.neighbors
kiitiphanesinin KNeighborsClassifier metodundan faydalanilmig
ve bu metoda tespit edilen en yakin komsuluk degeri parametre
verilerek bir model olusturulmustur.
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2.7. Naive Bayes

Naive Bayes (NB), smiflandirma yapmak amaciyla
kullanilan olasiliksal bir makine Ogrenmesi algoritmasidir
(Aydin, 2018). NB algoritmasi siniflandirma isleminde degerleri
birbirinden bagimsiz olarak ele almaktadir. Siniflarin ve 6rnek
verilerin hangi siniflara ait oldugu bellidir. Algoritma bir eleman
i¢in her durumun olasiligin1 hesaplamakta ve olasilik degeri en
yiiksek olana gore simniflandirma yapmaktadir. Test kiimesindeki
bir verinin egitim kiimesinde bir karsilig1 mevcut degilse o veri
icin olasilik degeri olarak 0 atanmakta ve tahmin
yapilamamaktadir. Bu durum literatiirde Sifir Frekans (Zero
Frequency) olarak bilinmektedir (Wu, 2013). Bu ¢alismada NB
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siiflandirma algoritmasi igin Python’a ait sklearn.naive_bayes
kiitiiphanesinin GaussianNB metodundan faydalanilarak bir
model olusturulmustur.

2.8. Destek Vektor Makinesi

Destek Vektor Makinesi (DVM), smiflandirma amaciyla
kendisinden faydalanilan olduk¢a etkili ve basit 6grenme
teorisine dayali bir algoritmadir (Tag¢1 ve Samli, 2020). Temel
olarak iki sinifa ait verileri birbirinden en uygun sekilde ayirmak
icin kullanilmaktadir. Bunun i¢in bir diizlemde bulunan iki grup
arasinda bir siir ¢izilmesi gerekmektedir. Algoritma bu smirin
nasil  cizilecegini  belirlemektedir. DVM  siniflandirma
problemini  kareli optimizasyon problemine donistiiriip
¢ozmektedir. Bu doniigiim ile 6grenme agsamasinda iglem sayisi
azalmakta ve diger algoritmalara gore daha hizli ¢6ziime
ulagilmaktadir (Osowski ve ark., 2004). Ote yandan algoritma
¢ekirdek (kernel) fonksiyonlar1 sayesinde dogrusal (linear)
olarak ayristirilabilen smiflarin belirlenmesinde de sik¢a tercih
edilmektedir. Bu ¢alismada DVM algoritmasi i¢in Python’a ait
sklearn.svm kiitiiphanesinin SVC metodundan dogrusal olarak
faydalanilarak bir model olusturulmustur.

2.9. Karar Agaci

Karar Agac1 (KA), karar ve yaprak diigiimlerinden olusan
ve aga¢ yapisinda model olusturan bir smiflandirma
algoritmasidir. KA algoritmasi oldukga biiyiikk veri kiimelerini
karar verme kurallarina gore kiiciik parcalara bdolerek iglem
yapmaktadir.  Karar agact  farkli  tiirden  verilerden
olusabilmektedir ve karar agaclartyla siniflandirma yapmak igin
CART (Classification and Regression Trees) algoritmasindan
siklikla faydalanilmaktadir. Bu algoritma ile kdk diigimiinden
baslanarak her bir diiglim iki yapraga ayrilmakta ve karar agaci
yapisinda ikili dallanmalar olugsmaktadir. Ote yandan bir karar
agacinda diigiime bagli her yaprak bir sinif degerini gostermekte
ve hangi dalin en iyi se¢im olacagina karar vermek igin
yapraklarda olumlu ve olumsuz siniflarmin sayisini kontrol
etmek yeterli olmaktadir. Yaprakta olumlu ve olumsuz tek bir
smif olustugunda ve daha fazla bolinmeye gerek
duyulmadiginda asagi yonde hareket eden bdlme islemi
sonlandirilmaktadir (Aksu ve Dogan, 2019). Bu c¢alismada
CART karar agaci algoritmasi i¢in Python’a ait sklearn.tree
kiitiiphanesinin DecisionTreeClassifier metodundan
faydalanilarak bir model olusturulmustur.

2.10. Rastgele Orman

Rastgele Orman (RO), veri setinin egitim i¢in ayrilmis
pargasindaki verilerden birden fazla karar agaci olusturan bir
smiflandirma algoritmasidir.  Literatiirde topluluk 6grenme
yontemi olarak da adlandirilan rastgele orman, ¢ok sayida karar
agacina ait siniflandirma sonuglarindan yararlanarak verilen test
girdisinin sinifina ¢ogunluk oyu ile karar vermektedir (Kalayci,
2018). Algoritma, ilk basta egitim verisini kullanarak ¢ok sayida
karar agaci olusturmaktadir. Daha sonra veri setinin test igin
ayrilmig parcasini siniflandirmak igin test verilerini her bir agaca
yerlestirmektedir. Son asamada her bir agactan elde ettigi
siiflandirmay1 degerlendirerek en yiliksek degere sahip olam
se¢mektedir. Bu ¢alismada egitim verisinden faydalanarak ilgili
veri seti i¢in en uygun aga¢ sayist degeri 100 olarak tespit
edilmistir. Ayrica RO i¢in Python’a ait sklearn.ensemble
kiittiphanesinin RandomForestClassifier metodundan
faydalanilarak bir model olusturulmustur.
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2.11. Model Basarim Olgiitleri

Degerlendirme stirecinde (®) siniflandirma
algoritmalarimin performansimi hesaplamak amaciyla literatiirde
stk kullamlan bir takim model basarim olgiitiinden
faydalanilmistir (Kaynar ve ark., 2016) (Varol ve Iseri, 2019).
Bu o6lgiitlerin formiilasyonunda kullanilan parametreler su
sekilde tanimlanmaktadir:

TP (True Positive, Dogru Pozitif): Olumlu olan ve aym
zamanda siniflandirict  tarafindan  olumlu kabul edilen
yorumlarin sayisidir.

TN (True Negative, Dogru Negatif): Olumsuz olan ve ayni
zamanda smiflandirict tarafindan olumsuz kabul edilen
yorumlarin sayisidir.

FP (False Positive, Yanhs Pozitif): Olumsuz olan ancak
smiflandirict  tarafindan  olumlu kabul edilen yorumlarin
sayisidir.

FN (False Negative, Yanls Negatif): Olumlu olan ancak
smiflandirict  tarafindan olumsuz kabul edilen yorumlarin
sayisidir.

Bu parametreler kullanilarak hesaplanan model basarim
Olciitlerinin tanimi ve formiilasyonu ise asagida yer almaktadir:

Dogruluk (Accuracy): Dogru tahminlerin tim tahminlere
oranidir. Dogruluk olgiitii (1) ile verilen formiil kullanilarak
hesaplanmaktadir.

TP+TN
TP+TN+FP+FN

Dogruluk = 1

Hassaslik (Precision): Dogru pozitif tahminlerin sayisinin
dogru ve yanlig pozitif tahminlerin sayilarmin toplamina
oranidir. Hassaslik olgiitii (2) ile verilen formiil kullanilarak
hesaplanmaktadir.

TP
TP+FP @)

Hassaslik =

Geri Cagirma (Recall): Dogru pozitif tahminlerin sayisinin
dogru pozitif ve yanlis negatif tahminlerin sayilarinin toplamina
oranidir. Geri ¢agirma olgitii (3) ile verilen formiil kullanilarak
hesaplanmaktadir.

TP
TP+FN )

Geri Cagirma =

F-skor (F-score): Hassasligin ve geri ¢agirmanin harmonik
ortalamasidir. F-skor o6lgiitii (4) ile verilen formiil kullanilarak
hesaplanmaktadir.

precisionXrecall

F—skor =2x precision+recall )
2.12. Test Ortamm
Bu calismada degerlendirmeye alinan smiflandirma

algoritmalar1 Tablo 3’de yer alan konfigilirasyonlara sahip bir
diziistii bilgisayarda gerceklenmistir ve ¢alistirilmustir.
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Tablo 3. Konfigiirasyon

Tablo 5. Imdb veri seti model basarim élciitleri

Ozellik

Intel® Core™ i7-4870HQ Processor,
6 MB Cache, 2.5 GHz (Launch Date:
Q3'14)

16 GB, 1600 MHz DDR3

Sistem

Islemci (Processor)

Bellek (Memory)

Part 1: macOS High Sierra

Part 2: Windows 10+Ubuntu 18.04
(WSL, Windows Subsystem for
Linux)

Isletim Sistemi
(Operating System)

3. Analiz ve Deney Sonuclari

Duygu analizi ig¢in veri madenciligi siniflandirma
algoritmalarinin ~ karsilagtirilmast  iizerine  hazirlanan  bu
¢alismada materyal ve yontem boliimiinde detaylandirilan veri
seti ve algoritmalar kullanilarak {irin, film ve restoran
yorumlarina dayali analizler yapilmistir. Yine bu ¢alisma
kapsaminda duygu analizi iizerine yapilmis literatiirdeki diger
caligmalarin  aksine daha fazla model ile kiyaslama
gerceklestirilmigtir.

Bu caligmada K-En Yakin Komsu, Naive Bayes, Destek
Vektor Makinesi, Karar Agaci ve Rastgele Orman siniflandirma
algoritmalarindan yararlanilmigti. Bu algoritmalarin her biri
Anaconda ortaminda Python programlama dili ve scikit-learn
kiitiiphanesi ile gerceklenmis ve igerisinde 3000 farkli verinin
yer aldig1 kapsamli bir veri seti ile test edilmistir. Test amaciyla
veri setinin %25°1lik kismindan faydalanilmis, %75°lik kismi ise
egitim igin kullanilmustir.

Tablo 4, sadece Amazon isimli veri setinde yer alan 1000
adet iirin yorumu kullanilarak ger¢eklenen simiflandirma
algoritmalarinin ~ dort  farkli  model basarim  Slgiitiiyle
performanslarinin  karsilastirildign ~ tablodur.  Bu  tablo
incelendiginde en iyi sonuglara %79.6 dogru siniflandirma
orantyla DVM ve %75.6 dogru smiflandirma oramiyla KNN
smiflandirma algoritmalar: ile ulasildigt ve NB algoritmasinin
diger yaklagimlara kiyasla daha diisiik bir performans sergiledigi
goriilmektedir.

Tablo 4. Amazon veri seti model basarim olgiitleri

Algoritma Dogruluk | Hassashk Geri F-skor
Cagirma

DVM 0.800 0.796 0.794 0.795

KNN 0.756 0.758 0.765 0.752

RO 0.744 0.748 0.740 0.742

NB 0.676 0.679 0.679 0.676

KA 0.664 0.660 0.658 0.660

Tablo 6, sadece Yelp isimli veri setinde yer alan 1000 adet

restoran yorumu kullanilarak  gerceklenen siniflandirma
algoritmalarimin  dort  farkli  model basarim  Slgiitiiyle
performanslarmin  karsilastirildigt  tablodur.  Bu  tablo

incelendiginde en iyi sonuglara %79.2 dogru siniflandirma
orantyla DVM ve %77.2 dogru smiflandirma oraniyla KNN
smiflandirma algoritmalar ile ulagildigi ve NB algoritmasinin
diger yaklagimlara kiyasla daha diisiik bir performans sergiledigi
goriilmektedir.

Tablo 6. Yelp veri seti model basarim o6l¢iitleri

Algoritma Dogruluk |Hassashk Geri F-skor
Cagirma

DVM 0.792 0.801 0.792 0.790

KNN 0.772 0.776 0.772 0.771

RO 0.756 0.781 0.756 0.751

KA 0.724 0.725 0.724 0.724

NB 0.696 0.699 0.696 0.695

Tablo 7 ise Amazon, Imdb ve Yelp isimli veri setlerinin
birlestirilmesiyle elde edilen ve 3000 yorumdan olusan yeni veri
seti kullanilarak gerceklenen siniflandirma algoritmalarinin dort
farklt model bagarim 6l¢iitiiyle performanslarinin karsilastirildig
tablodur. Bu tablo incelendiginde en iyi sonuglara %85 dogru
smiflandirma oraniyla DVM ve %81.3 dogru siniflandirma
orantyla KNN smiflandirma algoritmalart ile ulasildigi
goriilmektedir.

Tablo 7. Birlestirilmis veri seti model basarim olciitleri

Algoritma Dogruluk |Hassashk Geri F-skor
Cagirma

DVM 0.796 0.794 0.795 0.794

KNN 0.756 0.760 0.762 0.756

RO 0.740 0.740 0.731 0.733

KA 0.720 0.717 0.715 0.716

NB 0.712 0.720 0.720 0.712

Tablo 5, sadece Imdb isimli veri setinde yer alan 1000 adet

film  yorumu  kullamlarak  ger¢eklenen  simiflandirma
algoritmalarmin ~ dort  farkli  model basarim  dlgiitiiyle
performanslarmin  karsilastirildigt  tablodur. Bu  tablo

incelendiginde en iyi sonuglara %80 dogru siniflandirma
orantyla. DVM ve %75.6 dogru smiflandirma oraniyla KNN
simiflandirma algoritmalar: ile ulasildigr ve KA algoritmasinin
diger yaklasimlara kiyasla daha diisiik bir performans sergiledigi
goriilmektedir.
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Algoritma Dogruluk |Hassashk Geri F-skor
Cagirma

DVM 0.850 0.851 0.850 0.850

KNN 0.813 0.818 0.814 0.813

RO 0.770 0.771 0.770 0.770

KA 0.723 0.738 0.725 0.720

NB 0.703 0.712 0.702 0.699

Bu durum DVM’nin bilyliik ve veri gesitliligi fazla veri
setleri i¢cin KNN’ye kiyasla daha etkili olduguna isaret
etmektedir. Ote yandan RO’nun barindirdigi birden fazla karar
agacina ait simiflandirma sonuglarmi kullanarak en ideal sonuca
ulagmasi1 nedeniyle tek bir agaca sahip klasik KA algoritmasina
gore %93.8 oraninda (RO ve KA’nin dogruluk olgiitiine gore
kiyaslanmas1 sonucu ulagilan oran) daha basarili bir performans
sergiledigi anlasilmaktadir. Bu durumun veri biiylikligiiniin ve
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cesitliliginin bir sonucu oldugu degerlendirilmektedir. Ote
yandan NB algoritmasinin diger yaklagimlara kiyasla daha diisiik
bir performans sergiledigi anlasilmaktadir.

Tim algoritmalar arasinda en iyi performansi gosteren
DVM algoritmasinin, kullanilan her bir veri seti ile ayr1 ayr1 ve
tim veri setlerinin birlesiminden olusan tek bir veri seti ile
egitilmesi sonucu ulagilan dogruluk degerleri Sekil 3 ile verilen
grafikte yer almaktadir. Bu grafik incelendiginde DVM
algoritmasimin performansinin doérdiincii veri setinin heterojen
yapisina ragmen artti§i anlagilmaktadir. Ayni algoritmanin
homojen verilerden olusan diger 3 veri seti ile ayr1 ayri
egitilmesi durumunda performansinin azaldigi ise bu grafikten
¢ikarilabilecek bir bagka sonugtur.

0,86

0,84

0,82

0,80
SRR
0,76 - T T T

Amazon Veri Imdb Veri Yelp Veri Seti Birlestirilmig
Seti ile Seti ile ile Egitilmis  Veri Seti ile
Egitilmis Egitilmis DVM Egitilmis
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Sekil 3. DVM algoritmasinin dogruluk grafigi

Calismada elde edilen sonuglarin daha iyi
degerlendirilebilmesi amaciyla tasarimn (7) numarali adiminda
algoritmalarin  performanslart  giinlimiizde yaygin olarak
kullanilan AUC-ROC egrisi ile gorsellestirilmisti. ROC
egrisinin altindaki alani ifade eden AUC nin biiyiikliigii modelin
basarisinin bir 6l¢iisii olarak kabul edilmektedir. Gorselde yer
alan egrinin sol iist kdsesine yaklasildik¢a sonuglarin dogrulugu
artmaktadir.

Sekil 4’de yer alan ROC egrisi incelendiginde DVM’nin sol
ist koseye en yakin algoritma oldugu ve tiim algoritmalarin
dogrulugunun %50°nin lizerinde oldugu goriilmektedir.
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Sekil 4. ROC egrisi

Sekil 5°de bu ¢alisma kapsaminda performansi analiz edilen
bes algoritmanin her birine ait egitim siireleri yer almaktadir. Bu
sekle gore duygu analizinde egitim siirecini en hizli tamamlayan
algoritma NB’dir. Veri setinde yer alan islemlerin ve
Ozniteliklerin sayisinin fazlaligs DVM algoritmasinin egitim
sirecini ~ diger algoritmalara kiyasla olduk¢a olumsuz
etkilemistir. Ote yandan en AUROC skorunda en yiiksek
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algoritmaya en yakin olan KNN, modeli egitmek icin DVM’nin
yarisindan daha fazla bir siireye ihtiya¢ duymustur.

Egitim Suresi (Saniye)
14,09

15,00 -
9,47
10,00 A 7,25
4,97
- ' l 1
0,00 . . . . :
DVM KNN RO KA NB

Sekil 5. Algoritmalarin egitim siireleri

Sekil 6’da ise test siireleri goriilmektedir. Algoritmalarin test
stirelerinin egitim siirelerine hemen hemen paralel bir trend
izledigi anlagilmaktadir. Bagka bir deyisle test siireci en uzun
stiren algoritmalar DVM ve KNN iken, bu siireci en hizli
tamamlayan algoritma yine NB olmustur.
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Sekil 6. Algoritmalarin test siireleri

3.1. Literatiirdeki Benzer Calismalarla
Performans Karsilastirmasi

Bu alt boliimde, dogruluk kriteri agisindan bu ¢aligmanin en
iyi algoritmasi olan DVM, literatiirde ayni veri setlerini kullanan
calismalardaki farkli algoritmalar ile karsilastirilmustir.

Ik caliymada (Bari ve Saatcioglu (2018)), bes farkl
algoritma tiim veri setlerine (Amazon, Yelp, Imdb)
uygulanmistir. Tablo 8, DVM modelimizin dogruluk kriteri
acisindan ilgili ¢aliymadaki tiim algoritmalara kiyasla daha
basarili oldugunu gostermektedir.

Ikinci ¢aligmada (Rathee ve ark., (2018)), dokuz farkli
algoritma tim veri setlerine (Amazon, Yelp, Imdb)
uygulanmistir. Tablo 8, DVM modelimizin dogruluk kriteri
acisindan 1ilgili caligmadaki tiim algoritmalara kiyasla daha
basaril1 oldugunu gostermektedir.

Ucgiincii ¢alismada (Wei (2021)), dort farkli algoritma Imdb
ve Yelp veri setine geri kalan dort algoritma ise sadece Yelp veri
setine uygulanmistir (Amazon veri setine ait dogruluk degerleri
bu calismada paylasilmamigtir). Tablo 8, DVM modelimizin
dogruluk kriteri agisindan ilgili ¢aligmadaki tim algoritmalara
kiyasla daha basarili oldugunu gostermektedir.
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Tablo 8. DVM modelinin literatiirdeki diger ilgili ¢calismalaria

karstlastiriimasi
Algoritma Amazon Imdb Yelp
Dogruluk | Dogruluk | Dogruluk
TB Polarity 0.747 0.740 0.761
TB Subjectivity 0.695 0.628 0.686
OF Polarity 0.640 0.667 0.657
OF Subjectivity 0.525 0.551 0.544
Stanford NLP 0.758 0.784 0.774
Bari ve Saatcioglu (2018)
Logistic Regression 0.752 0.740 0.756
K-Nearest Neighbors 0.652 0.616 0.656
Support Vector 0.476 0.484 0.448
Machine Classifier
Decision Tree Classifier 0.748 0.676 0.740
Random Forest 0.752 0.760 0.760
Classifier
AdaBoost Classifier 0.744 0.708 0.728
Gaussian Naive Bayes 0.676 0.724 0.648
Bagging (Random 0.708 0.720 0.756
Forest)
Bagging (Ada Boost) 0.764 0.680 0.728
Rathee ve ark., (2018)
UPNN 0.435 0.608
HUAPA 0.550 0.686
NSC+LA 0.487 0.630
NSC+UPA - 0.533 0.667
VistaNet 0.619
VS-CNN(ltemoriented) - 0.620
VS-CNN(Useroriented) 0.649
Wei (2021)
Bu Cahsmamin DVM 0.796 0.800 0.792
Uygulamasi
4. Sonuc¢

Bu ¢aligmada duygu analizi i¢in bes farkli veri madenciligi
smiflandirma algoritmasinin performansi karsilastirilmigtir. Tim
algoritmalarin kullanilan her bir veri seti ile ayr1 ayn
calistirilmasina kiyasla tiim veri setlerinin birlesiminden olusan
tek bir veri seti ile egitilmesinin performans artisina neden
oldugu gozlemlenmistir. Bu durum veri gesitliliginin ve
biiyiikliigiiniin Snemini bir kez daha gozler oniine sermistir. Ote
yandan DVM’nin birlestirilmis veri setinin biiylikliigline ve
cesitliligine ragmen %@85°lik bir dogruluk oraniyla diger
algoritmalara kiyasla en etkili analiz araci oldugu ortaya
¢ikmigtir. Bu amagla dort farkli  basarim  6lgiitiinden
faydalanilmistir ve bu Olgiitlerden biri ROC egrisi ile
gorsellestirilmistir.

Gelecekte yapilacak galigmalarda veri seti ¢esitliliginin ve
boyutunun daha da arttirilmasi, ayrica derin 6grenmeye dayali
smiflandirma  algoritmalar1  kullanilarak  duygu analizinin
gerceklestirilmesi planlanmaktadir.
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