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Oz

Bu calismada, farkli kimyasal birimlere ait dogrusal olmayan siirecler igeren bir endiistriyel tesisteki 20 farkli arizanin tespiti ve
smiflandirilmasi yapilmistir. Kullanilan veri seti bilyiik bir endiistriyel tesisten elde edilen IEEEDataPort ¢evrimigi veri kiimesidir.
Tennessee Eastman Siireci olarak bilinen bu veri seti 20 farkli hata tiirii ile 52 islem noktasindan alinan 6l¢iimleri igerir. Bu 6lgtimler
iizerinden Poincare ¢izimleri elde edilerek her islem noktasi igin sik kullanilan dogrusal olmayan &znitelikler ¢ikarilmigtir. Bu
Oznitelikler %5 istatistiksel anlamlilik diizeyinde tek yonlii ANOVA testine uygulanarak hata tiirleri arasinda istatistiksel olarak
anlaml fark oldugunu gosterenler secilmistir. Hem tiim 6znitelikler hem de sadece ANOVA ile secilen 6znitelikler bes farkli topluluk
O0grenmesi algoritmasi (Boosted Trees, Bagged Trees, Subspace Discriminant, Subspace KNN ve RUSBoosted Trees) kullanilarak
smiflandirilmigtir. Bu ¢alismada elde edilen en yiiksek siniflandirici dogrulugu Subspace Discriminant algoritmasi kulanilarak %89,5
olarak elde edilmistir. Ayn1 verisetini kullanan benzer caligmalarla kiyaslanabilir bir basar1 diizeyine ulagilmistir. Ote yandan,
ANOVA tabanli 6znitelik se¢iminin bu tiir endiistriyel proses tesislerinde arizalarin teshisinde bariz bir istiinlik saglamadigi
gorilmiistiir.

Anahtar Kelimeler: Tennessee Eastman Proses Sistemi, Ariza Tespiti, Ariza Teshisi, Topluluk Ogrenmesi, Poincare Grafik
Olgiimleri, Tek Yonlii ANOVA Testi.

Fault Detection and Diagnosis on Process Control Systems Using
Ensemble Learning Algorithms from Poincare Plot Measures

Abstract

This study aimed to detect and classify 20 different malfunctions in an industrial facility that involves nonlinear processes from
various chemical units. The IEEEDataPort online dataset, acquired from a large industrial plant, was used in this study. It contains
measures from 52 process points in Tennessee Eastman Process with 20 different fault types. We extracted two commonly used
nonlinear features from Poincare Plots for each measurement point. The statistically meaningful features, which show statistically
significant differences among fault types with a significance of 5%, were selected from these features. Five distinct Ensemble Learner
algorithms (Boosted Trees, Bagged Trees, Subspace Discriminant, Subspace KNN, and RUSBoosted Trees) discriminated the fault
types using all features and the selected features only. The maximum classifier accuracies were 89.5% for both feature sets using the
Subspace Discriminant method in this study. This performance is a comprehendible result among the results achieved in similar
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studies. On the other hand, ANOVA-based feature selection didn't result in a clear advantage to diagnose faults in such industrial

process plants.

Keywords: Tennessee Eastman Process System, Fault Detection, Fault Diagnosis, Ensemble Learning, Poincare Plot Measures, One-

Way ANOVA Test.

1. Giris

Son yillarda, iiretim kalitesini ve sistemin performansini
artirmak i¢cin daha karmasik endiistriyel siireglerin tasarimi
zorunlu hale gelmistir. islemlerin {stesinden
gelebilmek i¢in ¢esitli endiistriyel ekipmanlarin siireci (veya
stiregleri) izlemesi ve yapay zeka dahil olmak tizere ileri diizey
otomasyon yontemlerinin birlikte kullanimi ile biiyiik bir basari
saglanmistir [1]. Geligsmis {iretim siireglerindeki ilerlemelerle
birlikte, bu siireglerin giivenilirligini, verimliligini ve tutarliligim

Bu zorlu

artirmak icin sistem hatalarimin zamaninda teshis ve tespiti
oldukga 6nemlidir [2].

Genel amagh bir ariza tespit ve teshis sistemi ii¢ ana
boliimden olusmaktadir: (i) Izlenmekte olan sistemindeki bazi
arizalarin meydana geldigini gosteren ariza tespiti, (ii) Meydana
gelen arizanin tiirlinii ve/veya yerini belirleyen ariza teshisi ve
(iii) Arizanin biiylikligiinii belirleyen ariza tanimi [3]. Boyle bir
sistemin ¢ikig1 genellikle sadece arizali veya arizasiz seklindedir.
Sistemin girisi ise farkli sensorlerden gelen 6l¢iimler ve/veya bu
Olgtimlerden hesaplanan Oznitelikler olmaktadir. Bu sistem,
verilerden ilgili modeli ya da kalibi bulmak ve bunlar1 gérev
odakli bilgiye doniistiirmek icin istatiksel tabanli 6zellik
secimini, makine  Ogrenmesi  algoritmalariyla  model
olusturulmasina dayanmaktadir.

Bu c¢alismada, izlenen degiskenlerin fazla oldugu, kimya
endistrisinde 6nemli yer tutan yer alan ve literatiirdeki bir¢ok
caligmanin odak noktasi olan Tennese Eastman Process (TEP)
ornek almmustir [4, 5]. 2010 yilinda gerceklestirilen bir
calismada, Genetik Algoritma tarafindan desteklenen Ana
Bilesen Analizi (PCA) ve c¢ok katmanli algilayict (MLP)
smiflandiricist kullanilmigtir [6]. Ayni veri setinin analizi igin
bagka vbir ¢aligmada, Kernel Tabanli Ana Bilesen Analizi (K-
PCA) ve Fisher diskriminant analizi simflandiricist
kullanilmistir [7]. Bu ¢aligmalara ait siiflandirict performanslari
rapor edilmemistir. Yakin tarihli bir ¢aligmada, Poincare
¢iziminden elde edilen Oznitelikler kullanilarak k-yakin komsu
smiflandiricist  ile %55 dogrulukla hata smiflandirmasi
yapilabilmistir [10]. Daha kapsamli baska bir ¢alismada ise,
destek vektor makineleri (SVM), PCA uygulanmis SVM ve ¢ok
katmanli algilayici (MLP) siniflandiricilart kullanilarak sirastyla
%49,7, %67,3 ve %73,8 smiflandirict dogruluklarina
ulagilabilmistir [11]. Bu az sayidaki Ornek c¢aligmadan da
anlagilacagi lizere, daha farkli siniflandiric1 ve 6znitelik ¢ikarma
ve Oznitelik se¢imi algoritmalariin kullaniminin arastirilmasina,
boylece daha yiiksek dogrulukla hata simiflandirmasi
yapilmasina ihtiya¢ duyulmaktadir.

Bu ¢aligmada, sensorlerden gelen verilerden ¢izilen Poincare
grafiklerinden hesaplanan dogrusal olmayan oOzniteliklerin ve
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bunlarin arasindan ANOVA tabanli istatistiksel anlamlilik ile
secilen  ozniteliklerin  Topluluk  Ogrenmesi  siniflandiric
algoritmalarimia uygulanmastyla, daha yiiksek dogrulukla hata
tespiti yapilip yapilamayacag arastirtlmistir.

2. Materyal ve Metot
2.1. Veri Seti

Tennessee Eastman Process veri seti, 4 reaktif, 2 iiriin, 1 yan
iriin ve 1 inert bilesen olmak {izere toplam 8 kimyasal
bilesenden olusmaktadir [20]. Bu kimyasal siiregten basing,
seviye, mol orani, sicaklik, akis hizi ve kompresor gii¢ ¢iktilart
gibi sistemin ozelliklerini kaydeden 52 farkli degisken elde
edilmektedir. Bunlardan 11 tanesi operatoriin kimyasal prosesin
kontrol altinda g¢aligmasini saglamak icin kontrol edebilecegi
akis hizi, karigtirict hizi ve valf pozisyonu gibi manipiile edilmis
degiskenlerdir.

Veri setindeki degiskenler, farkli veri dosyalarina karsilik
gelen "Faulty_Free_Training", "Faulty_Free_Testing",
"Faulty Testing" ve “Faulty Training" olarak adlandirilmustir.
Her bir veri dosyas1 55 adet siitun veri icermektedir. Bunlardan
“faultNumber” siitunu veri setindeki 1 ila 20 arasindaki ariza
¢esidini (0 ise ariza olmamasi durumunu) temsil etmektedir.
“Sample” siitunu egitim veri setinde 1 ile 500 arasinda (test veri
setinde ile 1 ile 960 arasinda) alinan Slgiimiin sira numarasini
vermektedir. “xmeas_1" ile baslayip “xmv_11" ile sonlanan (4
ila 55 arasindaki) siitunlar ise sensorlerden kayit edilen degerleri
vermektedir. Bu degerler her 3 dakikada bir kayit edilen (yani
Orneklenen) egitim veri setindeki 25 saatlik ve test veri setindeki
48 saatlik sensor verilerine karsilik gelmektedir.

Bu veri setinin normal olmayan kosullari tespit etme
algoritmalarin1  karsilagtirmak icin bu kadar yaygin olarak
kullanilmasinin ana nedeni, hatali ve hatasiz veri dosyasi
igermesidir. Teorik olarak, iyi bir normal olmayan kosullar
tespit etme algoritmasi, hatasiz veri kiimesi igin herhangi bir
yanlis pozitif vermemeli ve ayn1 zamanda hatal1 veri kiimesinde
ortaya ¢ikan 20 hatanin olabildigince cogunu yakalamalidir.

2.2. Oznitelik Cikarma

Dogrusal olmayan dinamiklerden alinan bir teknik olan
Poincaré grafigi, x eksenindeki her verinin y eksenindeki sonraki
verilere karsi ¢izilmesiyle olugsmaktadir [16,17]. Bu grafikte
dagilimm genel sekli, serilerinin  dinamiklerini
karakterize etmek i¢in kullanilir. Poincaré grafigi, ham veri
kiimesi kullanilarak ¢izilir. Poincaré planinin sekline bir elips
yerlestirmek giderek daha popiiler bir teknik haline gelmektedir
[18]. Grafikteki noktalarin mesafesinin standart sapmasi, elipsin
genigligini (SD1) ve uzunlugunu (SD2) temsil etmektedir. Sekil
1’de 6rnek bir Poincare ¢izimi goriilmektedir.
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Sekil 1. Veri setindeki simulationRun=1, faultNumber=1 i¢in xmeas_3 degerine ait Poincare ¢izimi ve SD1-SD2 degerleri

Poincare dl¢timleri SD1 ve SD2 olup asagidaki formiil (1)
ve (2) ile hesaplanmaktadir [17,19]. Burada, SDSD ardisik
farklarin standart sapmasi ve SD ise verinin standart sapmasidir.

SD, = /%50502 = std (= 1)

SD, = \/2(50)2 - §SD5D2 = std(xi%;xi) )

2.3. Istatistiksel Tabanh Oznitelik Secimi

Tek yonlii varyans analizi (ANOVA), ikiden fazla bagimsiz
grubun ortalamalar1 arasinda istatistiksel olarak anlamli bir fark
olup olmadigini belirlemek i¢in kullanilir [14]. Bu c¢alismada
kullanilan prosesteki 20 farkli ariza ¢esidi oldugu igin, arizalar
arasinda istatistiksel olarak anlamli fark gdsteren sensorlerin ve
Ozniteliklerin tespitinde ANOVA kullanilmistir. ANOVA i¢in
tim Oznitelikler ve gruplar SPSS yazilimina yiiklenmis ve
istatistiksel anlamlilik diizeyi %S5 secildigi i¢in 0,05’den kiiciik p
(anlamlilik) degeri veren Oznitelikler secilmistir. Tek yonli
ANOVA gruplar arasinda anlamli fark oldugunu verse de hangi
gruplar arasinda fark oldugunu ve hangileri arasinda fark
olmadigint vermez [15]. Bunun i¢in post-hoc testleri kullanilir.
Bu c¢alismada sadece istatistiksel anlamli fark gosterdigini
bilmek yeterli oldugundan, post-hoc testleri uygulanmamuistir.

2.4. Siniflandirici

Topluluk 6grenmesi (Ensemble learning), birka¢ modeli
birlestirerek makine ogrenimi sonuglarinin iyilestirilmesine
yardimci olur. Bu yaklasim, tek bir modele kiyasla daha iyi
tahmin performansi iiretilmesine olanak tanir. Bu nedenle
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topluluk 6grenmesi yontemleri, Netflix Yarismasi, KDD 2009 ve
Kaggle gibi bircok makine 6grenimi yarismasinda birinci sirada
yer almigtir [7, 8, 9].

Topluluk 6grenmesi yontemleri, varyanst

sapmayt (boosting) azaltmak veya tahminleri

(bagging),
tyilestirmek
(stacking) i¢in birka¢ makine 6grenimi teknigini tek bir tahmin
modelinde birlestiren algoritmalardir. AdaBoost gibi temel
Ogrenicilerin sirali olarak tiretildigi toplu yontemler ve Random
Forest gibi paralel yontemler olmak tizere ikiye ayrilir. Sirali
yontemlerin temel motivasyonu, temel Ogrenenler arasindaki
bagimliliktan yararlanmaktir. Performans, Onceden yanlis
etiketlenmis 6rnekleri daha yiiksek agirlikla tartarak artirilabilir.
Paralel yontemlerin temel motivasyonu, temel Ogrenenler
arasindaki bagimsizliktan yararlanmaktir. Siniflandirict genel
hatasi, Ogrenicilerin alinarak Onemli dlcilide
azaltilmaktadir. Cogu topluluk &grenmesi yontemi, homojen
temel Ogrenenler, yani ayni tiirden 6grenenler iiretmek igin tek
bir temel 6grenme algoritmast kullanir ve bu da homojen
topluluklara yol agar [12].

ortalamasi

Bu calismada kullanilan veri seti, test ve egitim olmak iizere
rasgele secilen Orneklerden olusan iki gruba ayrilmistir [13].
Egitim grubuna ait verilerle simiflandiric1 egitimleri yapilirken,
test grubu verileriyle siniflandirict bagarimlari hesaplanmistir.
Bunun i¢in topluluk 6greniminin Boosted Trees, Bagged Trees,
Subspace Discriminant, Subspace KNN ve RUSBoosted Trees
metotlar1 kullanildi. Bu metotlarin performans karsilastirmasi
Dogruluk (Accuracy) ile yapilmigtir [3].

Dogru siniflandirilan 6rnek sayist (3)

Dogruluk =

Toplam 6rnek sayist
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2.5. Uygulama

Tennessee Eastman Process’den alinan veriler, Poincare plot
Olgtimleri kullanilarak hesaplandi ve SD1 ve SD2 degerlerini
igeren bir veri seti olusturulmustur. Bu veri seti kullanilarak 20

farkli  hatayr siiflandirmak  igin  Topluluk ~ Ogrenmesi
algoritmalar1 (Boosted Trees, Bagged Trees, Subspace
Discriminant, Subspace KNN ve RUSBoosted Trees)

kosturulmugtur. Daha sonra, bu veri seti icindeki Poincare

Olgtimlerinden hangilerinin %5 anlamlilik diizeyinde hata tiirleri
arasinda farklilik gdsterdigini bulmak igin tek yonli ANOVA
testi kullamilmistir. Bu istatistiksel olarak segilen Poincare
ozelliklerinin olusturdugu yeni veri seti kullanilarak 20 farkli
hatayr simiflandirmak i¢in aym1 smiflandiric1 algoritmalari
kosturulmugtur. Tiim siniflandiricilarin basarimlari dogru olarak
simiflandirdiklar: hata sayisinin tiim hata sayisina orani olarak
formiil (3) kullanilarak hesaplanarak karsilagtirilmistir. Sekil
2’de Onerilen ariza tespit sisteminin ¢aligmasi 6zetlenmektedir.

Tennessee Eastman Proses Veri Seti T ¢ Omitelik Cikarmu \  xmess & s !
it g s Istatistiksel Tabanh e
xmeas_2 2 xmeas_2 Omitelik Secimi xmeas_2 Smiflandinct
4 i s 3 " . &
- OO0Oee. Test edilen
1 . ——» hatalarm
- ol Py raporlanmas:
B2 B i
s xmv_11 xmv_11 xmv_11 Ensemble Learning
E— - LA = EE—— = - S
gl \ Poincaré Olciimleri Herlgim ANOVA Testi / —
Fopbmtlctial SDI1 ve SD2deerleri

Sekil 2. Onerilen ariza tespit sistem semasi

3. Sonuglar

Bu ¢alismada, Poincaré dlglimleri (bir baska deyisle SD1 ve
SD2 degerleri) bulundu ve elde edilen veri seti ile Slglimler
arasinda anlamli farklilik olanlari bulmak igin tek yonlii
ANOVA testi kullanild1. Bu test sonucunda 24, 26, 32, 37, 39,

40 ve 41 nolu sensorlere ait SD1 6lglimlerinin istatistiksel olarak
anlamh fark gostermedigi tespit edildiginden, bu O6znitelikler
veri setinden ¢ikarilarak yeni bir veri seti olusturulmustur. Tiim
Poincaré olgiimlerinden ve istatistiksel olarak segilen Poincaré
Olciimlerinden 20 farkli hatayt siniflandirmak icin kullanilan
Topluluk Ogrenimi metotlar1 ve dogruluk yiizdeleri Tablo 1’de
Ozetlenmistir.

Tablo 1. Ham Poincaré élgiimleri ve tek yonlii ANOVA ile segilmis Poincaré él¢iimlerinin farkli topluluk égrenim metotlarindaki

basart yiizdeleri
Topluluk Ogrenmesi Tiim Ozniteliklerin Kullamldig Sadece ANOVA ile Secilen Ozniteliklerin
Algoritmalar: Zaman Siniflandirici Dogrulugu Kullanildig1 Zaman Siniflandirict Dogrulugu
Boosted Trees %79,0 %81,5
Bagged Trees %70,0 %70,5
Subspace Discriminant %389,5 %389,5
Subspace KNN %53,5 %51,5
RUSBoosted Trees %73,0 %76,5

Tablo 1’e gore, Subspace Discriminant algoritmasi %89,5
ile en yiiksek siniflandirict dogrulugunu vermistir. Oznitelik
secimi yapilan ve yapilmayan veri setlerine ait smiflandirici

4. Tartisma

Ariza tespit ve teshis teknolojisi endiistriyel proseslerin ve
sistemlerin tutarliligini, dayanikliligini, giivenligini saglamak
icin en kritik bilesenlerden biridir. Bu ¢aligmada, hatalar1 heniiz
olugsmadan tahmin etdilmesi ve tedbir alinmasi igin sensorlerden
gelen verilerden hesaplanan Poincare ¢izimi Oznitelikleri
iizerinden Topluluk Ogrenmesi tabanli bir uyar1 sistemi

gelistirilmigtir (Sekil 2).

Bu calismada hatalar1 tahmin etmek ve siniflandirmak igin
en etkili makine 6grenme yontemlerinden biri olan Topluluk
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algoritmalarinin dogruluklar1 kiyaslandiginda, aralarinda kii¢iik
farklar bulundugu goriilmektedir.

Ogrenmesinin farkli algoritmalar1 denenmistir. Bu algoritmalar
arasindan  Subspace  Discriminant  algoritmast  %89,5
simiflandirict dogrulugu ile en yiliksek performansi vermistir.
Cok yakin tarihli bir c¢aligmada, yine Poincaré Ol¢timleri
kullanilarak en yakin k komguluk (KNN) siniflandiricisi ile %55
siniflandirict dogruluguna ulagildigr goriilmektedir [10]. Baska
bir bagka ¢aligmada ise destek vektér makineleri (SVM), PCA
uygulanmis SVM ve ¢ok katmanlh algilayict (MLP)
smiflandiricilart kullanilarak sirasityla %49,7, %67,3 ve %73,8
siniflandirict dogruluklarina ulasilabilmistir [11]. Literatiirde
verilen bu az sayidaki ¢alisma ile kiyaslandiginda, bu calismada
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elde edilen Topluluk Ogrenmesi simflandiricisi en yiiksek
simflandirict basarimina ulasmustir. Ustelik onceki ¢alismalarda,
kullanilmayan bir dogrusal olmayan Oznitelikler arasinda yer
alan Poincare Cizimi Ozniteliklerinin de etkili oldugu
goriilmektedir. Takip eden ¢aligmalarda, diger iyi bilinen makine
O6grenmesi  algoritmalarinin,  6znitelik ¢ikarma ve segme
yontemlerinin kullanilmasiyla daha yiiksek bir siniflandirici
performansinin elde edilmesi hedeflenmektedir.
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