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Oz

Bu ¢alismada, miizik tiirii siniflandirma yapmak i¢in bu alanda daha 6nce kullanilmamis derin 6grenmeye dayali Evrisimli Uzun Kisa
stireli bellek derin sinir agi (CLDNN) ad1 verilen bir mimari kullanilmistir. Ayrica ¢esitli miizik tiirlerine ait 200 miizikten olusan yeni
bir Tiirkge Miizik Veritabani olusturulmustur. Onerilen mimarinin ve yaygmn olarak kullamlan makine 6grenme metotlarmin
smiflandirma performansi olusturulan bu veri tabani tizerinde degerlendirilmistir. Ek olarak, kullanilan bu mimarinin ilk kismini
olusturan Evrigimli Sinir Ag1 (CNN) kullanilarak, yeni 6znitelikler elde edilmistir. Bu yeni 6znitelikleri elde etmek i¢in Evrigimli Sinir
Agi’na girdi olarak hem Mel Frekansi Kepstrum Katsayilart (MFCC) hem de log mel filtre bankasi enerjileri kullanildi. Bu
Ozniteliklere ek olarak cesitli araclar kullanilarak ¢ok sayida standart 6znitelik elde edilmigtir. Biitiin metotlar i¢in en basaril
simiflandirma sonuglarina standart 6zniteliklerle yeni 6znitelikler bir arada kullanildiginda ulagilmistir. Karsilastirilan siniflandiricilar
icerisinde en iyi sonuglara ise %99,5 ile dnerilen mimarinin kalan kismi olan Uzun Kisa Siireli Bellek (LSTM) ile tam baglantili
katmanlardan olusan Derin Sinir Ag1 (DNN) birlesimi ile ulagiimustir.

Anahtar Kelimeler: Miizik, Tiir Simiflandirma, Derin Ogrenme.

Classification Of Music Genres From Turkish Music With Deep
Learning

Abstract

In this study, an architecture called Convolutional Long Short-term memory deep neural network (CLDNN) based on deep learning,
which has not been used before in this field, is used for music genre classification. In addition, a new Turkish Music Database
consisting of 200 music belonging to various music genres has been created. The classification performance of the proposed
architecture and commonly used machine learning methods has been evaluated on this database. In addition, new features are
obtained by using Convolutional Neural Network (CNN), which is the first part of this architecture. Both Mel Frequency Cepstrum
Coefficients (MFCC) and log mel filterbank energies were used as input to the Convolutional Neural Network to obtain these new
features. In addition to these features, many standard features have been obtained by using various toolboxes. The most successful
classification results for all methods are achieved when standard features are used together with new features. The best results among
the compared classifiers were achieved with 99.5% by using the remaining part of the proposed architecture, Long Short Term
Memory (LSTM), together with the Deep Neural Network (DNN) consisting of fully connected layers.
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1. Giris
Miizik, kendine 6zgii dili, yapisi ve anlatimiyla insanlarin
karsilikli  diisiince, duygu ve  Ozlem  aligverisinde

bulunabilmelerini  saglayan 6nemli bir iletisim aracidir.
Teknolojinin gelismesiyle ve yeni iletisim araclarinin hayatimiza
girmesiyle miizige ulasabilme imkanimizi her gegen giin
artmaktadir ve miizik yasamimizin hemen hemen her aninda
bizimle beraberdir. Bu durum da miizigi en iyi sekilde
kullanarak iletigimimizi en {ist seviyeye tasiyacak bir bilgi ve
beceriye ulagsmay1 zorunlu hale getirmistir.

Giintimiizde, yapay zekd teknolojilerinin ve verinin
islenebilirliginin artmasiyla birlikte miizik endiistrisi diinya
ekonomisi i¢inde Onemli paya sahip olmaya baslamistir.
Diinyaca {inlii bircok sirket online miizik dinleme, miizik dneri
sistemleri (Spotify) dahil olmak iizere bircok uygulamaya
ragbetin artmasi sonucu miizik endiistrisine yonelmistir. Bu
uygulamalar kullanicilar tarafindan etiketlenen miizikler ile
dinledigimiz miizikleri, i¢inde barindirdigi sistemler sayesinde
analiz ederek, tiirtini smiflandirir.

Analiz agamasinda, son zamanlarda yapay zeka
teknolojilerinin sinyal isleme ile birlikte kullanilmasiyla birlikte
miizik ile ilgili akademik alanda da birgok c¢alisma yapildigi
goriilmektedir. Bu calismalarin ¢ogu; miizigin akustik analizi,
makam tanima, miizik tiirii siniflandirma ve miizikten duygu
tammma gibi calismalar1 igermektedir (Abidin ve ark., 2017,
Coban, 2017; Er ve Cig, 2020).

Miizik tiirti simiflandirma, miizik bilgisine erisim (MIR)’in
bir alt dalidir. Miizik Bilgisine Erisim, miizik parcalarindan bilgi
¢ikarma mekanizmalari ile bu gorevlerde yer alan disiplinler
arast bir aragtirma alamidir. Miizik tirii simiflandirma ile ilgili
yapilan literatiir taramasinda c¢alismalarin ¢ogunda bati
miiziklerinin tercih edildigi (Feng, 2014; Karatana ve Yildiz,
2017; Wong ve ark, 2018) ve Tiirk miiziklerine ¢ok fazla yer
verilmedigi gozlenmistir. Dolayisiyla bu ¢alismada Tiirk
miiziginden segilen Orneklerden olusan yeni bir veri tabani
olusturulmak istenmistir.

Tiir simiflandirmasina dayal ¢aligmalarin ¢ogunda temelde
iki ana unsur vardir. ki, siniflandirma basarisini artiracak biiyiik
verilerden onlar1 temsil edecek oznitelikler belirlemek, ikincisi
ise, tirleri ayirt eden bu Oznitelikleri kullanarak iyi bir
smiflandirict segmektir.

Arastirmacilar  bu ¢alhigmalarinda  genellikle melodi,
harmoni, ton ve ritim gibi miizik ve tiirii arasinda iliski kurabilen
standart ozellikler kullanirlar. Bu Oznitelikleri de tek tek elde
etmek yerine yiizlerce hatta binlerce standart oznitelik elde
etmeyi saglayan Marsyas (Tzanetakis ve Cook, 2000), Jaudio
(McKay, 2005), Opensmile (Eyben ve Schuller, 2015) ve
Mirtoolbox (Lartillot ve Toiviainen, 2007) gibi ¢esitli araglar
kullanirlar. Bu ¢alismada da oOzniteliklerin ¢ikarilmasinda bu
araclardan bazilar1 kullanilmistir.
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Miizik tirlerinin farkliliklarinin tespit edilmesini saglayan
en son ve en onemli asama simniflandirmadir. Bu alanda yapilan
caligmalara bakildiginda K En Yakin Komsu (k-NN) (Cover ve
Hart, 1967), Rastgele Ormanlar (RF) (Breiman, 2001), Destek
Vektér Makineleri (SVM) (Platt, 1999) ve Bayes Aglar
(Friedman ve ark., 1997) gibi en sik kullanilan makine 6grenme
metotlari ile birlikte Evrigimli Sinir Aglar1 (CNN) (Lecun, 2015)
ve Uzun Kisa Siireli Bellek Aglar1 (LSTM) (Hochreiter, 1997)
gibi  bircok derin  6grenme  metodunun  kullanildig
goriilmektedir.

Bu caligmada konugma tamima (Sainath ve ark., 2015),
duygu tamma (Hizlisoy ve ark, 2020) da dahil olmak iizere
bircok alanda basarili olan ancak miizik tiirii siniflandirmada
daha 6nce denenmemis yeni bir yaklasim olan evrisimli uzun-
kisa siireli bellek derin sinir agt (CLDNN) mimarisi, olusturulan
veritabani lizerinde kullanilarak siniflandirma yapilmistir. Ayrica
bu mimarinin bir pargast olan CNN’ e girdi olarak Mel Frekansi
Kepstrum Katsayillari (MFCC) ve Log-mel filtre bankasi
enerjileri kullanmlarak 2 farkli 6znitelik seti daha elde edilmis ve
bu 6znitelikler siniflandirma agamasinda kullanilmiglardir.

2. Materyal ve Metot
2.1. Veri Tabam

Bilindigi olusturmak, yogun
gerektiren ve zaman alan bir siirectir. Ayrica, miziklerin telif
haklar1 ve degerlendirme maliyetleri gibi bazi1 zorluklarla
karsilasildigi i¢in de kaliteli veri seti elde etmek ve yayinlamak
oldukga zordur. Cok sayida zorluk olmasina ragmen son
zamanlarda farkli dillerde bir¢ok veritabani olusturulmustur
(Sturm, 2012; Bertin-Mahieux ve ark., 2011) ancak Kaliteli veri
tabanlarinin  eksikligi ve var ulagilamamasi,
aragtirmacilar1 genellikle kendi veri tabanlarin1 olusturmaya
zorlamigtir. Bu ¢aligmalar arasinda ulagilabilir Tiirk miizigi veri
tabanlarinin  sayist neredeyse yok denecek kadar
Dolayisiyla bizde kendi veri tabanimizi olusturmaya karar
verdik.

lizere veritabani emek

olanlara

azdi.

Farkli toplumlara ait birgok miizik; ritim, melodi ve kiiltiirel
farkliliklara ragmen, diinyanin her bolgesinde sevilerek dinlenir.
Fakat her toplum genellikle kendi kiiltiiriine, yoresine ait, kendi
dilini ve melodik ezgilerini tagiyan miizige ayr1 bir yer verir. Bu
nedenle caligmada kullanilmak igin dort farkli tiirii iceren
miiziklerden olusturulmus Tiirkge Miizik Veri Tabani
olusturulmustur.

Bu veritabani her miizik tiirlinden 50 parca olmak iizere 200
parcanin biraraya getirilmesiyle meydana getirilmistir. Miizik
tiirleri olarak ise insanlar tarafindan icin en ¢ok tercih edilen
Klasik Tiirk Miizigi, Turk Halk Miizigi, Pop ve Arabesk

secilmigtir.  Veritabanindaki sarkilarin her biri 30 saniye
uzunlugundadir. Miiziklerin tiirlere gére dagilimi Tablo 1°de
verilmigtir.
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Tablo 1. Calismada Kullanilan Miizik Tiirleri ve Sarki Sayilari

Tiir Tiirkce Veri Tabam
Klasik Tiirk Miizigi 50
Tiirk Halk Miizigi 50
Pop Miizik 50
Arabesk Miizik 50
Toplam 200

2.2. CLDNN Mimarisi

Bu boliim, Tirk miiziklerinin tiiriinii siniflandirmak igin
kullanilan CLDNN Mimarisine dayal1 olarak yaklasim
aciklamaktadir. CLDNN (Convolutional Long Short Term
Memory Deep Neural Networks), ismini igerisinde barmdirdigi
mimarilerin ilk harflerinin birlesiminden almaktadir. Bu mimari
bir smiflandirict gibi goériinmesine ragmen 2 temel bdliimden
olusur. Ik béliimde, 6zellik ¢ikarma icin CNN kullanilir. Tkinci

boliimde ise smiflandirici olarak LSTM ile DNN birarada

kullanilir.
s Uzun Kisa e
Evrigimli Sinir e Derin Sinir
Aglari (CNN) S”{fgfﬂ)'e" > Aglari (DNN)

Sekil 1. CLDNN Mimarisi

CNN'ler girislerin 06zelliklerini ¢ikarir, konum bilgisini
¢ikarmada tstiindiir, LSTM'ler zamansal modellemede iyidir ve
DNN'ler ozellikleri ayrilabilir bir alana haritalamak igin
uygundur.

LSTM’in, daha yiiksek kaliteli oznitelikler saglandiginda
daha iyi performans gosterdigi kesfedildigi icin CNN ve DNN
arasina eklenir. DNN modiilii, ¢ikislar ve gizli birimler arasinda
bir eslestirme saglar.

Sekil 1 bu mimariyi anlatmaktadir. Bu ¢alismada kullanilan
LSTM katmani 200 gizli birimden olusur. LSTM'nin ¢ikigt 2 tam
bagli (FC) DNN katmanina baglanir. Bu katmanlar, 6znitelikleri
hedefleri bulmanin daha kolay oldugu, daha ayirt edici bir alana
doniisttiriir. Kullanillan her DNN katmaninda ise 100 gizli birim
vardir.

2.2.1. Oznitelik Ctkarumu i¢in Bir Boyutlu CNN

Derin 6grenmede, siniflar1 temsil eden kaliteli 6znitelikleri
elde etmek i¢in genelde biiylik miktarda veri gerekir. Bu sekilde
elde edilen Ozniteliklerle, tatmin edici smiflandirma
performanslar elde edilir ve egitim verileri ile test verileri
arasindaki hata fark: azaltilir.

e-ISSN: 2148-2683

Bizim veri setimizde oldugu gibi; veri boyutunun sinirh
oldugu durumlarda, bu sorununun iistesinden gelmek igin veri
blylitme islemi gereklidir. Miizige giiriilti eklemek veya her
parcgay1 birkag esit parcaya bolmek gibi eldeki veriyi biiyiitmek
igin ¢esitli teknikler vardir. Bu c¢alismada, veri setindeki her
ornegin 10 saniyelik 3 esit pargaya boliinmesine karar
verilmistir. Boylece, 6zellik ¢ikarimi i¢in veri setimizin boyutu
tam olarak ti¢ katina ¢ikarilmistir.

CNN’ler, yapay sinir aglarinin 6zel bir tliridir ve en
popiiler derin 6grenme mimarisidir. Baglangicta goriintii igleme
icin gelistirilmistir. Ancak daha sonra dogal dil isleme ve ses
isleme (konusma tanima, konusmadan duygu tanima, miizikten
duygu tamima, mizik tiri siniflandirma) (Liu ve ark., 2017;
Thiruvengatanadhan, 2020) gibi birgok farkli alanda da
uygulanmaya baslanmuistir.

CNN’ler, bir veya daha fazla evrisimli katmandan olusur.
Her evrisim katmani, yeni 6znitelik haritalart olusturmak i¢in bir
dizi filtreye sahiptir. Evrisim katmanlarindan sonra, havuz
katmanlar1 eklenir ve genellikle matrisin her alt bolimi igin
ortalama veya maksimum degerleri alarak parametre sayisini
azaltmak igin kullanilir. Onerilen mimari Tablo 2'de gosterildigi
gibi, dort evrisim katmanu ile birlikte, dort ortaklama katmani ve
Ozniteliklerin tek bir boyuta indirgenmesi icin diizlestirme
(flatten) katmanindan olusmaktadir.

CNN'ler farkli giris boyutlarina uyum saglayabilirler.
CNN'lerin 1, 2 veya 3 boyutlar1 olmasina ragmen temelde ayni
sekilde calisirlar. Farklari ise resimde gorildiigii gibi, giris
verilerinin boyutu ve 06zellik algilayici olarak da adlandirilan
filtrelerin veriler boyunca nasil hareket edecegidir. 1D CNN,
sabit uzunluktaki bir siiredeki (ses sinyalleri gibi) her tiirlii sinyal
verisinin analizi i¢in kullanilabilir. Bazi ¢aligmalarda 1D
CNN'lerin digerlerinden daha avantajli oldugu ve bu nedenle ses

sinyalleri ile wugrasirken 2D CNN'lere tercih edildigi
gorilmiistiir.
Mesela, 1D CNN'lerin hesaplama karmagsikhigi, 2D

CNN'lere kiyasla ¢ok disiiktiir. Ciinkii 1D CNN'ler az sayida
gizli katmana ve norona sahiptir, bu nedenle uygulamak ve
egitmek ¢ok daha kolaydir. Standart bilgisayarlar genellikle 1D
CNN'de egitmek ve uygulamak igin yeterlidir, ekstra donanim
(cok gekirdekli islemci, ekran kart1) gerekmeyebilir. Dolayisiyla
bu c¢alismada, siiflandirmada  6zelliklerinin
¢ikarilmasi i¢in 1D CNN'ler kullanilmastr.

miizik  tlrd

1D-CNN kullanilarak yapilan bazi ¢alismalarda dogrudan
ham sinyallerden Oznitelik ¢ikarmayr amaglayan modeller
kullanilmigtir. Fakat, CNN tabanli ham sinyalden elde edilen
ozelliklerin siniflandirma performans: tizerinde ¢ok fazla etkisi
olmadig: tespit edilmistir (Sarkar ve ark., 2020). Bu nedenle,
CNN tabanli 6znitelikler elde etmek igin bu ¢alismada CNN’ e
girdi olarak dogrudan ham sinyal kullanmak yerine Log-mel
filtre bankasi enerjileri ve MFCC'ler kullanildi. Log-mel filtre
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Tablo 2. CNN igin evrisimli katmanlarin (E), ortaklama katmanlarinin (O) ve diizlestirme katmanimin (F), farkl tip girdiler ve
farkly girdi boyutlar dikkate alinarak konfigiirasyonu.

Tanimlama Log-mel Filtre Bankasi Enerjileri Mel Frekansi Kepstrum Katsayilar:
500 x 26 500 x 13

Girdi Boyutu Boyut Filtre Filtre Atlama Boyut Filtre Filtre Atlama
Boyutu (Stride) Boyutu (Stride)

El 491 64 10 1 491 64 10 1

01 122 64 4 4 122 64 4 4

E2 120 128 3 1 120 128 3 1

02 30 128 4 4 30 128 4 4

Katmanlar E3 28 128 3 1 28 128 3 1

03 7 128 4 4 7 128 4 4

E4 6 128 2 1 6 128 2 1

04 2 128 3 3 2 128 3 3

D 1 256 1 256

bankas1 enerjileri ve MFCC'lerin tercih edilmesinin nedeni ise,
konugsma tanima ve duygu tanmima g¢alismalar1 icerisinde en
iligkili bilgileri tasidiklarinin diisiiniilmesi ve en yaygin
kullanilan 6znitelikler olmalaridir.

CNN'ler bagimsiz Oznitelikleri, bir goriintiiniin mavi,
kirmiz1 ve yesil bilesenleri gibi ayr1 kanallar olarak paralel
sekilde kullanabilir. Dolayisiyla bu 6znitelikler, bir goriintiiniin
kanallar1 gibi birbirlerinden bagimsiz olmalar1 nedeniyle 1D
CNN ile kullanilmaya da uygundur. 1D-CNN i¢in gerekli
girdinin yapisi, her 6rnek i¢in zaman adimlarinin sayisina ve bu
zamanlarda elde edilen &znitelik sayisi sayisina ihtiyag duyar.
Her miizik parcasi daha once belirtildigi gibi 10 saniyelik ii¢
parcaya ayrildi ve ardindan her 20 ms'de 30 ms’lik Hamming
penceresi kullanilarak 13 MFCC ve 26 log-mel filtre bankasi
enerjisi elde edildi. Her seferde pencere 20 ms kaydigindan, 10
saniye i¢inde zaman adimlarinin sayisina 500 olacaktir. Sonug
olarak, her 10 saniyelik miizik igin CNN’e girdi olarak
kullanabilecegimiz 500 *13 boyutunda MFCC ve 500 * 26
boyutunda log-mel filtre bankasi enerjisi oldu. Bu oznitelikler,
her 10 saniyelik miizik i¢in 256 CNN tabanli 6zellik elde etmek
icin CNN'e beslenir. Tiim bunlarin sonucunda her 30 saniyelik
miizik i¢in 768 adet CNN tabanli MFCC 6zniteligi ve 768 CNN
tabanli log-mel filtre bankasi enerjisi 6zniteligi elde edilir.

Log-mel filtre bankasi MFCC'larin
hesaplanmasi igin adimlar gerekli adimlar su sekildedir. Ilk
adimda, miizikler hamming penceresi kullanilarak iist iiste binen
cercevelere boliiniir. Ikinci adimda, her cerceve igin ayrik
zamanli Fourier dontigimi (DTFT) hesaplanir. Daha sonra

enerjilerinin  ve

spektrumun biiylikliigliniin karesi hesaplanir. Dérdiincii adim,
her bir mel-6lgeklenmis tiggen filtre 6begindeki tiim enerjilerin
toplanmasiyla hesaplanan filtre bankasi enerjilerini verir. Besinci
adimmn ¢iktilari, mel filtre bankasi enerjilerinin logaritmasi
alinarak hesaplanan log-mel filtre bankasi enerjileridir. Son
adimda ise, MFCC'ler log-mel filtre bankasi enerjilerinin ayrik
kosiniis doniisiimii (DCT) alinarak hesaplanir.
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2.2.2. Standart Oznitelikler

Giintimiizde, anlaml1 &znitelikler elde etmenin karmasiklig
nedeniyle standart 6znitelikleri ¢ikarmak igin genellikle belirli
araglar kullanilir. Bu araglar, saglam analiz ve senteze dayali
onemli Oznitelikleri ¢ikarmak i¢in hazirlanmis etkili  ve
genigletilebilir yazilimlardir. Bu c¢aligmada, bu standart
ozellikleri miizik alintilarindan ¢ikarmak i¢in {i¢ ara¢ kullanildi.

Opensmile aract, ilk olarak konugma isleme i¢in tasarlanmis
olsada, duygu tanima gibi farkli alanlarda da iyi performans
gdstermistir. Bu 6znitelik seti, 6553 6zellik icerir. Ozellik sayisi
acisindan, Emo-large 6zellik seti, bugiine kadar bilinen en biiyiik
ozellik kiimesidir. Mirtoolbox, miizik verilerinden bilgi ¢ikarma
alanindaki hesaplama yaklagimlarina genel bir bakis saglamak
icin hazirlanmis bir yazilimdir. Bu ara¢ kutusunun Onemli
avantajlar, MATLAB ile entegrasyonu ve ¢ok sayida miizikal
ozelligi ¢ikarma yetenegidir. Bu arag kullanilarak 348 ozellik
elde edilmistir.

Jaudio hem genisletilebilirdir hem de kullanimi kolaydir.
Cok sayida ozelligin ¢ikarilmasmna olanak saglar. Standart
sapma, tiirev ve ortalama dahil olmak iizere yeni Ozellikler
olusturmak icin herhangi bir 6zellige uygulanabilecek meta
ozellikleri kullanir. Bu arag¢ kutusu ile 468 6zellik elde edilmistir.
Bu 3 ara¢g kutusundan elde edilen oOzellikler daha sonra
birlestirilerek bir 06zellik havuzu olusturulmustur. Bu arag
kutular1 kullanilarak 200 miizikten olusan veritabani i¢gindeki her
bir miizik pargasi i¢gin toplam 7369 standart 6zellik ¢ikarilmgtir.

2.3. Oznitelik Secimi

Veri  setinden elde edilen  oOzelliklerin  Kkalitesi,
simflandirmadaki basar1 oranini énemli Slgiide etkiler. Oznitelik
c¢ikarma iglemi bittikten elde edilen binlerce Oznitelikten en
faydali Oznitelikleri secerek gereksiz Ozniteliklerden kurtulma
islemine 6znitelik se¢imi denir. Bdylelikle o veritabanimi temsil
edecek en iyi Oznitelik alt kiimesi belirlenerek veri boyutu
azaltilir. Ayn1 zamanda bu islem sayesinde egitim sirasinda
modele ¢ok fazla 6znitelik verilmez ve modelin ¢alismasini
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kolaylasir. Dolayisiyla egitim siiresi ve is yiikii azalir. Ozellik
secim islemi yapan yontemler, tahmin basarisini en yiiksege
cikarma amacina sahiptir. Bu calismada, 6znitelik se¢cim yontemi
olarak Korelasyona dayali Ozellik Secimi algoritmasi
(Correlation-based Feature Selection, CFS) (Hall ve Smith,
1998) uygulanmustir. Bu yontem, birbiriyle baglantili olmayan
ancak sinifla iligkisi yiiksek olan Ozniteliklerin alt kiimelerini,
bulmay1 amaglayan bir algoritmadir.

2.4. Simiflandiricilar

Oznitelik ¢ikarma islemi sonucunda elde edilen &zellikler
kullanilarak sinifi belli olmayan verilerin, yiiksek dogruluk
oranlart ile siniflara ayrilmasi islemine smiflandirma denir.
Siniflandirmanin  amaci, hangi simifa ait olduklar1 bilinen
orneklerin 6zelliklerini kullanarak bir model olusturmak ve bu
modeli, Ozellikleri Orneklerin
smiflandirilmasinda kullanmaktir.

bilinmeyen yeni

Bu calismada siniflandirma yapabilmek igin igerisinde gok
sayida smiflandirma ve kiimeleme algoritmalari bulunduran
WEKA (Hall ve ark., 2009) aract kullanilmistir. Yapilan miizik
tiirti siniflandirma caligmasinda kullanmak i¢in oldukca popiiler
olan Naive Bayes, K- en yakin komsu, rastgele orman se¢ilmistir
ve bu smiflandiricilar Weka’da varsayilan parametreleri ile
kullanilmustir.

2.4.1. Naive Bayes

Olasilik modeli Bayes teoremine dayanan Naive Bayes
smiflandiricisy, yiiksek boyutlu verilere uygulanabilir ve basit,
kolay ve iyi performans gosteren bir algoritmadir. Temel mantik,
smifi tahmin etmek igin gbézlemlenen bir grup Ornek igin en
yiiksek olasilik ¢iktisini hesaplamaktir. Bu siniflandirici, olasilik
ilkelerine gore tanimlanan bir dizi hesaplama ile test i¢in sisteme
gonderilen veri sinifini belirlemeyi hedefler.

Naive Bayes yontemi, bir sinifin her 6zelliginin esit ve diger
ozelliklerden bagimsiz oldugunu varsayar. Yani, tiim 6zellikler
bagimsiz olarak sonug olasiligini etkiler ve herhangi bir 6zelligin
varlig1 veya yoklugu diger 6zellikleri etkilemez. Avantajlari, veri
smiflandirmada hizli ve kolay uygulanabilmesi ve ¢ok siniflt
tahminlerde iyi performans gostermesidir.

2.4.2. K En Yakin Komsu

K en yakin komsu (k-NN), hem smiflandirma hem de
regresyon problemleri i¢in kullanildig1 i¢in en popiiler makine
O0grenme algoritmalarindan biridir, basittir.  Kolay ¢ikt1
yorumlama ve tahmin giicii ile genellikle verimli performans
saglar ve bazi durumlarda dogrulugu modern siniflandiricilardan
daha yiiksektir.

K-NN algoritmasinin ii¢ temel 6gesi vardir: smifi bilinen
ornekler, ornekler arasindaki mesafeyi hesaplamak icin uzaklik
oOlgiisii ve en yakin komsularin sayist i¢in k degeri. Hesaplama
maliyetinin yiiksek olmasi ve diger yontemlere gore yavas
calismas1 dezavantaji olarak goriilebilir.
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Bu yontemde, smiflandirilacak Ornekler ile mevcut
smiflandirilmis  6rnek arasindaki mesafelerin  hesaplanarak
smiflandirma  islemi yapilir. (Euclidean, Minkowski ve
Manhattan) Siniflandirilacak 6rnege en yakin k komsulari
belirlenir ve siralanir, daha sonra bu k komsularinin smuf
etiketlerine bakilarak siniflandirma yapilir.

2.4.3. Rastgele Ormanlar

Rastgele Ormanlar, en ¢ok kullanilan makine 6grenme
algoritmalarindan biridir. Clinkdi kullanimi kolay, esnek ve
basarili bir yontemdir. Avantaji hem siniflandirma hem de
regresyon problemleri i¢in kullanilabilmesi ve egitim siiresinin
diger siniflandiricilara gére daha az olmasidir.

Bu algoritma, diigiimde kullanilacak degisken sayisi ve
gelistirilecek aga¢ sayist olmak tizere sirasiyla 2 farkl
parametreye dayanmaktadir. RF, egitim asamasinda ¢oklu karar
agaclar1 olusturarak calisan bir yontemdir. Bu yonteme gore
rasgele birden fazla karar agaci olusturulur. Smiflandirma
sonucu veya karar, bir yaprak diigiimiinde tasinir.

Birbirinden farkli kurulan karar agaclari, bizi sonuca
gotlirecek karar ormani toplulugunu olugturur. Karar ormaninin
olusturulmasi sirasinda elde edilen sonuglar birlestirilerek nihai
tahmin yapilir. Agaglarin ¢ogunlugunun karari, rastgele orman
tarafindan nihai karar olarak seg¢ilir.

2.4.4.LSTM + DNN

Yinelenen Sinir Ag1 (RNN)’nin, dogal dil isleme, konusma
tanima, gortintii simiflandirma gibi farkli alanlarda yapilan birgok
calismada basarili oldugu, fakat Ogrenme yeteneginin bazi
durumlarda smirli oldugu gériilmistiir. Bunun nedeni olarak da
RNN’nin sadece en son bilgilere bakmasi ve baglamlar arasi
bosluk arttiginda gegmisten gelen bilgiyi kullanmada zorlanmasi
gosterilmisti. LSTM katman yapilart iste
problemleri asmak amacryla gelistirilmislerdir.

bu yasanan

LSTM, birgok gorev i¢in standart RNN’den ¢ok daha iyi
calisan bir RNN tiiriidiir. Yapis1 geregi, hafiza mekanizmasi ile
uzun siireli bagimliliklar1 6grenebildiginden, konusma tanima,
dogal dil igleme, miizik iiretimi ve duygu tamima gibi zamansal
modelleme ¢aligmalarinda yaygin olarak kullanilmaktadir. Uzun
stire bilgiyi hatirlama davranisi sergilerler. Clinkii LSTM katman
yapisinda katmanlarda bulunan ndéronlarin kendi hafizalari
bulunmaktadir. Bu hafizalarda ge¢mis zaman verileri depolanir
ve model gelistirilirken bu verilerden de yararlanilir.

Hafizalarda hangi verilerin depolanacagi egitim siirecinde
belirlenir. Boylelikle girdilerin veya girdilerin dizilimlerinin bile
yeni girdilerle etkilesime girebilecegi ve ¢ikt1 {izerinde
etkilerinin olacagi bir ag yapisi olusturulmus olur. Bununla
birlikte, RNN'den farkli olarak, temel LSTM mimarisinde, bir
veya daha fazla bellek hiicresine sahip tek bir kap1 yerine, giris
kapisi, ¢ikis kapisi ve unutma kapist gibi 3 gecit vardir.
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CNN ve LSTM’e ek olarak, DNN de ses sinyallerine
uygulanabilir. DNN’de, bir katmandaki her néron, énceki ve
sonraki katmanlardaki tiim noronlara baghdir. Genelde
smiflandirma problemlerinde gizli birimler ile ¢ikti arasindaki
eslesmeyi daha da derinlestirerek tahminlerini iyilestirmek igin
son adimda kullanilir. Siniflandirmada bir baska sinir ag1 ile
beraberde kullanilabilir. Ek olarak, bagka bir mimarinin bir
pargasini da olusturabilir.

CNN, LSTM ve DNN modiilleri modelleme yeteneklerinde
tamamlayict oldugundan ve sadece LSTM modellerinin
kullanildigt durumlardan daha iyi performans gosterdigi igin
CLDNN daha 6nce birgok alanda genis ¢apta kabul gérmiistiir.
Bundan dolay1, miizik tiirii siniflandirma i¢in CNN'ler, LSTM'ler
ve DNN'ler birlesik bir ¢ergcevede birlestirilerek kullanildi.

Uzun kisa siireli bellek (LSTM) katmanindan ve ardindan
iki tam bagli sinir katmanindan (FC) olugan bir LDNN (LSTM +
DNN) modeli, onerilen modellerin her biri i¢in ortak alt ag
mimarisi islevi goriir. Bu nedenle, her modeli siniflandirmak igin
LDNN kullanilir ve ardindan sistemi tamamlamak i¢in bir ¢ikti
softmax katmanit kullanilir. Bdylece CLDNN  mimarisi
tamamlanmis olur.

3. Arastirma Sonuclar1 ve Tartisma

3.1. Gerceklestirim

Bu ¢alisma igin iic ayr1 dznitelik seti olusturulmustur. ilk
Oznitelik setinde daha oOnce cesitli calismalarda kullanilan
melodi, harmoni, ton, ritim gibi miizik ve tiirii arasinda iliski

kurabilecek  standart  Ozellikler  kullanilmistir.  Standart
Ozniteliklere ek olarak, 6znitelik ¢ikarmak i¢in log-mel filtre
bankasi enerjileri ve MFCC'ler CNN’e girdi olarak

beslenmesiyle 768’er adet Oznitelikten Olusan iki ayri 6znitelik
seti daha elde edilmistir. CNN yapasi icerisinde her biri sirasiyla
64, 128, 128 ve 128 filtreden olusan dort evrisimli katman
kullanilmistir. Temel modiiller; her evrisim katmaninin ardindan
Dogrultulmus  Lineer Birim (Rectified Linear  Unit)
uygulanmigtir. Ortaklama katmanlarinda (pooling), boyutu
azaltmak i¢in 4 ve 3 maksimum ortaklama katmani (max-
pooling) kullamilmigtir. Ayrica asir1 6grenmeyi azaltmak igin
0,05 birakma oram (dropout rate) secilmistir. 0.0001 6grenme
oranina (learning rate) sahip Uyarlanabilir Moment Tahmin
Optimize Edici (ADAM) (Kingma ve Ba, 2015) en iyi 6zellikleri
bulmak i¢in secilmistir CNN'yi egitmek i¢in 10 numunelik
(batch size) bir boyut segilerek ve 100 tur (epoch) kadar

egitilmistir. Ayrica, sinir aglarini optimize etmek i¢in kategorik
capraz entropi (categorical cross entropy) bir kayip fonksiyon
(loss function) olarak tercih edilmistir. Daha sonra biitiin
Oznitelikler hem ayr1 ayri hem de birarada kullanilip
kargilastirilarak 4 tiire gore miizik tiirli siniflandirmasi yapilmak
istenmistir.

Biitiin deneysel ¢aligmalar WEKA programu ile yapilmustir.
Capraz dogrulama, &grenme algoritmasinin  sonuglarini
degerlendirmek ve karsilagtirmak igin kullanilan istatistiksel bir
yontemdir. Weka, bu islemi yapmamiza olanak saglar. N kath
capraz dogrulamada, veri kiimesi rastgele n esit parcaya bdliiniir.
Bundan sonra veriler, tiim egitim setleri igin yaklasik olarak ayni
smif dagilimmi elde edecek sekilde katmanlara ayrilir. Daha
sonra n-1 kisimlart egitim verisi olarak kullanilir, geri kalan
kisim ise bir hata oranin1 hesaplamak i¢in test icin kullanilir. Bu
islem, her bir alt kiilme hem egitim verisi hem de test verisi
olarak kullanilana kadar n kez tekrarlanir. Modelin hata orani,
ayr1 ayr1 hesaplanan n hata oraninin aritmetik ortalamasi alinarak
bulunur. Calismamizda 10 kat ¢apraz dogrulama kullanilmigtir.

Tahmin Edilen

Dogru Pozitif
(DP)

Yanls Pozitif

Gercek (Y'P)

Yanlis Negatif
(YN)

Dogru Negatif
(DN)

Sekil 2. Hata Matrisi

Olusturulan bu modellerin basarisini degerlendirmek igin
kullanilan en popiiler yontem modele ait dogruluk oranidir.
Dogru siniflandirilmig verilerin (DN+DP) toplam veri sayisina
(DN+DP+YP+YN) boliinmesi ile bulunur (1).

. DP + DN
Dogruluk = 1)
DP +YN +YP + DN

3.2. Arastirma Sonuclari ve Tartisma

Bu caligmada farkli yollar izlenerek elde edilen 3 farkl
Oznitelik seti, 4 farkli simiflandiricida test edilerek sonuglar
alimmugtir ve bu sonuglar Tablo 3, Tablo 4 ve Tablo 5 de
gosterilmistir. Bu 3 tablodaki sonuglara bakildiginda en basarili
sonuglarin dznitelik se¢im islemi 6ncesinde MFCC 6znitelikleri
ile Oznitelik se¢im sonrasinda ise standart Oznitelikle elde
edildigi goriilmektedir. Kullanilan 6znitelik sayis1 géz Oniine

Tablo 3. Log mel Filtre Bankas: Enerjileri Kullanilarak Elde Edilen Ozniteliklerle Siniflandirma Sonuglar

Log mel Filtre Bankas: Enerjileri
Siniflandirict A L s L. . L. L. .
Oznitelik Secimi Oncesi Dogruluk Oznitelik Secimi Sonrast Dogruluk
Naive Bayes 79.5 86
K En Yakin Komsu 75 84
Rastgele Ormanlar 84,5 89
LSTM + DNN 85 89,5
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alindiginda 10 kat daha az 6znitelik igermesine ragmen MFCC
oznitelikleri kullanilarak elde edilen sonuglarin standart
Oznitelikler kullanilarak elde edilen sonuglara hemen hemen
yakin sonuglar gostermesi yeni yontemler kullanilarak
olusturulan &znitelik setlerinin olduk¢a basarili oldugunu
gostermektedir. Log mel filtre bankasi enerjileri kullanarak elde
edilen basar1 diger iki Oznitelik setine oranla daha diisiik
olmasina ragmen yaklasik %90 siniflandirma basarisina
ulasmigtir.  Yine bu tablolara bakildiginda, hepsinde
smiflandirma metotlart arasinda en iyi dogrulugu veren
sonuglarin hem O6znitelik se¢imi Oncesinde hem de O6znitelik
secimi sonrasinda LSTM + DNN ile elde edildigi goriilmektedir.

Tablo 6 da ise, biitlin 6znitelik setleri biraraya getirildiginde
elde edilen sonuglart gostermektedir. Bu sonuglara bakildiginda
standart Ozniteliklere yeni Oznitelikler eklendiginde oznitelik
secim Oncesinde 3,5 ile 6,5 puan arasinda, Oznitelik secim
sonrasinda ise 0,5 ile 4 puan arasinda iyilesmeler oldugu
goriilmektedir.

Siniflandirict basarisi agisindan bakildiginda ise LSTM +
DNN mimarisi kullanilarak yapilan smiflandirma basarinin
%99,5 ulasarak bu ¢aligmada elde edildigi en yiiksek miizik tiirii
smiflandirma basarist oldugu gozlenmektedir. LSTM + DNN’ i
hemen hemen biitiin tablolarda sirasiyla Rastgele Ormanlar,
Naive Bayes ve K en Yakin Komsu metotlariin takip ettigi
goriilmektedir. Ayrica yine biitlin tablolarda Oznitelik secim
isleminin siniflandirmadaki basari oranini iyilestirmede ne kadar
6nemli oldugu ortaya koyulmustur.

4. Sonuc¢

Bu c¢alismada, miizik tirii simflandirma igin derin
o0grenmeye dayali yontemler kullanarak hem yeni 6znitelikler
elde etmek hemde siniflandirici olarak kullanarak performansi
artirmak amaglandi. Ham sinyalden elde edilen MFCC ve log-
mel filtre bankasi enerjileri CNN’e girdi olarak beslenerek her
biri i¢in 768’er dznitelik elde edildi. Bu 6znitelikler miizik tiiri
tanima i¢in kullanilan LSTM + DNN siniflandiricist ile CFS
Oznitelik se¢im islemi sonrasinda MFCC ile %96, log mel filtre
bankasi enerjiler ile %89,5 smiflandirma dogrulugu elde edildi.

Tablo 4. Mel Frekansi Kepstrum Katsayilart Kullanilarak Elde Edilen Ozniteliklerle Simiflandirma Sonuglar:

Mel Frekansi Kepstrum Katsayilar:
Sinifland .. .. ..
tfandiriet Oznitelik Se¢imi Oncesi Dogruluk Oznitelik Se¢imi Sonrasi Dogruluk
Naive Bayes 84 91,5
K En Yakin Komsu 82,5 90
Rastgele Ormanlar 86,5 93,5
LSTM + DNN 90 96
Tablo 5. Standart Ozniteliklerle Siniflandirma Sonuglart
Standart Oznitelikler
Simiflandirica ... L s L .. L. .
Oznitelik Secimi Oncesi Dogruluk Oznitelik Secimi Sonras1 Dogruluk
Naive Bayes 82,5 93,5
K En Yakin Komsu 80 91,5
Rastgele Ormanlar 86 96,5
LSTM + DNN 87 97
Tablo 6. Biitiin Oznitelikler Birlikte Kullamldiginda Elde Edilen Siniflandirma Sonuglart
Ozniteliklerin Tamamu ile
Siiflandirica ... L s L .. L. .
Oznitelik Secimi Oncesi Dogruluk Oznitelik Secimi Sonras1 Dogruluk
Naive Bayes 86,5 97,5
K En Yakin Komsu 86,5 95,5
Rastgele Ormanlar 90 97
LSTM + DNN 90,5 99,5
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Yine ham sinyalden c¢esitli aracglar kullanilarak standart
oznitelikler elde edilerek kullanilan sinflandirici ile %97
smiflandirma basaris1 elde edilerek diger biitiin popiiler
methodlardan daha iyi sonuglar alindi. Son olarak Biitiin
Oznitelikler Dbirlestirildi ve ardindan Oznitelik secim islemi
uygulanarak 6nerilen mimari ile %99,5 basar1 ile miizik tiirleri
smiflandirildi. CFS 6znitelik se¢im islemi uygulandiktan sonra
toplam Oznitelik sayis1 8905’den 201°e diigmiistir. Bu
Ozniteliklerin -~ 35t  MFCC  kullanilarak  elde  edilen
Ozniteliklerden, 21’1 log mel filtre bankas1 enerjileri kullanilarak
elde edilen 6zniteliklerden, 144’ i ise standart Ozniteliklerden
olugmaktadir. Yine bu sonuglardan da yeni Ozniteliklerin
smiflandirma  basarisinin katkis1  oldugu
gozlenmektedir.

iyilegsmesinde

Daha 6nce miizik tiirii siniflandirma da kullanilmamis bir
mimari, klasik makine 6grenmesi yontemleri ile karsilastirilarak;
farkli  tiirdeki
uygulanmigtir. Sonug olarak deneysel sonuglar olusturulan veri
tabaninin kalitesini, yeni 6zelliklerin performanst artirict etkisini
ve Onerilen smiflandiricinin diger smiflandirma ydntemlerine
gore daha iyi sonuglar verdigini géstermistir.

miiziklerden olusan yeni bir veri tabani
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