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Oz

Yazilim projelerinin en 6nemli sorunlarindan biri, yazilim maliyet tahminidir. Yazilim maliyet tahmini, yazilimin gergeklestirilmesi
asamasinda gereken biitcenin tahmin edilmesidir. Proje ydneticisi, proje maliyetini dogru tahmin ederek projedeki belirsizlikleri
azaltabilir. Aksi takdirde ¢ok ciddi ekonomik sikintilar dogmaktadir. Biiyiik projelerin %60’1 6ngoriilen proje biitgelerini agmustir.
Birtakim projelerin %15 maliyet asimi nedeniyle hi¢bir zaman tamamlanmadigi gézlemlenmistir (Liu and Mintram, 2005). Yazilim
projelerinin biiyiimesi ve karmagik hale gelmesi sonucunda siirekli yeni maliyet hesaplama yontemleri gelistirilmektedir. Bu ¢aligmada
yazilim projelerinin maliyeti, makine 6grenmesi algoritmalar1 kullanilarak tahmin edilmeye ¢aligilmistir. Proje maliyet tahmini, bilgi
analizi icin Waikato ortaminda (Waikato Environment for Knowledge Analaysis - WEKA) bulunan 27 farkli makine 6grenmesi
algoritmasinda denenerek yapilmigtir. Algoritmalar 10 kat c¢apraz dogrulama teknigi ile PROMISE veri deposundan alinan
COCOMO81, COCOMONASA ve COCOMONASA? veri setlerine uygulanmis ve sonuglar, performans 6lgiitii korelasyon katsayisi,
hata oranlar1 ortalama mutlak hata (mean absolute error - MAE), kdk ortalama kare hata (root mean squared error - RMSE), bagil mutlak
hata (relative absolute error - RAE) ve kok bagil kare hata (root relative squared error - RRSE) baz alinarak degerlendirilmistir. Sonuglar
incelendiginde bir algoritmanin her zaman en iyi sonucu tiretmedigi, farkli veri setleriyle farkli sonuglar tirettigi bilgisine ulagilmistir.
Bazi algoritmalarin bazi veri setlerinde ¢ok iyi ¢alisirken farkli parametrelerle ve farkli veri setlerinde kétii sonuglar verebildigi
gozlemlenmistir. Bu ¢alismayla yazilim maliyet tahmini i¢in hangi algoritmalarin kullanilabilecegi, bu algoritmalarin COCOMO veri
setlerine uygulandiginda tahmin sonuglarinin neler olabilecegi ve en iyi ¢alisan algoritmalarin hangileri oldugu bilgisine ulagilmustir.

Anahtar Kelimeler: Makine Ogrenmesi, COCOMO, Yazilim Maliyet Hesaplama, WEKA.

Comparative Analysis of Machine Learning Algorithms in WEKA for

Cost Estimation of Software Projects

Abstract

One of the most important problems of software projects is software cost estimation. Software cost estimation is the estimation of the
budget required during the actualization of the software. The project manager reduces the ambuguities in the project by estimating the
project cost correctly. Otherwise, serious economic problems will arise. 60% of large projects exceeded the estimated project budgets.
It has been observed that a number of projects were never completed due to a 15% cost overrun. As a result of the growth and complexity
of software projects, new cost estimation methods are constantly being developed. In this study, the cost of software projects is tried to

* Sorumlu Yazar: sukranebren@hotmail.com

http://dergipark.cov.tr/ejosat 415



http://dergipark.gov.tr/ejosat
mailto:sebrenkara@sirnak.edu.tr
mailto:ruyasamli@istanbul.edu.tr
mailto:sukranebren@hotmail.com

Avrupa Bilim ve Teknoloji Dergisi

be estimated by using machine learning algorithms. Project cost estimation has been made by testing in 27 different machine learning
algorithms in the waikato environment (WEKA) for information analysis. Algorithms were applied to COCOMO81, COCOMONASA
and COCOMONASA? datasets taken from PROMISE data store with 10-fold cross validation technique and results, performance
criterion correlation coefficient, error rates mean absolute error (MAE), root mean square error (RMSE), relative absolute error (RAE)
and root relative squared error (RRSE).When the results were examined, it was found that an algorithm does not always produce the
best result, but produces different results with different data sets. It has been observed that some algorithms work very well in some
data sets and may give poor results with different parameters and different data sets. Thanks to this study, the information about which
algorithms can be used for software cost estimation, what the estimation results might be when these algorithms are applied to
COCOMO data sets and which algorithms are the best working have been reached.

Keywords: Machine Learning, COCOMO, Software Cost Calculation, WEKA.

1. Giris

Yazilim, kullanicilarin belirli gereksinimini karsilayacak,
¢ogu zaman arz talep iligskisinden dogan, bilgisayar ve tiirevi
teknolojik araglarin istenilen islemleri gerceklestirebilmesi igin
gelistiriciler tarafindan belli diller kullanilarak olusturulan
yapilardir ve bu yapilarin en dnemli noktalarindan birisi igerdigi
kod satirlaridir. Bu kod satirlari, bilgisayarlar ve tiirevi teknolojik
araglarla iletisimin kurulmasini saglar. Yazilim, donanim — insan
iletisimini sagladig1 gibi donanim — donanim iletisimini de saglar.
Tirk Dil Kurumuna gore yazilim: “Bir bilgisayarda donanima
hayat veren ve bilgi islemde kullanilan programlar, yordamlar,
programlama dilleri ve belgelemelerin tiimidiir.” (TDK, 2018).

Yazilim projelerinin en dnemli sorunlarindan biri, yazilim
maliyet tahminidir. Yazilim maliyeti, yazilim gelistirme siireci
icin gereken kaynaklarin degeridir (Sommerville, 2000). Proje
maliyet tahmini, proje etkinliklerinin tamamlanabilmesi igin
gereken parasal kaynaklara yaklagim gelistirme siirecidir
(ANSI/PMI, 2008). Adailer (2008) ¢aligmasinda yazilim maliyet
tahminini, bir yazilim sisteminin insasi igin gereken ¢aba
miktarinin tahminleme siireci olarak tanimlamistir. Bir yazilim
projesinde maliyet tahminin yapilmasi, projenin teklif
edilmesinde, kabul edilmesinde ve ilerlemesindeki bir¢ok karari
etkilemektedir. Yazilim projelerinin maliyet tahmininin dogru
gerceklesmesi, ciddi bir yazilim maliyet hesaplama siireci
gerektirmektedir. Bu siire¢ kapsaminda 6nemli miktarda veri ile
yapilan dogru analizler ve 6l¢iimler, basar1 oranint artirmaktadir.

Yazilim maliyetinin tahmin modelleri farkli sekillerde
kategorize edilmistir. Karatag (2011) c¢aligmasinda algoritmik
modeller ve algoritmik olmayan modeller olarak gruplandirirken,
Giltekin (2019) g¢alismasinda model tabanli, uzman tabanli,
o6grenme tabanli, dinamik tabanli, regresyon tabanli ve karma
tabanli yontemler olarak kategorize etmistir.

Bu calismada yazilim maliyeti, Makine Ogrenmesi
algoritmalar1 kullanilarak tahmin edilmeye ¢aligilmistir. Yazilim
maliyet tahmini i¢in kullanilan COCOMOS81, COCOMONASA
ve COCOMONASA?2 veri setleri PROMISE veri deposundan
iicretsiz temin edilmistir.

1.1. Makine Ogrenmesi

Makine 6grenmesi, bilgisayarlarin insanlar gibi 6grenmesini
ve hareket etmesini algoritmalar ve veriler yardimryla saglayan
yapay zekanin bir alt dalidir (Kaluza, 2016). Amerikan bilgisayar
bilimeisi Arthur Samuel tarafindan 1959°da “Makine Ogrenmesi”
terimi yaygimlastirilmigtir. Makine Ogrenmesi, bilgisayarlara

acikca  programlanmadan  O6grenme  olanagi  saglayan
algoritmalarin incelenmesi, tasarlanmasi ve gelistirilmesi ile
ilgilidir ~ (Wikipedia, 2020; Prowmes, 2019). Makine
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Ogrenmesinin temelinde makineleri kendi kendine karar verebilir
hale getirme fikri yatmaktadir. “Bilgi kuvvettir” prensibine
dayanarak, bir sistem ne kadar ¢ok bilgiye sahipse, o kadar ¢cok
sey 0grenebilir ve ne kadar ¢ok sey Ogrenirse o kadar ¢cok dogru
kararlar verebilir. Bagka bir tanima gore makine 6grenmesi;
mantiksal islemler gergeklestirebilen makinelerin, gbzlem ve
Ol¢iim yontemleriyle elde edilen verileri tecriibe olarak kabul
etmesi ve bu tecriibelerden matematiksel algoritmalar araciligiyla
anlamli iligkiler iiretmesi siirecidir (Torkul vd., 2017).

Makine o6grenmesinde ii¢ ¢esit 6grenme yontemi vardir:
denetimli Ogrenme, denetimsiz Ogrenme ve yart denetimli
O0grenme.

Denetimli 6grenmede; sisteme 0grenmesi i¢in giris degerleri
ile birlikte ¢ikis degerleri de verilir. Giris verilerinin degerleri
islenerek c¢ikis degerleri tahmin edilmeye veya Ogrenilmeye
calisilir. Bu siiregte dncelikle sonuglari bilinen veriler {izerinde bir
smiflama yapilir ve sonuglari bilinmeyen veri kiimesi i¢in tahmin
edilmeye ¢ahsihir (Aydin ve Ozkul, 2015). Denetimli 6grenme,
ses tanima, e-posta spam filtreleme, fotograflarda yiiz tanima ve
kredi kart1 sahtekarliklarini tespit etme gibi islemlerin arkasindaki
ana kavramdir (Kaluza, 2016). Regresyon, karar agaclari,
smiflandirma denetimli 6grenme algoritmalaridir.

Denetimsiz 6grenmede; sisteme disaridan bir miidahale s6z
konusu degildir. Algoritmanin kendi kendine kesifler yapmasi,
goziikmeyen oriintiileri kesfetmesi beklenir. Girdi verileri sisteme
(6grenme algoritmasina) verilir ancak herhangi bir isaretleme
yapilmaz yani talimat verecek bir insan operatorii yoktur.
Ogrenme algoritmas1 verileri tanimlamak igin inceler kesifler
yapar, veriler arasindaki iligki agmni ortaya koymaya calisir.
(Aydin ve Ozkul, 2015; Alpaydin, 2011). Sistem daha fazla veriyi
degerlendirdik¢e, bu verilerle ilgili karar verebilme becerisi
giderek artmakta ve daha fazla dogruya yaklagmaktadir.
Kiimeleme, boyut azaltma bazi denetimsiz §grenme
algoritmalaridir.

Elde az sayida isaretlenmis veri olmasina karsin ¢ok daha
fazla sayida isaretlenmemis veri varsa denetimli d6grenme de
denetimsiz 6grenme de yetersiz kalabilir. Bu durumda yan
denetimli 6grenme yontemi daha kullanishdir. Yari denetimli
O0grenme, az sayidaki isaretlenmis veriden ¢ok sayidaki
isaretlenmemis veriyi tahmin etmek ve siiflandirmaktir. Yar
denetimli 6grenme sisteme denemeyi ve hatay1 6gretir. Gegcmis
deneyimlerden 6grenir ve miimkiin olan en iyi sonucu elde etmek
igin duruma cevap olarak yaklagimini adapte etmeye calisir
(Kizilkaya ve Oguzlar, 2018).

Makine 6grenmesinin is akist 5 adimda toparlanabilir.

1. Veri ve problem tammi: Bu asamada ¢ozmeye caligilan
problemin tanimi, Onemi, bu problemin ¢ozilmesi igin
kullanilacak verilerin tanimi gibi bilgiler verilmelidir.
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2. Veri toplama: Bu asamada ele alinan problemin ¢6ziimii igin
hangi tiir verilerin elde edilmesi gerektigi belirlenir ve bu veriler
toplanmaya ¢aligilir.

3. Veri on isleme: Problem ¢oziimiinde kullanilacak olan veriler
temiz olmalidir. Kayip veriler varsa belli algoritmalar kullanilarak
onlarm yeri doldurulmali, giiriiltiilii veriler denetlenmeli, aykir
degerler kaldirilmalidi. Daha sonra normalizasyon, deger
depolarma uyum ve boyut sayisini azaltmak islemleri
gergeklestirilmelidir.

4. Veri analizi ve denetimli 6grenme veya denetimsiz 6grenme ile
modelleme yapma: Bu asamada problemin ¢dziimi i¢in, bir model
belirlenir. Bu model ile denetimli 6grenme yontemi mi yoksa
denetimsiz 6grenme yontemi mi gerekli belirlenmelidir. Makine
O0grenmesi algoritmalarinin genis bir yelpazesi vardir. Rastgele
orman, karar agaglari, destek vektdor makineleri, lojistik
regresyon, K-en yakin komsuluk (K-Nearest Neighbor-KNN) bu
algoritmalardan sadece birkag tanesidir.

5. Degerlendirme: Son asama model degerlendirmedir. Bu adimin
amact modeli dogru degerlendirmek ve yeni veriler lizerinde
dogru calisacagindan emin olmaktir. Degerlendirme yontemleri
arasinda, ¢apraz dogrulama, egitim ve test i¢in ayrilmig veri seti,
tek ¢ikislt ¢capraz dogrulama gibi yontemler mevcuttur (Kaluza,
2016).

Yazilim gelistirme siirecinde, maliyet, siire ve ¢aba gibi proje
icin temel kavramlarin yanlis hesaplanmasi nedeniyle ¢oken
bircok proje mevcuttur (Karatas, 2011). Ozellikle yazilim
projelerinde, olgiilebilir hedefler konulmadigt igin basari
saglanamamaktadir (Ayyildiz, 2007).

Yazilim projelerinin maliyet tahmini konusunda literatiirde
oldukca genis ¢apli arastirmalar yiiriitilmektedir. Sezer (2008)
calismasinda yazilim projelerinin maliyetini tahmin etmek
amactyla YSA (Yapay Sinir Ag1) uygulamasi gergeklestirmistir.
YSA olarak ¢ok katmanli ileri beslemeli yapay sinir agini, egitim
algoritmasi olarak delta algoritmasini se¢mistir. Egitimi, drnek
veri seti kullanarak tamamlandiktan sonra test verilerini aga
sunup hedef ¢iktiy1 elde etmistir. YSA uygulamasindan elde ettigi
verileri COCOMO 2000 verileri ile karsilastirmigtir.

Kulter vd. (2009) yazilim maliyet tahmini i¢in yeni bir
makine oOgrenme modeli Onermislerdir. Caligmada yazilim
maliyet tahmini igin iliskisel bellek ile sinir aglarini
birlestirmislerdir. Tek bir, ¢ok katmanli algilayict (multilayer
perceptrons - MLP) yerine, birden fazla MLP’yi birlestirerek
kullanmislardir. Modele tahminde bulunmasi i¢in yeni bir proje
verildigi zaman, her bir MLP kendi sonucunu temin etmistir.
Bu modelde birlestirme yaklasiminin kullanilmasina ek olarak,
iligkisel bellek kullanilmigti. Bu yeni modele ENNA
(iliskilendirilebilir Hafizali Sinir Aglar1 Toplulugu) denmistir.

Kumari ve Pushkar (2013) algoritmik ve algoritmik olmayan
mevcut yazilim maliyet tahmin modelleri ve teknikleri lizerinde
ayrintili bir ¢alisma yapmustir. Bu modellerin avantajlarii ve
dezavantajlarin1 ¢caligmalarinda sunmustur. Calismada her tahmin
modelinin belirli proje tiirline 06zgii oldugu herhangi bir
tahminleme modelinin digerlerinden daha {istiin oldugunu
sOylemenin ¢ok zor oldugunu ve her ydontemin kendi proje tiiriine
gore en iyisi oldugunu belirtmislerdir.

Baska bir calismada (Niranjan vd., 2017) saldir1 tespit
sisteminin herhangi bir saldir faaliyetini en yiiksek dogrulukla
smiflandirabilmesi ig¢in makine &grenmesi algoritmalarindan
Bagging, J48 ve Random Committee algoritmalar1 kullanilmistir.
Bagging ve Random Committee algoritmalar1 i¢cin Random Tree
temel siniflandirict olarak secilmistir. Caligmada iki veri setine
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Bagging, J48 ve Random Committee algoritmalar1 capraz
dogrulama uygulayarak True Pozitif, False Pozitif ve kesinlik
degerleri sonuglar1 tablo seklinde verilmistir.

Giiltekin (2019) c¢alismasinda yazilim maliyetinin tahmini
icin i¢c model gelistirmistir. Bu modellerden ilki, regresyon
tabanli  bir modeldir. Bu modelde, COCOMOSI,
COCOMONASA ve COCOMONASA2 wveri setlerine
agirliklandirilmis lineer regresyon, logaritmik regresyon, istel
regresyon, polinomsal regresyon ve ¢oklu polinomsal regresyon
yontemlerini uygulanmistir. Bu modellerden ikincisi, YSA tabanli
bir modeldir. Sunulan ii¢lincii model ise regresyon tabanli makine
O0grenme algoritmalariyla maliyet tahmini yapan bir modeldir. Bu
modelde Destek Karar Regresyon (Suppport Vector Regression -
SVR), Gradyan Artirma (Gradient Boosted Machine - GBM),
Rastgele Orman (Random Forest) ve MLP gibi regresyon tabanli
algoritmalar kullanilmistir.

Marapelli (2019) ¢calismasinda makine 6grenmesi yontemiyle
COCOMO81, COCOMONASA ve COCOMONASA2 veri
setlerini kullanarak lineer regresyon ve K-en yakin komsu
algoritmalartyla yazilim maliyet tahminini ger¢eklestirmistir.
Yazar c¢aligmasinda, korelasyon Kkatsayisi, MSE, MMRE
performans Olgiitlerini kullanarak algoritmalardan elde ettigi
tahmin sonuglarini kargilastirmigtir.

Guven Aydin ve Samli (2020) yaptiklar1 caligmalarinda,
PROMISE veri deposundan temin ettikleri JIM1, KC1, CM1, PC1
veri setlerini incelemiglerdir. Bu veri setlerine WEKA araci ile
40’tan fazla veri madenciligi algoritmasi kullanarak yazilim
hatas1 tahmin Olgiitlerini karsilastirmiglardir.  Algoritmalarin
dogruluk oranlari incelendiginde Bagging algoritmasinin en iyi
dogruluk oranina sahip oldugunu gézlemlemislerdir.

2. Materyal ve Metot

2.1. Veri Seti

Bu c¢alismada, PROMISE yazilim miihendisligi veri
deposundan iicretsiz ve acik olarak indirilen COCOMOSI,
COCOMONASA ve COCOMONASA2 wveri setleri
kullanilmistir. Bu veri setlerinde yazilim projelerinin maliyet
tahmininde kullanilabilecek bagimli ve bagimsiz 6z nitelikler
mevcuttur. Bagimli 6z nitelik gergek maliyet; act effort ve
bagimsiz 6z nitelikler; rely, data, cplx, time, stor, virt, turn, acap,
aexp, pcap, vexp, lexp, modp, tool, sced, loc maliyet ile ilgili
olanlardir. Veri setinin bagimsiz 6z nitelikleri, bagimli 6z niteligin
degerine karar vermektedir COCOMOS81 veri setinde
63, COCOMONASA veri setinde 60 ve COCOMONASA?2 veri
setinde 93 tane yazilim projesine ait maliyet sonuglart mevcuttur.
COCOMO81 ve COCOMONASA veri setlerinde biri maliyet
olmak tizere 17 tane 6z nitelik bulunmaktadir. COCOMONASA?2
veri setinde bu 17 6z niteligin disinda maliyete etkisi olmayan
7 tane 6z nitelik (recordnumber, projectname, cat2, forg, center,
year ve mode) mevcuttur. Bu Oznitelikler calismaya dahil
edilmemistir. COCOMO maliyet faktorleri Tablo 1°de,
COCOMO maliyet faktorlerinin standart sayisal degerleri
Tablo 2’de verilmistir.

Asagida verilen Tablo 1’de veri setinde bulunan 15 tane 6z
nitelik incelenmistir. Veri setinde bunlarinda disinda kod satir
say1st (loc) ve maliyet (act_effort) 6z nitelikleri de mevcuttur.

Tablo 2°de veri setinde bulunan 6z niteliklerin alabildigi en
bliyik ve en kiigik deger araliklar1 incelenmistir.
COCOMONASA?2 veri setinde effor tahmini i¢in kullanilmayan
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7 tane Oznitelik veri setine dahil edilmemistir. Veri setleri, egitim
seti ve test seti olarak k-kat ¢capraz dogrulama teknigi kullanilarak

rastgele boliinmiigtiir.

Tablo 1. COCOMO maliyet faktorleri

rely | Required software reliability Gerekli yazilim giivenligi
Uriin Ozellikleri | data | Database size Veritaban biiyiikligii
cplx | Software product complexity Uriin karmagikligi
time | Execution time constraint Caligma siiresi kisitt
Donanim stor | Main storage constraint Temel depolama kisiti
Ozellikleri virt | Virtual machine volatility Sanal makine geciciligi
turn | Computer turn around time Bilgisayar yanit siiresi
acap | Analist capability Calisan analistin kapasitesi
aexp | Application experience Proje takiminin uygulama tecriibesi
Personel e o
Ozellikleri pcap | Programmer capability Programci kapasitesi
wexp | Virtual machine experience Takimin Sanal makine tecriibesi
lexp | Language experience Takimin programlama dili tecriibesi
Proje modp :)Jrseigzggodem programming Modern programlama uygulamalari
Ozellikleri tools | Use of software tools Kullanilan yazilim araglari
sced | Development schedule constraint is takvimi kisit1
Tablo 2. COCOMO maliyet faktérlerinin standart sayisal degerleri
ok - . ok ekstra | verimlilik
Oz nitelik dfisiik disiik | normal | yiiksek yiigksek yiiksek | aral@
acap 1,46 1,19 1,00 0,86 0,71 2,06
pcap 1,42 1,17 1,00 0,86 0,70 1,67
aexp 1,29 1,13 1,00 0,91 0,82 1,57
modp 1,24 1,10 1,00 0,91 0,82 1,34
tool 1,24 1,10 1,00 0,91 0,83 1,49
vexp 1,21 1,10 1,00 0,90 1,34
lexp 1,14 1,07 1,00 0,95 1,20
sced 1,23 1,08 1,00 1,04 1,10 e
stor 1,00 1,06 1,21 1,56 -1,21
data 0,94 1,00 1,08 1,16 -1,23
time 1,00 1,11 1,30 1,66 -1,30
turn 0,87 1,00 1,07 1,15 -1,32
virt 0,87 1,00 1,15 1,30 -1,49
cplx 0,70 0,85 1,00 1,15 1,30 1,65 -1,86
rely 0,75 0,88 1,00 1,15 1,40 -1,87
2.2. Model Olusturma degistirilmis, dogru bir karsilastirma olmasi i¢in hepsine ayn

WEKA aracinda verileri siniflandirmak, boliitlemek, tahmin
etmek, veriler arasinda iliski kurmak i¢in ¢ok fazla makine
O0grenmesi algoritmasi mevcuttur.

Bu c¢alismada PROMISE veri deposundan alinan
COCOMO81, COCOONASA ve COCOMONASA2 veri
setleriyle WEK A aracinda bulunan ilgili algoritmalar kullanilarak
yazilim proje maliyet tahmini gerceklestirilmistir.

Weka aracinda Meta baslig1 altinda bulunan algoritmalar ile
Lazy grubunda bulunan LWL ve Rules grubunda bulunan Input
Mapped Classifier algoritmalari, kendi parametrelerine ek olarak
bir temel smiflandirici ve onun parametrelerini alan
algoritmalardir. Bu ylizden en iyi performanst almak igin
properties penceresinden smiflandirict parametreleri
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smiflandirma algoritmasi secilmistir. Ayrica parametre olarak
biitiin siniflandiricilar denenmis en iyi sonucu veren parametre
smiflandiricilar ayr bir tabloda belirtilmistir.

2.3. Modellerin Performans Degerlendirmesi

2.3.1. Korelasyon Katsayis1 (Correlation Coefficient)

Korelasyon katsayisi, bagimli degisken ile bagimsiz
degiskenler arasindaki istatistiksel iligkinin yoniiniin ve giiciiniin
olgtidiir. Farklt durumlar icin farkli korelasyon katsayilari
gelistirilmistir. Korelasyon katsayisi -1 ile 1 arasinda bir deger
olabilmektedir. Korelasyon katsayisinin -1 olmasi iki degisken
arasinda ters iligki oldugunu, korelasyon katsayisinin 0 olmast, iki
degisken arasinda hi¢ bir iliskinin olmadigini, korelasyon
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katsayisinin 1 olmasi ise iki degisken arasinda tam iliski oldugunu
gostermektedir (Wikipedia, 2020; Marapelli, 2019).

2.3.2. Ortalama Mutlak Hata (Mean Absolute Error -
MAE)

Ortalama mutlak hata, tahmin edilen degerlerin gercek
degerlerden ne kadar uzakta oldugunu bulmaya caligmaktadir.
Formiilii Denk. (1)’de verilmistir.

MAE = % le(Pi —Ap) ey

Burada P; = tahmini deger, A; = gergek deger, n = 6rnek sayisi

2.3.3.Kok Ortalama Kare Hata (Root Mean Squared
Error - RMSE)

Kok ortalama kare hatasi, tahmin edilen degerler ile gercek
degerler arasindaki farkliliklarin 6rnek standart sapmasini verir.
Formiilii Denk. (2)’de verilmistir.

RMSE = \/%2’;:1(191- — A;)? @

Burada P; = tahmini deger, A;= gergek deger, n = drnek sayist

RMSE biiylik hatalara biiyilk 6nem verir ¢ilinkii hatalarin
ortalamalar1 alinmadan 6nce kareleri alinmaktadir. Bu nedenle
RMSE daha c¢ok biyiik hatalarin istenmedigi durumlarda
kullanilir.

2.3.4. Bagil Mutlak Hata (Relative Absolute Error -
RAE)

Bagil mutlak hata, tahmin edilen degerler ile ger¢ek degerler
arasindaki farkin bir toplamini vererek bunu gergek deger ile

gercek degerin ortalamasi arasindaki farkin toplamina bdler.
Formiilii Denk. (3)’de verilmistir.

Z?=1(Pi_Ai)
Z ?=1(Ai_Am)

Burada P; = tahmini deger, A; = gercek deger, A,,= gercek
degerlerin toplami, n = drnek sayisi

RAE = (©)

2.3.5. Kok Bagil Kare Hata (Root Relative Squared Error
- RRSE)

Ayr1 ayr1 j veri kiimesinin kok bagil kare hatasi asagidaki gibi
tanimlanmistir (Prabhakar ve Drutta, 2013) Formiilii Denk. (4)’te
verilmigtir.

" (Pij—A)?

RRSE = IS ai-amy?

“)
Burada P;; = i'deki veri noktasi igin ayr1 ayri j veri kiimesinin
tahmini degeri, A; = gergek deger, A,,= gercek degerlerin toplami,
n = ornek sayis1

2.4. Metotlar

Bu béliimde, makale icerisinde kullanilan algoritmalarin ve
kullanilan yontemlerin agiklamalari sunulmustur. Algoritmalar
literatiirde genel olarak orijinal isimleriyle kullanildig1 igin bu
makalede de bu sekilde kullanilmis ancak yanmi sira miimkiin
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oldugunca Tiirkgelestirilmig isimleri de verilmistir (Giiven Aydin,
2021).

Gaussian Processes (Gauss Yontemi): Bir smiflandirma
Makine Ogrenmesi algoritmasidir. Simiflandirma  tahmini
modelleme icin, Gauss siiregleri kullanilabilir. Gauss Siireg
modelleri ¢cok degiskenli dagilimli rastgele degiskenlerin sinirh
bir koleksiyonuna sahip parametrik olmayan gekirdek tabanl
olasilik modelleridir. Her dogrusal birlesim esit dagilmigtir
(Yergok ve Aci, 2019).

Linear Regression (Dogrusal Regresyon): Regresyon analizi,
iki ya da daha c¢ok degisken arasindaki sayisal iliskiyi incelemek
amactyla kullanilan bir analiz yontemidir. Regresyon analizinde,
degiskenler arasindaki iligkiyi fonksiyonel olarak aciklamak ve
bu iliskiyi bir modelle tanimlayabilmek amaclanmaktadir.
Regresyon analizinde bir tane bagimli ve bir tane bagimsiz iki
degisken varsa buna Basit Dogrusal Regresyon, bir tane bagimli
birden fazla bagimsiz degisken varsa buna Coklu Dogrusal
Regresyon denir. Cok Degiskenli Regresyon analizi, Coklu
Dogrusal Regresyon analizinin genellestirilmis halidir. Cok
Degiskenli Regresyon analizinde birden fazla bagimli degisken
vardir.

Multilayer Perceptron (Cok Katmanli Algilayict): Ornekleri

smiflandirmak ve ¢ok katmanli bir algilayic1 6grenmek igin geri
yayilimi kullanan bir siniflandiricidir.
Ag elle olusturulabilir veya basit bir bulugsal yontem kullanilarak
kurulabilir. Ag parametreleri egitim siiresi boyunca izlenebilir ve
degistirilebilir. Bu agdaki diigiimlerin timii sigmoiddir. (sinifin
sayisal oldugu durumlar harig, bu durumda ¢ikis diiglimleri
esiksiz dogrusal birimler haline gelir.)

SMOreg: SMOreg algoritmasi temel olarak destek vektor
makineleri olarak bilinen yontemleri kullanir. DVM'ler 19601
yillarin sonunda Vladimir Vapnik ve Alexey Chervonenkis
tarafindan gelistirilmis temel olarak istatiksel 6§renme teorisine
dayanan bir makine 6grenmesi yontemidir.

IBK (K-nearest neighbor — K-en yakin komsuluk): K-en
yakin komsular siniflandiricisidir. Capraz dogrulamaya dayali
olarak uygun K degerini segebilir. Mesafe agirliklandirmasi da
yapabilir.

Kstar (Kyildiz — K*): K*, 6rnek tabanlt bir siniflandiricidir,
yani bir test Orneginin simifi, bazi benzerlik islevleriyle
belirlendigi iizere, ona benzer egitim Orneklerinin sinifina
dayanir. Entropi tabanli bir mesafe islevi kullanmasi agisindan
diger ornek tabanli 6grenicilerden farklidir.

LWL (Locally Weighted Learning - Yerel Agirhikli Ogrenme
) Yerel agirlikli bir 6grenme yontemidir. Ornek agirhiklar: atamak
icin drnek tabanli bir algoritma kullanir ve bunlar daha sonra
belirli bir WeightedInstancesHandler sinifi tarafindan kullantlir.
Siniflandirma (6rn. Naive Bayes kullanarak) veya regresyon (6rn.
Dogrusal regresyon kullanarak) yapabilir.

Additive Regression (Toplamsal Regresyon): Genellikle
dogrusal olmayan gercek yasam etkilerinde Dogrusal Regresyon
basarisiz sonuglar tretebilmektedir. Daha esnek istatistiksel
modellerden olan additive regresyon, dogrusal olmayan
regresyon etkilerini tanimlamak i¢in kullanilabilmektedir.

Attribute Selected Classifier (Oznitelik Segici Siniflandirici):
Egitim ve test verilerinin boyutu, bir siniflandirictya aktarilmadan
once nitelik se¢imi ile azaltilir.
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Bagging (Torbalama): Varyansi azaltmak i¢in bir torbalama
smiflandiricisidir.

CVParameter Selection (Cross Validation Parameter
Selection - Cross Validation Parameter Selection): Herhangi bir
smiflandirict i¢in ¢apraz dogrulama ile parametre secimi
gergeklestirme sinifidir.

Multi Schema (Coklu Sema): Egitim verileri veya egitim
verilerindeki performans {iizerinde ¢apraz dogrulama ydntemi
kullanarak birkag siniflandirict arasindan bir siniflandirici segmek
icin kullanilan bir smiflandiricidir. Performans, yiizde dogru
(siiflandirma) veya ortalama kare hataya (regresyon) gore
Olciiliir.

Random Comittee (Rastgele Komite): Randomize edilebilir
temel smiflandiricilar  toplulugu  olusturmak igin  bir
smiflandiricidir. Her temel siniflandirici, farkli bir rasgele sayi
cekirdegi kullanilarak olusturulur (ancak ayni verilere dayali
olarak). Nihai tahmin, bireysel temel siiflandiricilar tarafindan
tiretilen tahminlerin diiz bir ortalamasidir.

Randomizable Fitered Classifer (Randomize Edilebilir
Filtreli Simiflandirici): FilteredClassifier'in, modeli randomize
edilebilir bir filtreyle, daha spesifik olarak, RandomProjection ve
temel smiflandirict olarak 1Bk ile baslatan basit bir varyantidir.
Bunun diginda ve iki temel semadan en az birinin Randomizable
araylizi uyguladigint kontrol ederek, Randomizablen da
uygulayan FilteredClassifier ile tam olarak ayni islevselligi
uygular.

Random SubSpace (Rastgele Alt Bosluk): Bu yontem, egitim
verilerinde en yliksek dogrulugu koruyan ve karmasiklik arttikca
genelleme dogrulugunu iyilestiren karar agaci tabanli bir
smiflandiricidir. Siniflandirici, 6zellik vektoriiniin bilesenlerinin
alt kiimelerinin sozde rastgele segilmesiyle sistematik olarak
olusturulmug birden ¢ok agagtan, yani rastgele secilen alt
uzaylarda olusturulan agaglardan olusur.

Weighted Instances Handler Wrapper (Agirhikli Ornek
Isleyici Sarmalayici): Agirlikl 6rnek destegini etkinlestirmek icin
herhangi bir siniflandirict etrafinda genel bir sarmalayicidir.
Temel smniflandirici  WeightedInstancesHandler — arabirimini
uygulamiyorsa ve 1.0'dan farkli ornek agirliklart varsa,
agirliklarla yeniden oOrneklemeyi kullanir. Varsayilan olarak,
ornek agirhklarmi  igleyebiliyorsa egitim verileri temel
smiflandiriciya aktarilir. Bununla birlikte, yeniden 6rnekleme
kullanimini agirliklarla da zorlamak miimkiindiir.

Input Maped Classifier (Giris Eslemeli Simiflandirici):
Bir siniflandiricinin birlikte olusturuldugu egitim verileri ile gelen
test orneklerinin yapisi arasinda bir esleme olusturarak uyumsuz
egitim ve test verilerini ele alan sarmalayic1 siniflandiricisidir.
Gelen 6rneklerde bulunmayan model 6znitelikleri eksik degerleri
alir, dolayisiyla siniflandiricinin daha 6nce goérmedigi gelen
nominal Oznitelik degerleri de alir. Yeni bir siiflandirici
egitilebilir veya bir dosyadan mevcut bir smiflandirict
yiiklenebilir.

Decision Table (Karar Agaci): Basit bir karar tablosu ile
¢ogunluk smiflandiricisi  olusturmak i¢in  kullamilan  bir
siiflandiricidir.

MS5 Rules (M5 Kurallar1): M5 Rules algoritmasi regresyon
problemlerinde karar listeleri olusturmak icin bol ve yonet
teknigini kullanan bir algoritmadir. M5 Rules algoritmast bir
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model agaci olusturmak i¢in bdl ve yonet teknigini kullanir, en iyi
yapraktan bir kural olusturur ve ardindan olusturulan kurula gore
veri kiimesinde kalan diger 6rnekler {izerinde ¢alisir.

ZeroR: ZeroR smiflandirict olusturma ve kullanma simifidir.
Ortalamayi (sayisal bir sinif i¢in) veya modu (nominal bir sinif
i¢in) tahmin eder.

Desicion Stump (Karar Kiitiigii): Bir karar giidiisii olusturma
ve kullanma sinifidir. Genellikle bir ylikseltme algoritmasi ile
birlikte kullanilir. Regresyon (ortalama kare hatasina gore) veya
smiflandirma (entropiye dayali) yapar. Eksik, ayr1 bir deger olarak
kabul edilir.

MS5P: M5P deneysel verilerden bir regresyon aga¢ modeli
olusturmak i¢in, M5 algoritmasinin yeniden yapilandirilmasidir.
Bir M5P modelinde, agac her dalda, veri kiimesinin yapraga
ulasan kismunin sif degerlerini tahmin eden dogrusal bir
regresyon modelini depolar. Veri kiimesi, verilerin belirli
ozelliklerine gore farkli bolimlere ayrilir. Standart sapma
genellikle, her diigiimde veri kiimesini bolmek i¢in hangi
Ozniteligin en iyi oldugunu belirleyen bir dlgiit olarak kullanilir.
Segilecek Oznitelik, hatay1 azaltmak i¢in maksimum beklentiye
sahip olandir.

Random Forest (Rastgele Orman): Rastgele agaglardan
olusan bir orman inga etmek i¢in kullanilan bir siniflandiricidir.

Random Tree (Rastgele Agac): Her diigiimde K rastgele
secilen Oznitelikleri dikkate alan bir aga¢ olusturmak icin
kullanilan bir siniflandiricidir. Budama yapmaz. Ayrica, bir
uzatma kiimesine (geri uyum) dayali olarak simif olasiliklarinin
(veya regresyon durumunda hedef ortalamanin) tahminine izin
verme se¢enegine de sahiptir.

REP Tree (Rep Agaci): Hizli karar agact Ogrenicisidir.
Bilgi kazanimi / varyansini kullanarak bir karar / gerileme agaci
olusturur ve bunu daha az hata ile budama (arka plan ile)
kullanarak kurar. Sayisal 6zellikler igin degerleri yalnizca bir kez
siralar. Eksik degerler, karsilik gelen 6rnekleri pargalara bdlerek
ele alinr.

3. Arastirma Sonuglar1 ve Tartisma

Bu ¢alismada yazilim maliyetinin tahmini i¢in, COCOMO&1,
COCOMONASA ve COCOMONASA2  wveri setleri
kullanilmistir. Deneylerde veri madenciligi aract olan WEKA
programu kullanilmistir. Veri setleri 10 — kat capraz dogrulama
teknigi ile egitim ve test verilerine rastgele ayrilmistir.
Olusturulan Modellerin performans odlgiimleri, korelasyon

katsayis, MAE, RMSE, RAE ve RRSE baz alinarak
degerlendirilmistir.
Dogru bir analiz karsilastirmast olabilmesi i¢in bu

algoritmalarin hepsine Random Forest algoritmasi temel
smiflandirict olarak secilip testler yapilmistir. Sonuglar Tablo 4,
Tablo 5 ve Tablo 6’da gosterilmistir.

Bazi algoritmalar (meta basgligi altindaki biitiin algoritmalar,
Lazy grubundan LWL, Rules grubundan Input Mapped) kendi
parametrelerine ek olarak bir temel smiflandirict ve onun
parametrelerini alan meta yontemlerdir. Bu algoritmalar igin
biitin olasiliklar incelenmistir. Olabilecek en iyi performans
6l¢timii Tablo 6, Tablo 7 ve Tablo 8’de gosterilmistir.
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Tablo 3. COCOMOS1 veri setine uygulanan algoritmalarin performans élgiimleri

COCOMO8I1 Veri Seti

ALGORITMALAR Olciitler

Korelasyon
FONKSIYONLAR katsaylym MAE RMSE RAE(%) RRSE(%)
Gaussian Processes 0,5401 790,6207 1529,4219 87,1334 83,3127
Linear Regression 0,6102 874,477 1480,8087 96,3751 80,6645
Multilayer Perceptron 0,6739 662,3573 1651,8813 72,9976 89,9834
Simple Linear Regression 0,5803 610,8756 1556,9319 67,3239 84,8112
SMOreg 0,6598 481,4058 1414,1265 53,0552 77,0321
LAZY
IBK (K-nearest neighbor ) 0,6391 597,2745 1495,836 65,8249 81,4831
KStar 0,5621 527,3596 1707,526 58,1197 93,0146
LWL 0,7852 513,1837 1320,6153 56,5574 71,9383
META
Additive Regression 0,8095 471,6203 1169,6529 51,9767 63,7149
Attribute Selected Classifier 0,7766 480,6095 1266,5644 52,9674 68,994
Bagging 0,6842 615,7212 1427,0346 67,8579 77,7353
CVParameter Selection 0,7624 547,2516 1288,8028 60,312 70,2054
Multi Schema 0,759 527,6654 1317,3837 58,1534 71,7622
Random Comittee 0,7722 529,8123 1303,0491 58,39 70,9814
Randomizable Fitered Classifer 0,541 570,3308 1525,4542 62,8555 83,0965
Random SubSpace 0,6095 649,4035 1470,7424 71,57 80,1162
Regresiyon By Discretization 0,7482 555,2121 1348,4807 61,1893 73,4562
Weighted Instances Handler Wrapper 0,7624 5472516 1288,8028 60,312 70,2054
MISC
Input Maped Classifier 0,7624 547,2516 1288,8028 60,312 70,2054
RULES
Decision Table 0,3947 616,2634 1785,8066 679177 97,2788
M5 Rules 0,7657 603,709 1289,9993 66,5341 70,2705
ZeroR -0,3757 907,3682 1835,7614 100 100
TREE
Desicion Stump 0,4596 717,5814 1673,7058 79,0838 91,1723
MS5P 0,6843 517,3589 1334,687 57,0175 72,7048
Random Forest 0,7624 547,2516 1288,8028 60,312 70,2054
Random Tree 0,37 688,7117 1840,2042 75,9021 100,242
REP Tree 0,0902 787,8688 1904,8964 86,8301 103,766

Tablo 3’te, COCOMOS81 veri setine uygulanan Makine
Ogrenmesi algoritmalarinin performans degerlendirme sonuglari
belirtilmigtir. COCOMOS81 veri setinde en iyi tahmini, Meta
grubundan 0,8095 korelasyon katsayisi ve %51,9767 RAE hata
payr ile Additive Regression algoritmasi gergeklestirmistir.
Makine Ogrenmesi algoritmalarindan ZeroR algoritmas1t WEKA
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aract kullanilarak COCOMO&I1 veri setine maliyet tahmini igin
uygulandiginda en kotii tahmin performasint gostermistir. Tree
grubundan REP Tree siniflandirma algoritmasi ZeroR
algoritmasindan sonra 0,0902 korelasyon katsayist ve %86,8301
RAE hata pay1 ile en kotii performanst sergilemistir.
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Tablo 4. COCOMONASA veri setine uygulanan algoritmalarin performans olgiimleri

COCOMONASA Veri Seti

ALGORITMALAR Olgiitler
Korelasyon

FONKSIYONLAR katsayzlsl MAE RMSE RAE(%) | RRSE(%)
Gaussian Processes 0,6387 269,4976 513,356 62,5047 77,0828
Linear Regression 0,7994 247,0464 431,768 57,2976 64,832
Multilayer Perceptron 0,8931 179,4526 310,3657 41,6205 46,6029
SMOreg 0,719 248,4012 462,9543 57,6118 69,5148
LAZY
IBK (K-nearest neighbor ) 0,5768 295,4267 590,2186 68,5184 88,6241
KStar 0,6772 220,4516 501,335 51,1294 75,2778
LWL 0,7779 210,3535 420,0186 48,7874 63,0678
META
Additive Regression 0,8317 200,551 367,676 46,5139 55,2083
Attribute Selected Classifier 0,8251 202,3599 392,3317 46,9334 58,9105
Bagging 0,7871 2227612 425,0947 51,6651 63,83
CVParameter Selection 0,8196 211,6876 403,4439 49,0968 60,579
Multi Schema 0,7818 217,0315 416,7733 50,3362 62,5805
Random Comittee 0,7813 217,802 422,6492 50,5149 63,4628
Randomizable Fitered Classifer 0,8825 148,6937 313,6628 34,4866 47,0979
Random SubSpace 0,6964 255,7131 474,6142 59,3076 71,2655
Regresiyon By Discretization 0,704 251,3443 470,4945 58,2944 70,647
Weighted Instances Handler Wrapper 0,8196 211,6876 403,4439 49,0968 60,579
MISC
Input Maped Classifier 0,8196 211,6876 403,4439 49,0968 60,579
RULES
Decision Table 0,4577 261,1296 609,2296 60,5639 91,4787
M35 Rules 0,9152 157,1147 263,9787 36,4397 39,6376
ZeroR -0,4382 431,164 665,9798 100 100
TREE
Desicion Stump 0,6981 303,2187 4979172 70,3256 74,7646
MS5P 0,922 150,9841 252,8864 35,0178 37,9721
Random Forest 0,8196 211,6876 403,4439 49,0968 60,579
Random Tree 0,7029 254,4593 519,1927 59,0168 59,0168
REP Tree 0,594 289,226 5447618 67,0803 81,7985

Tablo 4°’te, COCOMONASA veri setine uygulanan Makine =~ COCOMONASA veri setinde de en kotii tahmin sonucunu
Ogrenmesi algoritmalarinin performans degerlendirme sonuglar1  iiretmistir. ZeroR algoritmasindan sonra 0,4577 korelasyon
belirtilmigti. COCOMONASA veri setinde en iyi tahmini, Tree  katsayist ve %60,5639 RAE hata payr ile Decision Table
grubundan 0,922 korelasyon katsayist ve %35,0178 RAE hata  algoritmasi en kotii performasi sergilemistir.
payt ile M5SP algoritmast gerceklestirmistir. Rules grubundan
ZeroR algoritmasi COCOMOS81 veri setinde oldugu gibi
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Tablo 5. COCOMONASA?2 veri setine uygulanan algoritmalarin performans olgiimleri

COCOMONASA? Veri Seti
ALGORITMALAR Olgiitler

Korelasyon
FONKSIYONLAR katsay?sl MAE RMSE RAE(%) RRSE(%)
Gaussian Processes 0,5966 535,8033 1003,274 82,9528 87,8166
Linear Regression 0,7294 430,7269 826,1252 66,6849 72,3107
Multilayer Perceptron 0,6147 653,0797 1313,2285 101,1095 114,9468
SMOreg 0,425 737,3497 1368,5567 114,1562 119,7897
LAZY
IBK (K-nearest neighbor ) 0,659 445,7796 924,0382 69,0154 80,881
KStar 0,7091 376,3781 821,2064 58,2707 71,8801
LWL 0,8183 332,7218 652,8788 51,5118 57,1464
META
Additive Regression 0,7974 334,6625 682,1185 51,8123 59,7058
Attribute Selected Classifier 0,7168 379,1302 788,339 58,6968 69,0033
Bagging 0,7298 365,3964 778,686 56,5705 68,1583
CVParameter Selection 0,7415 365,1982 759,6982 56,5398 66,4963
Multi Schema 0,7392 370,4636 761,003 57,355 66,6105
Random Comittee 0,7595 358,2204 739,3583 55,4595 64,716
Randomizable Fitered Classifer 0,7158 371,1652 789,8391 57,4636 69,1346
Random SubSpace 0,6729 407,627 835,7404 63,1086 73,1523
Regresiyon By Discretization 0,7069 4242558 799,3404 65,6831 69,9662
Weighted Instances Handler Wrapper 0,7415 365,1982 759,6982 56,5398 66,4963
MISC
Input Maped Classifier 0,7415 365,1982 759,6982 56,5398 66,4963
RULES
Decision Table 0,2525 564,7407 1186,1157 87,4329 103,8206
M35 Rules 0,7042 360,4728 805,1669 55,8082 70,4762
ZeroR -0,3101 645,9132 1142,4663 100 100
TREE
Desicion Stump 0,4183 567,6411 1063,2781 87,8819 93,0687
MS5P 0,7171 348,3774 788,2642 53,9356 68,9967
Random Forest 0,7415 365,1982 759,6982 56,5398 66,4963
Random Tree 0,4882 459,4538 1016,6788 71,1324 88,9898
REP Tree 0,3464 540,5725 1094,5921 83,6912 95,8096

Tablo 5’te COCOMONASAZ2 veri setine uygulanan Makine
Ogrenmesi  algoritmalarinin  performans  degerlendirmeleri
verilmistir. Algoritmalarin performanslari incelendiginde en iyi
tahmin sonucunun Lazy grubundan LWL algoritmasina ait oldugu
goriilmektedir. LWL algoritmast var olan 6zellikleri ile
calistirlldiginda 0,4864 korelasyon katsayisi ve %79,8692 RAE
hata payr ile tahminde bulunmaktadir. Fakat WEKA araci
kullanilarak o6zellikler penceresinden siniflandirma dzelligi
Random Forest olarak degistirildiginde ¢ok daha iyi performans
sergiledigi goriilmiistir. WEKA aract kullanilarak her bir
smiflandirma algoritmasinin parametreleri degistirilerek farkli
sonuclar elde edilebilmektedir. Bu c¢alismada dogru bir
karsilagtirma analizinin olabilmesi i¢in biitiin algoritmalara
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parametre olarak Random Forest algoritmasi verilmistir. Bu veri
setinde de diger veri setlerinde oldugu gibi en koti performansi
ZeroR algoritmasi gostermistir. ZeroR algoritmasindan sonra en
koti  tahmin  sonucu Rules grubundan Decision Table
algoritmasina aittir.

Asagidaki Tablo 6, Tablo 7 ve Tablo 8’de algoritmalarin
COCOMO81, COCOMONASA ve COCOMONASA2 veri
setlerinde gosterebilecekleri en iyi performanslar belirtilmistir.
Bu performans Olgiimlerinin elde edilebilmesi igin ilgili
algoritmalarin  6zellikler penceresinden paremetre degerleri
degistirilerek biitiin olasiliklar denenmistir. En iyi tahmin
sonuclar1 agagidaki tablolarda gosterilmistir.
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Tablo 6. COCOMOS1 veri setine uygulanan algoritmalarin en iyi performans ol¢timleri

COCOMOB8I veri seti

ALGORITMA En iyi Algoritma Korelasyon katsayisi RAE(%)
LWL Random Comittee 0,8331 54,4355
Additive Regression Random Comittee 0,8282 49,6681
Attribute Selected Classifier Random Comittee 0,8656 50,3006
Bagging Random Comittee 0,7235 63,8393
CVParameter Selection Random Comittee 0,8764 48,5789
Multi Schema Random Comittee 0,8529 52,0718
Random Comittee Random Comittee 0,8764 48,5789
Randomizable Fitered Classifer IBK (K-nearest neighbor) 0,7722 57,5024
Random SubSpace Random Comittee 0,7109 63,5379
Regresiyon By Discretization Multilayer Perceptron 0,8547 56,89

Weighted Instances Handler Wrapper Random Comittee 0,8227 51,606

Input Maped Classifier Random Comittee 0,8764 48,5789

Tablo 6 incelendiginde en iyi tahmin sonucunun Random
Committee algoritmasina ait oldugu goriilmektedir. Bu
performans degerinin elde edilebilmesi i¢in sdyle bir yol
izlenmistir: Smiflandirma algoritmasi olarak Random Committe
secildikten sonra 6zellikler penceresinden classifier 6zelligi yine
Random Committee se¢ilmistir. Se¢ilen Random Comittee
smiflandirma algoritmasinin classifier 6zelligi Random Tree
olarak belirlenip algoritma g¢aligtirtlmistir. Buna benzer bir¢ok

degisik senaryo gercgeklestirilmistir. En iyi performans sonucu
parametre olarak Random Committee algoritmasinin verilmesi ile
elde edilmistir. Input Maped Classifier algoritmast ve
CVParemeter Selection algoritmalart da ayni performansi
sergilemistir. Bu iki algoritmanin da &zellikler penceresinden
classifier 6zelligi Random Comittee algoritmasi olarak atanmustir.
Bu sekilde en iyi performansi sergilenmistir.

Tablo 7. COCOMONASA veri setine uygulanan algoritmalarin en iyi performans élgiimleri

COCOMONASA

ALGORITMA En iyi algoritma Korelasyon katsayisi RAE(%)
LWL Linear Regression 0,8945 43,6739
Additive Regression M5P 0,9371 31,7645
Attribute Selected Classifier Multilayer Perceptron 0,8963 36,8339
Bagging M5P 0,9175 29,0556
CVParameter Selection M5P 0,922 35,0178
Multi Schema M5P 0,922 35,0178
Random Comittee Randomizable Fitered Classifer 0,924 34,0002
Randomizable Fitered Classifer SMOreg 0,9161 30,4218
Random SubSpace Regresiyon By Discretization 0,817 64,1904
Regresiyon By Discretization Randomizable Fitered Classifer 0,8309 60,419

Weighted Instances Handler Wrapper M5P 0,922 35,0178
Input Maped Classifier M5P 0,922 35,0178

Tablo 7 incelendiginde en iyi tahmin sonucunun Additive
Regression algoritmasina ait oldugu goriilmektedir. Additive
Regression algoritmas1 Meta grubunda bulunan bir algoritmadir.
Bu algoritma parametre olarak baska bir algoritma ya da yine
kendisini alabilmektedir. En iyi tahmin sonucunun elde
edilebilmesi i¢in parametre olarak biitin algoritmalar
denenmistir. Parametre olarak Tree grubundan MS5P algoritmasi
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verildiginde en iyi tahmin sonucu elde edilmistir. Genel olarak
COCOMONASA veri setinde yazilim maliyet tahmini igin
algoritmalar uygulandiginda, algoritmalara parametre olarak Tree
grubundan MSP algoritmas: verildiginde en iyi performans
degerleri elde edilmistir.
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Tablo 8. COCOMONASA?2 veri setine uygulanan algoritmalarin en iyi performans él¢iimleri

COCOMONASA2
ALGORITMA En iyi algoritma Kgfslj;ﬁ?n RAE(%)
LWL Random Comittee 0,8309 50,4804
Additive Regression Random Forest 0,7974 51,8123
Attribute Selected Classifier Random Comittee 0,774 56,0921
Bagging Random Tree 0,7605 53,6467
CVParameter Selection Random Comittee 0,783 54,5614
Multi Schema Random Comittee 0,7923 55,2471
Random Comittee Random Tree 0,783 54,5614
Randomizable Fitered Classifer Random Comittee 0,8043 53,5075
Random SubSpace Random Forest 0,6729 63,1086
Regresiyon By Discretization Random Comittee 0,7793 64,1228
Weighted Instances Handler Wrapper Random Comittee 0,7881 54,7878
Input Maped Classifier Random Comittee 0,783 54,5614

Tablo 8’de WEKA arac1 kullanilarak COCOMONASA?2 veri
setine uygulanan Makine Ogrenmesi algoritmalarinin performans
degerlendirmeleri  verilmistir. Algoritmalarin performanslari
incelendiginde en 1iyi performansin Lazy grubundan LWL
algoritmasimna  parametre  olarak Random  Committee
algoritmasinin verilmesi ile elde edildigi goriilmiistiir. Tablo 8
incelendiginde COCOMONASA? veri seti ilizerinde parametre
olarak Random Committee algoritmasinin verilmesi performansi
olumlu yonde etkiledigi gériilmiistiir.

4. Sonug¢

Yazilim projelerinin maliyet tahminin gergeklestirilmesi i¢in
farkli tahmin yontemleri gelistirilmistir. Makine Ogrenmesi
yontemine dayali gelistirilen modeller bu yontemlerden
bazilaridir (Kayakus, 2021). Bu calismada yazilim maliyet
tahmini i¢in PROMISE veri deposundan alinan COCOMOS],
COCOMONASA ve COCOMONASA?2 veri setleri kullanilarak
Makine Ogrenmesi algoritmalar1 test edilmistir. WEKA araci
kullanilarak ~ yapilan  tahmin  sonuglar1  incelendiginde,
algoritmalarin hata oranlarinin ve korelasyon Kkatsayilarinin
uygulandiklar1 veri setlerine gore degiskenlik gosterdigi
belirlenmistir. Baz1 algoritmalarin bazi veri setlerinde ¢ok iyi
calisirken farkli parametrelerle ve farkli veri setlerinde kotii
sonuglar verebilecegi gézlemlenmistir. Ayrica veri setlerindeki 6z
niteliklerin, tahmin sonucunu c¢ok etkiledigi fark edilmistir.
COCOMONASA? veri setinde 24 tane 6z nitelik bulunmaktadir.
Bu 24 6z nitelik kullamlarak Makine Ogrenmesi algoritmalar
veri setine uygulandiginda ¢ok daha kétii sonuglar elde edilmistir.
COCOMONASA?2 veri setinden maliyete etkisi olmayan 7 tane
0z nitelik ¢ikarildiginda ¢ok daha iyi performans degerleri elde
edilmistir. Ayyildiz (2007) c¢alismasinda, yazilim projelerinin
maliyet tahmini i¢in yeni bir 61¢iit kiimesi sunmustur. Arastirmaci
dogru ve nitelikli 6l¢iit kiimesinin tahmin sonucunu ciddi bicimde
etkiledigini ispatlamistir.

Bazi algoritmalar, kendi parametrelerine ek olarak baska bir
smiflandirict ve onun parametrelerini alabilen algoritmalardir.
Dogru bir analiz karsilastirmasi olabilmesi i¢in bu algoritmalarin
hepsine Random Forest algoritmasi temel siniflandirict olarak
secilip testler yapilmustir.

Test sonuglari incelendiginde COCOMO&I veri setinde en iyi
tahmin algoritmasinin Meta grubundan 0,8095 korelasyon
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katsayis1 ve %51,9767 RAE hata pay1 ile Additive Regression
algoritmasi oldugu, COCOMONASA veri setinde en iyi tahmin
algoritmasinin Tree grubundan 0,922 korelasyon katsayisi ve
%35,0178 RAE hata payr ile MS5P algoritmast oldugu,
COCOMONASA? veri setinde en iyi tahmin algoritmasinin Lazy
grubundan 0,8183 korelasyon katsayisi ve %51,5118 RAE hata
pay1 ile LWL algoritmasinin oldugu gézlemlenmistir.

Kendi parametrelerine ek olarak bagka bir siniflandirici ve
onun paremetrelerini alan algoritmalar (Meta basgligi altindaki
biitiin algoritmalar, Lazy grubundan LWL, Rules grubundan Input
Mapped) i¢in biitiin olasiliklar denenmistir. COCOMOS1 veri seti
kullanilarak yapilan tahmin algoritmalarindan en iyi performansi
0,8764 korelasyon katsayis1 ve %48,5789 RAE hata pay1 ile Meta
grubundan Random Committee algoritmasi gergeklestirmistir.
COCOMONASA veri seti kullanilarak yapilan tahmin
algoritmalarindan en iyi performansi 0,9371 korelsayon katsayisi
ve %31,7645 RAE hata pay1 ile M5P algoritmasinin parametre
olarak  verilmesi ile Additive Regression algoritmasi
gerceklestirmigti. COCOMONASA2 veri setine uygulanan
algoritmalar incelendiginde, en 1iyi performansin LWL
algoritmasina  parametre  olarak Random  Committee
algoritmasinin verilmesi ile elde edildigi belirlenmistir.

Bu calismada WEKA araci ile Makine Ogrenmesi

algoritmalarimin ~ PROMISE  veri  deposunda  bulunan
COCOMO81, COCOMONASA ve COCOMONASA2 veri
setleri kullanilarak yazilim maliyet tahmininde gosterdikleri
performanslar incelenmigtir.  Sonuglar incelendiginde bir
algoritmanin her zaman en iyi sonucu iiretmedigi, farkli veri
setleriyle farkli sonuglar iirettigi bilgisine ulagilmigtir.
Bu ¢aligma sayesinde yazilim maliyet tahmini i¢in hangi Makine
Ogrenmesi algoritmalarmin kullanilabilecegi, bu algoritmalarin
COCOMO81, COCOMONASA ve COCOMONASA2 veri
setlerine uygulandiginda tahmin sonuglarinin neler olabilecegi ve
en 1yl c¢alisan algoritmalarm hangileri oldugu bilgisine
ulagtlmistir.

Marapelli (2019) galismasinda Lineer Regresyon ve K-en
yakin komsuluk algoritmalarinin performansalarim1 WEKA arac1
kullanarak  degerlendirmistir. ~ Arastirmast  ¢alismasinda
COCOMO81, COCOMONASA ve COCOMONASA2 veri
setleri i¢in sadece 2 tane algoritma denemistir. Bizim
caligmamizda 27 tane algoritmanin test sonuglar1 analiz edilmistir.
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Bu sayede bu calisma daha kapsamli bir ¢alisma olmustur.
Daha sonraki bir ¢aligmada, farkli metodolojiler ile hazirlanmig
yazilim projelerinin veri setleri kullanilarak WEKA aracinda
testler yapilabilir. Test sonuglar1 analiz edilerek COCOMO veri
setleri kullanilarak yapilan test sonuglari ile karsilastirilabilir ya
da bu galismada kullanilan Makine Ogrenmesi algoritmalari farkl
bir platformda tekrar test edilerek sonuglar karsilagtirilabilir.
Genetik Algoritmalar ve Bulanik Mantik gibi Yapay Zeka’nin
diger yontemleri de yazilim projelerinin maliyet tahmini igin
kullanilabilir.
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