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Oz

Teknolojinin gegmise nazaran biiyiik bir hizla gelistigi giinlimiizde, ¢ogu alanda yazilimlarin, yapay zeka tekniklerinin uygulama
alanlar1 artmig insanlarin islerini kolaylastirici bir 6zellik haline gelmistir. Bu agidan birgok alanda faaliyet gosteren makine 6grenmesi
tekniklerinin siklikla rastlandigi problem alanlarindan biri saglik alani olmustur. Beynin davranislarinda rastlanan bozukluklarin
incelenmesinde ve modellenmesinde kullanilan EEG sinyalleri, diinya capinda bir¢cok insani etkileyen epilepsi hastaligimin
tanilanmasinda temel bilgi kaynagi haline gelmistir. Bu ¢aligma kapsaminda da epilepsi hastalarindan alinan EEG sinyalleri, 500 farkli
kisi bilgisini igeren zaman serisi verisi olarak kullanilmistir. Siniflandirilan veri setinin boliimlendirme islemi k-fold cross validation
yontemi ile ayrilmistir. Epileptik nobet tanilama smiflandirma islemi i¢in kullanilan makine 6grenme tekniklerinden elde edilen
sonuglarin Yapay Sinir Ag1 (YSA) %76,39, Lineer Diskriminant Analiz (LDA) %82,24, K-En Yakin Komsu Algoritmasi (K-NN)
%93,41 basari elde ettigi goriilmiistiir (Bu ¢alisma Beyda Cagliyan’in Yiiksek Lisans tezinden tiretilmistir).

Anahtar Kelimeler: EEG Zaman Serileri, Epilepsi, Makine Ogrenmesi, Sinir Aglar1, K-En Yakin Komsu Algoritmasi, Lineer
Diskriminant Analiz Algoritmasi, Siniflama.

Epilepsy EEG Data Classification via Machine Learning Techniques

Abstract

In today's world, where technology has developed rapidly compared to the past, the application area of software and artificial intelligence
techniques in most areas has become a feature that facilitates the work of people. In this regard one of the problem areas where machine
learning techniques operating in many fields are frequently encountered has been the field of health. EEG signals, which are used in the
study and modeling of disorders in the brain's behavior, have become the main source of information in the diagnosis of epilepsy
diseases that affect many people worldwide. In this study, EEG signals obtained from epilepsy patients were used as time series data
containing 500 different person information. The segmentation operation of the classified data set is divided into with the k-fold cross
validation method. The results obtained from the machine learning techniques used for the epileptic seizure diagnosis classification
process were 76.39% from the Artificial Neural Network (ANN), 82.24% from the Linear Discriminant Analysis Algorithm (LDA),
and 93.41% from the K-Nearest Neighbor Algorithm (K-NN) (This paper was produced by Beyda Cagliyan’s MSc. thesis).

Keywords: EEG Time Series, Epilepsy, Machine Learning, Neural Networks, K-Nearest Neighbor Algorithm, Linear Discriminant
Analysis Algorithm, Classification.
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1. Giris

Halk arasinda “Sara Hastalig1” olarak da bilinen Epilepsi,
Diinya Saglk Orgiitii'niin (WHO) Nisan 2018’de yaymladig1
“Epilepsi” raporuna goére; migren, felg ve alzheimer
hastaliklarindan sonra en c¢ok goriilen, Diinya capinda 50
milyondan daha cok kiside rastlanan bir hastaliktir (Musumeci,
Bonaccorso & Puglisi, 2019). Epilepsi, beyinde yer alan sinir
hiicrelerinin normalden farkli sekilde elektrokimyasal bogalma
yapmasiyla gelisen ndorolojik bir rahatsizliktir (Sanei &
Chambers, 2007). Bu rahatsizligin ana nedeni heniiz tam olarak
bilinemese de epilepsiye baslica; dogum oncesi veya dogum
aninda olusan beyin hasarlari, diisiik dogum agirligi, genetik
faktorler, kafa travmalari, menenjit gibi beyin enfeksiyonu, beyne
giden oksijen miktarini engelleyen inme gibi durumlar etki
etmektedir (“World Health Organization”, 2020). Epilepsi
rahatsizlig1 geciren hastalarin %30’luk kesiminde ilaglar etki
etmemekte bu sebepten her ii¢ epilepsili hastadan birine ilag
tedavisi veya cerrahi herhangi bir operasyon
uygulanamamaktadir. Boylece hastalar, ne zaman agiga gikacagi
kestirilemeyen ve Onlenemeyen kriz tehlikesiye karsilagmak
durumunda kalmaktadirlar (Ozcan, 2020).

Epileptik sinyallerin tanilanmasi, ¢esitli sinir sistemi
hastaliklarinin arkasinda yatan sebeplerin aydinlatilmasi ve
beynin igleyis yapisinin arastirilmasi adina Elektroensefalografi
(EEG) sinyalleri kullanilmaktadir. EEG sinyallerindeki dik
darbeler uzman saglik calisanlar1 tarafindan gozlemlenip
yorumlanmaktadir (Kaya & Tiirk, 2017). EEG sinyalleri beyin
hareketlerinin incelenmesi ve modelinin ¢ikarilmasi bakimindan
onemli bir role sahiptir. Beynin farkli uyaranlara verdigi tepkilerin
zaman veya frekans diizleminde igeriklerine goére arastirma
yapilabilmesini saglayan énemli bir konudur. Beyinde duyu ve
motor alanlarin tespit edilebilmesi i¢in EEG oldukga katki
saglamaktadir. Herhangi bir sarsinti tiirli yaralanma, timor vb.
gibi durumlarin ardindan olusan beyin hasarlarmin konumunun
tespitinde EEG kullanilirken; bu hasar goren alanlarda sinyal
almamayan sessiz veya beklenmedik sekilde sinyal veren
dalgalanmalari kiyaslayabilmektedir (Pehlivan, 1997).

EEG, beynin davraniglarinin elektriksel olarak kayit altina
almmast iglemi olup uluslararasi alanda onaylanmis,
standartlagtirilmis haritalandirma islemine uyarak belirli sartlar
altinda, dijital ortamda ya da kagit {izerine yazdirma seklinde
yapilir. EEG kayitlama iglemi igin standardi belirlenmis
caligmalarda, kafa derisi iizerine ve kulak memelerine
yerlestirilen elektrotlardan alinan sinyaller; uyku hali ya da
uyanikken, ¢esitli goz hareketlerinin kaydedilmesi sonucu elde
edilir.

fleri teknoloji imkanlari, miihendislik alaninda, endiistriyel
alanda, bilgi islemede, askeri alanda, modellemede, tibbi alanda,
goriintli isleme, tanilama islemlerinde, biyomedikal uygulama
alanlarinda oldugu gibi farkli alanlarda kullaniimaktadir
(Sagiroglu, Giliney & Erler, 2003). Cesitli hastaliklara tam
konulma sekilleri gelisme gostermekle beraber artik belirli
cihazlarla alinan verilerin kolay yoldan yorumlanmasi i¢in de bazi
teknikler kullanilmaktadir (Albayrak, 2008). Yapay =zeka
teknikleri ¢ogunlukla bu amagla kullanilan yontemlerin basinda
gelmektedir. Bu tekniklerden biri olan sinir aglari teknikleri gibi
makine Ogrenmesi teknikleri de beynin faaliyeti sirasinda
elektriksel — potansiyelin  kaydedilmesini  saglayan EEG
sinyallerinin  analizinde kullanilmaktadir ve bilgisayarin
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O0grenmesi i¢in zemin saglamaktadir (Alkan, Subast & Kiymik,
2003).

Beynin ¢esitli bozukluk durumlarinda kaydedilmis olan EEG
sinyallerinin belirli zaman araliklarinda gdsterdigi degisikler
anlamlandirilabilir olmaktadir. Béylece EEG sinyallerinin zaman
serisi olarak modellenip bigimlendirilmesi, bu sinyaller {izerinde
daha rahat ongodriide bulunma, verilerin siniflandirilmasi gibi
islemleri yapilabilmesi imkanini vermistir (Senol, 20006).

2. Materyal ve Metot
2.1. Epilepsi

Epilepsi, kortikal ndronlardaki iist diizey elektriksel desarj
olma sonrasinda acifa ¢ikan ani, tekrarlayan, tanimlanabilir bir
durumla tetiklenmemis epilepsi ndbetleri ile karakterize olmus bir
bozukluk durumudur (Akdag, Algin & Erding, 2016). Epilepsi,
beynin normal aktivitesinin, sinir hiicrelerinde kalici olmayan
surette agiga c¢ikan normal olmayan elektriksel aktivitesi
sonucunda hasar gormesi ile meydana gelen bir rahatsizliktir.
Halk arasinda epilepsi hastaligi, “Sara Hastaligi1” veya “Tutarik”
olarak da anilmaktadir. Epileptik nobeti (kriz) gergeklestigi anda
hasta bireyde gecici biling kaybi veya farkli belirtiler ortaya
cikmaktadir (“Yeditepe”, 2019). Viicudun belli bir kismim
(kismi) veya tiim viicudu etkisi altina alan istemsiz hareketlerin
ortaya ¢iktig1, bagirsak veya mesane gibi organlarin kontroliiniin
kaybina neden olan bir rahatsizliktir (“World Health
Organization”, 2020). Nobet gecirme durumu, epilepsisi olan
hastanin rahatsizliginin anlagilmasinin bir yoludur.

Epilepsi diinya capinda 50 milyona yakin kisiyi etkileyen,
tekrarlayan (kronik), bulasiciligi olmayan sik karsilagilan bir
hastaliklardan bir tanesidir (“‘World Health Organization”, 2020).
Ulkemizde ise bu hastahigin gériilme oram, tipki diinyada da
oldugu gibi %0,5 - %1 arasinda bir oranda olup bu sayi
Tiirkiye’de yaklasik olarak sekiz yiiz bindir ve bunlarin dort yiiz
binden daha fazlasim1  yetiskinler = diginda  ¢ocuklar
olusturmaktadir. Gliniimiizde kadinlarla erkekler arasinda hastalik
ile karsilagilma orani arasinda biiyiik bir fark yoktur ve her yastan,
milletten, etnik gruptan ve sosyoekonomik statiiden kigilerin
epilepsili yasamim siirdiigii goriilmektedir (“S.B.U.”, 2020).

Epilepsi, yaklasik olarak M.O. 4000 senelerinde yazil
kayitlarda yer alan insanlik tarihinin bilinen en eski
hastaliklarindan biridir (“World Health Organization”, 2020).
Cocukluk donemlerinde ve yetiskinlikte maksimum seviyede iken
geng yetiskinlikte daha hafif seviyededir (Zupec-Kania ve
Spellman, 2009). Bu hastaligin 6zelligi belirgin bir yasta agiga
¢tkmamasidir. Epilepsiye, herhangi bir yasta rastlanabilmekte
fakat ¢ocuklarda 16 yasmna kadar ve yetigkinlerde 65 yasin
iistlinde rastlanma olasilig1 artmaktadir (“Yeditepe”, 2019).

Epilepsi tamamiyla iyilesebilen bir rahatsizlik degil iken
dogru ilaglarm kullanimi sonucunda hasta bireylerin bir kism
nobet gegirmeden yasamlarimi siirdiiriilebilmektedir. Cok sik
olmasa da beyindeki epileptik bolge ameliyat yardimiyla devre
dis1 birakilabilir veya tamamen yok edilebilir. Zihinsel bir eksiklik
durumu ile epilepsi rahatsizligt  paralellik  gosterdigi
goriilmemistir. Fakat zihinsel noksanliklar1 olan bireylerde
epilepsi hastaligina yakalanma olasiliklar1 normal islevlere sahip
zihinlere nazaran daha da artmaktadir (Albayrak, 2008).

164



European Journal of Science and Technology

2.2. Elektroensefalografi

Elektroensefalografi (EEG), kafatasina konumandirilan
elektrotlar yardimiyla beynin davraniglart sirasinda kendisinin
irettigi, stirekli ve ritmik elektriksel hareketlerinin degisiminin
incelenmesinde, uygun yazdirma sistemleri aracilifiyla kagit
iizerine sayisal bir veri olarak isleyerek kayda alinan, genel olarak
gecirilen nobetlerin degerlendirilmesi i¢in kullanilan ve tam
koymay1 saglayan tekniktir. Fiziksel olarak biitiiniiyle periyodik
olmayan fakat ritmik olarak tanimlanan potansiyel sinyallerin
frekanslari, beynin hareket durumuna bagli olarak, 0,5-70 Hz
araliginda ve genlikleri 5-400 pV araliginda farklilik gosterir
(Senol, 2006).

EEG ¢ekme islemi igin, elektrotlar sagli kafa derisine iletken
bir madde olan pasta araciligryla konumlandirilmasi yapilir. Olasi
degisimler bilgisayara kaydedilerek ortaya ¢ikan sonuglar
yorumlanir. EEG igin elektrot konumlandirma islemi, 1958°de
Uluslararas1 Federasyon vasitasiyla kabul edilmis olan “10-20”
sistemi olarak tanimlanmis kafatasi cevresindeki 21 elektrot
bolgesini biinyesinde barindiran elektrot konumlandirma gekli
olarak standart haline getirilmistir. Bu standartlagtirma durumu,
Sekil 1 ve 2°de goriildiigii gibidir. EEG araglar1 beynin arkli
alanlarinin  faaliyetlerini ayni anda kaydedebilmek igin
cogunlukla 8 ya da 16 kanalli olarak yapilmaktadir (Pehlivan,
1997).

Electroencephalogram (EEG)

Electrodes \«_ =L \

Sekil 1. Uluslararas: standartlarda Elektroensefalografi (EEG)
kayitlama iglemi (Kése, 2018a).

Sekil 2. EEG kaydi yapildigi sirada 10-20 sistemi ile
standardize edilmig elektrot yerlestirilmesi pozisyonu (Taywade
& Raut, 2012).
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F: On kisim loblart,

T: Sakaga ait loblar,

C: Merkezi (orta) loblar,

P: Parietal (kafatas1 yan1 kemigi) loblar,

O: Oksipital (kafatasinin arka kismina ait) loblar1 ifade
etmektedir.
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Sekil 3. Epileptik nébet sirasinda ¢ekilmis 6rnek EEG kaydi
(Ozer, 2015).

Sekil 3’te belli zaman araliginda EEG sinyalinin epilepsi
ndbeti gecirimi sirasinda rastlanan degisiklikler goriilmektedir.
Genel olarak karsilagildigi gibi, 3 Hz frekansinda diken seklinde
dalgalanan sinyal aniden ortaya ¢ikar ve birkag¢ saniye devam edip
kaybolur (Ozer, 2015).

EEG’de olgiilen potansiyel, beyinde meydana gelen sinir
hiicrelerinin (ndronlarin) aktivitelerinin toplamidir. Gergeklesen
bu potansiyelin kafatasi diginda bile 6lgiilebilir durumda olmasi
icin, ndronlarin ayni yiizey lizerinde paralel sekilde yerlesmis
durumda olmalar1 gerekmektedir (Varsavsky, Mareels & Cook,
2016; Ozcan, 2020).

EEG, alman sinyalin epileptik o6zellikte mi degil mi,
epilepsinin hangi ¢esidi oldugu, epileptik olmayan bir durumda
tedavi uygulanmasinin etkisinin ne olacagi, epileptik bir durumda
tedavi uygulanmasinin sonucu durdurulabilir mi gibi sorulara
yanit almak i¢in kullanilir.

2.3. Yapay Sinir Aglar1

Yapay sinir aglar1 (YSA) ile ilgili ilk ¢alisma 1943 yilinda
Norofiyolojist Waren Mc. Culloch ile matematik bilimcisi Walter
Pitts  tarafinca  yayimladiklar1  makalelerinde  elektrik
devrelerinden basit bir yapida sinir aglari tasarladiklarindan
bahsetmeleriyle baslamis ilerleyen zamanda perception
kavraminin  bulunmasi sonucu YSA yapisinin gelismesi
saglanmigtir. 80’lerin sonunda ¢ok katmanli sinir aglari igin geri
yayillimhi 6grenme algoritmasinin gelistirilmesi ile giintimiizdeki
yapisin1 kazanmasina olanak saglamustir.

Beyinde yer alan sinir hiicrelerinin ¢alisma seklini taklit
ederek olusturulan YSA, birbirlerine sinaptik baglara benzer
yapilarda baglanmis yapay sinir hiicrelerinden olugsmaktadir. Her
ndron arasindaki baglanti sayesinde norona gelen bilgi bir diger
ndrona aktartlir (Alan, 2020).

YSA, insan beynin yapisim1 ve nodronlar1 arasindaki
baglantilardan yararlanilarak gelistirilmigse de noronlarin
baglandig1 gercek bir beyinden farkli olarak katmanlara,
baglantilara ve veri iletme yeteneklerine sahiptir. Baska bir
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degisle biyolojik sinir sistemi modelinin matematiksel olarak
gosterime  doniistiiriilmiis hali olarak da ifade edilebilir
(Gershenson, 2021). Bu sistemler, kendi kendilerine 6grenebilme
ozelligine sahiptirler. Cogunlukla problemin ¢dézlimiiniin veya
tespitinin karmasik oldugu uygulamalarda en iyi calisma
performansini saglayabilmektedir (“Copeland”, 2006).

[ Problemi Tanimlama ]
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Hayir

Dogruluk Diizeyi
Uygun mu?

Tahmimn Planlanmas:

Sekil 4. YSA tahmin yontemi (Hu, 2002).

Bir sinir ag1 tecriibelerden faydalanarak bilgi depolamak ve
verileri kullanilacak diizeye getirmek i¢in dogal bir egilimi olan
basit iglem ogelerinden olusan paralel sekilde dagitilmis bir
islemcidir (Haykin, 1999). Bu yoniiyle sinir aglar1 belki de insan
disiince ve Ogrenme slireclerine dair en anlamli makine
ogrenmesi tekniklerinden biri olmakta, yine insan odakli farkli
problem ¢ozliimlemeleriyle birlikte 6zellikle felsefi agidan yapay
zeka ¢oziimlerinin tartisilmasi noktasinda bilimsel literatiirde ¢ok
yonlii yansimalar olusturmustur (Boz & Kose, 2018; Cevizoglu,
2019; Deperlioglu, 2018; Hasson, Nastase & Goldstein, 2020;
Kose, 2018b; Yegnanarayana, 2009).

YSA, insan beyninin 6grenme islevi Ornek almarak
tasarlanan hiicrelerden meydana gelmektedir (Asilkan ve Irmak,
2009). YSA’da insanlarda bulunan biyolojik sinir hiicresindeki
ndronlara benzer yapilar yer almaktadir. Yapay sinir hiicresini
meydana getiren bu yapilarin bir araya gelerek yarattigi bu sistem
yapay sinir agidir (Graupe, 2013).
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Bias Girisi Soma
X 9@\
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Fonksiyonu
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Xm = Fonksiyonu

Girigler ~Sinaptik
Agirhiklar

Sekil 5. Tek Katmanli YSA (Haykin, 1999).

Bir yapay sinir hiicresinde girdiler (Xi, X2, ..... , Xm),
kendilerine ait olan (Wi Wi, , ..... , Wim) agurliklart ile
carpildiktan sonra ve disaridan bir bias degerinin (bx) uygulanarak
toplam fonksiyonu ile birlestirilip bir aktivasyon fonksiyonuna
gonderilirler. Aktivasyon (transfer) fonksiyonuna iletilen bu
sinyal, bu noktada artik iglenerek ¢iktiya (Y) donistiiriliir (1) (2)
(Oztemel, 2012).

Uy =Zwk]x] (1)
J=1
Ve = Y (i + by) 2

Cikis durumunda olan Y degerinin hesaplanmasinda X degeri
ile girdileri, W degeri ile ise her bir girdinin kendi pozitif, negatif
ya da sifir degerini alabilen agirliklarini yani sinir hiicresine gelen
bilginin 6nemi ifade edilmektedir. v, degeri bir dis girdi olan bias
degerinin (b)), ¥ aktivasyon fonksiyonu ile islemden gegirilip y;
ciktisinin elde edilisi ifade edilmistir. Burada aktivasyon
fonksiyonu y;, ¢ikis degerini kontrol ederek hiicrenin aktif olup
olmama durumuna karar vermeyi saglar.

2.4. Lineer Diskriminant Analiz

Lineer Diskriminant Analiz (LDA) algoritmasi, 1936 yilinda
ikili siniflandirma problemlerinin ¢6ziimii icin R. A. Fisher
tarafinca gelistirilmis sonrasinda C. R. Rao tarafindan ikiden ¢ok
smiflandirma durumu igeren problemlerin ¢6ziimii i¢in formiiliize
edilmis basit bir yapisi olmasina ragmen karmasik problemlerde
olumlu sonuglar veren bir algoritmadir.

LDA, birden ¢ok ozelligi barindiran denetimli dgrenme
makine 6grenme problem durumlarinda siniflandirma igleminde
lineer kombinasyonlarin birbirinden ayirilmasi i¢in kullanilan ve
smiflarin her biri arasindaki varyans degerlerinin maksimum
seviyeye getirilmesini hedefleyen tekniktir. Ayrica bu teknik, veri
setindeki siniflar arasinda bir karar alami olusturarak verilerin
dagilim iglemini daha anlagilir bir sekle getirmeye calisir (Bascil,
2015).

iki sinif bulunduran problemler durumlari icin LDA’nimn
formiilii i¢in y(x) lineer diskriminant fonksiyonu, 4 ve B siniflari,
x girig vektoriinii, w 6zellik vektoriiniin sahip oldugu agirligi, wy
bias degerini (esik degeri) ifade ederken C ise smiflandirma
islemini temsil etmektedir (3) (4).

y(x) =w'x +w, ©)
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Eger y(x)>0,x¢cA
C= )
Eger y(x)<0,x€eB

wix  wy )

lwl lwl

y(x) lineer diskriminant fonksiyonunun 0 olmasi hali karar
bolgesi anlamina gelmektedir ve bolge sinir1 formiilii Denklem
5’de oldugu gibidir.

iki smifi bulunan problemler igin LDA karar bdlgesinin
gosterimi Sekil 6’da gosterilmistir.

y(x)=0 y(x) >0

RN

w 4

Sekil 6. Iki sinifa sahip problem durumlart i¢in LDA karar
bolgesi (Basgil, 2015).

2.5. K-En Yakin Komsu Algoritmasi

K-en yakin komsu algoritmast (K-NN), smiflandirma
¢aligmalarinda siklikla kullanilan denetimli 6grenme teknikleri
arasinda bulunmaktadir. K-NN, siniflandirilmasi istenen bir
O0grenme veri kiimesinin belli bir komsu sayisi yakinligi
aracilifiyla siniflandirma yapmasi temeline dayali olarak ¢alisan
bir algoritmadir. Komsu sayisi k ile gosterilirken smiflandirma
yapilacak veriye olan yakinligi énem arz ettigi i¢in k-en yakin
komsu algoritmasi ad1 verilmistir.

Karmagik bir yapist olmayan K-NN, rekabet¢i sonuglar verir
ve kimi durumlarda daha karmasik 6grenme tekniklerine gore
daha iyi performans sergileyebilmektedir (Kaya, 2019). Bu
teknik, diger yontemlerle kiyasla az sayida sinifa sahip olan
durumlar i¢in daha basit fakat daha etkili bir 6grenme yontemi
sunar (Esme & Karlik, 2014).

K-NN, uzakligi temele alan Ornek tabanli bir 6grenme
algoritmasi olmasi sebebiyle, algoritma karsilastig1 her yeni bir
veri 0rnegine rastladiginda yeni veride yer alan tiim orneklerde
olan mesafeler hesaplanir. Bu hesaplama ardindan sinif etiketleri
daha oOncesinden bilinen veri orneklerinden k adet en yakin
komsusunu bularak yeni karsilagilan ornekte egitim verisinde
olan o6rneklerle kiyas edilip aralarindaki benzerliklere bakilarak
simiflandirma yapilir (Mitchell, 1997). Benzerlik 6l¢iitii mesafeyi
temele aldig1 i¢in iki Ornek arasindaki mesafenin az olmasi,
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orneklerin daha ¢ok benzer oldugunu gosterir ve benzer grupta
olmalidir denir (Panjeh, 2018).

Yeni veri 6rnegi k en yakin komsunun ¢ogunlugunda oldugu
belli bir simfa atanir. Ornegin, k=1 secilmisse siniflandirilmaya
calisilan yeni veri 6rnegi en yakinda olan 1 komsusunun var
oldugu sinifa atanirken k=3 se¢ilmisse, siniflandirilmaya galigilan
yeni veri i¢in en yakinda olan 3 komsusu baz alinarak sinifa atanir.
Sekil 7°de k=3 olarak diisiliniildiigli durumda yeni gelen drnegin
simiflandirilmast durumu goriilmektedir. Burada d1, d2, d3
karsilagilan yeni verinin siniflardaki verilere olan en yakin 3
komsusuna olan mesafe degerleridir. Bu islem sonrasinda en
yakin komsulukta ikisinin Y1ldiz Sinifi’na daha yakin olmasindan
dolay1 veri Yildiz Smuifi’na atanir (Polat, 2016).

Yildiz Sinifi

Dikdértgen Sinify

Sekil 7. k=3 i¢in K-NN siniflandirmasi

K-NN algoritmasimin ¢aligma performansini biiyiik 6l¢iide
etkileyen girdi parametrelerden biri olan Ornekler arasindaki
uzakligin Ol¢lilme seklidir. Literatiirde incelendiginde siklikla
denenen uzaklik hesaplama teknikleri Oklid Uzakhg ve
Minkowski Uzaklig1 teknikleridir.

e Minkowski Uzakhgi (Minkowski Disatnce), Oklid boyutunda
tamimlt  olan bir dizi seklidir. Veri madenciligi
uygulamalarinda, smiflama ve kiimeleme gibi makine
Ogrenmesi uygulamalarinda c¢ogunlukla denenen uzaklik
hesaplama yontemidir. Herhangi iki nokta olarak diisiiniilen
A ile B arasindaki Minkowski Uzaklig1, A=(x1, Xz, ... , Xn) V€
B=(y1, Y2, ... , yn) olmak iizere Denklem 6’da ifade edildigi
sekilde hesaplanir (Tas¢1 & Onan, 2016).

= (Y- ) ©

i=1

Minkowski uzakligi, Denklem 6’da gosterildigi gibi belli bir
formiille hesaplaniyor olup p’nin degerlerinin degisen
kombinasyonlart ile ¢esitli uzaklik &lgme ydntemleri
tiretmek amaciyla da kullanilmaktadir. Ornegin p’nin
degerinin 1 oldugu 6zel bir durum olan Manhattan
Uzakligini, p’nin degerinin 2 oldugu baska bir 6zel durum
olan Oklid Uzakligim1 ve n—oo iken ki 6zel hali, Chebyschev
Uzakliginin formiiliini olusturmaktadir (Tasgt & Onan,
2016).

o Oklid Uzakhgr (Eculidean Distance), tipki Minkowski
Uzakligr gibi siiflama ve kiimeleme algoritmalar1 gibi
makine 6grenmesi uygulamalarda siklikla denenen uzaklik
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dlgme yontemidir. Oklid uzakligi, belli iki nokta arasindaki
dogrusal uzakliktir ve herhangi iki nokta olan A ve B
arasindaki Oklid Uzaklig, A=(x1, Xz, ... , Xn) Ve B=(yi,
Yo, ..., yn) olmak iizere Denklem 7’de ifade edildigi sekilde
hesaplanir (Tasg1 & Onan, 2016).

zn:(xi - yi)?
i=1

Oklid uzakligi, K-NN smiflama algoritmas: ve K-ortalama
kiimeleme algoritmasi drneklerinde oldugu gibi siniflama ve
kiimeleme algoritmalarinda mesafe belirlemesi igin
kullanilan temel uzaklik 6l¢me yontemidir.

(7

Literatiir incelendiginde Minkowski uzaklik hesaplama
yontemlerinden tiiretilmis olan Manhattan Uzaklig1, Chebyschev
Uzaklig1 gibi yontemlerin yani sira kategorik 6znitelik degerleri
aras1 mesafe hesabini belirlemek i¢in kullanilan Dilca Uzaklig
yontemine de rastlanmustir.

2.6. Veri Seti

Veri setinin ana hali olan EEG sinyalinin kaydedilme islemi,
Bonn Universitesi Epileptoloji Boliimii’nde yapilmstir. Verilerin
timii 5 kiime (A-B-C-D-E kiimeleri) seklinde olusturulmustur.
Sekil 8’de bu kiimelerin EEG sinyalleri gosterilmistir. Gozleri
acik sagligr yerinde goniilli kisilerden elde edilen veriler A
kiimesinde, gozleri kapali olanlar kisilerden alinan veriler B
kiimesinde, C ve D kiimelerinde ise sirasiyla, epilepsi hastasi
kigilerin kafataslarimin farkli bolgelerinden alinan veriler, E
kiimesinde ise hasta bireylerin epilepsi nobeti gecirdikleri anda
alman Ol¢limleri kaydedilmistir. Her bir veri kiimesi 23,6
saniyelik 100 tek kanalli EEG segmenti igermektedir.
Segmentlerin tamamu artefaktlar1 dogrudan gozle incelenerek,
¢ok kanalli EEG kayitlarindan kesilerek segilmistir. EEG
sinyalleri 12 bit analog sayisal doniistiiriicii araciligiyla
doniistiiriilip makineye, verilerin ornekleme hizi 173,61 Hz
frekans1 (toplam 4097 tane) olarak aktarilmistir. Epileptik
ozelliklerin kendini belli etme araligi 30-40 Hz altinda olmasi
sebebiyle zaman serilerinin spektral bant genisligi 0,5 Hz ile 85
Hz araliginda olan sinyallere ve 0,53 Hz ile 40 Hz araliginda
banda ait filtre uygulanmistir (Andrzejak, Lehnertz, Rieke,
Mormann, David & Elger, 2001).

L L

Kiimesi
l

B Kiimesi

bR e

D Kiimesi

U e R

E Kiimesi

Sekil 8. A, B, C, D, E kiimelerinin érnek EEG sinyalleri
(Tekin, Kaya & Tagluk, 2011).
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Calisma kapsaminda kullanilan veri seti diizenlenmis zaman
serisi verisi ise “Epileptik Nobet Tanima Veri Seti” adi altinda
kaydedilmis olan UCI veri tabanindan alinmistir. Bu veri setinde
500 farkli kisi bilgisi, 4097 veri noktast 23 parcaya (chuck)
boliinerek karigtirilmistir. Her bir parca 1 saniye i¢in 178 veri
noktasindan olusmaktadir ve her veri noktasi, zaman igerisindeki
degisik bir noktadaki EEG kaydinin degerini ifade etmektedir.

3. Arastirma Sonuclari ve Tartisma

3.1. YSA Bulgular

Calisma i¢in kullanilan epilepsi EEG veri setinde 178 6zellik
veri noktast YSA modeline girdi olarak verilmistir. YSA’nin ara
katman sayisi ile ¢ikis katman sayilar1 tek olarak belirlenmistir.
Tasarlanan YSA modelinin programdan alinan hali, Sekil 9°da
gorildiigi gibidir.

NHeural Network

Hidden Layer Cutput Layer

Input Output

_+::- L ® j‘, 1 ﬂ,@' j@_g 4

178

Sekil 9. Tasarlanan YSA modeli.

YSA’nin egitimi i¢in Trainlm yani Levenberg-Marquadty
optimizasyonuna bagli olarak agirlik ve bias degerleri olusturan
teknik, hizli bir egitim algoritmasi olmas1 sebebiyle kullanilmustir.
Sinir aginda verileri bdliimlendirirken rastgele indeksler
kullanarak 3 ayr1 sete bdlen dividerand algoritmasi ydntemi
uygulanmuistr.

YSA’ni egitim, dogrulama ve test verileri tizerindeki tahmin
islemi sonucu egitim de %77,09, testte %73,90 ve totalde basarim
degerinin %76,39 oldugu gorilmiistiir. Bu sonug Sekil 10 ve Sekil
11°de oldugu gibidir.

Sekil 12°de YSA’dan ulagilan tahmin edilen degerler ile
gercek veriler arasindaki ortalama hata karesi hesaplanmis
grafikte; egitim, dogrulama ve test verilerinin tahmininde en iyi
sonuca %85,31 ile 5. epoch adiminda rastlandig1 toplamda 1000
epochta elde edildigi gosterilmistir.

All: R=0.76393

O Data

Qutput ~=0.6"Target + 1.2
L

8
O
Q
4

Sekil 10. YSA 'min tahmin grafigi
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Training: R=0.77098

O Data [}
L P 2
g o 3
) ‘ 2
5 35 . g
:
[} 2! o 4
o 5
5 a
£ 0 5
o o o v
1 2 3
1 2 3 4 4
Target Target
Sekil 11. YSA 'nin egitim ve test grafikleri
Best Validation Performance is 0.85316 at epoch 5
R=0.76393, Train: R=0.77098, Test: R=0.73909
Train F
Validation
Test
Best
w
o
=

L L L \ L L L \ , )
0 100 200 300 400 500 600 700 800 900 1000
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Sekil 12. Ortalama hata karesi grafigi

3.2. LDA Bulgulan

Calismada hem LDA i¢in hem de K-NN siiflandirmasi igin
k-fold cross validation yontemi vasitasiyla veriler esit biiytikliikte
k tane bolime ayrilmisti. Uygulamada k=5 oldugu durumda
smiflayicilar lizerinde daha iyi basarim elde ettigi tespit edilmistir.
K-fold cross validation iglemi ile birlikte k degeri kadar yani
uygulamada 5 kez veri kiimesi siniflandirilmis, veri 5 tane gruba
ayrilmistir. . Bu gruplardan her defasinda veri kiimesinin bir tanesi
test seti olarak kullanilirken geriye kalan diger dort tanesi egitim
seti olarak kullanilmustir.

Veri Kiimesi
/_\
Test Egitim Egitim Epitim Egitim
Egitim Test Egitim Egitim Egitim
Egitim Egitim Test Egitim Egitim
Egitim Egitim Egitim Test Egitim
Egitim Egitim Egitim Egitim Test

Sekil 13. K-fold cross validation
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Tablo 1. LDA karmasiklik matrisi

LDA Tahmin
Pozitif Negatif
Karmasiklik Matrisi
DP (Dogru YN (Yanlig
. Pozitif) Negatif)
. Pozitif 1836 4
]
=4
3 YP (Yanhig DN (Dogru
. Poziti Negati
Negatif 04201 41 h e%z if)

LDA simniflandiricisindan elde edilen karmasiklik matrisi
sonuglar1 yukarida gosterilen Tablo 1’de goriildiigii gibidir.
Burada k-fold cross validation yontemine ile test i¢in ayrilmis
olan 2300 tane test verisinin karmasiklik matrisi sonuglarina gore;
DP degeri yani gercekte epilepsi nobeti yok olarak kabul edilen
verilerin 1836’1 sistem tarafindan da dogru olarak tahmin edilmis
epilepsi nobetinin olmadig: sekilde siniflandirilmigtir. DN degeri
yani gergekte epilepsi ndbeti var kabul edilen verilerin 56°s1
sistem tarafindan dogru olarak siniflandirilmis ndbet var seklinde
tahmin edilmistir. Bu iki sonugtan yola ¢ikilarak dogruluk
degerinin %82 oldugu da dogrulanmistir. Ayni sekilde YN degeri
yani gergekte epilepsi ndbeti yok olarak kabul edilen verilerin
4’tni sistem yanlis siniflandirmis epilepsi nobeti var olarak
tahmin etmistir. YP degeri icin ise gercekte epilepsi nobeti var
olarak kabul edilen 404 tane verinin siniflandirmasini sistem
yanlis tahmin etmistir. Bu degerlerden yola ¢ikilarak duyarlilik
degerleri; dogru pozitif oran1 1,00 ve yanlig pozitif orani 0,87,
kesinlik degeri 0,82 oldugu hesaplanmustir.

Tablo 2. LDA karmasiklik matrisi 6l¢timleri

class precision recall fl-score
0 0,82 1,00 0,90
1 0,89 0,11 0,20
accuracy 0,82 0,99 0,82
macro avg 0,86 0,55 0,55
weighted 0,83 0,82 0,76
avg
Tablo 2’de de goriildiigli gibi hesaplanan degerlerle

paralellikte kesinlik, duyarlilik ve F-6lgiitii degerleri sistemden
¢ikti olarak dogru sekilde alinmistir. 2300 tane test verisinin
tamaminda test yapilmis bu verinin 1836 tanesi O sinifina ait
olarak dogru siniflandirilmigtir. Fakat LDA algoritmasinda 1 sinifi
icin yani ndbet geciren hastalardan alinan verilerde sistemin daha
fazla hata yaptig1 sadece 56 tanesinin dogru simiflandirildig
goriilmiistiir. Bu durumun sistem c¢iktisinda da dogrulandigi 1
siifina ait duyarlilik degerinin 0,11 ¢ikmasi ile tespit edilmistir.
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3.3. K-NN Bulgular
Tablo 3. K-NN parametreleri

Uzakhk k komsu sayis1 Basari Oram
k=3 %93,41
“minkowski” k=5 %92,56
k=7 %91,90
k=3 %93,37
“euclidean” k=5 %92.,47
k=7 %91,91

K-NN siniflandiricist parametreleri segiminde algoritmada
en iyi sonucu veren k komsu sayisi 3 olarak belirlenirken uzaklik
metrigi olarak da minkowski se¢ilmistir (Tablo 3).

Tablo 4. K-NN karmasiklik matrisi

K-NN Tahmin
Pozitif Negatif
Karmasiklik Matrisi
DP (Dogru YN (Yanlis
Pozitif Pozitif) Negatif)
™ 1838 2
5
3 YP (Yanlis DN (Dogru
. Pozitif) Negatif)
Negatif 149 311

K-NN smiflandiricisindan elde edilen karmagiklik matrisi
sonuglar1 yukarida gosterilen Tablo 1’de goriildigi gibidir.
Burada da k-fold cross validation ydntemine gore test igin
ayrilmis olan 2300 tane test verisinin karmagiklik matrisi
sonuglarina gére; DP degeri 1838, sistem tarafindan dogru olarak
tahmin edilmis epilepsi nobetinin  olmadigr  seklinde
simiflandirilmistir. DN degeri 311, sistem tarafindan dogru olarak
smiflandirilmis nébet var seklinde tahmin edilmistir. Bu iki
sonugtan yola ¢ikilarak dogruluk degerinin %93 oldugu da
goriilmiistiir. Ayn1 sekilde YN degeri yani gergekte epilepsi nobeti
yok olarak kabul edilen verilerin 2’sini sistem yanlis
simiflandirmis epilepsi ndbeti var olarak tahmin etmistir. YP
degeri icin ise edilen 149 tane verinin siniflandirmasini sistem
yanlis tahmin edip nobeti yok olarak kabul etmistir. Bu
degerlerden yola ¢ikilarak duyarlilik degerleri; dogru pozitif orani
1,00 ve yanlis pozitif oran1 0,32 olarak hesaplanmigtir. Ayrica
kesinlik degeri 0,93 oldugu goriilmiistiir.

Tablo 5’de de gorildiigii gibi hesaplanan degerlerle ayni
dogrultuda kesinlik, duyarlilik ve F-0lgiitii degerleri sistemden
¢ikt1 olarak dogru sekilde alinmistir. 2300 tane test verisinin
tamaminda test yapilmis O ve 1 sinifina ait verilerin siniflandirma
basarilarinin yiiksek ¢iktig1 gorilmiistiir.
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Tablo 5. K-NN karmasikltk matrisi olciimleri

class precision recall fl-score
0 0,92 1,00 0,96
1 0,99 0,66 0,79
accuracy 0,93 0,99 0,93
macro avg 0,96 0,83 0,88
weighted avg 0,94 0,93 0,93

S6z konusu biitiin bulgular ele alindiginda %90 {izerinde
sonuglara ulagmanin gerekli sayida alternatif algoritma
uygulamalart neticesinde miimkiin oldugu goriilmektedir. Bu
noktada verileri daha detayli bir bigimde ele alan ve veriler
icerisindeki hassas degisimlere karsi daha duyarli olan derin
O0grenme ¢Oziimlerinin, bulgularda artis olusturabilecegini
yorumlamak miimkiindiir. Elbette burada artan bagarim
bulgularina karst uygulama siirelerinde artiglarin da yasanip
yasanmayacagi, yine bu durumun epileptik EEG verisi lizerinden
arzu edilen siirelerde sonucglara ulasma acisindan dezavantaj
olusturup olusturmayacagi da alternatif bir arastirma sorusu
olarak dikkate alinabilecektir.

4. Sonuc¢

Giliniimiizde biyomedikal verilerden biri olan EEG wveri
setleri kullanilarak gerek tahminleme gerekse siniflandirma
caligmalari yapilmakta modeller olusturulmaktadir.
Kullanilabilecek bir¢ok makine 6grenmesi teknikleri bulunmakta
veri setine, gelistiricinin tasarimina bagl olarak bu ydntemler
degiskenlik gostermektedir. Bu ¢alismada makine 6grenmesinin
danigmanli 6grenme algoritmalarindan olan YSA, LDA ve K-NN
algoritmalar1 epileptik EEG verisi iizerinde nobet tanilama
sistemi  igin  denenmis, performanslari  kaydedilmistir.
Algoritmalarin performanslarimin degerlendirilmesi adiminda
karmasiklik matrislerinden sonra hesap edilen her bir
algoritmanin f 6l¢iitlerine bakilarak yorumlandiginda LDA’nin 0
smift i¢in performansit daha iyi iken 1 sinifi i¢in degerin 1’den
uzaklastigi  performansinin  distiigli  goriilmiistir. LDA
yonteminin literatiirde genel olarak kullanimindan farkli olarak
literatiire katk1 saglamasi adina siniflandirict olarak kullanilmasi
ozellikle segilmistir. Ikili smiflandirma durumlar  igeren
problemlerde ve veri boyutu biiyiik olmayan veri setlerinde
calistirllmasinin dogru oldugu kanaatine varilmigtir. K-NN i¢in f
olgiitii degerine gore ise her iki sinifta da 1’e yakin degerler
alindig algoritmanin basarili oldugu tespit edilmistir. Temel YSA
tasariminin ortalama hata karesi grafigine bakildigindaysa

degerin 1’den uzaklastigi i¢in performansmnin azaldig
gorilmiistiir.
Sonu¢ olarak EEG veri setinde kullanilan {i¢ farkh

yaklasimdan YSA ve LDA algoritmalarina nazaran en iyi
smiflandirict olarak ¢alisan algoritmanin %93,41 dogruluk orani
ile K-NN oldugu tespit edilmistir (Tablo 6).
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Tablo 6. Siniflandiricilarin basart karsilastirmasi

%93
%76
=
s
@)
5
g
m
KNN LDA YSA
m DOGRULUK 93 82 76

Makine Ogrenmesi Algoritmalari

Gelecek c¢aligmalara oneri olarak MLP gibi daha gelismis
Y SA tasarimlari ve 6zellestirilmis bir YSA olan CNN, LSTM gibi
derin O6grenme yaklagimlari; c¢alismada kullanilan veri seti
tizerinde ve farkli EEG veri setleri iizerinde uygulanarak daha
farklt sonuglar elde edilebilecegi tahmin edilmektedir. Derin
Ogrenme algoritmalarinin yapilarinin karmasikligi ve gelismisligi
gdz Oniine almarak daha iyi sonuglara varilabilecegi
ongoriilmekte, gelecek calismalarda denenmesi ve boylelikle bir
onceki boliim sonunda ifade edilen basarim-zaman dengesinin ne
yonde olusturulacaginin gozlemlenmesinin, bu c¢alismada ele
alman arastirma siirecine katki saglayacagi diigiiniilmektedir.
Yine alternatif EEG veri setlerinin incelenmesi, karsilastirmali
stireclerin ¢esitlendirilmesi ve ¢6ziimiin daha komplike saglik

takibi sistemlere entegrasyonu yoniinde c¢alismalarin da
gerceklestirilebilecegi, konuyla ilgilenen  arastirmacilara
onerilmektedir.
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