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Oz

Makine 6grenmesi yontemlerinde tahmin asamasinin basarisi i¢in kullanilan egitim veri seti kiimesi olduk¢a dnemlidir. Dogal dil
islemede en ¢ok karsilasilan problemlerden birisi yeterli veri bulunamamasi veya bulunan verilerin etiketsiz olmasidir. Ozellikle
siiflandirma problemlerinde belirli bir siniftaki verinin azlig1 siniflandirmanin basarisini diisiirmektedir. Bu ¢alismada veri kiimesinde
bulunan eksik sinifa ait metinlerin arttirilmasi amaci ile iiretken rakip aglar yontemi kullanilmistir. Haber metinleri iizerinde veri
¢ogalma iglemi gergeklestirilmistir. Elde edilen sonuglar n-gram, destek vektér makinesi, TF-IDF ve lojistik regresyon gibi makine
ogrenmesi teknikleriyle birlikte kullanilarak performanslar1 degerlendirilmistir. Sonuglara gore iiretken rakip aglarin Tiirk¢e metin
iiretimi i¢in kullanilmasi siniflandirma basarisini yaklasik % 47 oraninda arttirmistur.

Anahtar Kelimeler: Dogal dil isleme, Uretken rakip aglar, Metin iiretimi, Siniflandirma.

Turkish Text Generation with Generative Adversarial Network

Abstract

The training data set used for the success of the training phase in machine learning methods is very important. One of the most common
problems in natural language processing is the lack of sufficient data or the unlabeled data. Especially in classification problems, the
scarcity of data in a certain class reduces the success of the classification. In this study, generative adversarial network method was used
in order to increase the texts belonging to the missing class in the data set. Data augmentation is performed on news texts. The results
obtained were evaluated together with machine learning techniques such as n-grams, support vector machine, TF-IDF and logistic
regression. According to the results, the use of generative adversarial network for Turkish text generation increased the classification
success by approximately % 47.

Keywords: Natural language processing, Generative adversarial networks, Text generation, Classification.
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1. Giris

Makine Ogrenmesi, bilgisayarin tecriibelerden ¢ikarim
yapabilmesi i¢in kullanilan yapay zeka yontemidir (Michie ve
ark., 1994). Makine 6grenmesi, danigmanli, danigsmansiz veya
pekistirmeli 6grenme olmak iizere olarak {i¢ kategoriye
ayrilmaktadir (Ayon, 2016). Danismanli 6grenmede kullanilacak
modelin egitimi igin etiketli verilere ihtiya¢ duyulmaktadir
(Xiaojin, 2005). Etiketli verinin boyutu modelin tahmin basarisini
dogrudan etkilemektedir. Verilerin etiketlenmesi konuyla ilgili
uzman bir kisi tarafindan yapilmalidir. Etiketli verinin sayis1 da
modelin performansin1 etkilese de etiketli veri bulunmasi
ozellikle dogal dil isleme alaninda oldukg¢a zordur (Jun ve ark.,
2008). Ciinkii verilerin etiketlenmesi uzun siire alan maliyetli bir
islemdir. Etiketleme islemini yapan kisinin uzmanlhigi gereklidir.
Etiketleme sirasindaki insan hatalar1 modelin  bagarisini
etkilemektedir. Bazi verilerde gizlilik gerekebilir bu gibi
durumlarda etiketleme yapilamamaktadir.

Uretken Rakip Aglar (URA) 2014 yilinda Ian Goodfellow vd.
tarafindan Onerilmis bir makine &grenmesi yontemidir
(Goodfellow ve ark., 2014). Bu yontem, iki sinir aginin birlikte
calismasiyla meydana gelmektedir. Bir ag tiretim ile sorumlu iken
diger ag ayurt edici olarak ¢alismaktadir. Bir dengede ¢alisan bu
iki ag egitilmesi sonrasinda egitim setinden farkli 6zgiin yeni
resimler, sesler tiretilebilir. Ne kadar dengeli bir sistem kurulursa
gergege o kadar yakin sonuglar elde edilir.

Oldukga yeni bir ydontem olmasina karsin iiretken rakip aglar
iizerindeki c¢aligmalarin sayis1 hizla artmaktadir. Yapilan
calismalarda gergege ¢ok yakin goriintiiler {iretilmistir (Zhang ve
ark., 2019). Buradaki basaridan yola ¢ikarak, iiretken rakip aglar
ile kurabilecek bir modelin metin iiretimi gibi bir dogal dil isleme
uygulamasinda kullanilabilecegi akla gelmektedir. Tiirk¢e metin
iretimlerinde daha ¢ok Tekrarlayan Sinir Ag1 (TSA) ve Uzun Kisa
Siireli Bellek (UKSB) kullanilmaktadir. Bu yontem ile iiretilen
metinlerin anlam yapisi bakimidan basaris1 yiiksek degildir
(Santhanam, 2018).

Metnin ayrik ve soyut dogasi geregi iiretken rakip aglar ile
metin iiretimi agamasinda bazi problemler ile karsilasilmaktadir.
Burada akla gelen ilk ¢6ziimlerden biri pekistirmeli 6grenme
uygulamaktir (Wang ve ark., 2019).

Tong Che vd. tarafindan 2017 yilinda yayimnlanan
makalesinde iiretken rakip aglardaki kararsizlig1 yok etmek i¢in
maksimum olabilirligi arttirilmis iretken rakip aglar1 (MaliGAN)
onermistir (Che ve ark., 2017). Bu yontemde hedefi optimize
etmektense ayirici sonuglar1 kullanilarak yeni bir hedef iiretilir.
Jiaxian Guo vd. yine 2017 yilinda LeakGAN ile sizan bilgilerle
uzun metin tiretimi modelini yaymlamistir (Guo ve ark., 2017).
Bu modelde ayirici iireticiye daha fazla bilgi yonlendirmesine izin
verilerek daha basarili ve anlamin1 kaybetmeyen uzun metinler
iiretilebilecegi ortaya koyulmustur. SeqGAN egim tedbirli bir sira
olusturucudur. Lantao Yu vd. tarafindan 2017 yilinda yayinlanan
makalesinde iiretken rakip agin egitiminde pekistirmeli 6grenme
uygulamistir (Yu ve ark., 2017). Ureticinin simflandirma
problemlerini atlayip direk olarak egim tedbirli bir sekilde
egitimine devam etmektedir. Kevin Lin vd. 2017 yilinda yaptig1
calismada RankGAN ile ayiriciyr smiflandirmak igin egitmek
yerine siralama ve bir referans grubu olusturacak sekilde
degistirmigtir (Lin ve ark., 2017). Daha sonrasinda puanlandirma
sistemi ile daha iyi degerlendirme yaptigini gostermistir. William
Fedus vd. 2018 yilinda kelimelerin bir 6nceki kelimeye gore
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kosullandirilmasi yerine maksimum olasilik yontemi ile egitilir
(Fedus ve ark., 2018). MaskGAN metodu ile iiretici daha kaliteli
sonuglar iiretilebilecegi  gosterilmistir.  Ustteki  ydntemler
performans olarak basarili olsalar dahi optimizasyon
asamalarinda zorluk yasamaktadir. Zhang vd. 2017 yilinda yaptig
calismada TextGAN diger modellerin aksine pekistirmeli
ogrenme igermeden metin {iretimi yapmistir (Cao ve ark., 2017).
Matt Kusner vd. 2016 yilinda yayinladig1 ¢aligmasinda iiretken
rakip ag tizerinde Gumbel-softmax dagilimi kullanarak
parametrelerin farklilagsmasi engellenmistir (Kusner ve ark.,
2016). Boylelikle egitimin hiz1 ve istikrar1 artmustir.

Tiirkge tizerinde dogal dil isleme ile alakali birgok c¢alisma
bulunmaktadir. Bu g¢aligmalardan siniflandirma konusunu ele alan
caligmalar incelendiginde;

2019 yilinda Tarik S. vd. dogal dil isleme alaninda
kullanilmak iizere Tirk¢e veri seti olusturma c¢alismasi
yaymlamustir (Tarik ve ark., 2019). Metin B. tarafindan yapilan
calismada kose yazarlarinin ait oldugu yazarin tahmini igin
bigram ve trigram ile LZW algoritmasindan yararlanilmistir
(Metin, 2019).

Uretken rakip aglar ile veri ¢ogaltmayla ilgili ¢alismalar
incelendiginde;

Antreas Antoniou vd. 2017 yilinda yaymladigi ¢alismasinda
veri artirmak i¢in tretken rakip ag kullanmigtir. Caligmada
kullandigi DAGAN ile siniflandirmada basar artig1 gézlenmistir
(Antreas ve ark., 2018). Georgios Douzas vd. 2018 yilinda normal
dagilimli olmayan veri seti lizerinde simiflandirma problemini
¢ozmek i¢in iiretken rakip ag kullanmigtir. Calismada kullandig1
c¢GAN ile siniflandirma basarisini artirmistir (Georgios ve ark.,
2018).

Bu calismada {iretken rakip aglar kullanilarak normal
dagilimli olmayan bir veri seti iizerinde eksik sinifa yonelik
Tiirkge metin Giretimi iglemi yapilmistir.

2. Materyal ve Metot
2.1. Uretken Rakip Aglar

Uretken rakip aglar bir makine dgrenmesi ydntemidir. Ilk
olarak 2014 yilinda Ian Goodfellow vd. tarafindan tanitilmistir
(Goodfellow ve ark., 2014). Yapisi iki sinir aginin birbirine kars1
calisacak sekilde olusturulmasindan meydana gelmektedir. Bu iki
ag arasinda sifir toplamli oyun Nash Dengesi (Maskin, 1999)
vardir. Bunu bir agin kazanmast i¢in digerinin kaybetmesi
gerekliligi gibi diistiniilebilir. Her iki ag ayn1 anda kazanamaz. Bu
durumda toplam kazang ve toplam kayip toplamu sifir ¢ikmalidir.
Zero-sum game problemleri min-max teoremi ile ¢oziilmektedir
(Gharesifard ve ark., 2013).

Modelin galisma mantigindan bahsetmek gerekirse, bir sinir
ag1 Uretici diger sinir ag1 ise ayirici olarak adlandirilmaktadir. Bir
on egitimden sonra tiretici egitim setinden dgrenmeye baslar ve
bu 6grendiklerinden tahminlerde bulunur. Ayirici ise bu ¢iktilart
eleyerek iireticiyi istenilen gergege yakin ¢iktilara yonlendirmeye
¢alisir. Bunu sicak soguk oyunu gibi diisiiniirsek istenilen ¢iktidan
uzaklagildiginda ayiricr iireticiye soguk seklinde geri bildirimde
bulunur. Bu durumda firetici geri yayilim kullanarak hatasini
minimalize etmeye ¢alisir ve agirliklarmi giinceller. Diger
durumda ayirici lireticiden gelen ¢iktilarin gercege yaklastigi fark
eder ve bu durumda sicak seklinde geri bildirimde bulunur.
Uretici ise bu durumda kazancini maksimize etmeye calisarak en
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iyi sonuglar iiretmek igin geri yayilim kullanarak agirliklarim
giinceller.

Uretici gercege yakin sonuglar iiretmeye basladiginda ayirict
iiretilenler ve gergek olanlar arasinda ayirim yapmakta zorlanir.
Bu durumda ayiric1 da kendi agirliklarini geri yayilim algoritmasi
kullanarak giinceller. Boylece iiretilenler ve gercek olanlari ayirt
etmede daha yetenekli olur.

Geri Yayshim: Hatays Minimize Et

Giriittis
Vektarii

Geri Yayihm: Hatay: Maksimize Et

Sekil 1. Uretken rakip aglar icin akis diyagrami.

Uretken rakip aglarin yapisi algoritma ve akis diyagramindan
anlagilabilecegi gibi bir giirtiltii vektorii ile baglar. Giiriiltd ile
baslandiginda sistemin Nash dengesine gelmesi uzun
stirebildiginden veri setinin bir kismindan 6n egitim yapilabilir.
Bu hem Ogrenme siiresini hizlandirir hem de sistemin
kararliliginin arttirir. Bu islemden sonra kiigiik gruplar halinde
ciktilar almir ve ayirictya gonderilir. ki sinir agmin agirhiklart
geri yayilim ile gilincellenir. Daha sonrasinda sonu¢ olarak
sistemin Nash dengesine ulagmasi ve en gercege yakin ¢iktilar
iretmesi hedeflenir. Akis diyagrami Sekil 1’deki gibidir.

2.2. Uygulama

Bu caligmada iiretken rakip aglar kullanilarak kendisine
verilen haber metinlerinden yeni Tiirk¢e metinler {iretmek
amaglanmigtir. Kullanilan veri seti 2017’nin sonbaharinda
internet lizerindeki Tiirkge haber sitelerinden toplanmis olup bu
veri seti 3058 haber ve 832 bin 302 kelimeden olugmaktadir. Veri
setinden bir kesit Tablo 1’de verilmistir. Bu haberler iki
kategoriye ayirilmistir. Bu kategoriler anlamina goére olumlu
haberler ve olumsuz haberler seklindedir. Bu kategorileme
sonucunda 2 bin 949 olumlu habere karsilik 109 olumsuz haber
bulunmaktadir. Tahmin edilecegi iizerine veri seti lizerindeki bu
esit olmayan dagilim smniflandirmayr negatif olarak
etkilemektedir.

Tablo 1. Haber metinlerinin ve sinmiflandirma sonuglarinin
bulundugu veri setinden bir kesit.

No Simif Veri

Bagkan'dan yeni yil ziyaretleri Belediye
Bagkani ilgedeki bankalarin yoneticilerine
yeni yil ziyaretinde bulundu. Bagkan yeni
yil ziyaretleri kapsaminda ilgede faaliyet
gosteren Isbank Miidiirii, Garanti Bankasi
Miidiirii, Vakifbank Miidiiri ve TEB
Bankas1 Miidiiriinii ziyaret ederek 201 8
yilin1 bagari dostluk ve mutluluk igerisinde
geemesini diledi

61 Olumlu
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Tiinelden gecmedik ¢iinkii... TRAFIK
KILIT AMA AVRASYA YINE BOS M
Avrasya Tiincli'nden gegislerin beklenenin
altinda kalmasi Istanbul diinya trafik
yogunlugunda ilk 10'da yer almasina
ragmen siirliciiler neden tiineli tercih
etmedi?' sorusunu giindeme getirdi. Gozler,
tek yonde 16 TL'lik gecis ticretine ¢evrildi.
Tiineldeki ikinci krizi vatandas sikayetleri
ortaya koydu: M OGS'de para olmasina
ragmen ceza yazildi. M 'Plakaya ait ceza
yoktur' yazisindan {i¢ giin sonra iki gecis
icin 10 kat ceza kesildi. S/5

62 | Olumsuz

En ¢ok dolar konusuldu ama zirve borsanin
Diinya ekonomisindeki toparlanma,
2018'de sirket karlarina, dolayisiyla borsa
ve emtialara yarayacak

Piyasalar, oynakligin yiiksek, siirprizlerin
bol oldugu bir y1l1 daha geride birakti. Dolar
¢ok konuguldu ama 115 bin 840 puanla tim
zamanlarin en yliksek seviyesine ¢ikan
Borsa Endeksi, yillik yiizde47.6 ile
2017'nin getiri sampiyonu oldu. Eurodaki
yiikselis yiizde 22.1 olurken dolardaki artis
yilizde 7.5'te kaldi. Cumhuriyet altinindaki
prim yiizde 20.9 olarak gergeklesti. Yilin
basinda 1.000 TL'si olan i¢in mevduatin
getirisi 106 TL, tahvilin getirisi ise 123 TL
olarak hesaplandi. Kiiresel ekonominin

63 Olumlu

Uretken rakip aglar ile metin {iretimi yapmak igin bir¢ok
farkli metot kullanilabilir. Bu yontemlerin uygulanan problem ve
istenilen sonuca gore basar1 oranlart degigsmektedir. Bu ¢alismada
siniflandirma bagarisini arttirmak ve test etmek igin asagidaki
metotlar kullanilmisgtir.

Tensorflow kurulan yapay sinir agmin anlasilirligini
arttirarak tur sonrasinda sonuglar1 incelemeye yardime1 olan basit
bir matematik kiitiiphanesidir (URL-1, 2020). Bu ¢alismada
iretken rakip aglarin kurulmasinda Keras API kitapliklart
kullanilmistir. Ayrica biiyiik veri setlerinin egitimi uzun siire
almaktadir. Keras GPU destekli ¢alismasindan dolay1 egitim
asamasini kisaltmaktadir.

Uzun kisa siireli bellek (UKSB) 6zel bir TSA tiiriidiir. Uzun
kisa siireli bellek bilgileri uzun siire hatirlamak i¢in kullanilir.
UKSB hiicreleri, lojik kapilar ile neyin saklanacagina neyin
unutulacagina karar verir. Ag sekli TSA bi¢cimindedir. Her adimda
bir climledeki sonraki kelimeyi tahmin ederek egitilirler.
Yapisindan dolay1 zaman serili verilerde siiflandirma ve tahmin
konularina uygundur (URL-2, 2020).

N-gramlar unigram, bigram, trigram ve ngram olarak n adet
kelime ya da harfin olusturdugu sirali dizilerdir. N-gramlar ile
tekrar orani bulunabilir. Caligma mantig1 istatistik ve olasiliga
dayanmaktadir. Kendisinden onceki n-1 kelimeye bakarak
Markov zincirlerinden yararlanir ve ardindan gelecek kelimeyi
belirlemeye c¢alisir (URL-3, 2020). Dogal dil isleme
calismalarinda n-gram modelleri yaygin olarak kullaniimaktadir.
Bu caligmada bigram ve trigram olarak ngram yontemi analiz ve
test asamalarinda kullanilmigtir.
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Terim frekanst veri seti igerisinde bulunan kelimelerin siklik
oranlarimi incelemek icin kullanilir (URL-4, 2020). Ters belge
frekans1 yonteminde ise bu siklik oranlarina gére baglaglar tespit
edilip ¢ikartilarak daha basarili egitim amaglanmistir. Bu sayede
en olumlu kelimeler ve en olumsuz kelimeler gibi bir siralama
yapilabilir.

Destek vektor makinesi (DVM) simniflar arasina bir karar
vektorii  olusturur. Destek vektor makinelerinde ¢ekirdek
fonksiyonlar1 sayesinde bir¢ok duruma uygun karar c¢izgileri
¢izilebilir. Burada veri seti olumlu ve olumsuz olmak tizere iki
kategoriden olusmaktadir. Olumlu ve olumsuz gruplar DVM ile
bir optimal karar ¢izgisi ile ayrilabilir (URL-S5, 2020).

Belirli bir simifin ya da durumun olasiligin1 modellemek igin
lojistik regresyon kullanmilabilir (URL-6, 2020). Lojistik
regresyonda her dgeye 0 ile 1 arasinda toplami bir olacak sekilde
bir olasilik atanir ve bu agirliga gore verinin siniflandirmasi
yapilir.

Zemberek bir dogal dil isleme aracidir. Tiirkge iizerine
ozellesmistir ve metinlerin normalizasyon asamasinda kullanilir
(URL-7, 2020).

Bu calismada kurulan iiretken rakip ag Python iizerinde
hazirlanmistir. ilk olarak veri seti hazirhk islemleri yapilmustir.
Veri c¢iftleri ve bilgisi eksik hiicreler var mi diye incelenmistir.
Haber verileri ¢ekilirken hiicrelere istenmeyen oOgeler eklenip
eklenmedigine bakilmistir.

Oncelikle veri seti Sklearn kiitiiphanesi yardimu ile egitim ve
test veri seti olarak iki gruba ayrilmustir. Test igin % 30’luk kisim
egitim i¢in % 70°lik kisim kullanilmistir.  Siniflandirma
sonuglariin herhangi bir islem yapilmadan onceki karmagiklik
matrisi Tablo 2’deki gibi dagilmistir. Burada ana kdsegende dogru
siniflandirilmig sonuglar bulunmaktadir.

Tablo 2. Karisiklik matrisi dagilimi.

N =918 Tahmin: 0 Tahmin: 1
Gergek: 0 15 16
Gergek: 1 4 883

Goriildigl gibi test veri seti 918 haber metninin olumlu
haberlerin dogru siniflandirma orani % 99,54904 iken olumsuz
haberlerin dogru siniflandirma oram % 48,3871°de kalmaktadir.
Buradaki olumlu haberlerin dogru simiflandirilmasinin olumsuz
haberlerin dogru siiflandirilmasina gore basari oranindaki biiyiik
farkin sebebi veri setinin normal dagilim gostermemesidir.
Olumlu haberlerin sayisinin olumsuz haberlere gore ¢ok yiiksek
olmasi siniflandirmay1 dogrudan etkilemektedir.

Uretken rakip ag modelinde iiretici kisminda UKSB
kullanilarak 128 diigiim iceren 3 katman olusturulmustur. Ayirict
boliimiinde ise smniflandirma i¢cin DVM ve TF-IDF’ten
yararlanilmistir.

Egitimde turlar sonrasi en basarili agirliklar not edilip bu
agirliklardan daha iyiye yonlendirmeye galisilmistir. Ureticinin
iirettigi bu metinler arasindan veri setinin basarisizliginin ana
sebebi olan olumsuz haberlerin sayica eksikligi giderilmesi
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saglanmistir.  Yani {reticinin  {rettii metinler ayiriciya
yonlendirilip olumlu ya da olumsuz oldugu incelenmistir.
Olumsuz metinler ayrilarak bir kenarda saklanmistir. Bu yeni
iretilen olumsuz metinler Zemberek (URL-7, 2020)araci ile
normalizasyon caligmasi gecirmistir. Daha sonra bu metinler
orijinal veri setine eklenerek egitime devam edilmistir.

3. Arastirma Sonuclarn ve Tartisma

[lk olarak yeni iiretilmis 50 olumsuz haber orijinal veri setine
eklenmistir. Uretilen biitiin bu olumsuz haberler normalizasyon
islemi gordiikten sonra herhangi bir kullanici diizenlenmesi
olmadan veri setine eklenmistir. Eklenmesi ile toplam haber say1s1
3108’e ulasmistir. Karar destek makinesi ¢ekirdek fonksiyonu
olarak ‘linear’ se¢ilip C katsayis1 bir olarak tutulmustur. Bunun
iizerine alman siniflandirma basart sonuglari not edilerek
olusturulan Tablo 3’te verilmistir. Bu smiflandirma isleminde
climlelerin igerdigi biitiin kelimeler degerlendirmeye alinmis
olup, bunlarin tamami g6z Oniine alinarak cilimlelerin
siniflandirma islemi tamamlanmstir.

Tablo 3. Elli olumsuz haberin eklenmesi sonucu karisikltk matrisi.

N=933 Tahmin: 0 Tahmin: 1
Gergek: 0 26 19
Gergek: 1 3 885

Olumsuz Tahmin Yiizde 57,77778
Olumlu Tahmin Yiizde 99,66216

Yukaridan da goriildiigii gibi 50 adet olumsuz haberin
eklenmesi olumsuz tahmin basari yilizdesinde yaklasik % 9’luk bir
artisa sebep olmustur. Olumlu haber tahmin basar yilizdesi ise %
0,11312°1ik diislis gostermistir.

Yine kullanilan metot ile egitime devam edilip yeni iretilen
olumsuz haberler orijinal veri setine eklenmeye devam edilmistir.
Her yapilan eklemeden sonra alman sonuglar kaydedilmistir.
Toplamda 250 yeni olumsuz haberin eklenmesiyle olusan
karigiklik matrisi Tablo 4’teki gibidir.

Tablo 4. Iki yiiz elli olumsuz haberin eklenmesi sonucu karisiklik

matrisi.
N =996 Tahmin: 0 Tahmin: 1
Gergek: 0 104 22
Gergek: 1 1 869
Olumsuz Tahmin Yiizde 82,53968
Olumlu Tahmin Yiizde 99,88506
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Egitime devam edilip toplamda 250 yeni olumsuz haberin
eklenmesinden sonra olumsuz haber tahmininde bagar1 orani %82
seviyelerine ulagmigtir. Olumlu haberlerde ise basarili tahmin
oranlart devam etmektedir.

Egitime devam edilip toplamda sirasiyla 750 ve 1750 yeni
olumsuz haberin eklenmesiyle olusan karigiklik matrisleri Tablo
5 ve Tablo 6’da verilmistir.

Tablo 5. Yedi yiiz elli olumsuz haberin eklenmesi sonucu karigiklik
matrisi.

N=1158 Tahmin: 0 Tahmin: 1
Gergek: 0 260 33
Gergek: 1 1 864
Olumsuz Tahmin Yiizde 88,7372
Olumlu Tahmin Yiizde 99,88439

Tablo 6. Bin yedi yiiz elli olumsuz haberin eklenmesi sonucu
karisiklik matrisi.

N=1491 Tahmin: 0 Tahmin: 1
Gergek: 0 553 40
Gergek: 1 1 897
Olumsuz Tahmin Yiizde 93,25464
Olumlu Tahmin Yiizde 99,88864

Toplamda 2750 yeni olumsuz verinin iretilip eklenmesi
sonucunda orijinal veri setindeki sinif dengesizligi giderilmesi
saglanmigtir. Bu durumda olusan yeni veri seti yaklagik 6100
haberden olusmaktadir. Egitim sonucu alinan sonuglarla
olusturulan karisiklik matrisi Tablo 7°de verilmistir.

Tablo 7. Iki bin yedi yiiz elli olumsuz haberin eklenmesi sonucu
karisiklik matrisi.

N =1830 Tahmin: 0 Tahmin: 1
Gergek: 0 909 39
Gergek: 1 4 878
Olumsuz Tahmin Yiizde 95,88608
Olumlu Tahmin Yiizde 99,54649

e-ISSN: 2148-2683

Verilen ¢izelgelerden goriildiigii gibi veri setindeki eksik
sinifa ait metinlerin tiretken rakip aglar yontemiyle iiretilip sayica
siif esitligi durumunun saglanmasindan sonra basari orani %
95,88608’¢ ulastig1 gozlenmistir. Egitimin her adiminda alinan
sonuglar kaydedilmis olup, basarili tahmin sayilari ve basarili
tahmin oranlar1 Sekil 2 ve Sekil 3’de verilmistir.

TF-IDF & DVM Basari Tahmin
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Sekil 2. TF-IDF & DVM metodu ile eklenen olumsuz haber
sayisina gore dogru siniflandirilan haberlerin karsilastirilmasi.

TF-IDF & DVM Basari Oranlari
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Uretken Rakip Ag ile tiretilerek eklenen olumsuz haber
sayisl

e Olumsuz Haberler  ess==Qlumlu Haberler

Sekil 3. TF-IDF & DVM metodu ile eklenen olumsuz haber
sayisina gore dogru siniflandirma oranlari.

Goriildiigl gibi egitim sonrasinda olumsuz haberlerin dogru
tahmin etme orani yaklasik % 47 artar iken olumlu haberlerin
dogru tahmin etme oraninda gozle goriiliir bir azalig olmamastir.
Uretken rakip aglarin metin iiretimindeki basaris1 sonugta olumlu
bir etkiye sahip olmustur.

Asagida iiretken rakip ag ile iiretilen metinlerden birkag
ornek verilmistir:

“buna hakkiniz da yok yash adam paray1 cumhuriyet altinda
bir kapat kard1 konusu bir yapilan bu karsilig1 konusu bir yonetim
ve istanbul bankasindan alacaklari ile”
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“reddeddi istanbul 4 asliye hukuk mahkemesinde bulunan
subesi ve is bankasi da krediyi yakin izlemeye ald1 garanti
bankasinin geri alind1”

“konu devlet meselesi degil memleket merkezi ve
markaralara bir gidin baskani belirtileri dolan yer yaptigini bir
tiirk heyeti alacaklar ile”

“biiytik darbeyi borsa vurdu rekor iistiine de kuruluyor
bankalar bankas1 bir yildan uzun yiizde 1,5 artis ile”

Olumlu ve olumsuz smifa ait ctimleler incelenmis olup TF-
IDF metodu ile siklik oranlar1 belirlenip en olumlu ve en olumsuz
kelimeler siralanabilir. Bu siralamada veri setinin hazirlandigi
2017 sonbaharindaki haberlerin belirleyici etkisi olmustur. Ornek
olarak en olumlu bes kelime ve en olumsuz bes kelime asagida
verilmistir.

En olumlu bes kelime;
“finansal, tiirkiye, dijital, yeni, en”
En olumsuz bes kelime;

“telekom, karar, yakin, miidiirii, bankas1”

4. Sonuc¢

Tiirkge dogal dil isleme caligmalarindaki problemlerden
birisi de etiketli veri kiimesi bulma zorlugudur. Bunun yani sira
bulunan veri kiimelerinde simiflariin esit dagilimli olmamasi da
olagandir. Bu ¢alismada firetken rakip aglar ile Tiirkge metin
iiretimi siireci yapilmustir. Uretken rakip aglar ile Tiirkge dilinde
basarili sekilde Tiirk¢e metinler iiretilebilecegi goriilmiistiir.
Burada tiretilen metinler normal dagilim gdstermeyen bir veri seti
iizerinde uygulanarak siniflandirma basarisini arttirtlmigtar.

Higbir ekleme yapilmadan ki durumdan ve firetken rakip
aglar ile eksik smifa ait verilerin {iretilip eklenmesiyle
dengelenme durumunda smiflandirma basaris1 yaklasik % 47
oraninda arttirilmigtir. Bu da iiretilen metinlerin basarili oldugunu
gostermektedir. Uretken rakip aglar ile iiretilen metinlerin
¢iktilarmin bir normalizasyon iglemi goérmesi sonrasinda ger¢ek
konugma diline yakin anlamli climleler olusabildigi goriilmiistiir.
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Not

Bu ¢alismada 2020 yiinda Baris Giiciik tarafindan sunulan
“Uretken Rakip Aglar ile Tiirkce Metin Uretimi” isimli tezden
tiretilmigtir.
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