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Oz

Bir yazilim projesinin ¢abasini tahmin etmek projenin yonetimi ve basarisi i¢in 6nem teskil etmektedir. Bu ¢alismada, yazilim caba
tahminini gerceklestirmek icin yapay zeka tekniklerinden yapay sinir aglari yontemi kullanilmistir. Caligmada veri seti olarak iyi
bilinen ve bu ¢aligmalarda siklikla kullanilan NASA proje veri seti kullanilmaktadir. Veri sayisinin az olmasindan dolay1 10 katmanl
capraz dogrulama yontemi kullanilmistir. Veri seti rastgele 10 farkli gruba ayrilmis; gruplardan biri egitim amagh kullanilirken geri
kalani test amacli kullanilmigtir. Her grup i¢in modelde bu islem tekrarlanarak tiim veri hem egitilmis hem de test edilmistir. Boylece
modelin dogrulugu arttirilmistir. Yapay sinir ag modelinde, gelistirme satirt ve metodoloji olmak iizere iki giris degiskeni; ¢ikis
degiskeni olarak yazilim gabast kullanilmistir. Yapay sinir ag tasariminda gizli katman sayisini ve néron sayist modelin basarisini
etkilemektedir. Bu calismada 20 farkli YSA modeli gelistirilerek en basarili model belirlenmistir. Calisma sonucunda R2 0,926,
RMSE 0,078, MSE 0,006 ve MAE 0,058 olan 2 gizli katman ve 2 norondan olusan model en basarili model olmustur. Modeller

arasinda en bagarili sonucu veren model ile en basarisiz modelin R2 degerleri arasinda %55 fark bulunmaktadir. Bu sonuglar yazilim
¢aba tahmini i¢in parametre se¢iminin dnemini gostermektedir.

Anahtar Kelimeler: Yazilim ¢abasi tahmini, Yazilim mimarileri, Yapay sinir aglari, Capraz dogrulama, Gizli katman.

The Determination of Optimum Structure for Artificial Neural
Networks in Software Effort Estimation

Abstract

Estimating the efforts of a software project possesses a great importance for the management and success of the project. In this study,
artificial neural networks method, one of the artificial intelligence techniques, was used to fulfil software effort estimation. The
NASA project data set, which is well known as the data set and is frequently used in these studies, is utilized in the study. Due to the
low number of data, a 10-layer cross-validation method was used. The data set was randomly divided into 10 different groups. While
one of the groups is used for training; others are used for testing. This process is repeated for each group in the model, and all data are
both trained and tested. Thus, the accuracy of the model is increased. In the artificial neural network model, development line and
methodology as input variables and software effort as output variables are used. In artificial neural network design, the number of
hidden layers and neurons affect the success of the model. In this study, 20 different ANN models were developed, and the most
successful model was determined. As a result of the study, the model consisting of 2 hidden layers and 2 neurons, R2 0.926, RMSE
0.078, MSE 0.006 and MAE 0.058, became the most successful model. There is a 55% difference between the R2 values of the most
successful model and the least successful model. These results show the importance of parameter selection for software effort
estimation.

Keywords: Software effort estimation, Software architectures, Artificial neural networks, Cross-validation, Hidden layer.
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1. Giris

Yazilim, 6zellikle biiyiik ve karmagik sistemler icin sistem
ediniminde, miihendisliginde ve gelistirmede giderek daha
onemli bir rol oynamaktadir. Bu tiir sistemler i¢in, yazilim
maliyetlerinin dogru tahmin edilmesi etkili program ydnetiminin
kritik bir pargasidir (Borade & Khalkar, 2013). Misteri ve
yonetim baskisi, uzman kararina dayanan eski yazilim
degerlendirme yontemleri hakkinda sinirli ve yanlis bilgi, asiri
iyimser tahminler yazilim maliyetlerinin yanlis tahmin edilmesi
yoniinde risk olusturmaktadir. Bu etkenler proje sonuglarinin
belirli bir zaman diliminde, biitcede ve kabul edilebilir kalitede
teslim edilmesini ciddi sekilde olumsuz etkileyebilmektedir
(Alami, 2016; Mieritz, 2012; Spalek, 2005; Tan, 2011).

Proje kaynaklarmin tahmin edilmesi, yazilim projesi
gelistirme dahil, proje yonetiminde kritik bir adimdir (Jorgensen
& Shepperd, 2006). Bir yazilim projesinin maliyetini veya
cabasini tahmin etme yetenegi, herhangi bir projeyi kabul etme
veya reddetme yoniindeki yonetim kararinda dogrudan bir etkiye
sahiptir. Ornegin, yazilim maliyetlerinin oldugundan yiiksek
tahmin edilmesi kaynak israfina ve yetersiz teslimat siiresine yol
acarken, eksik tahmin proje ekibinin eksik c¢alismasina,
biitgeleme giderlerinin fazla olmasina ve teslimat siiresinin
gecikmesine neden olabilmektedir (Azzeh, Nassif, & Banitaan,
2017; Heemstra, 1992).

Yazilim ¢aba tahmini i¢in ¢esitli tahmin ydntemleri
gelistirilmistir. COCOMO, onun giincel versiyonu COCOMO 11,
fonksiyon noktast (function point) ve makine Ogrenimi
yontemlerine dayali modeller bu yontemlerden bazilaridir.
Makine Ogrenmesi yontemlerini kullanarak yazilim g¢abasim
tahmin eden bircok c¢alisma bulunmaktadir. Srinivasan ve
arkadaslart 15 projeden olusan bir veritabani {izerinde yazilim
¢aba tahminini tahmin etmek igin yapay zeka tekniklerinden geri
yayilimli yapay sinir aglari ve Classification and Regression
Trees (CART) yontemini kullanmiglardir (Srinivasan & Fisher,
1995). Przemyslaw ve arkadaglart ISBSG veri seti iizerinde
capraz dogrulama ve ii¢ makine 6grenmesi yontemini (Destek
vektor makineleri, yapay sinir aglar1 ve lineer model) kullanarak
yazilim ¢aba ve siire tahmini gergeklestirmek i¢cin modeller
gerceklestirmiglerdir  (Pospieszny, Czarnacka-Chrobot, &
Kobylinski, 2018). Braga ve arkadaglar1 yazilim proje gelistirme
cabasinin tahmini i¢in kullandiklari regresyon yodntemlerinin
performansint  iyilestirmek  i¢in  bagging  yOntemini
kullanmislardir. Calismalarinda kullandiklar1 regresyon agaci,
destek vektor makineleri ve ¢ok katmanli algilayicilar
yontemlerinin basarisint arttirmak, tahminle iligkili varyansi
azaltmak ve tahmin siirecini iyilestirmek i¢in bagging yontemini
caligmalarina ilave etmislerdir (Braga, Oliveira, Ribeiro, &
Meira, 2007). Nassif ve arkadaglart yazilim c¢abasini tahmin
etmek i¢in yeni bir yapay sinir ag1 modelini 6nermislerdir. Bu
modelin girdileri yazilim boyutu, iiretkenlik ve karmasiklik iken
¢ikt1 tahmin edilen yazilim cabasidir (Nassif, Capretz, & Ho,
2012). Attarzadeh ve arkadaslar1 yazilim gelistirmenin erken
agsamalarinda daha dogru yazilim tahminleri saglamak ic¢in
Constructive Cost Model (COCOMO), ANN-COCOMO I
iceren yeni bir yapay sinir ag1 tahmin modeli 6nermislerdir. Bu
model, COCOMO modelinin 6zelliklerini korurken, 6grenme
yetenegi ve iyi yorumlanabilirlik gibi yapay sinir aglarmin
avantajlarmn1  kullanmaktadir. Elde edilen sonuglarin analizi
yapildiginda, orijinal COCOMO II'ye gére ANN-COCOMO |1
modeli  tahmin  dogrulugunda %8,36'ik  bir iyilesme
gerceklestirmigtir (Attarzadeh, Mehranzadeh, & Barati, 2012).

e-ISSN: 2148-2683

Dan c¢alismasinda yazilim c¢aba tahmininde dogrulugu
iyilestirmek i¢in parcgacik siiriisii optimizasyonuna dayali yapay
sinir ag1 modelini kullanmistir. Modifiye model yapay sinir
agmin yakinsama hizim1 artirmakta ve agin ilk agirliklarina
yiiksek bagimliligi olan yapay sinir aginin dgrenme yetenegi
sorununu ¢ozmektedir. Modifiye modeli dogrulamak igin iki veri
seti (COCOMO I ve NASA93) iizerinde testler yapilmis; bu
testler sonucunda PSO-ANN-COCOMO II'nin orijinal yapay
sinir agina gore yazilim caba tahminlerini %3,27°1lik bir artisla
tahmin ettigi gorilmistiir (Dan, 2013). Tronto ve arkadaslari
yazilim caba tahmini i¢in akilli yapay sinir aglar1 ve regresyon
olmak iizere iki model incelemislerdir. Her iki yOntemin
performansint karsilastirdiklarinda yapay sinir aglarinin ¢aba
tahmininde daha etkili oldugunu sonucuna ulagmiglardir (de
Barcelos Tronto, da Silva, & Sant'Anna, 2007). Heiat
calismasinda yazilim gelistirme ¢abasini tahmin etmek igin
yapay sinir ag1 ve regresyon modelleri gelistirmis ve
kargilagtirmasint yapmustir. Cok katmanli algilayict ve radyal
tabanli islevli sinir aglariin ortalama mutlak yiizde hatasi
acisindan  geleneksel regresyon analizine gore gelismis
performans iirettigini sonucuna ulagsmigtir (Heiat, 2002). Shan ve
arkadaslar1 genetik programlama kullanarak yazilim projesi ¢caba
tahmini gergeklestirmislerdir. Genetik programlama teknigi
kullandiklar1 ¢aligmalar: basit dogrusal regresyon ile elde edilen
sonuglara gore Onemli Olclide daha iyi oldugu goriilmiistiir
(Shan, McKay, Lokan, & Essam, 2002). Baskeles ve arkadaslar
yazilim gelistirme tahmini i¢in dort farkli makine &grenmesi
yontemlerini kullanmiglardir: Geri yayilimli ¢ok katmanli sinir
aglari, regresyon agaglari, radyal temel fonksiyonu (RBF) ve
destek vektor regresyon (SVR) sonuglarini karsilastirmali analiz
etmiglerdir (Baskeles, Turhan, & Bener, 2007). Huang ve
arkadagslar1 genetik algoritmay1 gri iliskisel analize entegre
ederek yazilim caba tahmin modeli gelistirmislerdir.

Bu calismada NASA veri seti kullanilarak yazilim caba
tahmini gerceklestirilmistir. Veri setindeki verinin azligindan
dolayt basariyr arttirmak igin c¢apraz dogrulama yontemi
kullanilmistir. Tahmin ydntemi olarak yapay sinir aglari modeli
kullanilmis; en basarili modeli tespit etmek igin 20 farkli model
olusturulmustur.

2. Materyal ve Metot

2.1. \eri Seti

Bu calismada Tablo 1°de goriilen halka agik ve iyi bilinen
NASA yazilim projesi verileri kullanilmustir. Bu veri kiimesi
gelistirme satir1 ve metodoloji olmak tizere iki bagimsiz
degiskenden ve cabadan olusan bir bagimsiz degiskenden
olugmaktadir. Gelistirme satir1 1000 satir kod (KLOC-Kilo lines
of code), ¢aba kisi-ay degeri ile ifade edilmektedir.
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Tablo 1. Veri seti

Gelistirme satirt  Metodoloji Caba
90,2 30 115,8
46,2 20 96
46,5 19 79
54,5 20 90,8
31,1 35 39,6
67,5 29 98,4
12,8 26 18,9
10,5 34 10,3
21,5 31 28,5

3,1 26 7
4,2 19 9
7.8 31 7,3
2,1 28 5
5 29 8,4
78,6 35 98,7
9,7 27 15,6
12,5 27 239
100,8 34 138,3

Geligtirme satir1 programin kaynak kod satir sayisini
gosteren bir program Ol¢isiidiir. Gelistirme satirt hem yeni
kaynak kodu satirlarin1 hem de yeniden kullanilan kodu dikkate
alan bir olgidiir. Yorumlarla birlikte gelistirilen kaynak kod
satirlarinin  sayist (yorum igeren yeni satirlar) arti yeniden
kullanilan satirlarin %20'si ile verilir (Bailey & Basili, 1981).
Gelistirme satir1 kaynak kod satirlart ile dl¢iilmektedir. Kaynak
kod satirlar1 (SLOC) programin kaynak kodunun metnindeki
satir sayisini sayarak yazilim programinin boyutunu dlgmek igin
kullanilan yazilim 6l¢iisiidiir. Bu metrik bos satirlari, yorum
satirlarii ve kitapligi saymaz. SLOC o6lgiileri programlama
diline bagimlidir.

Metodoloji degiskeni, her yazilim projesinde kullanilan
gelistirme metodolojileri dikkate alinarak hesaplanmaktadir.
Metodoloji test plan kabulii, belgelendirme gibi gelistirme
yontemleri kullanilarak hesaplanan bir degiskendir.

Caba bir kisinin belirli bir projeyi gelistirmek i¢in ihtiyag
duyacag ay sayisidir ve kisi-ay birimlerinde ifade edilmektedir.
Projenin baglangicindan bitimine kadar ay olarak ne kadar siire
gectigi ve projede kag kisinin ¢aligtigini gosteren bir birimdir.
Yazilimin maliyetine dogrudan etki eden bir faktordiir. Yazilim
cabasinin  dogru tahmin edilmesi projede beklenmeyen
aksakliklarin 6niline gegilmesi saglayacaktir.

2.2. Capraz Dogrulama

Capraz dogrulama, smurlt bir veri kiimesinde makine
6grenimi modellerini degerlendirmek i¢in kullanilan yeniden
ornekleme teknigidir. Modelin egitimi sirasinda kullanilmayan
veriler iizerinde ongoriilerde bulunmak ic¢in kullanildiginda
modelin genel olarak nasil performans gostermesi beklendigini
tahmin etmek i¢in sinirh bir 6rnek kullanmasidir. K katmanli ve
birini disarida birak capraz dogrulama yontemleri olmak {izere
yaygin olarak iki kullanim1 bulunmaktadir.

e-ISSN: 2148-2683

K katmanli ¢apraz dogrulamada (k-fold cross validation)
veri kiimesi rastgele k tane gruba ayrilir. Gruplardan biri test igin
kullanilirken digerleri egitim seti olarak kullanilmaktadir. Her
bir grup bu sekilde k defa tekrarlanarak modellenir. Boylece veri
setindeki tiim veriler egitilmig olacaktir. 10-katmanli capraz
dogrulamada veri kiimesi 10 gruba ayrilmakta; tasarlanan model
10 kez egitilip test edilmektedir. Bdylece her grup test edilmiste
olacaktir.

Birini disarida birak yonteminde k degeri veri setindeki veri
sayisina esittir. Bu yontemde sadece 1 gbzlem verisi test verisi
olarak ayrilir. Geriye kalan veriler ile model egitilerek test verisi
iizerinden degerlendirme yapilmaktadir (Sahinarslan, 2019).

2.3. Yapay Sinir Aglar

Yapay Sinir Aglar1 (YSA), biyolojik beyin mimarisini taklit
etmeyi amaglayan bir yapay zekd dalidir. Noron adi verilen,
birbiriyle baglantili dogrusal olmayan bir¢ok islem 6gesinden
olusan paralel dagitilmig bir sistemdir (Hecht-Nielsen, 1988;
Lippmann, 1987; Viotti, Liuti, & Di Genova, 2002). Girisler
olarak adlandirilan ve ayarlanabilir baglantt agirliklar ile
carpilan sinyaller dnce toplanir ve ardindan ¢ikt1 iiretmek {izere
bir transfer fonksiyonundan gegirilir. Aktivasyon fonksiyonu,
ndronun giriglerinin agirlikli toplamidir ve en yaygin kullanilan
transfer fonksiyonu da sigmoid fonksiyonudur(Agatonovic-
Kustrin & Beresford, 2000). Temel bir YSA modeli Sekil 1’de
gorilmektedir.

I

Aktivasyon Cikig
Fonksiyonu

Toplama ve bias

Agirliklar

Girigler
Sekil 1. YSA Modeli

Geri bildirim, bir katmanm ¢iktisinin 6nceki katmanin
girisine veya ayni katmana geri dondiigii bir baglant: tiiriidiir. Bir
agdaki geri bildirim baglantisinin yokluguna veya varligina gore
iki tiir mimari tanimlanabilir. Tleri beslemeli ag mimarisi ¢ikistan
giris noronlarina bir baglant1 yoktur ve bu nedenle 6nceki ¢ikis
degerlerinin kaydimi tutmaz (Agatonovic-Kustrin & Beresford,
2000). Gizli noéronlarin sayist degisebilmekte ve ideal sayi
deneme yanilma yoluyla belirlenebilir; bdylece hata en aza
indirilebilir (Nassif et al., 2012).

Geri yayilim, hatalarin geriye dogru yayilmasi prensibine
gore calisan denetimli bir yapay sinir ag1 algoritmasidir. Geri
yayillim algoritmasinda ¢iktidan giris noronlarina baglantilar
vardir. Aga sunulan girdi ile agmn trettigi ¢ikti karsilastirilir ve
aradaki fark hata olarak kabul edilir. Bu hatayr diisiirmek igin
agdaki agirliklarin her biri giincellenmesi gerekmektedir. Bunu
saglamak icin Gradient Descent optimizasyon algoritmasi
kullanilmaktadir. Bu algoritmada yerel minimuna yakinsamak
i¢in birinci dereceden tiirevleri kullanilmaktadir.
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2.4. Degerlendirme Yontemleri

Tasarlanan yapay sinir aglar1 modellerinin basarisini ve hata
varyansini 6lgmek i¢in diizeltilmis belirleme katsayisi (R2), hata
kareler ortalamasinin karekdkii (RMSE), ortalama kare hata
(MSE) ve ortalama mutlak hata (MAE) kriterleri kullanilmistir.
Bu kriterlere ait denklemler asagida verilmistir.

P () .
n

Burada i veri sayisini, y gercek degeri, x tahmin degerini
gostermektedir. Bu kriterlere gore yiiksek R2 ve en diigiik
RMSE, MSE ve MAE degerleri en basarili modeli
belirlemektedir.

2
Z((J’i - xi))
2 _
R=1-Sv 7,2 1 3. Arastirma Sonuclar1 ve Tartisma
2 or
Calismada NASA veri seti kullanilarak yazilim caba
tahminini  gergeklestiren en basarili yapay sinir aglari
RMSE = o parametrelerinin belirlenmesi gergeklestirilmigtir. Bunun i¢in
knime  programmin  giicli  simiilasyon  &zelliginden
faydalanilmistir. Modellerin basarisint degerlendirmek igin R2,
RMSE, MSE ve MAE istatiksel bilgileri kullanilmistir.
1w Caligmada tasarlanan Knime arayiizii Sekil 2’de goriilmektedir.
MSE =~ (= %)’ 3
i=1
RProp MLP Learner
> m
MultiLayerPerceptron
Excel Reader (XLS) Column Filter Normalizer X-Partitioner Predictor X-Aggregator INumeric Scorer
Node 11
it L : » : Z;L [ ‘:\*‘—> >
Node 1 Node 2 Node 3 Node 10 Node 12 Node 13 Node 14
Verileri caligmz Verilerde Verilerde Verilerde ¢apraz Yapay sinir aglari
ortamina alinme siitun secimi normalizasyon dogrulama islemi modeli Sonuglan istatiksel
islemi gosterimi
Sekil 2. Knime’da yapay sinir aglar: tasarimi
Calismada makine 6grenmesi yontemlerinin

performansinin iyilestirmek ve dogruluk oranini arttirmak igin
normalizasyon yontemi kullanilmistir. Normalizasyon yontemi
olarak min-max, z-score, medyan ve sigmoid gibi yontemler
bulunmaktadir. Bu c¢alismada min-max normallestirme
yontemi kullanilarak orijinal veriler 0-1 araliginda dogrusal
doniisim ile normalizasyon islemi gergeklestirilmistir.
Denklem 5°te min-max normallestirme formiilii verilmistir.

Xi — Xmin
X' =— 5
Xmax — Xmin

x' normalize edilmis veriyi, xi girdi degerini, xmin girdi
seti icerisinde yer alan en kiiciik sayiyr, xmax girdi seti
igerisinde yer alan en biiyiik sayiy1 gostermektedir.

Farkli sayida gizli katman ve ndérondan olusan toplam 20
tane yapay sinir ag1 modeli tasarlanmigti. Modellerde geri
yayitlim algoritmast kullanilmig ve iterasyon sayist 15000
olarak belirlenmistir. Tablo 2’de yapay sinir ag modellerinin
basar1 ve hata analizleri goriilmektedir.

Tablo 2. Yapay sinir aglarimin basart ve hata analizleri

Yapay Sinir Aglar1 Modeli Basar1 ve Hata Analizleri
Model No Gizli Katman Sayis1 Noron Sayisi R2 RMSE MSE MAE
Model 1 2 2 0,926 0,078 0,006 0,058
Model 2 2 3 0,897 0,107 0,011 0,073
Model 3 2 4 0,851 0,129 0,017 0,087
Model 4 2 5 0,700 0,183 0,033 0,124
Model 5 3 2 0,909 0,101 0,010 0,079
Model 6 3 3 0,627 0,204 0,041 0,143
Model 7 3 4 0,893 0,109 0,012 0,083
Model 8 3 5 0,913 0,099 0,010 0,077
Model 9 4 2 0,877 0,117 0,014 0,081
Model 10 4 3 0,901 0,105 0,011 0,082
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Model 11 4 4 0,923 0,092 0,009 0,072
Model 12 4 5 0,870 0,120 0,014 0,087
Model 13 5 2 0,619 0,206 0,042 0,143
Model 14 5 3 0,778 0,157 0,025 0,099
Model 15 5 4 0,848 0,130 0,017 0,091
Model 16 5 5 0,724 0,175 0,031 0,103
Model 17 6 2 0,506 0,221 0,049 0,157
Model 18 6 3 0,820 0,141 0,020 0,117
Model 19 6 4 0,800 0,149 0,022 0,106
Model 20 6 5 0,873 0,119 0,014 0,093

Modellerin R2 degerinin grafiksel gosterimim Sekil 3’te,
RMSE gosterimi Sekil 4’te, MSE gosterimi Sekil 5°’te, MAE
gosterimi Sekil 6’da goriilmektedir.
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Sekil 3. R2 degerinin grafiksel gésterimi

Tablo 2 ve Sekil 3’te goriildiigli gibi R2 degerleri 0,506 ile
0,926 arasinda degismektedir. Ortalama RMSE degeri 0,813
olmustur. En basarili model 2 gizli katman ve 2 nérondan olusan
model 1 olmustur. Verilerin dogrusal bir egriye ne kadar iyi
uydugunu gosteren R2 degerinin 1 olmasi, test verilerinin
dogrusal bir egri saglandigint gostermektedir. Model 1 degerinin
istenen degerlere ¢ok yaklastigi ve dogrusal bir egri saglamaya

yakin oldugu goriilmektedir.
’ = O o > O DO D

N oA > A
B T 0 T T T Y N IR R IR PN
LSRR I I N A N N N
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Sekil 4. RMSE degerinin grafiksel giosterimi
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Sekil 4’te goriildiigii gibi RMSE degeri en diisiik 0,078, en
yiiksek 0,221, ortalama 0,137 oldugu goriilmektedir. Tahmin
ettigi degerler ile gercek degerleri arasindaki uzakligin
bulunmasinda kullanilan RMSE degerinin sifir olmast modelin
hi¢ hata yapmadig1 anlamina gelir. Bu ylizden RMSE degerinin
sifir degerine yakin olmasi istenmektedir. Modellerin RMSE
degerine bakildiginda en basarili modelin 2 gizli katman ve 2
noérondan olusan model 1 goriilmektedir.
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Sekil 5. MSE degerinin grafiksel gosterimi

Sekil 5’te MSE degerinin degisimi goriilmektedir. Burada
MSE degeri en diisikk 0,006, en yiiksek 0,049, ortalama 0,020
olmustur. MSE degeri bir regresyon egrisinin bir dizi noktaya ne
kadar yakin oldugunu géstermek igin kullanilmaktadir. Sifirt
yakin tahmin modellerinin daha basarili sdylenebilir. Modellerin
MSE degerlerine bakildiginda 0,006 ile en bagarili modelin 2
gizli katman ve 2 nérondan olusan model 1 oldugu sdylenebilir.
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Sekil 6. MAE degerinin grafiksel gosterimi

Sekil 6’da modellerin MAE degerleri goriilmektedir.
Grafikte MAE i¢in en diisiik diisiik degerin 0,058, en yiiksek
0,157 ve ortalama degerin 0,098 oldugu goriilmektedir. MAE iki
strekli degisken arasindaki farki gosteren bir biiyiikliiktir. Bir
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baska deyisle gergek deger ile veriye en iyi uyan ¢izgi arasindaki
ortalama dikey mesafeyi gostermektedir. MAE degerinin diisiik
olmast tahmin modelinin basarili oldugunu gostermektedir. Bu

4. Sonug¢

Bir yazilim projesinin basarili yonetimi ve kontroli igin
yazilim projesi ¢abasinin dogru tahmini ¢ok 6nemlidir. Bu ¢aba
tahmini i¢in cesitli yontemlerin gelistirilmesine yol a¢cmugtir.
COCOMO, onun giincel versiyonu COCOMO I, fonksiyon
noktasi (function point) ve makine 6grenimi yontemlerine dayali
modeller bu yontemlerden bazilaridir.

Bu ¢alismada makine 6grenmesi yontemlerinden yapay sinir
aglart kullanilarak yazilim ¢aba tahmini gergeklestirilmistir.
Yazilim ¢aba tahmini probleminde, yazilimin boyutu ve
metodoloji girdi degiskenleri olarak kullanarak bir regresyon
modeli olusturulmugstur. Cikt1 hem programlama hem de yonetim
faaliyetlerini g6z oniinde bulundurarak kigi-ay cinsinden toplam
cabadir. Veri seti sayisinin azligindan ve basart dogrulugunu
arttirmak icin capraz dogrulama yontemlerinden 10 katmanl
capraz dogrulama kullanilmistir. Yapay sinir aglar giris, gizli
katman, gizli katmandaki néronlardan ve ¢ikis katmanindan
olugsmaktadir. Gizli katman ve gizli katmandaki néron sayisi
modelin basarisina dogrudan etki etmektedir. Bu ¢alismada en
basarili modeli tespit etmek igin bir dizi test calismasi
yapilmigtir. Farkli sayida gizli katman ve ndrondan olusan
toplam yirmi model iizerinde yapilan testler sonucunda R2,
RMSE, MSE ve MAE degerlerine gore en basarili model 2 gizli
katman ve 2 nérondan olusan model olmustur. En basar1 model
ile en basarisiz model arasindaki farka baktigimizda %54 fark
oldugu goriilmektedir. Bu da model se¢iminin ne kadar 6nemli
oldugunun bir gostermektedir.
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