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Oz

Derin sinir aglan ile 6zellikle goriintii veri kiimeleri iizerinde ¢ok basarili sonuglar elde edilmektedir. Ancak bu basarinin arkasinda
biiyiik dlgekli etiketli veri kiimeleri yatmaktadir. Derin 6grenme aglarinin 6zellesmis bir tiirii olan evrigimli sinir aglar1 birgok goriintii
tanima gorevlerinde ¢ok iyi sonuglar vermis ve gériintiileri modellemek icin standart araclar haline gelmislerdir. Ozellikle ImageNet
gibi bilylik dlgekli veri kiimelerinin kullanilmaya baslanmasiyla gelistirilen aglarin basarilar1 daha da artmistir. Ancak ImageNet gibi
biiyiik bir veri kiimesi olusturabilmek maliyetli olmasi nedeniyle pek kolay degildir. Eldeki problem ile ilgili ¢ok sayida &rnek
toplanamadig1r durumlarda kullanilan sinir ag1 yeterince iyi egitilememekte, dolayisiyla istenen basari elde edilememektedir. Bu
nedenle derin sinir aglarinin genelleme yeteneklerinin gelistirilmesi ve biiyiik etiketli veri kiimelerine olan ihtiyacin azaltilmasi ¢ok
onemlidir. Tasarlanan bir makina 6grenmesi modelinin biiyiik bir veri kiimelerine ihtiya¢ duyulmadan, az sayida 6rnekle ve dnceki
gorevlerden 6grenilmis olan meta-bilgilerle genellestirme kabiliyetinin artirilmasi ve ayn1 zamanda yeni gorevler i¢in hizli adaptasyon
saglanmasi meta-6grenme ile gerceklesebilir. Meta-0grenme algoritmalarinda hizli 6grenme iki asamada gergeklestirilir; ilk asamada
meta-bilgiler ¢ikarilir, ikinci agamada ise bu meta-bilgiler kullanilarak yeni gdrevlere hizli adaptasyon saglanir. Derin sinir aglart
temelli meta-6grenme yaklagimlarinin az 6rnekli goriintii veri kiimelerinde basarili sonuglar vermesiyle meta-6grenme kavrami tekrar
onem kazanmig; 6zellikle az 6rnekle 6grenme problemleri igin literatiirde ¢ok sayida yeni algoritma ortaya ¢ikmaya baslamistir. Bu
caligsmada, literatiirdeki basarili meta-6grenme algoritmalarindan Model-Agnostic Meta-Learning (MAML) ve Prototypical Networks
(ProtoNet) algoritmalari az 6rnekle 6grenme problemlerine uygulanarak performanslari incelenmistir. Veri kiimesi olarak literatiirde
az Ornekle 6grenme problemleri i¢in olusturulmus MinilmageNet ve CIFAR100 goriintii veri kiimeleri kullanilmis; farkli meta-
Ogrenme parametreleri ve farkli algoritma hiper-parametreleri i¢in algoritmalarin verdikleri sonuglar degerlendirilmistir. Buna gore,
MAML algoritmasinin 6rnek sayisinin daha az durumda ProtoNet’ ten daha iyi Sonuglar verdigi; ancak ProtoNet’ in fazla 6rnek
durumunda daha iyi genelleme yapabildigi belirlenmistir. Bu durum, MAML algoritmasinin biitiin siniflar1 ayirt edebilecek nitelikte
genel baglangi¢ agirliklarini 6grenmeye calismast; ProtoNet algoritmasinin ise her bir sinifi daha iyi temsil edebilmek igin her sinifa
ait farkli bir prototip bulmaya calismasi ile agiklanabilir.

Anahtar Kelimeler: az 6rnekle siiflandirma, meta-6grenme, MAML, ProtoNet.

Investigating MAML and ProtoNet Algorithms for Few-shot Learning
Problems

Abstract

Deep neural networks have proven to be very effective for image-related problems. However, their success is mainly attributed to the
large-scale annotated datasets that have been used to train them. Convolutional neural networks which are special type of neural
networks have achieved very good results for visual recognition problems and therefore have become the standard tool for these tasks.
The use of large-scale annotated datasets like the ImageNet have even improved the results obtained by these networks. However,
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creating an annotated dataset of that scale is very difficult due to its cost. In some cases, even if there are enough resources, it is
sometimes impossible to obtain such large datasets. It is shown that the neural networks cannot be trained well if there is not enough
training data. As these networks require large amounts of annotated data to be able to generalize well, it is very important to develop
new models that can be trained well even if the training data is not abundant. Meta-learning paradigm addresses this problem of few-
shot learning by proposing models that can utilize the experience from the previous tasks to learn new tasks. Meta-learning algorithms
gain the fast adaptation ability by using the meta-data obtained from the previous tasks. The meta-learning concept has regained its
popularity after the success of some deep neural networks-based meta-learning algorithms for the few-shot image classification
problems. In this study, two meta-learning algorithms, namely, Model-Agnostic Meta-Learning (MAML) and Prototypical Networks
(ProtoNet) are applied to few-shot learning problems and their performance is evaluated. MinilmageNet and CIFAR100 few-shot
learning image classification datasets have been used as the test bed, and the two algorithms have been evaluated under different
meta-learning and algorithm hyper-parameter settings. The results suggest that MAML results in better classification accuracy than
ProtoNet when the number of shot is taken as 1, and ProtoNet results in better accuracy when the number of shot is increased. The
main reason for this is that while MAML tries to find common initial weights that can easily distinguish all classes, ProtoNet tries to
find a different prototype for each class, and the number of shots definitely increases the representation power of that prototype.

Keywords: few-shot classification, meta-learning, MAML, ProtoNet.

1. Giris

Yeterli miktarda etiketlenmis veri bulundugunda derin sinir
aglart modellerinin ¢ok iyi performans verdigi gosterilmistir (He
vd., 2016). Ancak Finn vd. yaptiklar1 ¢aligmalarda etiketli drnek
sayisinin azaltildiginda, sadece birkag adet 6rnek kullamldiginda
derin aglariin yeni siniflar1 yeterince 6grenemediklerini ortaya
koymuslardir (Finn vd., 2017). Yine benzer bir ¢alismada da
evrisimli sinir aglarinin her bir sinifa ait ¢ok az sayida drnegin
verildigi goriintii tanima problemlerinde yeni siniflar i¢in adapte
olamadiklari, dolayisiyla kotii sonuglar verdikleri gosterilmistir
(Ravi & Larochelle, 2017). Literatiirde az ornekle siniflandirma
(few-shot classification) olarak adlandirilan bu problemler i¢in
klasik yontemlerden farkli olarak oOncelikle orta biiyiikliikte
degisik veri kiimeleri ile egitilmis bir modelin daha sonra az
sayida ornek iceren yeni siiflar i¢in hizlica adapte olacagi meta-
ogrenme  olarak  adlandirilan  yontemler  kullanilmaya
baslanmistir. Az Ornekle smiflandirma problemlerinde 6rnek
sayis1 olarak genellikle 1 ve 5 alinmaktadir (1-shot, 5-shot).

Meta-6grenme literatiirde daha c¢ok Ogrenmeyi Ggrenme
seklinde  anmilmaktadir.  Ciinkii  bu  yaklasim,  Onceki
gorevlerden/egitimlerden  elde  edinilen meta-bilgilerin
kullanilmastyla yeni gorevlerin ¢ok daha hizli bir sekilde
ogrenilmesini hedeflemektedirler. Bu sayede egitim siireci yeni
bir gorev kiimesi i¢in ya da yeni bir problem icin sifirdan
baslamak yerine belirli bir tecriibe {izerine gelistirilen bir siire¢
haline gelir. insanlarin 6grenme siireci bu konuda en giizel 6rnek
olusturmaktadir. Bir c¢ocuk yeni bir nesneyi Ogrenirken o
nesnenin pargalari ile daha dnceden 6grendigi nesneler arasinda
bir baglant1 kurarak ¢ok hizli bir sekilde Ogrenme
gerceklestirilebilir. Ornek vermek gerekirse, bisikleti ilk defa
goren bir ¢cocuk tekerleklerini daha dnceden 6grendigi pargalara
benzetecek, ya da direksiyonu daha onceden oynadigi bir
oyuncagin direksiyonuna benzetecek, bu sayede bisikleti diger
nesnelerden ayiran 6zellikleri hemen fark edecektir. Sadece tek
bir bisiklet 6rnegi gosterilen bir ¢ocuk bundan sonra biitiin
bisikletleri taniyabilir duruma gelmektedir. Iste meta-6grenme
yaklasimlarinin temel amaci da her defasinda ¢ok sayida drnege
ihtiyag duymadan, sadece birkag adet Ornekle, Onceki
gorevlerden edinilmis bilgileri kullanarak yeni gorevleri ¢ok
hizl1 bir sekilde 6grenebilen modellerin olusturulmasidir.
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Sekil 1: Egitim veri kiimesindeki farkli gorevler

Meta-6grenme tekniklerinin egitim ve test siiregleri klasik
makine 6grenmesi siireglerinden farklidir. Bu siiregte kullanilan
terminoloji de diger yaklasimlardan farklidir. Egitim kiimesi
gorev (task) adi verilen N adet sinifin gosterildigi (N-yollu) ve
her smifa ait K adet 6rnek verildigi bir veri kiimesinden olusur.
Egitim siirecinde Oncelikle bu gorevler iizerindeki hata
degerlerine gore modelin parametreleri iyilestirilmeye caligtlir
ancak asil parametre giincellemesi test gorevleri iizerinde elde
edilen hataya gore yapilir. Dolayisiyla, her bir goreve ait test
hatasi, meta-6grenme agsamasindaki egitim hatasi olarak alinarak
model giincellenir.

Sekil 1’ de her biri esit biiyiikliikkte destek ve sorgu veri
kiimelerinden olusan G adet gbrevden olusan bir meta-egitim
veri kiimesi gosterilmektedir. Buradan da goriilebilecegi gibi bir
meta-6grenme egitim siireci, onceden belirlenmis G adet gorev
kullanilarak gerceklestirilir. Ogrenmeyi Ogrenme tamamen
burada yer alan veriler kullanilarak gerceklesir. Sekilde de
goriildiigi gibi her bir gorev, destek (support) ve sorgu (query)
olarak iki ayr1 veri kiimesinden olugmaktadir. Sekilde Dirain
destek, Drest ise sorgu kiimesini gostermektedir. Her bir gorev
i¢in aslinda egitim ve test verilerini olusturan bu kiiciik veri
kiimeleri ana egitim veri kiimesinden rastgele olarak seg¢ilir. Bir
gorev icindeki destek veri grubu, N smifa ait (N-yollu
smiflandirma i¢in) K adet 6rnekten olugmaktadir. Sorgu veri
grubunda ise destek grubundaki veriler i¢in egitilen modelin
gercek performansinin test edilecegi veri kiimesi bulunmaktadir.
Sorgu veri grubunda ortak yaklasim olarak 15 adet Ornek
kullanilmaktadir. Ayni egitim kiimesi gibi goérevlerden olusan
test veri kiimesi ve ayrica istenirse dogrulama veri kiimesi de
olusturulmakta, bu test veri kiimesi ile modelin rapor edilen
gergek test performanslar elde edilmektedir.
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Sekil 2: Meta-6grenme ve adaptasyon siireclerinin gésterimi
(Kaynak: Finn vd., 2017).

Meta-6grenme asamasindan sonra adaptasyon asamasina
gecilir. Sekil 2’ de gosterilen adaptasyon siirecinde her bir
gorevdeki egitim kiimesindeki (destek) siniflar igin 6grenilmis
agirliklar ile baglanarak test kiimesindeki (sorgu) simiflar
Ogrenilmeye ¢alisihr. Bu adaptasyon asamasi sayesinde yeni
smiflarin dgrenilmesi ¢ok hizli olur. Ancak test kiimesindeki
ornekler ile egitim kiimesindeki verilerin benzerligi ne kadar
fazla olursa adaptasyon siireci o kadar verimli olur. Sekil 2’ de,
® meta-modelin parametrelerini gosterirken kalin ¢izgi ise
egitim verileri ile gerceklesen meta-6grenme siirecinin ardindan
®’ nin giincellenmesini gostermektedir. Her bir farkli gorev icin
hatanin gradyan degerleri (V Ly, VL, VL) ile ® giincellenmis
olur. @i’ nin yeni bir i gorevi i¢in optimal parametreyi temsil
ettigi disiiniiliirse, yeni meta-model parametresinin, ®, tiim
gorevlerin optimal parametrelerine yakin oldugu (@1, @2, ®3)
goriilebilir. Tek bir gorev degil, birden fazla farkli gorev
tizerinden giincellenen meta-model genellestirme o6zelligini
gosteren baslangic agirliklart ile yeni gorevlere hizli bir sekilde
adapte olmay1 basarir. Meta-6grenme siirecinde ®’ nin optimize
edilmesi amaglanir. Adaptasyonda ise amag¢ @’ nin optimize
edilmesidir. Bu agidan meta-6grenme yaklagimlarinin i¢ ve dis
olmak iizere iki dongili ile Ogrenme gergeklestirdikleri
sOylenebilir. Dis dongii meta-6grenmenin gergeklestigi, ®’ nin
optimize edilerek genel ozelliklerin ¢ikarildigt; i¢ dongili ise
adaptasyonun gergeklestigi, @’ nin optimize edilmeye ¢aligildig
dongiidiir. Dis donglide cikarilan genel ozellikler sayesinde
iceride yeni gorevler i¢in hizli adaptasyon saglanir.

Bu ¢aligmada, en temel meta-6grenme alt yapisi haline
gelen Model-Agnostic Meta-Learning (MAML) (Finn vd., 2017)
ve Prototypical Networks (ProtoNet) (Snell vd., 2017)
algoritmalar1  incelenmistir. ~ Algoritmalarin ~ performansi
literatiirdeki az ornekle 6grenme problemleri i¢in olusturulmus
veri kiimelerinden MinilmageNet ve CIFAR100 kullanilarak
farkli hiper-parametre kiimeleri i¢in degerlendirilmis, bu sayede
performansa etkisi en fazla olan hiper-parametreler belirlenmeye
caligilmugtir.

2. Materyal ve Metot

Bu boliimde ilk olarak secilen iki meta 6grenme algoritmasi
olan MAML ve ProtoNet algoritmast anlatilmaktadir. Ardindan,
caligmada kullanilan az Ornekle Ogrenme veri kiimelerinden
bahsedilmektedir.

2.1. MAML Algoritmasi

Model-Agnostic Meta-Learning (MAML) (Finn vd., 2017),
en temel meta-6grenme algoritmasi haline gelmistir ve yeni
ortaya atilan tiim yontemlerde bu yontem temel kiyaslama
algoritmast  olarak  kullanilmaktadir. Gradyanli inis ile
egitilebilen bir model {izerinde ¢aligabilen bu yaklasim, tam
baglantili model, evrisimli ya da yinelemeli sinir aglarinda
kullanilabilir. Ayrica algoritmanin en biiylik avantaji, bir
glincelleme  fonksiyonu ya da bir 0Ogrenme kurali
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gerektirmemesidir. Ancak MAML algoritmasinin (Antoniou vd.,
2018)’ nin belirttigi gibi bazi dezavantajlarindan dolayt c¢ok
cesitli varyasyonlar1 gelistirilmistir. Ilk olarak, MAML’ 1
yazarlari meta-giincelleme sirasindaki hesaplama maliyeti
yiiksek olan ikinci tiirev hesabindan kaginmak igin “First-order
MAML (FOMAML)” ortaya atmuglardir. Ikinci tiirev hesab1
ortadan kalktii durumda da hala basarili sonuglar elde
edildigini, buna karsin hesaplama yiikiiniin azaldigini ortaya
koymuslardir. Bu nedenle literatiir ¢aligmalarinda MAML
dendiginde aksi belirtilmedik¢e “FOMAML” kastedilmektedir.

En temel hatta ilk ortaya atilan derin-6grenme temelli meta-
O0grenme algoritmasi olan MAML algoritmasinin ¢alisma
prensibi Sekil 2’ de belirtilen yaklagim ile aynidir. Hatta bu
resim orijinal MAML makalesinden alinmistir. Dis ve i¢
dongiiden olusan bu algoritmada dis dongiide genel meta-bilgiler
cikarilarak uygun baslangic agirliklari bulunmaya calisilir. I¢
dongiide ise bu baslangi¢ agirhiklart kullanilarak yeni
gorevlerdeki az sayida 6rnek i¢in hizli adaptasyon saglanmaya
caligtlir.

Algorithm 1: MAML
input

: p(T) : Gorevlerin dagilim

a, B : adim genisligi hiper-parametreleri
1 6 parametresini rastgele basglat
2 while durma kriterleri saglanmadigr sirece do
3 bir yigin gorev ornekle: T; ~ p(T)
4 for each T; do
5 Gradyan degerlerini hesapla: Vg Lr;(fo)
6 Gradyan inig algoritmasi ile parametre giincelle:
7 0; =0 — aVoLri(fo)
8 end

9 Meta parametreleri giincelle:
10 | 00— BVeSrpr)Lri(fo:)
11 end

Sekil 3: MAML yontemi s6zde-kodu (Kaynak: Finn vd., 2017).

Sekil 3’te Finn vd.” nin MAML makalesinde paylagtiklar
sozde-kod gosterilmektedir. Satir 1’ de gosterildigi gibi rastgele
degerler ile baslatilan ®, satir 2” de baglatilan her bir dig dongii
adiminda gilincellenir (satir 8 e bakiiz). Her bir doéngi
adiminda T gorev kiimesinden rastgele segilen i adet gorevin
oldugu bir grup gorev (batch) i¢in islem yapilir. Grup (batch)
icindeki her bir gorev i¢in egitim K 0&rnek kullanilarak
gerceklestirilir (satir 5). Bir sonraki adimda ise satir 6° da
goriildiigii gibi bu gorev kiimesindeki test drnekleri kullanilarak
adaptasyon asamasindaki parametre, ®, giincellenir. Mevcut
yigindaki tiim gorevler bittiginde (i¢ dongii) yeni giincellenmis
parametreler ile hesaplanan hata degeri meta-6grenme
asamasindaki egitim hatasi olarak degerlendirilir ve bu degere
gore meta-model parametreleri, ®, giincellenir (satir 8). Agirlik
giincellemesi Stokastik Gradyan Inis (SGD) yéntemi ile yapilir
ve istenen hata degerine ulasilana kadar ya da tamimlanan tiim
gorev yiginlari bitene kadar algoritma devam eder.

2.2. ProtoNet Algoritmasi

Kisaca ProtoNet olarak adlandirilan Prototypical Networks
algoritmast her bir sinifin bir prototip ile temsil edilmesi ve yeni
gelen bir 6rnegin kendisine en yakin sinifa atanmasi ilkesiyle
caligmaktadir (Snell vd., 2017). Her ne kadar ProtoNet
algoritmasi1 basitligi ile goze ¢arpsa da alman sonuglar bu
algoritmanin siniflandirma  kabiliyetinin  yiiksek oldugunu
gostermistir. Algoritmada bir fy fonksiyonu kullanilarak her bir
smif igin M boyutlu bir prototip vektorii ¢ikarilmaya calisilir.
Problemde K adet sinif var ise, her bir k sinifi i¢in M boyutlu bir
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Ck vektorii olusturulur. Her bir siifi temsil eden ck vektoriiniin
olusturulmasinda ise orijinal algoritmada o smifa ait olan veri
ornekleri i¢in fy fonksiyonu ile elde dilen gosterimlerin
ortalamas1 kullanilmaktadir. Ardindan yeni gelen bir 6rnek igin
gene ayni fy fonksiyonu ile elde edilen gosterim kullanilarak bu
gosterimin en yakin oldugu ci’ nin oldugu sinif o Grnegin ait
oldugu sinif olarak segilir. Sekil 4’ te 3 ayr1 sinif igin o sinifa ait
ornekler kullanilarak elde edilmis olan ¢, C> Ve €3 olmak iizere 3
ayr1 prototip gosterilmektedir. Yeni bir X Ornegi segilen bir
uzaklik metrigine gore kendisine en yakin prototipin oldugu
smifa atanir. Her bir yeni 6rnek atanmasi iglemi ardindan hemen
o sinifa ait prototip glincellenir. Dogru siifa atanmis bir drnek
prototipi iyilestirirken yanlis bir 6rnek prototipi kotiilestirecektir.
Vektor gosterimleri arasindaki  benzerligin  bulunmasi igin
makalede en iyi sonuglar1 Oklit mesafesinin verdigi belirtilmistir.
Ancak eldeki probleme gore farkli uzaklik metrikleri de
denenebilir. Yanlis smiflara atanan ornekler i¢in dogan hata
degeri kullanilarak SGD algoritmasiyla agirliklar giincellenir,
dolayisiyla 6grenme siireci gelistirilmis olur.

Sekil 4: ProtoNet algoritmasinda X drneginin en yakin prototiple
temsil edilen sinifa atanmasi.

2.3. Kullanilan Veri Kiimeleri

Literatiirde az 6rnekle 6grenme problemleri igin gesitli veri
kiimeleri bulunmaktadir. Az 6rnekle 6grenme problemleri igin
yakin zamanda etkili yaklasimlar gelistirilmis olmasiyla paralel
olarak yeni veri kiimeleri de hizla ortaya ¢ikmaktadir. Bu alanda
en ¢ok kullanilan veri kiimesi olan Omniglot kiimesi (Lake vd.,
2011) 50 farkli alfabeye ait 28x28 boyutunda siyah beyaz el ile
yazilmis, her biri 20 6rnek iceren 1623 adet farkli karakterden
olugmaktadir. Ancak bu veri kiimesi ¢ok basit olmasi ve
dolayisiyla farkli algoritmalarin performanslarini
degerlendirmede yetersiz olusu nedeniyle elestirilmektedir. Bu
nedenle calismada az Ornekle O6grenme veri kiimelerinden
MinilmageNet ve FC100 veri kiimeleri tercih edilmistir.
Bunlarin yaninda, renkli olarak 84x84 boyutunda 200 farkli
siniftan toplam 11788 adet kus resminden olugan ve kisaca CUB
olarak adlandirilan Caltech-UCSD Birds veri kiimesi de az
ornekle Ogrenme problemlerinde siklikla kullanilan veri
kiimeleri arasindadir. Bu veri kiimesi kullanilarak yapilan
caligmalar da literatiirde mevcuttur (Alkan, 2020).

2.3.1. MinilmageNet Veri Kiimesi

Temel olarak ImageNet olarak bilinen c¢ok biiyiik 6lgekli
ILSVRC-12 (Russakovsky vd., 2015) veri kiimesinin bir alt
kiimesi olarak diislinlilebilir. Bu biiyiikk veri kiimesinin
gerektirecegi c¢ok yiiksek hesaplama ve hatta depolama
yiikiinden kaginabilmek i¢in olusturulan ¢ok daha kiigiik 6lgekli
bir veri kiimesidir. Vinyals vd. (2016) tarafindan ImageNet veri
kiimesinden rastgele olarak 100 adet sinifin ve her bir sinifa ait
gene rastgele olarak 600 Ornegin secilmesi seklinde
olusturulmustur. Ancak orneklerin olusturulmasi, az Ornekle
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o0grenme igin gorevlerin olusturulmasi i¢in degisik Ornekleme
teknikleri kullanilmaktadir.

Literatiirde bu konuda bir ortak kabul bulunmamakla
birlikte daha ¢ok Ravi & Larochelle (2017) tarafindan
tanimlanmig simif ayrimlart kullanilmaktadir. Buna gore, 100
smifin 64 tanesi egitim, 16 tanesi dogrulama ve 20 tanesi test
i¢in kullanilmaktadir. Goriintiiler ise 84x84 piksel boyutundadir.

2.3.2. Fewshot-CIFEAR100 Veri Kiimesi

Kisaca FC100 olarak anilan veri kiimesi, MinilmageNet’ in
olusturulmasindan ilham almarak olusturulmustur.
MinilmageNet veri kiimesinin az 6rnekle 6grenme problemleri
icin Omniglot veri kiimesinden daha uygun oldugu goriilmiis, bu
sebeple benzer yontemlerle yeni veri kiimeleri gelistirilmistir.
FC100 veri kiimesi, orijinal CIFAR100 (Krizhevsky, 2009) veri
kiimesi kullanilarak olusturulmus, 100 farkli siniftan sinif bagina
600 goriintiiniin oldugu 32x32 boyutunda renkli goriintiilerden
olusan bir veri kiimesidir (Oreshkin vd., 2018).

Goriintii boyutlarinin kiigiik olmasi, bu veri kiimesini daha
zorlu bir hale getirmektedir. Bu veri kiimesini zorlu yapan bir
diger 6zellik de kullanilan sinif ayrimu ile farkli siniflar arasinda
daha bilgi ortiismesi dolayisiyla benzerligin daha aza indirilmis
olmasidir. Bu smuf ayriminin yapilabilmesi i¢in orijinal
CIFAR100 veri kiimesindeki 100 sinif bir iist seviyeye ¢ikilarak
20 ana smif altina toplanmistir. Bu sayede egitim ve test igin
secilen ornekler ¢ok farkli ana siniflara ait olduklarindan aradaki
benzerlikler de daha az olacaktir. Egitim i¢in bu 20 adet {ist
smiftan 12 dst smuf (60 alt smif) sadece egitim igin
kullanilmaktadir.

3. Arastirma Sonuglar1 ve Tartisma

Bu bolimde ilk olarak algoritmalarin performanslarmin
incelenmesinde  kullanilan deney ortami anlatilmaktadir.
Ardindan MAML ve ProtoNet algoritmalarinin her birinin
kullanilan iki ayr1 veri kiimesi i¢in verdikleri sonuglar
gosterilmektedir.

3.1. Deney Ortami

Boliim 2.3.1° de bahsedildigi gibi az 6rnekle 6grenme veri
kiimelerinin olusturulmas1 kullanilan Ornekleme teknikleri
acisindan farkli olabilmektedir. Ancak sunulan algoritmalarin
performanslarinin adil bir sekilde kiyaslanabilmesi i¢in tiim
deneyler icin ayni oOrnekleme yontemleri ile elde edilmis
gorevlerden olusan veri kiimeleri kullanilmalidir. Az &rnekle
O0grenme problemleri icin basarili olarak o6ne siirilen bir
algoritmanin belirli bir veri kiimesi i¢in verdigi sonuglar
literatiirde ~ farkli  algoritmalarn  sundugu sonuglar ile
karsilastirilirken gorev kiimelerinin farkli 6rnekleme teknikleri
ile olugturulmus olmasi nedeniyle adil olmayabilmektedir (Chen
vd., 2019). Bu nedenle, sadece meta-6grenme yaklagimlari igin
gorev  kiimelerinin  olusturulmasimin  hedeflendigi, bu
algoritmalar i¢in veri katmami saglayan kiitiiphaneler
yazilmaktadir. Bu ¢aligmadaki deneyler i¢in Pytorch derin
O0grenme kiitiphanesi ile uyumlu agik kaynak Torchmeta
kiitiiphanesi segilmistir (Deleu vd., 2019). Torchmeta ve benzeri
kiitiiphaneler ile algoritma ile veri saglama katmanlar1 tamamen
birbirlerinden ayrilmakta, tiim algoritmalar i¢in ortak bir alt yap1
sunulmaktadir. Bu kiitiiphaneye veri kiimesi tanimlanabilecegi
gibi, literatlirde tanimlanmis olan ¢ok sayida veri kiimeleri de
zaten bu veri yikleme kiitiiphanesinde hazir olarak
bulunmaktadr.
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MAML ve ProtoNet algoritmalar1 hakkinda bazi hiper-
parametre  degerleri  secilmelidir. ~ Ornegin,  baslangic
agirliklarimin nasil belirlenecegi, ka¢ ornek ya da ka¢ simf
kullanilacagi, bunun yaninda algoritmaya spesifik degerlerin ne
olacag1 gibi kararlar verilmelidir. 1k olarak iki cesit egitim
baslangic yontemi kullanilmaktadir: rastgele ve Onceden
egitilmis  (pre-train).  Baslangi¢  agirliklarinin  rastgele
olusturulmas: sirasinda ise ayni “seed” degeri kullanilarak adil
bir kiyaslama yapilmasi hedeflenmisti.  Onceden egitilmis
agirliklar ile meta-6grenmenin baslatilmasi igin ise Oncelikle
modelin belirli bir veri kiimesi kullanilarak standart bir sekilde
egitilmesi gergeklestirilir. Literatiirde 6n egitim islemi igin
ImageNet’ in kullanildig1 calismalar mevcuttur ve bu egitim ile
bulunan agirliklar deney icin ¢ok iyi baslangic durumu
sunmaktadirlar. Ancak bu biiyiikliikteki verinin islenmesi hem
zaman hem de donanim gereksinimi agisindan ¢ok zordur. Bu

nedenle bu ¢aligmada ImageNet veri kiimesinin bir alt kiimesi
olan Tiny ImageNet (Le & Yang, 2015) veri kiimesi kullanilarak
onceden egitilmis agirliklar elde edilmistir. Bu veri kiimesinde
her biri 500 egitim, 50 dogrulama ve 50 test goriintiisiinden
olusan 200 siiftan 120000 farklt goriintii bulunmaktadir.

Evrisimli Sinir Ag1 (ESA) mimarisi (backbone) olarak ise
her iki algoritma i¢in literatiirde en ¢ok tercih edilen 4 katmanl
bir konvoliisyon blok yapist kullanilmustir (Vinyals vd., 2016).
Her bir blokta 3x3 boyutunda 64 adet filtre ve bunu takip eden
normalizasyon (loffe & Szegedy, 2015) ve 2x2 havuzlama
katmanlar1 bulunmaktadir. Aktivasyon fonksiyonu olarak ReLu
kullanilmaktadir.  Optimizasyon algoritmast olarak yine
literatiirdeki galismalarda kullanildig1 gibi 10~ 6grenme orani
ile Adam secilmigtir. MAML ve ProtoNet algoritmalarimin test
edilmesi i¢in belirlenmis olan tiim hiper-parametreler Tablo 1° de
gosterilmektedir.

Tablo 1. Segilen hiper-parametreler ve degerleri.

Algoritmada Kullanilan Hiper-parametre Degerleri

Hiper-parametre MAML ProtoNet
Swnif sayist (way) 5-10 5-10
Ornek sayisi (shot) 1-5 1-5
Egitim adim sayisi 1-5 -
Test adim sayisi 5-10 -
Adim genisligi 01-0,2-04 —
Yigin boyutu (batch) 8 8
Adam Ogrenme oram 1073 1073

3.2. MAML Sonuclar

Her iki veri kiimesi i¢gin de MAML esit sayida iterasyon
(epoch) boyunca egitilmistir. Algoritmalarin gidisatina gore 200
iterasyonun yeterli olduguna karar verilmistir. 200 iterasyon
boyunca iglenecek goriintii sayisi ise segilen yigin boyutuna ve
secilen siif ve drnek sayisina gore degisiklik gostermektedir. Bu
nedenle tiim veri kiimesinin kullanilabilecegi bir iterasyon sayist
secilmelidir. Daha somut bir sekilde ifade etmek gerekirse,
MinilmageNet 64 sinif ve her siniftan 600 goriintii ile toplam
64*600 = 38400 adet goriintiiden olusmaktadir. Sinif sayisinin 5
(5-yollu), 6rnek sayisiin da 5 olarak alindigr durumda her bir
iterasyonda 5*5*(y1gin boyutu) adet goriintii islenecektir. Y1gin
boyutu 8 alinir ise, 1 iterasyonda 200 goriintii islenecek; toplam
iterasyon sayist 200 olarak belirlendiginde toplam 40000
goriintii islenmis olacaktir. Eger eldeki egitim veri kiimesinde bu
sayidan daha fazla sayida goriintli var ise bu goriintiiler
kullanilmamis olacaktir.

3.2.1. MinilmageNet Uzerindeki Sonuglart

MAML algoritmas1 rastgele agirliklarla baglatilarak 200
iterasyon siiresince egitilmis, ardindan test kiimesi iizerinde 600
iterasyon siiresince test edilmistir. Literatiirdeki caligmalarda
oldugu gibi %95 giiven aralig1 icerisindeki test dogruluk oranlari
rapor edilmistir. Tablo 2’ de gosterildigi iizere 3 ¢esit adim
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genisligi ve 4 ¢esit adim sayisi degerleri igin elde edilen sonuglar
sunulmustur.

Adim genisligi hiper-parametresi i¢in 0,1 degerinin en iyi
deger olarak ortaya ¢iktig1 goriinmektedir. 5-yonli deneyler igin
sonuglar incelendiginde farklt adim genislikleri i¢in dogruluk
degerinin %4 ila %7 arasinda degisiklik gosterdigi
gorilmektedir. Tek bir egitim adimimin gergeklestigi durumda
test igin 5 yerine 10 6rnek kullanilmasinin MinilmageNet veri
kiimesi i¢in alinan sonuglari arttirdig1 gozlemlenmektedir. Ancak
bu artis genellikle %1 seviyelerinde kalmistir. Yine 5-yonli
sonuglara gore, tim durumlar icin egitim Ornek sayisinin
artirtlmasinin (1-6rnek yerine 5 6rnek kullanilmasi) dogruluk
oranini artirdigr gézlemlenmistir. Sadece adim genisliginin 0,1
oldugu satirlar dikkate alindiginda bu iyilesme oraninin %15’ e
kadar ¢ikabildigi goriilmektedir. Benzer bir durum 10-yonlii
sonuglar i¢in de gegerlidir.

Tablo 3’ te orijinal MAML makalesinde (Finn vd., 2017)
belirtilen hiper-parametre degerleri kullanildiginda alinan
sonuclar ~ ve  orijinal makalede  Dbelirtilen  sonuglar
gosterilmektedir. Kurulan deney ortaminda yapilan deneylerde
orijinal makaledeki degerlerden oldukca diisik degerler elde
edilebilmistir.  Bunun iizerine MAML makalesinde de
kullanildigr gibi onceden egitilmis agirhiklar kullanilmigtir.
Ancak 6nceden egitim i¢in boliim 3.1°de anlatildigi iizere Tiny
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ImageNet veri kiimesi kullanilmis; ¢cok biiyiik boyutlu ImageNet

verisi kullanilmamastir.

Tablo 2. MAML’ in MinilmageNet icin dogruluk oranlari.

N 5-yonlii 10-yonlii
Adim sayilari Adim genisligi 1- 6rnek 5- 6rnek 1- 6rnek 5- 6rnek

0,1 32,91 +0,25 48.01 + 0,24 21,11 +0,14 32,99+ 0,15
E%ZT; 0.2 31,34+ 0,24 46,70 + 0,26 21,23 +0,14 32,04+ 0,15
0,4 30,80 + 0,23 42,52 + 0,24 19.45+0,13 28.97+0,14

0,1 33,34 + 0,24 49,09 0,25 21,64+ 0,14 33,24+ 0,16
E%éimlol 0,2 31,47 + 0,24 46,80 £ 0,25 21,29+0,13 32,91+0,15
0,4 30,92 + 0,24 42,63 + 0,25 19,96+ 0,13 29.52+0.15

0,1 33,29+ 0,23 50,89 + 0,25 21,83 +0,14 3548+ 0.16
EgTZ;T; 0.2 31,54+ 024 48,06 £ 025 2153+ 0.13 34.65+0.15
0,4 28,91 +0,23 46,51 +0,26 20,12+ 0,13 32,85+ 015

- 0,1 3422 + 0,24 50,69 = 0.25 22,98+ 0,14 36,21+ 0,16
E%;mlg 0.2 32.33 £ 0.24 48,78 £ 0.26 2248+ 0.13 35322 0.16
0,4 30,49 + 0,22 4718+027 21,12+0.13 33,54+ 0.15

Tablo 3. Kurulan deney ortaminda alinan sonug¢larin orijinal sonuglarla karsilastiriimast.

_ 5vonlii
Veri Kiimesi: MinilmageNet - yonu -
1- 6rnek 5- ornek
MAML makalesi 48,70 = 1,84 63,11 £ 0,92
Kurulan deney diizenegi 45,90+ 0,31 59,10+ 0,26

Model, Tiny ImageNet veri kiimesi ile egitilmis agirliklar ile
baslatildiginda orijinal MAML makalesinde aciklanan sonuglara
yakin degerler elde edilmistir. MAML makalesinde Tablo 3’ te de
gosterildigi gibi 5-yonli 1-6rnek igin 48,70 + 1,84 araligindaki
dogruluk orani; 5-yonlii  5-6rnek  verildigi durumda ise
63,11 + 0,92 dogruluk orani elde edilmistir. Tiny ImageNet veri
kiimesi ile egittigimiz modelde ise sirasiyla 45,90 + 0,31 ve
59,10 + 0,26 degerleri elde edilmistir. Orijinal ¢alismada
kullanilan ImageNet veri kiimesine gore ¢ok kiiclik boyutlu bir
veri kiimesi kullanildigindan elde edilen %3’ liikk fark makul
goriinmektedir. Onceden egitilmis agirliklarla  baslamanin
oneminin de net olarak ortaya ¢iktigi bu sonuglar ile ayrica
kurulan diizenegin de dogru ¢aligtig1 dogrulanmis olmaktadir.

3.2.2. Fewshot-CIFAR100 Uzerindeki Sonuclart

MAML algoritmasinin MinilmageNet iizerinde yapilan tiim
deneyleri kisaca FC100 olarak bilinen Fewshot-CIFAR100
iizerinde de tekrarlanmigtir. Gene 0,1 — 0,2 ve 0,4 olmak iizere 3
farkli adim genigligi ve 4 farkli adim degeri denenmistir.
Algoritma, yine 200 iterasyon boyunca egitilmis ve elde edilen
sonuglar 600 iterasyon boyunca test edilmistir. Test dogruluk
oranlari i¢in %95 giiven aralig1 igindeki degerler rapor edilmistir.
Tablo 4° te MAML algoritmas1 rastgele agirhiklar ile
baglatildiginda elde edilen sonuglar goriilmektedir.

Yapilan deneyler sonucunda, adim genigligi parametresi i¢in
MinilmageNet ile benzer sonuclarin elde edilmistir. Sadece 1
adet deney konfigiirasyonu hari¢ genel olarak 0,1 adim
genigliginin en iyi deger oldugu sdylenebilir. 5-yonlii deneyler
icin 0,1 adim genisligi incelendiginde, hem 1-6rnek hem de 5-
ornekli deneylerde daha iyi sonuglar elde edilmistir. Bu
iyilesmenin %S5 ila %10 arasinda oldugu tabloda gériilmektedir.

Hem 5-yonlii, hem 10-y6nlii deney sonuglarina gore tek bir
egitim adiminin secildigi durumda test siirecinde 5 yerine 10
adim degerinin kullanilmasinin iyilesme yoniinde ¢ok kisitli bir
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etkisinin oldugu goézlemlenmektedir. Yine hem 5-yonlii, hem 10-
yonlii sonuglara gore Ornek sayismin artirilmast  dogruluk
oraninda belirgin bir artisa sebep olmaktadir. 0,1 adim genisligi
degerinin kullanildigi durumlarda aradaki farkin yaklasik olarak
%15 oldugu goriilmektedir.

ProtoNet algoritmasinin orijinal makalesindeki sonuclar ile
kurulan deney diizeneginde elde edilen sonuglar da
karsilagtirtlmistir. Orijinal c¢alismada biiyiik 6lgekli ImageNet
veri kiimesi ile egitilmis baslangi¢ agirliklart ile baglanmasiyla 5-
yonlii 1-6rnek ve 5-yonlii 5-6rnek deneyler igin sirasiyla
58,9 = 1,9 ve 71,5 + 1,0 dogruluk oranlari elde edilmistir. Bu
calismada ise Tiny ImageNet ile elde edilen baglangic
agirliklarinin kullanildigt durumda orijinal makalede belirtilen
degerlerden yaklagik %3 daha diisiik degerler elde edilebilmistir.
Aradaki bu farkin 6nceden egitim icin kullanilan veri kiimesi
biiyiikliigii agisindan makul oldugu disiiniilmektedir. Ayrica,
onceden egitilmis agirliklar ile algoritma baslatildiginda rastgele
agirliklarla baglatmaya gore dogruluk oranlarinda 5-yonlii
1-6rnek i¢in %12’ lik; 5-yonlii 5-6rnek deneyler igin neredeyse
%09’ luk bir iyilesme elde edilmistir.

3.3. ProtoNet Sonuglar:

ProtoNet algoritmast deneyleri igin de 200 iterasyon
boyunca model egitilmistir.

3.3.1. MinilmageNet Sonuclart

MinilmageNet veri kiimesi {izerinde ProtoNet algoritmasinin
almis oldugu dogruluk oranlar1 hem algoritmanin rastgele
baslangic durumunda hem de egitilmis agirliklara baslatildig:
durumlar i¢in Tablo 5° te verilmistir. Egitilmis agirliklarla
baslangic deneyleri ig¢in Tiny ImageNet veri kiimesi iizerinden
elde edilen agirliklar kullanilmigtir. Tablo 5’ te verilen sonuglar,
200 iterasyon boyunca egitim veri kiimesi lizerinde egitilen ilgili
modellerin ardindan 600 iterasyon sliresince test veri kiimesi
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icerisindeki degerlerdir.

Tablo 4. MAML’ 1n FC100 igin dogruluk oranlari.

o 5-yonlii 10-yonlii

Adim sayilar Adim genisligi 1- ornek 5- 6rnek 1- ornek 5- 6rnek
0.1 40,90 = 031 56,17 £ 0,28 2758 <017 4134+0,18
E%ZT; 0.2 40.26 £ 030 54.41 % 0.29 2734018 3832+ 0.17
04 35,50 + 0,28 4938 = 0,28 23,77+0,14 3327+0.15
- 0,1 40.89 = 0,30 56,69 + 0,29 28,07+0,17 4241018
Efé;mlé 0.2 20,08 £ 029 5433+ 0.29 27,59+ 0.18 38.80 % 0.18
04 35,77 + 0,28 4945+ 0.28 24.18 0,16 34,97+ 0,17
- 0,1 41,67 < 0.30 58,73 + 0,29 28,90+ 0,17 4498+ 0,17
EgTZ;T; 0.2 35.10% 026 58.06 + 0.28 2032+ 0.17 4330+ 0.18
04 31,08+ 0,24 52,40 £ 0,28 21,08+0,14 37.13+0.15
- 0,1 42,65+ 031 59.49 £ 0,29 29.58 0,18 46,02+ 0,17
E‘Tg;;mlg 0.2 38,47 0,29 58.49 £ 0,29 29.54+0,17 4442018
04 3420 £ 0,28 52,06 £ 0,30 2147+0,16 38,65 £ 0,18

Tablo 5. ProtoNet’in MinilmageNet i¢in dogruluk oranlari.
5-yonlii 10-yonlii
Baslangig 1- 6rnek 5- ornek 1- 6rnek 5- ornek
Rastgele 2683 0,17 45.06 £ 0.22 16,98 = 0.11 31.14+0,13
Egitilmis 38,25 £ 0,25 50,62 = 0,23 20,48 £ 0,12 35.88 £ 0,14

Alinan 5-yonlii ve 10-yonlii deney sonuglar1 incelenirse,
egitim siirecinde Ornek sayisimin  arttirilmasmin  biitiin
deneylerdeki dogruluk oranlarimi artirdigr goriilmektedir. Biitiin
parametrelerin sabit tutularak sadece 6rnek sayisinin arttirilmasi,
yapilan biitiin deneylerde alinan dogruluk oranlarini neredeyse 2
katina ¢ikarmustir. Dogruluk oranlarindaki bu yiikselis durumu
hem 5-yonlii hem de 10-yonlii deneylerde ayni sekilde goze
carpmaktadir. Benzer bir durum MAML algoritmasinin almis
oldugu dogruluk oranlarinda da goriilmiistii ve modele egitim
stirecinde artan sayida Ornek verildiginde alinan dogruluk
oranlarmin arttig1 yapilan deneylerde gosterilmistir.

ProtoNet algoritmasinin baslangic1 rastgele secildiginde,
yani sifirdan egitime baglandiginda alinan dogruluk oranlar ile
egitilmis agirliklarla baslatildiginda alinan dogruluk oranlari
karsilastirlldiginda ~ belirgin ~ farkliliklar ~ gézlemlenmistir.
Egitilmis agirliklarla baslangic durumunda dogruluk oranlarinda
elde edilen artig basarisinin benzeri MAML algoritmasinin yine
ayn1 veri kiimesi iizerindeki sonuglarinda da gézlemlenmisti. Bu
sonuglar1 inceledigimizde 5-yonlii 1-6rnek sonuglart igin
%12’ lik bir artis gdzlemlenirken 5-ydnlii 5-6rnek sonuglari icin
ise kabaca %5’ lik bir iyilesme gézlemlenmistir.

Orijinal makalede elde edilen sonuglarla karsilastirildiginda,
bu sonuglara en yakin degerlerin egitilmis agirliklarla baslangic
icin Tiny ImageNet veri kiimesi iizerinden elde edilen
agirliklarin kullanildigi durumda elde edildigi goézlemlenmistir.
Biiyiik ImageNet veri kiimesi {izerinden elde edilmis agirliklarla
baslatilan orijinal makalede 5-yonlii 1-6rnek icin 42,90 + 0,6
degeri gosterilmistir. Bu ¢alismada elde edilen degerler orijinal
makalede sunulan bu sonuglarla karsilastirildiginda, bu sonuglar
arasinda yaklasik %4’ lik bir fark gdzlemlenmigtir. Baglangi¢
agirliklart orijinal makalede biiylik ImageNet veri kiimesi
iizerinden elde edilirken bizim yaptigimiz caligmada ise daha
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kiiciik olgekli olan Tiny ImageNet veri kiimesi iizerinden elde
edilmesinden dolay1 aradaki %4’ lik bu farkin kabul edilebilir
oldugu goézitkmektedir.

Biitiin deneylerde modelin temsil boyutu ve ayni zamanda
gizli katman boyutu 64 olarak belirlenip sonuglar bu degere gore
raporlanmigtt. Sadece 5-yonlii deneyler i¢in, bu iki parametrenin
64 yerine 128 degeriyle calistirildiginda elde edilen dogruluk
oranlar1 Tablo 6’ da paylasilmistir. Tablo 6’ da kullanilan TB
kisaltmasi temsil boyutunu belirtirken SK kisaltmasi ise gizli
katman boyutunu belirtmektedir. Temsil boyutunun 64’ ten
128’ e c¢ikartilmas: ile rastgele baslangica sahip 1-Ornek
deneylerinde yaklagik olarak %2’ lik bir artis gozlemlenirken
rastgele baslangica sahip 5-Ornek deneylerinde ise yaklasik
%2’ lik bir azalma goriilmiistiir.

3.3.2. Fewshot-CIFAR100 Sonuclar

Fewshot-CIFAR100 ya da kisaca FC100 olarak adlandirilan
veri kiimesi iizerinde ProtoNet algoritmasinin almis oldugu
dogruluk oranlari hem algoritmanin rastgele baslangic
durumunda hem de egitilmis agirliklara baslatildig1 durumlar igin
Tablo 7° de verilmistir. Egitilmis agirliklarla baglangi¢c deneyleri
icin Tiny ImageNet veri kiimesi iizerinden elde edilen agirliklar
kullanilmigtir. Tablo 7’ de verilen sonuglar, 200 iterasyon
boyunca egitim veri kiimesi ilizerinde egitilen ilgili modellerin
ardindan 600 iterasyon siiresince test veri kiimesi {izerinde
verdikleri dogruluk oranlarinin %95 giiven aralig1 igerisindeki
degerlerdir.

Alinan 5-yonlii ve 10-yonlii deney sonuglarini incelersek,
egitim siirecinde 6rnek sayisimin  arttirilmasmin - biitiin
deneylerdeki dogruluk degerini artirdigi goriilmektedir. Biitiin
parametrelerin sabit tutularak sadece 6rnek sayisinin 1” den 5’ e
c¢ikartilmasi yapilan biitiin deneylerde alinan dogruluk oranlarim
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yaklagik olarak %20 arttirmistir. Dogruluk oranlarindaki bu
yiikselis durumu hem 5-yonlii hem de 10-yonlii deneylerde ayni
sekilde goziikmektedir. Benzer bir durum MAML algoritmasinin
almis oldugu dogruluk oranlarinda da gézlemlenmisti ve modele
egitim i¢in daha fazla sayida 6rnek verildiginde alinan dogruluk
oranlarinin artt1g1 yapilan deneylerde gosterilmisti.

ProtoNet algoritmasinin rastgele agirliklarla baglatiimasi

gozlemlenmistir. Egitilmis agirliklarla baslangic durumunda
dogruluk oranlarinda elde edilen artis basarisinin benzeri MAML
algoritmasinin yine ayni veri kiimesi lizerindeki sonuc¢larinda da
gozlemlenmisti. Bu sonuglar inceledigimizde 5-yonlii 1-6rnek
sonuglart i¢in %10’ luk artis gézlemlenirken 5-yonlii 5-6rnek
sonuglari i¢in ise %7’ lik bir iyilesme gozlemlenmistir. 10-yonlii
1-6rnek sonuglart igin %10 luk bir artis gozlemlenirken

e g S o b Tl
yerine egitilmis agirliklarla baslatildiginda aliman dogruluk 1gz}lI:rIrlllllénnfi (t)irrnek sonuglart igin ise %8” lik iyilegme
oranlar1 karsilastirildiginda yine ayni sekilde belirgin artislar & sht
Tablo 6. ProtoNet’in MinilmageNet iizerinde ek parametreler icin sonuglar
.. 5-yonlii
Basl Ornek
ANl e sy TB:64, SK: 64 TB:128, SK:64 TB:64, SK:128
Rastaele 1-6rnek 26,83 £ 0,17 28,07 £ 0,18 28,45+ 0,19
J 5-Grnek 45,06+ 0,22 44,95 £ 0,23 42,86+ 0,24
Esitiimi 1-6rnek 38,25+ 0,25 32,54+ 0,22 32,41+0,23
s 5-Grnek 60,10 £ 0,25 53,31+ 0,25 51,98+ 0,24
Tablo 7. ProtoNet’in FC100 i¢in dogruluk oranlari.
5-yonlii 10-yonlii
Basl
Aayangie 1- 6rnek 5- 6rnek 1- 6rnek 5- 6rnek
Rastgele 40,86 £ 0,28 60,62 + 0,28 27,49+ 0,16 48,24+ 0,18
Egitilmig 50,07 + 0,31 67,67 + 0,25 37,05+ 0,19 56,47+ 0,17

Orijinal makalede elde edilen sonuglarla karsilastirildiginda,
bu sonuglara en yakin degerlerin egitilmis agirliklarla baslangi¢
icin Tiny ImageNet veri kiimesi iizerinden elde edilen
agirliklarn kullanildigr durumda elde edildigi gézlemlenmistir.
Biiyiik ImageNet veri kiimesi {izerinden elde edilmis agirliklarla
baslatilan orijinal makalede 5-yonlii 1-6rnek i¢in 55,5 £ 0,7
degeri gozlemlenirken 5-yonli 5-6rnek icin 72.0 + 0.6 degeri
gozlemlenmistir. Elde edilen degerlerle orijinal ProtoNet
makalesinde verilen sonuglar1 karsilagtirdigimizda, bu sonuglar
arasinda yaklasik %5’ lik bir fark gozlemlenmistir. Baslangi¢
agirhiklart orijinal makalede biiyiik ImageNet veri kiimesi
iizerinden elde edilirken bizim yaptigimiz ¢aligmada ise daha
kiiciik olgekli olan Tiny ImageNet veri kiimesi iizerinden elde
edilmesinden dolay1 aradaki %5’ lik bu farkin kabul edilebilir
oldugu goriinmektedir.

Yapilan biitiin deneylerde modelin temsil ve ayni zamanda
gizli katman boyutu degerleri 64 olarak belirlenip sonuglar bu
degere gore raporlanmistir. Sadece 5-yonlii deneyler igin, bu iki
parametrenin 64 yerine 128 degeriyle ¢alistirildiginda elde edilen
dogruluk oranlar1 Tablo 8 de paylasilmisti. Tablo 6’ da
kullanilan TB kisaltmas:t temsil boyutunu belirtirken SK
kisaltmasi ise gizli katman boyutunu belirtmektedir. Temsil
boyutunun 64’ ten 128 e cikartilmasi ile rastgele baslangig
durumunda 1-6rnek ve 5-ornek kullanilarak yapilan deneylerde
%1’ lik bir azalma goriilmiistiir. Yalniz gizli katman boyutunun
64’ den 128’ e yiikseltilmesi ile rastgele baslangica sahip 1-6rnek
deneylerinde yaklagsik olarak %2’ lik bir artis gozlemlenirken
rastgele baglangica sahip 5-6rnek deneylerinde ise ayni sonuglara
ulasildigr gézlemlenmistir. Egitilmis agirlikla baslangict yapilan
deneylerde ise daha farkli durumlar gozlemlenmistir. Yalniz
temsil boyutunun 64’ ten 128’ e c¢ikartilmas: ile egitilmis
agirliklarla baslangict yapilan 1-6rnek deneylerinde kabaca %6
civarinda bir azalma goriiliirken egitilmis agirliklarla baslangici
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yapilan 5-6rnek deneylerinde ise yaklasik %4’ lik bir azalma
gOriilmiistiir.

4. Sonug¢

Klasik makine 6grenmesi yontemleri ile elde edilen modele,
eger bu egitim siirecinde gérmedigi farkli bir gériintii verilirse
modelin bu goriintiiye adaptasyon zorlugu klasik makine
O0grenmesi  yontemlerindeki en temel problem olarak
goziikmektedir. Bu sebepten dolayr her problem igin yeni bir
model sifirdan egitim siirecinden gegirilir. Diger bir deyisle,
olusturulan bu modeller genel bir ¢6ziim sunabilmekten ¢ok 6zel
bir ¢ézliim olarak kalmislardir ve bu sebepten dolayir genelleme
performanslar1 diisiiktiir. Modelin farkli veri kiimeleri i¢in bu
sekilde sifirdan siirekli olarak egitilmesi hem zaman hem de
donanim agisindan zorlayici bir problem olmaktadir. Bu gibi
zorluklarin iistesinden gelebilmek ve benzer problemler igin daha
genel modeller egitebilmek i¢in meta-6grenme yaklagimlart
Onerilmistir. Bu yaklasimlarin egitim siireclerine getirdigi
degisiklikler sayesinde olusacak olan modelin genelleme
performans1 artmaktadir. Egitim siireci boyunca, ayni yigin
icerisinde ¢ok sayida goérev olusturulup modelin bu gorevler
iizerindeki genel basarisi arttirilmaya calisilir. Bu sayede, ortaya
cikan modelin adaptasyon zorlugu ortadan kalkacaktir ve daha
once egitim siirecinde gormedigi farkli bir goriintiiye daha cabuk
ve dogru bir sekilde adapte olacaktir.

Farkli parametre degerlerini deneyerek yaptigimiz deneyler
sonucunda MAML algoritmasi i¢in en etkili parametrenin adim
genisligi oldugu gozlemlenmistir. Uygun bir adim genisligi
degeri ile algoritmanin basarisi daha da artarken uygun olmayan
bir adim genisligi degeri ile algoritmanin basarisinin azaldigi
gozlemlenmistir. Adim genisliginin  dikkatli bir sekilde
denenerek uygun degerinin belirlenmesi alinacak sonuglar
acisindan daha etkili olacagi ve sonuglar iizerindeki olumsuz
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etkisinin daha aza indirilebilecegi gozlemlenmistir. Bir bagka
onemli durum ise her gorevin ka¢ adet Ornek goriintii
icerecegidir. Hem MAML hem de ProtoNet algoritmalar1 igin,
egitim  siirecinde modele gosterilen Ornek  sayismin
arttirllmasinin olumlu sonuglart gézlemlenmistir ve daha basarilt
sonuglar elde edilmistir. Yapilan biitiin deneylerde, her bir
parametrenin ayr1 bir degisken seklinde ele alinmasi elimizde
halihazirda bulunan hesaplama giicli agisindan miimkiin

olmadigindan dolay1 literatiirde yapilan calismalarda siklikla
kullanilan ve iyi sonuglar elde ettii belirlenen parametre
degerleri segilmistir. Gerektiginde elimizdeki hesaplama giiciine
uygun olacak sekilde bu parametreler degistirilmistir. Bu duruma
ornek vermek gerekirse, elimizdeki kaynaklarin limiti agilmadan
deney sonuglarini dogru bir sekilde elde edebilmek adina hem
MAML algoritmast hem de ProtoNet algoritmasi i¢in daha kiigiik
bir y1gin boyutu se¢ilmistir.

Tablo 8. ProtoNet’in FC100 iizerindeki ek parametre sonuglar

A 5-yonlii
Daslangte Ornek saysi TB:64, SK: 64 TB:lZyS, SK:64 TB:64, SK:128
Rastgele 1-drnek 40,86 + 0,28 40,27 + 0,28 42,18+ 0,28
5-Grnek 60,62 + 0,28 50,64+ 0,27 60,72 £ 0,28
Esitimis 1-6rnek 50,07 0,31 49,65+ 0,30 44,41 % 0,29
5-ornek 67,67 +0,25 70,09 + 0,25 63,18 £0,26

Hem MAML hem de ProtoNet algoritmalarinin elde ettikleri
sonuglara baktigimizda, modele gosterilen 6rnek sayisi arttikca
ProtoNet algoritmasinin elde ettigi dogruluk oranlarinin MAML
algoritmasina yaklastigi ve hatta daha iyi sonuglar elde ettigi
gozlemlenmistir. Bu artist  gozlemledigimizde, ProtoNet
algoritmasinin  0grenilmesi istenen her smif icin o sif
ozelliklerini en iyi sekilde temsil edecek bir prototip olugturmaya
calismast ve prototip olusturulmasi igin gosterilen Ornek
sayisinin artmast sonucunda olusturulan bu prototiplerin daha
dogru sonuglar elde ettigi sonucuna vartlmigti. MAML
algoritmasinda ise bu durum daha farkli sekilde islemektedir.
Algoritma, egitim siireci boyunca tim smiflarin  ortak
ozelliklerini en iyi sekilde temsil edecek ortak baglangic
agirliklart ¢ikarmaya, bu sekilde Ogrenmeyi genellestirmeye
calisir.

Yaptigimiz bu ¢alismada elimizdeki hesaplama kisitlarindan
dolay1 sabit bir omurga kullandigimiz i¢in sonraki ¢aligmalarda
ise bu degisimin sonuglar1 nasil etkilediginin incelenmesi
diistiniilmektedir. Omurga degistirerek yapilacak deneylerin asil
amaci kullanilan ag modeline gore dogruluk oranlarinin nasil ve
neye gore degistigini gozlemleyebilmektir. Bu deneylerde
omurga modellerinin  derinlii ve parametre sayilari
gozlemlenerek sonuglarin incelenmesi diistiniilmektedir. Bunun
yaninda ¢ok daha yiiksek gizli katman boyutlari ve temsil
boyutlar1 igin ve farkli veri kiimeleri igin algoritmalarin
performanslarinin incelenmesi ileride yapilmas: diigiiniilen
caligmalar arasindadir.
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