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Oz

Parkinson hastaligi, motor sistemini etkileyen uzun siireli ciddi bir nérodejeneratif hastaliktir. Yavasca ilerler ve zamanla hiicrelerinin
dejenerasyonuna neden olur. Bu hastaligin teshisi zordur ve toplumdaki yaygin hastaliklardan biridir. Beyindeki dopamin hiicrelerinin
yetersizligi nedeniyle, viicutta motor ve motor olmayan (konugma, koku alma) kusurlara yol agar. Parkinson hastalarinin ¢ogunda ses
bozuklugu oldugu bilenmektedir. Parkinson hastalarindaki konusma sinyalleri, normal insanlara kiyasla biyiik farkliliklar
gostermektedir. Bu arasgtirmada, Parkinson hastaliginin siniflandirilmasi i¢in konugsma sinyallerinin akustik 6zellikleri kullanilarak
derin dgrenmeye dayali yontem oOnerilmektedir. Ilk adimda akustik &zellikler genetik algoritmadan gegirilerek etkin 6zellikler
secilmistir. Ayrica Genetik algoritmanin performansini kiyaslamak icin ReliefF o6zellik segin algoritmasinda kullanilmistir. Ikinci
adiminda tasarlanan Evrigsimsel Sinir Ag1 (ESA) mimarisine bu &zellikler girdi olarak verilmistir. Deneyler literatiirde yaygin
kullanilan veri seti ile yapilmistir. Bu veri seti iki simiftan olusmaktadir ve UCI Makine Ogrenimi deposundan alinmistir. Ozellik
secimi olmadan ortalama %89,67, 6zellik se¢im ile ise ortalama olarak %94,23 dogruluk elde edilmistir.

Anahtar Kelimeler: Parkinson, Derin 6grenme, Genetik algoritma.

Detection of Parkinson's Disease Based on Deep Learning and
Feature Selection

Abstract

Parkinson's disease is a serious long-term neurodegenerative disease affecting the motor system. It progresses slowly and causes the
degeneration of its cells over time. This disease is difficult to diagnose and is one of the common diseases in society. Due to the
deficiency of dopamine cells in the brain, it causes motor and non-motor (speech, smell) defects in the body. It is known that most
patients with Parkinson's have voice disorders. Speech signals in Parkinson's patients differ greatly compared to normal people. In this
study, a method based on deep learning by using the acoustic features of speech signals is proposed for the classification of
Parkinson's disease. In the first step, acoustic features are passed through genetic algorithm and effective features are selected. In
addition, ReliefF feature selection algorithm is used to compare the performance of genetic algorithm. These features are given as
input to the Convolutional Neural Network (CNN) architecture designed in the second step. Experiments are done with a dataset
widely used in the literature. This dataset consists of two classes and is taken from the UCI Machine Learning repository. The average
accuracy was 89.67% without feature selection, and 94.23% on average with feature selection.

Keywords: Parkinson, Deep learning, Genetic algorithm.
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1. Giris
Parkinson hastaligi, dopaminerjik noronlarmm erken
Olimiiniin neden oldugu ilerleyici bir ndrodejeneratif

bozukluktur (Poewe et al., 2017). Parkinson hastaligi Alzheimer
hastaligindan sonra en sik goriilen ikinci ndrolojik sendromdur
(Benba ve ark., 2015). Parkinson hasatligi, 60 yasin tizerindeki
niifusun yaklagik %1'ini etkiledigi tahmin edilmektedir (Reeve
ve ark., 2014). Parkinson’un nedeni tam olarak anlagilamamustir.
Hastalik seyri degiskendir ve farkli oranlarda ilerler. Parkinson
hastaligi semptomlar ¢esitli ilaglarla tedavi edilebilir (Arena &
Stoessl, 2016). Parkinson hastaliginin semptomlar1 motor ve
motor dist olarak siiflandirilir. Motor semptomlar hareketlerle
iligkilidir ve motor olmayan semptomlara gore daha belirgindir.
Motor semptomlarda, hasta hareket yavagligindan mustariptir.
Motor olmayan semptomlar belirli bir aralikta belirgindir; uyku
bozuklugu, konusma ve yutma problemi ve koku alma
bozuklugu gibi semptomlar goriiniir. Parkinson hastaliginin
konusma tizerindeki etkisi fonasyon, artikiilasyon ve prozodi
olarak karakterize edilir (Parra-Gallego ve ark., 2018). Konusma
sinyalleri genellikle Parkinson hastaligini teshis etmek i¢in ana
yontemlerden biri olarak kabul edilir (Hosseini-Kivanani ve ark.,
2019). Klinisyenler ve konusma patologlari Parkinson
hastalarinda farkli hastalik durumlarini ayirt etmek icin akustik
ipuglarina dayanan 6znel yontemler benimsemistir (Benba ve
ark., 2015). (Hosseini-Kivanani ve ark., 2019) 'da yazarlar,
icinde konusma telaffuz problemlerini tanimlayan ¢ dilin
konusma sinyali kayitlari iizerinde deneyler yapmuistir. Unliiler,
climleler, kelimeler gibi konusma telaffuzunun bu hastaliktan
etkilendigi gozlenmektedir. Bu nedenle konusma, Parkinson
hastaligin1 tespit etmede onemli bir yontemdir. Parkinson ile
ilgili  vokal 6zelliklerinin otomatik olarak algilanmasina
yardimci  olmak igin geleneksel yoOntemlerin ¢ogunda,
deneklerden hem genlik hem de frekans agisindan sabit bir sesli
harf tretmeleri istenmektedir (B. E. Sakar ve ark., 2013).
Geleneksel Parkinson tespiti ¢alismalarinda ¢ikarilan 6zellikler
ile siuf etiketleri arasindaki iliskiyi 6grenmek i¢in farkli makine
Ogrenmesi algoritmalar1 uygulanmaktadir. Son ¢aligmalarin
¢ogunda el yazist ve konusma veri kiimelerini kullanarak
hastalik tespiti gerceklestirmistir (Rios-Urrego ve ark., 2019;
Trinh & O’Brien, 2019). Parkinson tespiti igin g¢ogunlukla
Destek Vektor Makineleri (DVM) ile akustik 6zellikler dikkate
almmustir.  Ayrica, literatiir de Gauss tabanli modeller ve
ESA’larin Parkinson hastaligi siniflandirilmasinda kullanildig:
goriilmektedir.

Bu ¢aligmada Parkinson siniflandirmasinda derin 6grenmeye
dayali bir yontem kullanilmaktadir.  Oncelikle farkl
kategorilerde  ¢ikarilan akustik ses sinyalli  6zellikleri
birlestirilmistir. Daha sonra etkili 6zellik se¢imi igin ¢ikarilan
ozellikler genetik algoritmadan gegilmistir. Son olarak genetik
algoritmadan gecirilen o&zellikler tasarlanan ESA mimarisine
girdi olarak verilerek siniflandirma islemi yapilmistir.

Bu makalenin geri kalan1 su sekilde diizenlenmistir. Boliim
2’de literatiirdeki caligmalar gézden gecirilmistir ve aralarindaki
farklar ortaya koyulmustur. Bolim 3 ve 4’te materyal ve
Onerilen yontem tanitilmistir. Boliim 5°te arastirmada kullanilan
veri seti ve Parkinson hastalarini tespit edilmesiyle ile ilgili
deneysel uygulamalar verilmistir. Bolim 6’de ise arastirmanin
bulgular1 tartisilmistir.

Bu ¢aligmanin ana katkilar1 asagidaki gibidir:
e Parkinson hastaligmin tespiti icin Ozellik se¢imi ve
derin 6grenmeye dayali bir yontem Onerilmistir.
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e Derin aglarin  aglarmin  Parkinson  hastalig
smiflandirma  problemindeki etkin glici ortaya
koyulmustur.

e Daha verimli 6zellikler elde etmek i¢in 6zellik segimi
algoritmasi kullanilmstir.

2. Tlgili Cahsmalar

Parkinson hastaliginin siniflandirilmas: ile ilgili &nemli
caligmalar bu béliimde verilecektir. Oriintii tamima ve yapay
zekanin geligsmesiyle birgok yaklagim Onerilmistir. (Little ve
ark., 2008)‘da Parkinson hastaligi olan denekleri siniflandirmak
icin yeni bir teknik onermislerdir. Veriler, 195 siirekli sesli harf
fonasyonundan olusan 31 kisiden toplanmustir. Bu kisilerin 23’
Parkinson hastasi, 8’1 ise saglikli bireylerdir. Metodolojileri ii¢
asamadan olugmaktadir. Bu asamalar, 6zellik ¢ikarma, 6n isleme
ve Ozellik se¢imi ve siniflandirmadir. Siniflandirma amaciyla,
dogrusal cekirdekli DVM kullanilmistir. Onerilen modelden
%91,4'lik bir dogruluk elde edilmistir. (Bhattacharya & Bhatia,
2010)’de saglikli denekleri Parkinson hastas1 deneklerinden
ayirmak igin Weka olarak bilinen veri madenciligi araci
kullanmigtir.  Simiflandirma amaciyla denetimli  bir makine
O0grenimi  algoritmasi  olan DVM'yi tercih edilmistir.
Smiflandirmadan Once veri Onislemi veri kiimesi iizerinde
yapilmistir. LibSVM kullanilarak miimkiin olan en iyi dogrulugu
elde etmek icin farkli g¢ekirdek degerlendirilmistir. Dogrusal
cekirdekli DVM ile %65,21 en iyi dogrulugu iiretirken, Radyal
temelli fonksiyon (RBF) ¢ekirdegi ile %60,86 dogruluk elde
edilmistir. (B. E. Sakar ve ark., 2013)’ de yeni bir model
onermislerdir. Yazarlar verileri 40 denekten (20'si saglikli, 20'si
Parkinson) toplanmigtir. Her denekten, kisa climleler, kelimeler,
sayilar ve siirekli sesli harfleri iceren 26 ses Ornegi
kaydedilmistir. Siniflandirma i¢in DVM ve K en yakin komsu
(KNN) kullanilmistir.1, 3, 5 ve 7 degerleri KNN’deki komsu
sayist i¢in, DVM igin ise dogrusal ve RBF c¢ekirdegi tercih
edilmistir. KNN ile %82,50'lik bir dogruluk, DVM
smiflandiricist  kullanildiginda  ise  %85'lik  bir  dogruluk
saglanmistir. (C. O. Sakar ve ark., 2019)’ de Parkinson tespiti
icin  farkli  konugsma  sinyali isleme  algoritmalar
kargilagtirtlmigtir.  Calismalarinda, ayarlanabilir Q  faktorii
dalgacik doniigiimii (TQWT) olarak adlandirilan yeni bir 6zellik
tanitilmistir. Farkli 6zellik alt kiimelerinde, farkli siniflandiricilar
kullanilarak siniflandiricilar egitilmistir. Mel Frekans Kepsturm
Katsayilarinin (MFCC) ve TQWT’nin en yiiksek dogruluklara
ulagtigi ve bu nedenle Parkinson hastaligini smiflandirma
probleminde O6nemli o&zellikler olarak kabul edildigi tespit
edilmistir. Calismada ortalama olarak %86’lik bir dogruluk
DVM elde edilmistir. (Gunduz, 2019)’ de vokal o6zellikler
kullanarak Parkinson hastaligin1 smiflandirmak igin ESA
mimarilerine dayanan iki ¢ergeve dnermektedir. Her iki gerceve
de gesitli 6zellik kiimeleri hem ayr1 ayr1 hem de birlestirilerek
degerlendirilmistir. ilk yontemde, 9 katmanli ESA’ya ozellik
kiimeleri girdi olarak verilmistir, ikinci yontemde ise Ozellik
kiimelerini dogrudan evrisim katmanlarina bagli paralel
katmanlardan gegirilerek derin Ozellikler es zamanli olarak
cikarilmigtir. Deneysel sonuglara gore ikinci mimariden daha iyi
sonuglar elde edilmistir. (Parisi ve ark., 2018)’de Parkinson’un
erken teshisine yardimci olmak igin yeni yapay zeka temelli
yontem gelistirilmistir. 68 denekteki disfonik dl¢limler ve klinik
skorlara iliskin veriler, UCI Makine Ogrenimi veri tabanindan
elde edilmistir. Cok katmanlt bir algilayicidan (MLP) tiiretilmis
agirliklar, 6zellik se¢imi igin kullanilmistir. Bu azaltilmig 6zellik
seti daha sonra siniflandirma icin bir Lagrange Destek Vektor
Makinesine (LSVM) girdi olarak verilmistir. Bu hibrit algoritma
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calismada kullanilan diger siniflandiricilarla karsilagtirilmistir.
(Ali ve ark., 2019)’de Parkinson tespiti i¢in ses kayitlart
kullamlmistir. Ornek ve 6zellik segimi icin iki boyutlu bir veri
secme yontemi dnerilmistir. Onerilen yontem, ki-Kare istatistik
modelini kullanarak ozellikleri siralar ve siralanan o6zelliklerin
optimal alt kiimesini arar ve yinelemeli olarak drnekleri seger.
Onerilen  yontem, dogruluk acisindan iyi  sonuglar
gostermektedir.  (Chen ve ark., 2020)’da Hilbert-Huang
Transform Doniisiimii (HHT) ve KNN ile ses bozukluklarinin
smiflandirilmasi igin yeni bir yontem Onerilmektedir. Her ses
kaydmin 12 o6zelligi HHT ile hesaplanmustir. Ayrica Linear
Prediction Coefficien (LPCC) algoritmasina dayali olarak, bir
ornek 9 ozellik ile karakterize edilmistir. Daha sonra her 6rnek
21 ozellik ile ifade edildikten sonra ozellikler KNN
smiflandiriciya verilmistir. Ek olarak, KNN simiflandiricinin
performansint  degerlendirmek i¢in aymi deneyler rastgele
smiflandirict ve karar agaglar1 kullanilarak yapilmistir. Deney
sonuglar, KNN'ye dayali siniflandiricinin, %93,3 dogruluk orani
ile diger iki siniflandiricidan daha iyi performans gosterdigini
ortaya koymaktadir. (Sivaranjini & Sujatha, 2019)’de derin sinir
aglar kullanarak saglikli ve Parkinson hastasi deneklerinin MR
goriintiileri smiflandirilmistir. Onceden egitilmis derin mimari
olan AlexNet, Parkinson hastaliginin teshisini iyilestirmek igin
kullanilmistir. MR goriintiileri ile 6nceden egitilen derin ag
tekrar egitilmistir ve siniflandirma islemi yapilmstir. Onerilen
sistem ile %88,9'luk bir dogruluk elde edilmistir.

3. Materyal ve Metot

3.1. Evrisimsel Sinir Aglar1

Evrigimsel sinir aglari, 6zellikle goriintii nesnesi tanima gibi
goriintii analizi ve bilgisayarli gormede basariyla uygulanmis
¢ok katmanli, ileri beslemeli yapay sinir aglari gurubundadir.
Evrisim aglart beyindeki biyolojik siireglerden esinlenmistir.
Noronlar arasindaki baglantt paterni  gorsel korteksin
organizasyonuna benzer (Fu & Aldrich, 2019). ESA’lar, goriinti
tamima ve siniflandirma gibi alanlarda ¢ok etkili oldugu
kanitlanmis bir sinir agi modelidir (Gilcii & Kus, 2019).
ESA’lar, minimum 6n igleme gerektirecek sekilde tasarlanmugtir.
ESA, tipik olarak ii¢ tip katmandan olusan matematiksel bir
yapidadir. Bu katmanlar evrisim, havuzlama ve tamamen bagli
katmanlardir (Cireundefinedan ve ark., 2011). Evrisimsel ve
havuzlama katmanlari, ozellik ¢ikarma islemini
gergeklestirirken, tamamen bagli katmanlar ise ¢ikarilan
Ozellikleri, siniflandirmak i¢in son ¢iktiya gonderir. Bir sinir
aginin  gorlntiideki  pikselleri  sayisal degerler olarak
yorumlayabilmesi gerektiginden evrisimsel katmanlar gereklidir.
Evrisimsel katmanlarin  islevi, gorlintiyli sinir agmmn
yorumlayabilecegi sayisal degerlere doniistiirmek ve daha sonra
ilgili kaliplar1 ¢ikarmaktir. Evrisimsel katmandaki filtreler,
goriintiideki desenleri Ogrenecek sonraki katmanlara gegirir.
Evrigim katmaninda filtreler girig goriintiisii lizerinde dolastirilir.
Evrigim formiilii denklem 1 de verilmistir. Denklemde verilen
‘M’ ozellik haritasini, ‘w’ ise (x,y) boyutunda evrisim
cekirdegini ifade eder.

M(ZJ):(R*W)(IJ):ZX ZyR(l - x'j - y)W(x'y) (1)

Her evrisim katmanindan sonra, dogrusal olmayan bir katmanin
veya  aktivasyon  katmanmin  uygulanmast = ESA’ada
gelenekseldir. Bu katmanin amaci, temelde dogrusal islemleri
hesaplayan bir sistemi dogrusal olmayan hale getirmektir. ReLU
katmani, gelen tiim degerlere f (x) = max (0, x) iglevini uygular.
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Temel olarak, bu katman tiim negatif aktivasyonlar1 0 olarak
degistirir. Bu katman, evrisim katmanindan gelen o6zellikleri
etkilemeden modelin ve genel agin dogrusal olmayan
ozelliklerini arttirir. ReLu icin gerekli formiil denklem 2’de
verilmistir.

ReLU(x) = max(x,0) 2

Havuzlama (pooling) katmani bir ESA’nin bagka bir yapi
tasidir ve evrisim ve ReLu isleminden sonra uygulanir. Islevi,
agdaki parametre ve hesaplama miktarmi azaltmaktir.
Havuzlama katmani her o6zellik haritasindan bagimsiz olarak
calisir. Havuzlamada kullanilan en yaygin yaklasim maksimum
havuzlamadir. Sekil 1'de maksimum havuzlama (maxpooling)
ornegi gosterilmektedir.

2x2 Maksimum Havuzlama 6 8

F407 l47

1 3|1

‘ Max(3, 4,1, 2)=4

Sekil 1. Maksimum Havuzlama Ornegi

Evrisim ve havuzlama katmanlari tarafindan alt 6rneklenen
ozellikler olusturulduktan sonra bu 6zellikler tam bagli katmana
baglanir. Son evrisim veya havuzlama katmanmin ¢ikt1 6zellik
haritalar1 tipik olarak diizlestirilir, yani bir boyutlu (1D) say1
dizisine veya vektore doniistiiriiliir. Daha sonra bu 6zellikler bir
veya daha fazla tamamen bagli katmana baglanir. Burada her
girdi her bir ¢iktiya baglanir ve her bir ndron Ogrenilebilir
agirliga sahiptir. Son tam bagli katman tipik olarak simif
sayisiyla ayni sayida ¢ikis diigiimiine sahiptir ve bu katmanda
smiflandirma islemi yapilir. Son katmanda farkli siniflandiricilar
kullanilabileside  genellikle Softmax  kullanilir.  Softmax
denklemi 3’te verilmistir. Softmax, néronlarin ¢ikis degerlerini
(0,1) araliginda olmasini1 saglar.

sofimax(x) j= L j=1....... N 3)

ZE:] en ’

3.2. Genetik Algoritma ile Ozellik Secimi

Evrimsel hesaplama, optimizasyon igin bir ara¢ olarak
kullanilabilecegi diistincesiyle gelistirilmistir. Genetik Algoritma
(GA), genetik ve dogal seleksiyon prensiplerine dayanan arama
tabanli  bir optimizasyon teknigidir. GA, kromozom
popiilasyonunu, ¢aprazlama ve mutasyon gibi islemlere birlikte
yeni popiilasyonlara doniistirmenin bir yontemidir (Wu ve ark.,
2013). Genellikle ¢oziilmesi uzun siirecek problemlere optimal
¢coziimler bulmak i¢in kullamlir (Koza, 1994). Makine
O0greniminde optimizasyon problemlerini ¢ézmek i¢in siklikla
kullanilir. Bu c¢aligmada oOzellik se¢imi icin en gelismis
algoritmalardan biri olan GA kullanilmistir. GA tabanli 6zellik
seciminde yer alan adimlar sunlardir;

v Bagsla: Ik adim, popiilasyondaki bireyleri olusturmak ve
baglatmaktir. GA optimizasyon yontemi oldugundan, bireylerin
genleri genellikle rastgele baglatilir.

v Uygunluk: Baglatma isleminden sonra, popiilasyondaki her
bireye bir uygunluk degeri atamak gerekir. Uygunluk degeri
karsilanirsa, sonucu sonlandirmak ve sonucu iiretmek anlamina
gelir, aksi takdirde sonraki adimlar izlenir.
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v/ Segim: Se¢im operatérii bir sonraki nesil igin yeniden
birlestiren oOzellikleri seger. Mevcut popiilasyondaki en iyi
bireyler segilir. Uygunluk degerine en yakin olanlarin segim
sansi daha yiiksektir.

v Caprazlama: Se¢im operatorii popiilasyonun yarisini segtikten
sonra, ¢aprazlama operatdrii yeni bir popiilasyon olusturmak i¢in
secilen kisileri yeniden birlestirir.

v/ Mutasyon: Caprazlama operatorii, ebeveynlere gok benzeyen
bireyler iretebilir. Bu, diisiik ¢esitlilige sahip yeni bir nesle
neden olabilir. Mutasyon operatdrii bu sorunu, bireylerin bazi
ozelliklerin degerini rastgele degistirerek ¢ozer.

3.3. ReliefF ile Ozellik Secimi

ReliefF, birgok 0Ozellik se¢im uygulamasinda basarili
sonuglar veren en 6nemli 6zellik se¢imi algoritmalardan biridir.
ReliefF, Relief istatistiksel modelinin gelistirilmis versiyonudur.

Ozellik Vektariiniin Birlestirilmesi

Ozellik Vektorii

Relief metodu, veri setinden bir 6rnek ele alarak ilgili drnegin,
kendi simiflarindaki diger orneklerle yakinligimi ve farkli
smiflarla olan uzakligina bagli bir model olusturarak &zellik
se¢gme islemini gergeklestirmektedir (Bolon-Canedo ve ark.,
2014).

4. Onerilen Yontem

Parkinson hastaliginin siniflandirilmasi i¢in dnerilen yontem
iic adimdan olusmaktadir. ilk olarak ses sinyallerinden farkli
kategorilerde elde edilen 6zellikler birlestirilmigtir. Birlestirilmis
ozelliklerden en belirgin 0&zellikleri se¢mek igin genetik
algoritma kullanilmistir. Daha sonra ise en belirgin 6zellikler
tasarlanan ESA modeline girdi olarak verilerek smiflandirma
islemi yapilmistir. Ayrica tasarlanan agin performansini 6lgmek
icin farkli kategorideki 6zellikler ayri ayr1 derin aga girdi olarak
verilmistir. Onerilen yontem sekil 2’de sunulmustur. Ayrica
Genetik algoritmanin performansini 6l¢gmek i¢in ayni deneyler
ReliefF 6zellik se¢imi ile de yapilmugtir.

Genetik Algoritma

ra 7 .\\\
Mel Frekans Kepstum Katsayilan / | Baellik Vektdri
Mel Frequency Cepstral Coefficients ] [\
4 - " Uygunlu Degerlerini . Mutasyon ]
I andgimi Temelli Gzellikl Hesapla
Veri seti | Dalgaci Dontigimd Temelli Ozellikler ) :
{ Wavelet Transform | g
X ( ' y
: i Garpazlama
: - Maksirmum ™~ -.\ +
Ayarlanabilir Q Faktor Dalgacik N fenson
Déniisimi Ozellikler ' N [ seleksiyon |
( Tunable Q Factor Wavlet ] LE ' ry
Transform Features
’ | | R ¢
J .""\\. ."/J"'
— =
é (____—"""-)
Conv Pool Conv Pool Tam Bagh katman /
Sekil 2. Onerilen Yontem
4.1. ESA’nin Tasarimi filtresi, ikinci evrigim katmaninda 64 adet evrisim filtresi

Tasarlanan ESA’nin topolojisi, 1 giris katmani,2 evrigim
katmani, 2 havuzlama katmani, iki tam baglantili katman ve 1
¢ikis katmanindan olusur. Tasarlanan mimaride toplam 8 katman
bulunmaktadir. Birinci evrisim katmaninda 128 adet evrisim

bulunmaktadir. ~ Aktivasyon  fonksiyonu  olarak  ReLu
kullanilmistir. Ayrica her evrisim ve ReLu isleminden sonra 2x1
boyutunda maksimum havuzlama yapilmistir. Tasarlanan mimari
Tablo 1’°de verilmistir.

Tablo 1. Tasarlanan ESA mimarisi

No | Katman ismi | Aciklama

Ozellikler

e-ISSN: 2148-2683
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1 | Girig Girig vektori -

2 |'convl Evrisim 12 boyutunda 128 adet evirsim filtresi
3 ['relul’ ReLu -

4 |'pooll’ Maksimum Havuzlama 2x1 havuzlama

5 |'conv?' Evrigim 6 boyutunda 64 adet evrsim filtresi
6 |'relu2 ReLu -

7 |'pool2’ Maksimum Havuzlama 2x1 havuzlama

8 |'fcl’ Tam Bagli Katman 2048 ndron

9 ['relu? RelLu -

10 |'drop7' Dropout 50% dropout

11 |'fc2' Tam Bagli Katman 1024 néron

12 | Cikss Softmax 2 simf

5. Deneysel Uygulamalar
5.1. Veri Seti

Bu ¢alismada UCI Makine Ogrenimi deposundan aliman veri
seti kullamlmustir. Veriler, Istanbul Universitesi Cerrahpasa Tip
Fakiiltesi Noroloji Anabilim Dali'nda bulunan 33 ile 87 yaslar
arasinda 107 erkek ve 81 kadindan olusan hastalardan
toplanmustir (C. O. Sakar ve ark., 2019). Saglikli bireyler, 41 ile
82 yas aras1 23 erkek ve 41 kadindan olusmaktadir. Veri setinde
188 Parkinson hastasindan ve 64 saglikli bireyden alinan 756
kayit vardir. Her bireyden ii¢ ses kaydi alinmistir. Veri setinden
klinik olarak degerli bilgileri elde etmek amaciyla Zaman
frekans1 oOzellikleri, Mel frekans kepstral katsayilari, dalgact
doniigimii temelli Ozelikler, ayarlanabilir Q faktér dalgacik
donisimii 6zellikler ve vokal ozellikler vardir. Cesitlendirilmis
konusma sinyali isleme algoritmalart ile 754 Ozellikler
¢ikarilmigtir ve bu 6zellikler veri setinde hazir olarak verilmistir.
Zaman frekans ozellikleri, sinyallerin frekans uzayina taginmasi
ile elde edilen DB cinsinden ortalama, minimum ve sinyalin
giicii seklindeki 6zelliklerdir (C. O. Sakar ve ark., 2019). MFCC,
insan isitme algilamasina dayanmaktadir ve ses iseme alaninda
en ¢ok kullanilan 6zellik ¢ikarma yontemlerinden biridir. MFCC
Ozellikleri insan kulaginin frekans segiciligini taklit ederek

konugmacilart ayirt edici degerler elde edilmesi {izerine
kurulmustur. MFCC, Parkinson’dan etkilenen dil ve
dudaklardaki hareket degisikliklerinin tespiti igin yararh

olmustur (B. E. Sakar ve ark., 2013). Konusma 6rneklerinin ham
temel frekans (FO) konturundan elde edilen dalgacik doniistimii
tabanli ozellikler, Birlesik Parkinson Hastaligi Derecelendirme
Olgeginin (UPDRS) gostergeleri olarak kullanilmistir. Dalgacik
doniisiimii tabanli 6zelliklerin kullaniminin arkasindaki fikir,
stirekli bir sesli harfin periyodik olarak tekrarlanmasi, saglikli
konugma Ornekleri i¢in minimum olmasidir (Titze, 2000).
Ayarlanabilir Q faktorii dalgacik dontisiimii 6zellikler, iki bantl
bir sinyalin alt kisminin diisiik gecisli bir 6lgeklendirme filtresi
ve ylksek gecisli bir dlgekleme filtresi ile yinelemeli olarak
filtrelenmesi ile elde edilir (Selesnick, 2011). Temel 6zellikler
olarak bilinen ve en yaygin kullanilan vokal 6zellikleri titreme,
parilti, temel frekans parametreleri, harmonite parametreleridir
(C. O. Sakar ve ark., 2019).

5.2. Deneysel Sonuclar

Bu c¢aligmada siniflandirma iglemi i¢in ses kayitlarindan elde
edilen Ozellikler ve tasarlanan ESA mimarisi kullanilmigtir.

e-ISSN: 2148-2683

Onerilen yontemin basarim kriterleri dogruluk, kesinlik ve F-
skoru oranlarina dayal olarak yapilmistir.
*  Yanls pozitifler (YP): negatif siniftan olan, pozitif
olarak tahmin edilen 6rnekler.
*  Yanlis negatifler (YN): gergek sinifi pozitif olan negatif
olarak tahmin edilen 6rnekler.
*  Dogru pozitifler (DP): pozitif sinifa ait dogru tahmin
edilen 6rnekler.
*  Dogru negatifler (DN): negatif sinifa ait olarak dogru

tahmin edilen 6rnekler.
|DN|+|DP|
|YN|+|YP|+|DN|+|DP|

Dogruluk = 4

Kesinlik (P), pozitif bir tahminin dogru olma olasiligini tahmin
eden bir 6l¢iidiir. Kesinlik 6l¢iimii denklem 5°te verilmistir.

|DP|

Kesinlik(P) = m

()
F-skoru, pozitif kestirim orani ve duyarlilik dlgiilerinin uyumlu
bir ortalamasi olup denklem 6’de gosterildigi gibi hesaplanir.

2x|DP|

F —skor = —————
2%|DP|+|YP|+|YN|

(6)

Ogrenme orani, epok sayis1 ve minibatch boyutu ESA’nin
performansint  etkileyen en Onemli hiper parametrelerdir.
Tasarlanan mimaride minibatch boyutu 16, maksimum epok
sayist 20 ve Ogrenme orani le-6 olarak ayarlanmigti. Bu
parametrelerin se¢ilme nedeni tasarlanan mimari i¢in en
optimum sonucu vermelerdir. Egitim ve test igin ayrilan verilerin
boyutunun performans {izerindeki etkisini gérmek igin, bu
veriler 2 farkl1 sekilde béliinmiistiir. Tlk deneyde, verilerin %70
egitim icin ve %30" test i¢in kullanilir; ikinci deneyde, verilerin
%80 egitim icin ve %20'si test i¢in kullamlmistir. Verilerin
egitim ve test igin sirasiyla %70-%30 olarak boliinmesi ile elde
edilen siniflandirma sonuglar1 Tablo 2°de verilmistir. Deneyler,
Zaman frekans ozellikleri, MFCC, Dalgaci doniisiimii temelli
ozelikler, ayarlanabilir Q faktor dalgacik doniigiimii 6zellikler ve
vokal ozellikler kullanilarak yapilmistir. Ayrica, bu 6zellikler
birlestirilerek ayn1 deneyler tekrar yapilmistir. Son olarak
birlestirilmis 6zellik vektorii hem ReliefF hem de genetik
algoritmadan gegirilerek 0Ozellik se¢cimi  yapilmistir.  Veri
setindeki 754 ozellik ReliefF ozellik secimi ile 372°ye genetik
algoritma ile ise 361’ye indirilmistir. Zaman frekans 6zellikleri
kullanilarak %382,13, MFCC ozellik vektorii  kullanilarak
%83,25, dalgaci doniisiimil temelli 6zelik vektorii kullanilarak
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%85,46, ayarlanabilir Q faktdr dalgacik doniisiimii 6zellikler
kullanilarak %85,90 ve vokal 6zellik vektorii ile ise %81,35
genel dogruluk elde edilmistir. Ozellik secimi olmadan
birlestirilmis 6zellik vektorii kullanilarak %88,34, ReliefF
ozellik secimi islemi yapilarak birlestirilmis 6zellik vektoriinden
%91,67 ve genetik algoritmadan gecirilmis birlestirilmis 6zellik
vektoriinden ise %93,56 genel dogruluk elde edilmistir. En iyi

smiflandirma  sonucuna genetik  algoritmadan  gecirilmis
birlestirilmis 6zellik vektoriinden elde edilmistir. En iyi
siiflandirma sonucuna ait karigiklik matrisi  sekil 3’te
verilmistir. Genetik algoritmadan geg¢irmis 6zellik vektorii icin
egitim ve test siralarindaki dogruluk ve kayip sonuclar1 sekil 4
‘de verilmistir.

Tablo 2. Verinin Egitim ve Test i¢in %70-%30 Olarak Boliinmesi ile Elde Edilen Siniflandirma Sonuglar

Ozellik Vektorii Dogruluk | Kesinlik | F-skoru
_ % % %
Zaman Frekans1 Ozellikleri 82,13 83,46 83,57
MFCC 83,25 88,30 88,23
Dalgac1 doniisiimii temelli 6zelikler 85,46 88,20 90,48
Ayarlanabilir Q faktor dalgacik dontisiimii 6zellikler 85,90 90,53 90,53
Vokal 6zellikler 81,35 82,37 81,42
Birlestirilmis dzellik vektorii (Ozellik segimi olmadan) 88,34 91,34 91,27
Birlestirilmis 6zellik vektorii (ReliefF ile 6zellik segimli) 91,67 91,35 91,82
Birlestirilmis 6zellik vektorii (Genetik algoritma ile 6zellik segimli) 93,56 93,24 93,02
0- Normal

=
=
=

Dogru etiket

Tahmin edilen etiket

140 | 1-Parkinson

20

Sekil 3. En lyi Siuflandirma Sonucuna Ait Karigiklik Matrisi (Verinin Egitim ve Test icin Béliinme Orani: %70-%30)

Model dogruluk

1000
0.975 st

0.950
0925
0.900

Dogruhk

0.875

0.850

00 25 50 75 100 125 150 175
Epok

Model kayip
10
—Egitim

08 st

0.6
= 0.4

0.2

— T Ne— T~
00

00 25 50 75 100 15 150 175
Epok

Sekil 4. Ogrenme Grafikleri (Verinin Egitim ve Test icin Boliinme Orani: %70-%30)

Verilerin egitim ve test i¢in sirasiyla %80-%20 olarak bdliinmesi
ile elde edilen siniflandirma sonuglar1 Tablo 3’te verilmistir.
Zaman frekans ozellikleri kullanilarak %82,79, MFCC o&zellik
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vektorii kullanilarak %84,25, dalgact doniigimii temelli 6zelik
vektorii kullanilarak %86,21, ayarlanabilir Q faktdr dalgacik
doniisiimii  6zellikler kullanilarak 986,53 ve vokal o&zellik
vektorii ile ise %83,56 genel dogruluk elde edilmistir. Ozellik
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secimi olmadan birlestirilmis &zellik vektorii  kullanilarak
%89,67, ReliefF ozellik se¢imi islemi yapilarak birlestirilmis
ozellik vektoriinden %93,15 ve genetik algoritmadan gegirilmis
birlestirilmis 6zellik vektdriinden ise %94,23 genel dogruluk
elde edilmistir En 1iyi smniflandirma sonucuna genetik
algoritmadan gecirilmis birlestirilmis 6zellik vektoriinden elde
edilmistir. En iyi siniflandirma sonucuna ait karigiklik matrisi
sekil 5’te verilmistir. Genetik algoritmadan gecirmis &zellik

vektorii igin egitim ve test siralarindaki dogruluk ve kayip
sonuglart sekil 6 ‘da verilmistir. Verilerin test ve egitim igin
farkli oranlarda boliinmesi ile elde edilen deney sonuglari
arasindaki standart sapmalar Tablo 4’te verilmistir. Performans
degerlendirmesi igin elde ettigimiz bulgularla literatiirde
kullanilan ~ diger  yontemlerden elde edilen sonuglar
karsilastirilmistir. Tablo 5°te dnemli bazi ¢alismalar verilmistir.

Tablo 3. Verinin Egitim ve Test i¢in %80-%20 Olarak Boliinmesi ile Elde Edilen Siniflandirma Sonuglar

Ozellik Vektorii

Dogruluk | Kesinlik | F-skoru
% % %

Zaman Frekans: Ozellikleri

82,79 84,15 84,15

MFCC

84,25 86,67 88,69

Dalgac1 doniigiimii temelli 6zelikler

86,21 89,50 91,57

Ayarlanabilir Q faktor dalgacik doniisiimii 6zellikler 86,53 91,67 92,45
Vokal 6zellikler 83,56 83,56 82,87

Birlestirilmis 6zellik vektorii (Ozellik se¢imi olmadan) 89,67 91,35 91,89
Birlestirilmis 6zellik vektorii (ReliefF ile dzellik segimli) 93,15 92,67 93,12

Birlestirilmis 6zellik vektorii (Genetik algoritma ile 6zellik segimli) 94,23 93,56 94,34

0- Normal

o
(=]

Dogru etiket

Tahmin edilen etiket

1- Parkinson

20

Sekil 5. En Iyi Simiflandirma Sonucuna Ait Karisikluk Matrisi (Verinin Egitim ve Test i¢in Béliinme Orant: %80-%20)

Model dogruluk

1000 §
0,975 4
0950 4
0,925 4

0.900

Dotk

0.875

0850 4

0o 75 50 75 100 125 150 175
Epok

Model kavip
10
e EFitim
Test

0.8

0.6
i
= 04

02

0.0

0.0 25 5.0 75 e 125 150 175
Epok

Sekil 6. Ogrenme Grafikleri (Verinin Egitim ve Test icin Béliinme Orani: %80-%20)

Tablo 4. Deney Sonuglar: Arasindaki Standart Sapmalar

Ozellik Vektorii Dogruluk

Kesinlik F-skoru

icin Standart Sapma | icin Standart Sapma | i¢in Standart Sapma
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Zaman Frekansi Ozellikleri 0,33 0,345 0,29
MFCC 0,5 0,815 0,23
Dalgaci doniisiimii temelli 6zelikler 0,375 0,65 0,545
Ayarlanabilir Q faktor dalgacik 0,315 0,57 0,96
doniisiimii 6zellikler
Vokal 6zellikler 1,105 0,595 0,725
Birlestirilmis 6zellik vektorii (Ozellik 0,665 0,005 0,31
secimi olmadan)
Birlestirilmis 6zellik vektorii (ReliefF 0,74 0,66 0,65
ile 6zellik se¢imli)
Birlestirilmis 6zellik vektorii (Genetik 0,335 0,16 0,66
algoritma ile 6zellik se¢imli)
Tablo 5. Performans Karsilagtirilmasi
Yotem Siniflandiricr Dogruluk %
Sakar ve ark. (C. O. Sakar ve ark., 2019) DVM (RBF) 86,0
Sakar ve ark. (C. O. Sakar ve ark., 2019) KNN 85,0
Xiong ve ark. (Xiong & Lu, 2020) LDA (Lineer Diskriminant Analizi) 95.0
Giindiiz (Gunduz, 2019) ESA (Parelel evrigim) 86,69
Onerilen Yontem ESA 94,23

6. Sonug¢

Parkinson hastalig1 diinya ¢apinda insanlar arasinda yaygin
goriilen hastaliklardan biridir. Hastaligin erken teshisi agik bir
aragtirma konusudur ve birgok arastirmaci, tespiti ve teshis igin
en yiksek dogruluga ulasmada Onemli ¢aligmalar yapmustir.
Hesaplamali modeller tibbi hastalik tanisinda etkilidir ve veriler
birincil faktdrdiir. Bu deneysel calismada, ses kayitlarindan
Parkinson hastaliginin tespiti i¢in derin aglara dayali bir yontem
onerilmistir. Onerilen yontemde kullanilan veri seti UCI Makine
Ogrenimi deposundan almmustir. lk olarak farkli kategorideki
ozellik vektorleri birletilmistir. Etkin ozellikleri segmek igin
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