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Oz

TF-IDF terim agirliklandirma 6l¢iimii kelimelerin metinler iginde gegme siklig1 bilgisine dayalidir. Bu dl¢lim kelimeler arasindaki
anlamsal iligkiyi barindirmamaktadir. Yapay sinir aglarina dayali olan Doc2Vec metodu kelimeler ve kelimeleri iceren dokiimanlar
arasindaki anlamsal iligkiyi barindirmakta ve yonetilebilir boyutlu dokiiman vektdrlerinin elde edilmesini saglamaktadir. Ardisik kelime
grubu tespitinin metin madenciligi izerindeki olumlu etkileri literatiirde sunulan pek ¢cok ¢alisma tarafindan belirtilmistir. Bu ¢aligmada,
hem geleneksel TF-IDF terim agirliklandirma 6l¢iimiiniin, hem de YSA’lara dayali bir yontem olan Doc2Vec yonteminin kullanimi ile
vektorlestirilen dokiimanlar {izerinde temel makine 6grenmesi siniflandiricilarinin ve topluluk 6grenmesi algoritmalarmin basarim
degerleri kiyaslanmistir. Smiflandiricilar farklt uzunluklarda haber dokiimanlarini igeren 4 farkli Tiirkge veri kiimesi iizerinde
uygulanmigtir. Calismamizin literatiire olan katkisi, siniflandirma asamasina gegilmeden 6nce dokiimanlarin igindeki ardisik kelime
grubu tespitinin gerceklestirilmesi ve dokiimanlarin bu kelime 6beklerinin tek bir kelime gibi ele alinmasiyla vektorlestirildikten sonra,
uygulanan siniflandiricilarin basarim degerlerinin arttiginin gosterilmesi olmustur. Ardisik kelime grubu tespiti igin kelimelerin birlikte
geeme siklig1 prensibine dayali olan bir prensip disinda, Tiirk¢e Vikipedi’nin kelime baglantilari da kullanilmig ve dokiimanlar i¢inde
az sayida gegmesine ragmen anlamli olan ardigik kelime 6beklerinin tespiti gergeklestirilebilmistir. Ardisik kelime grubu tespiti ile
smiflandirma deneylerinin hemen hemen tiimiinde daha yiiksek basarim degerleri elde edilmistir.

Anahtar Kelimeler: TF-IDF, Doc2Vec, Ardisik kelime grubu tespiti, Topluluk 6grenmesi, Metin siniflama

Enhancing the Performance of TF-IDF and Doc2Vec based Turkish
Text Categorization System with Phrase Modeling

Abstract

TF-IDF term weighting measure is based on frequency of words in texts. This measure doesn’t capture the semantic relationship between
words. Doc2Vec which is based on artificial neural networks can capture the semantic relations between the words and it enables to
yield document vectors of a more manageable size. Consecutive word detection has been reported to have important effects on text
mining by many studies. Consecutive word phrases are important for expressing the semantic integrity within the texts. In this study,
the performances of traditional machine learning classifiers and ensemble learning algorithms are compared on four different Turkish
datasets which are vectorized with both traditional TF-IDF term weighting measurement and Doc2Vec method. The classifiers have
been applied on 4 different Turkish datasets containing news documents of different lengths. The contributions of our study are “to
apply consecutive word detection process to the documents before the classification phase” and “to show that the performances of the
applied classifiers’ results have been increased after the consecutive word detection phase is applied”. In addition to the approach based
on frequency of words for consecutive word detection, we also use the url links of Turkish Wikipedia. By using consecutive word
detection, higher performance values are presented in almost all classification experiments.
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1. Giris

Metin smiflandirma serbest formatta yazilmis metinleri
onceden belirlenmis olan kategorilere atama islemidir. Metin
smiflandirma sayesinde metin kiimeleri icin kavramsal bir
gOriinim  olusturulabilir.  Giiniimiizde  oldukca  Onemli
uygulamalari vardir. Haberlerin kategorilere gore
smiflandirilmasi, akademik makalelerin teknik alanlarina gore
ayristirilmasi, maillerin sahte ya da gercek olarak ayrilmasi gibi
pek ¢ok alanda metin siniflandirilmasi kullanilmaktadir.

Istatistiksel metin siniflandirma, insanlar tarafindan
etiketlendirilmis kategorilere dayanarak, metinler iizerinde
otomatik siniflandirma yapabilmek i¢in makine O6grenimi
algoritmalarini kullanir. Bu yaklasimda serbest yazilmis bir metin
x=[x(1),x(2),...x(p)] seklinde bir 6zellik vektdri ile gdsterilir.
Burada x(i),i=1,...,p, genellikle belgedeki kelimeleri, n-gramlari,
sozdizimsel veya anlamsal olarak etiketlenmis ifadeleri veya
adlandirilmig varliklart (insan isimleri, sehir adlart gibi) ifade
eder. Belirli bir dokiimanda bu ozellikleri ifade etmek igin
genellikle kelime torbasi (bag of word) yontemi kullanilir. Bu
yaklasim, kelimelerin metin parcalart igindeki gecme sikligi
bilgisine dayalidir. Kelime frekansi—ters dokiiman frekansi (term
frequency- inverse document frequency- TF-IDF)  terim
agirliklandirma yontemi en ¢ok kullanilan yontemlerdendir. Bu
kelime agirliklandirma modelinde, kelimeler birbirlerinden
bagimsiz degerlendirilmektedir ve veri kiimesindeki dokiiman
sayisi arttiginda degerlendirilecek kelime sayisi da artacagindan
kelimeleri ifade eden vektorlerin boyutu da artmaktadir. Ayni
zamanda kelime cantast modeline dayali sistemler kelimeler
arasindaki anlamsal iligkiyi tagtyamamaktadir. Literatiirde,
kelime siklig1 tekniklerinin yaratmis oldugu bu olumsuz
durumlara karsilik, kelimeler arasindaki anlamsal iligkileri
belirleyebilen, yonetilebilir boyutlu kelime vektérlerinin
¢ikarilmasini saglayan, yapay sinir aglarma (YSA) dayali kelime
gosterim metotlar1 dnerilmistir. Bu metotlardan Word2 Vec isimli
galisma 2013 yilinda Mikalov ve digerleri tarafindan
gerceklestirilmistir [1]. Bu metot ile kelimeler komsu kelimeleri
ile birlikte degerlendirilmekte ve benzer anlamli kelimeler
birbirlerine yakin olacak sekilde vektorler ile temsil
edilebilmektedir. Bu yontem kelimelerin vektorlestirilme
asamasinda Siirekli Kelime Cantast Modeli (Continous Bag of
Words- CBOW) ve Gram Atla Modeli (Skip-gram) isimli iki
farkli 6grenme mimarisine dayanmaktadir. CBOW mimarisinde,
hedeflenen kelime, bir pencere boyutu icinde ele alinan bir
kelimenin sagindaki ve solundaki komsu kelimelere bakilarak
tespit edilmektedir. Skip-gram mimarisinde ise CBOW modelinin
tersine pencere merkezine oturtulan bir kelime baz alinarak,
komsu kelimelere ulasilmaya calisili. CBOW ve Skip-gram
mimarileri O6grenme asamasinda hesaplama maliyetini en
iyilemek adina Hiyerarsik Softmax (Hierarchical Softmax-HS)
veya Olumsuz  Ornekleme (Negative  Sampling-NS)
algoritmalarindan birini kullanmaktadir. Bu algoritmalardan HS
diisiik frekansli kelimeleri iceren veri kiimelerinde, NS ise yiiksek
frekansli kelimeleri igeren veri kiimelerinde daha iyi basarim
degeri sergilemektedir. Mikalov ve digerleri yaymladiklar: farkli
bir ¢alisma ile tipki kelimeler gibi, dokiimanlarin da yonetilebilir
boyutlu vektorler ile ifade edilebilecegini gostermislerdir [2]. Bu
yaymnlarinda ifade ettikleri yontem Doc2Vec yontemidir.
Doc2Vec, Word2Vec metodunda kelime vektorlerinin yanina her
bir dokiiman i¢in bir dokiiman vektoriiniin eklenmesi prensibi ile
caligmaktadir. Bu calisma prensibiyle dokiimanlar da kelimeler
gibi sabit boyutlu vektorler ile gosterilebilemktedir. Doc2Vec ile
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hem dokiiman, hem de kelime vektorleri iretilebilir. Doc2Vec
modelinde, Dokiiman Vektorlerinin Dagitilmig Bellek Modeli
(Distributed Memory Model of Paragraph Vectors- PV-DM) ve
Dokiiman Vektoriiniin Dagitilmis Kelime Cantas1 Modeli
(Distributed Bag of Words-Paragraph Vector- PV-DBOW)
mimarileri kullanilmaktadir. Bu mimariler Word2Vec'in CBOW
ve Skip-gram mimarilerine estir.

Bu c¢alismada dort farkli haber veri kiimesi kullanilarak
haberlerin  siniflandirilmas1  iglemi gergeklestirilmistir. Bu
smiflandirma islemi esnasinda bir 6n islem agamasi olarak kelime
grubu tespiti isleminin yapilmasi 6nerilmis ve bu dnerinin sistem
basarim degerini arttirdig gosterilmistir. {1k olarak TF-IDF terim
agirliklandirma  ve Doc2Vec kelime gomme teknikleri
kullanilarak kelime vektorleri olusturulmus ve simiflandirma
islemi buna gore yapilmistir. Daha sonra kelime gruplama
yontemi ile tespit edilen anlamli ardisik kelimelerin (Mustafa
Kemal Atatiirk, Tirkiye Cumhuriyeti vb...) kullanilmasi ile
smiflandirma islemi tekrarlanmis ve kelime grubu tespitinin
metin simiflandirma iizerindeki yliksek degerli sonuglar
paylasilmistir. Ayrica kelime grubu tespiti sirasinda kullanilan
frekans tabanli bir yontemin disinda, tespit edilemeyen az sayida
gegme  ihtimali olan ardisik  kelime Obekleri  igin,
Tirk¢eVikipedi’nin kullanilmas: da Onerilmisti. Word2 Vec,
Doc2Vec gibi kelime gomme tekniklerinin metin siniflandirma
iizerinde olduk¢a yiiksek basarim degerleri iirettigini gosteren
caligmalar mevcuttur [3][4]. Bu ¢alismada dokiimanlarin direkt
vektorlestirilmesine olanak taniyan Doc2Vec yontemi de
kullanilarak smiflandirma islemi gerceklestirilmistir. Doc2Vec
yontemi kullanilirken, aynen TF-IDF yonteminde oldugu gibi,
veri kiimlerinin 6ncelikle orijinal halleri kullanilmis; daha sonra
kelime gruplama yontemi ve Vikipedi’den alinan kelime gruplari
kullanilarak yeni bir veri kiimesi olusturulup, testler bir de bu veri
kiimeleri  Uizerinde  tekrarlanmigtir.  Doc2Vec  yontemi
kullanildiginda TF-IDF’e oranla daha basarili sonuglar elde
edilmistir. Ayrica kelime gruplama yontemi kullanildiginda, TF-
IDF ve Doc2Vec ile sayisallastirilan dokiimanlarin daha yiiksek
basarim degerleri ile siniflandirildigi ortaya konmustur. Doc2 Vec
modeli 6grenimindeki yaklasimlar, PV-DM ve PV-DBOW olarak
belirlenmistir. Bu yaklagimlar sirasiyla Word2Vec'in CBOW ve
Skip-gram isimli 6grenme mimarilerine benzemektedir. Bu
¢alismada ayn1 zamanda bu farkli mimarilerin {irettigi vektorlerin
birlesimiyle elde edilen kelime vektorlerinin kullanimi da
Onerilmis ve birlesim islemi ile basarim degerinin daha yiiksek
sonuglara ulasildig gosterilmistir.

Calismamiz kapsaminda siniflandirma algoritmalart olarak
geleneksel makine 6grenmesi yontemleri olan Naive Bayes, K-En
yakin komguluk (K-nearest Neighborhood-KNN), Lojistik
Regresyon (LR), Karar Destek Makineleri (Support Vector
machines- SVM), Karar Agaclart (Decision Trees- DT), Cok
Katmanli Algilayicilar (Multi-Layer Perceptrons- MLP) gibi
bireysel smiflandiricilarinin yan1 sira  topluluk  6grenmesi
metotlarindan olan Rassal Orman (Random Forest- RF), Bagging
(BG), Adaboost (AB) algoritmlar1 da kullanilmistir. Ayrica son
olarak en basarili ii¢ siniflandirma algoritmasi Cogunluk
oylamast (Majority Voting) ile birlestirilmis ve elde edilen
sonuclar paylasilmistir. Sonug olarak siklikla topluluk 6grenmesi
metotlarinin bireysel siniflandiricilara gore daha iyi sonuglar
rettigi gdzlenmistir.

Calismanin geri kalan1 su sekilde ilerlemektedir: Boliim 2°de
literatiir taramasina yer verilmistir. Boliim 3’te TF-IDF kelime
agirliklandirma degeri ele alinmig, Bolim 4°te yapay sinir
aglarma dayali olan Word2Vec ve Doc2Vec kelime gdomme
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teknikleri anlatilmigtir. Bolim 5 ile ardisik kelime grubu tespiti
irdelendikten sonra, Boliim 6 ile calismamizda kullanilan veri
kiimeleri tanitilmistir. Bolim 7’de nihayi sonuglar yorumlanmis
ve ¢alismamiz Boliim 8 ile sonlandirilmustir.

2. Literatiir Calismasi

Sahin, G. [5], farkli kategorilere ait Tiirkce metinleri
Word2Vec  algoritmasin1  kullanilarak  siniflandirmislardir.
Calismalarinda 6ncelikli olarak tiim metinlerde kelime vektorleri
bulunmus, daha sonra her bir dokiiman igerdigi kelimelerin vektor
ortalamasi alarak temsil edilmeye ¢aligilmistir. Siniflandirma
islemi SVM algoritmast kullanilarak gergeklestirilmis ve
Word2Vec algoritmasinin  TF-IDF  baz alinarak yapilan
smiflandirma islemlerine oranla daha basarili sonuglar rettigi
gosterilmistir.

Celenli, vd. [6], Tiirkce metinler iizerinde Doc2Vec
algoritmasin1 uygulamiglardir. Metinleri KNN ve SVM gibi
algoritmalar ile siiflandirmislardir.  Ayni  smiflandiricilar
iizerinde Doc2Vec ve TF-IDF’ten elde ettikleri sonuglari
birbiriyle kiyaslamislardir.

Sar1 ve Ozbayoglu [7], Java programla dili ile gelistirilmis bir
kiitiphane olan DeepLearning4J kiitiiphanesini kullanarak, kose
yazarlarindan  topladiklar1  veriler  i{izerinde = Doc2Vec
algoritmasimin iki versiyonu olan PV-DBOW ve PV-DM
mimarilerini uygulamislar ve toplam 20000 verisi olan bir veri
kiimesinde kose yazarlarina ait yazilardan yazari tahmin etmeye
yonelik bir ¢calisma yapmiglardir. Caligmalarinda bazi yazarlarin
digerlerine gore ¢ok daha ayirt edici olarak tespit edilebildigini
gormiislerdir. Bu yaklagimin yazar profili ¢ikarma, intihal tespiti
ve hangi yazar kalemlerinin birbirine daha yakin oldugunun tespit
edilebilmesi gibi amaglar i¢in kullanilabilecegini savunmuslardir.

Karcioglu ve Aydin [8], Twitter sosyal platformundan
toplanmus Ingilizce ve Tiirkge kisa iletiler iizerinde metin
siiflandirma ¢alismasi yapmuslardir. Hem Ingilizce, hem de
Tiirk¢e veri kiimesinde kelime ¢antas1 modeli ile olusturulmus
model ile Word2Vec ile olusturulmus olan modeli
kiyaslamiglardir. Ayrica kelimeleri koklerine ayirarak ve
kelimeleri koklerine ayirmadan iki farkli versiyon ile testlerini
yapmuslardir. Ilgili modelleri SVM ve LR smiflandiricilarini
kullanarak  simiflandirmiglar ~ ve sonuglar1  birbiriyle
kiyaslamislardir.

Deniz vd. [9], Tiirkge mailler iizerinde metin siniflandirma
islemi uygulamiglardir. Tiirk¢e veri kiimesi kullanilarak sahte
mailleri tespit etmeye ¢alismiglardir. Maillerin vektorler ile ifade
edilebilmesi igin Doc2Vec algoritmasint kullanmislar ve farkli
smiflandirma  algoritmalart  kullanarak bulunan sonugclari
birbiriyle kiyaslamiglardir.

Ersahin vd [10], Tiirk¢e metinler iizerine sozliik tabanli ve
makine dgrenmesi tabanli yaklagimlarin birlesimi olan hibrit bir
yaklasim ile duygu analizi uygulamasi gergeklestirmislerdir.
Yazarlar, bu hibrit yaklagimmin ortalama basari oranini %7
oraninda arttirdigini tespit etmislerdir.

Sel vd. [11], metin siniflandirma igleminde boyut indirgeme
ve Ozellik se¢imi islemleri ile siniflandirma sisteminlerinin
basarim degerlerini arttirmaya caligmiglardir. Caligsmalarinda
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kullanmis olduklar1 veri kiimesini 6n islem asamalarindan
gecirdikten sonra Doc2Vec metodunu kullanilarak veri kiimesini
olugturan dokiimanlar1 vektorlestirerek siniflandirmislardir. Daha
sonra Ozellik se¢imi islemini gerceklestirmisler ve &zellik
seciminin basari sonuclarini yiikselttigini gostermislerdir.

Erding ve Giiran [12], 5 milyon Tiirk¢e haber dokiimanindan
olusan bir veri kiimesini farkli 6n islem asamalarindan gecirdikten
sonra veri kiimelerini Word2Vec, Doc2Vec ve FastText metotlari
ile egiterek kelime vektorleri elde etmislerdir. Bu kelime
vektorlerinin kullanilmasi ile dokiimanlarin sayisallastirilmasini
saglamiglardir. Ardindan yaklasik 2 milyon haber dokiimani
egitim ve test amacl kullanilarak farkli makine Ogrenmesi
metotlari ile siniflandirmiglardir. En iyi sonucu FastText metodu
ile vektorlestirilen dokiimanlarin siniflandirilmas: ile elde
ettiklerini belirtmiglerdir.

Giiler ve Tantug [13], popiiler olarak arastirilan diller
tizerinde yapilan aragtirmalarin Tiirk¢e gibi zengin dillerde ortaya
¢ikan problemlerin tamamini aydinlatamadigint belirtmislerdir.
Yazarlar, Word2Vec modelini kelimelerin eklerine ve koklerine
ayrilma islemlerinin farkli sekillerde yapildig: Tiirkge metinler
lizerine egitmislerdir. Ayrica FastText modelini de egitip, kelime
benzetmesi, duygu analizi, metin siniflandirma gibi goérevlerin
sonuglarint kiyaslamislardir.

3. TF-IDF Kelime Agirhiklandirma Olgiimii

Dokiimanlarin bilgisayarlar tarafindan anlasilabilmesi icin
sayilar ile ifade edilmesi gerekmektedir. Bu iglem dokiimanlarin
analiz edilmesi i¢in makine 6grenimi siirecinde temel bir adimdir.
Dokiimanlar1 olusturan temel yap1 kelimelerdir. Bir dokiimani
vektorler ile ifade etmek icin kelimeler TF-IDF odl¢iimii gibi
Olgtimlerle ifade edilebilir. TF-IDF degeri asagidaki sekilde
hesaplanabilir:

TF — IDF(t,d, D) = TF(t,d)  IDF(t, D) (1)
TF(t,d) =log(1 + frekans(t,d)) (2)
IDF(t, D) = log(————) 3)

say(deD:ted

Burada frekans(t,d) kelime t’nin d.dokiimanda ka¢ kez gegtigi
bilgisidir; say(deD:ted) ifadesi ise kelime t’nin D derlemini
olusturan dokiimanlardan kag¢ tanesinde barindirildig: bilgisidir.
TF-IDF, bir dokiimandaki herhangi bir kelimenin dokiimanla ne
kadar alakali oldugunu gosteren bir sayisal dlgiimdiir. TF-IDF
kelimelerin birbirlerinden bagimsiz oldugunu kabul etmekte ve
kelimeler arasindaki anlamsal iliskiyi ifade edememektedir.
Ayrica bir dokiiman veri kiimesindeki dokiiman sayisinin artmasi
TF-IDF 6l¢iim degeri kullanilarak sayisallastirilan dokiimanlarin
¢ok daha uzun vektorler ile ifade edilmesini saglamaktadir. Son
zamanlarda dokiimanlarin yonetilebilir boyutlu vektorler ile ifade
edilmesini saglayan Yapay Sinir aglarma dayali olan Doc2Vec
isimli bir metot Onerilmistir [2]. Calisamizda gergeklestirilen
Tiirk¢e metin siniflama veri kiimelerindeki dokiimanlar hem TF-
IDF, hem de YSA’lara dayali olan Doc2Vec metotu ile
vektorlestirildiken sonra makine Ogrenmesi algoritmalari ile
simiflandirilmigs ve dokiimanlarin vektorlestirilmesi esnasinda
ardigik kelime tespitine dayali bir 6neri sunularak sistem basarim
degerinin arttirildig1 gosterilmistir.
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4. Word2Vec ve Doc2Vec Modelleri

4.1. Word2Vec Modeli

Word2Vec modeli YSA temelli bir modeldir. Bu model giris
katmani, gizli katman ve c¢ikis katmanindan olusmaktadir.
Word2Vec iki farkli 6grenme mimarisine sahiptir. Bu mimariler
CBOW ve Skip-Gram mimarileridir. Her iki 06grenme
mimarisinde de veri kiimelerindeki her kelime i¢in bir-sicak
vektor adi verilen bir giris vektorii ve kelimeler arasindaki
anlamsal iligkiyi barindiran bir ¢ikis vektorii (gomiilii kelime
vektorll) olugturulmaktadir,. CBOW mimarisinde Sekil 1°de
gosterildigi gibi bir kelimenin belli bir pencere boyutu igindeki
komsu kelimelerine (sagindaki ve solundaki kelimelere)
bakilmaktadir. Bu komgu kelimlerin baz alinmastyla hedef kelime
tahmin edilmektedir. Skip-gram mimarisinde ise, CBOW
mimarisinin tersine pencere merkezine oturtulan hedef kelimeye
bakilarak komsu kelimelere ulagilmasi hedeflenmektedir.

Sekil 1. CBOW ve Skip-gram Modelleri

CBOW modelinde, yar1 egiticili model i¢in kullanilan veri
kiimesindeki her kelime i¢in x)=1 ve k#k' i¢in x,=0 6zelliklerini
saglayan x bir sicak vektorleri yaratilir ve sozliikk boyutunun [V|
oldugu varsayimi altinda aga sunulan bir-sicak vektorler ile girig
katmani ve gizli katman arasinda bulunan W agirlik matrisinin
kullanilmasi ile Es. 4 ile belirtilen durum uygulanir:

h=WwTx )

Gizli katmanin ¢ikis degerlerinin hesaplanmasi igin, aga girdi
olarak verilen girig vektorlerinin ortalamasi alinmaktadir. Hem
CBOW, hem de Skip-gramda giris katmani ile gizli katman
arasinda aktivasyon fonksiyonu kullanilmamaktadir.  Gizli
katman ve ¢ikis katmani arasinda N x V boyutlu W' = {WL' j}
kullanilmaktadir (i=1,2,..., N; j=1,2,...,V). Bu agirlik degerleri
kullanilarak Es.5 ile belirtilen islem gerceklestirilmektedir:

W " h=u 5)

V\:vj vektorii W' matrisinin j. kolonu olsun. Vx1 boyutlu u

vektoriiniin bilesenleri ise U; olsun. Bu durumda U; degerleri Es.
6 ile ifade edilebilir:
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u =v,,'h (6)

Yukaridaki ifadede h = v, yerine konulursa Es. 7 ile belirtilen
ifade elde edilir:

T
u] = U\:V] UW] (7)

Aslinda u; ifadesi bir skor degeri gibi diisiiniilebilir. Bu skor
W igerik kelimesinin giris ve gizli katman arasindaki W matrisi
ile elde edilen (VWI) vektor gosterimi ile bu kelimeden sonra
gelebilecek olan w; kelimesinin gizli katman ile ¢ikis katmani
arasinda bulunan W’ matrisi ile elde edilen (V"”j) vektor
gosterimi arasindaki noktasal carpimdir. Diger bir ifadeyle
kelimeler arasindaki benzerliktir. Bu asamadan sonra U; skorlar

softmax fonksiyonu kullanilarak normalize edilmekte ve degerler
Es. 8 ile belirtilen sekilde olasilik degerlerine ¢evrilmektedir:

~ exp(u;)
plwilw) =y, =5——— (®)
( ]| 1) ] Z}(,=1exp(uj,)
Hem CBOW, hem de Skip-gram geriye yayilim

(backpropagation) algoritmasin1 kullanmaktadir. Bu algoritma,
agin ciktisinin belirlendigi ileri besleme ve olusan hatanin
gradiyenti azaltacak sekilde geri yayilarak agirliklarin
giincellendigi geri besleme sathalarini icermektedir. Algoritmanin
isleyisi, hedeflenen ve elde edilen c¢iktilar arasindaki hatanin
kabul edilir diizeye inmesini saglamak amaciyla oncelikle gizli
katman ile ¢ikis katmani arasindaki agirlik degerlerinin, daha
sonra ise gizli katman-giris katmani arasindaki tim agirlik
degerlerinin giincellenmesi prensibine dayalidir. Agin egitiminin
tamamlanmasinin ardindan CBOW modelinde gizli katman ile
cikis katman arasindaki W agirlik matrisi kelimelerin gémiilii
vektorlerini igeren matris olarak kullanilmaktadir. Bu matristeki
n. siitun sozliikteki n.kelimenin N boyutlu uzaydaki vektoriidiir.
Skip-gramda ise agin egitiminin tamamlanmasinin ardindan giris
katmani ve gizli katman arasinda elde edilen agirlik matrisi

kullanilmaktadir.

4.2. Doc2Vec Modeli

Doc2Vec modeli prensip olarak Word2Vec modeli
prensiplerine dayanmaktadir. Bu model, Word2Vec mimarisine
derlemdeki her bir dokiiman i¢in ayr1 bir dokiiman vektdriiniin
eklenmesi ile yaratilmistir. Bu dokiiman vektorleri ile derlemdeki
dokiimanlar uzunluklarindan bagimsiz bir sekilde
sayisallagtirilabilmektedir. Doc2Vec modeli iki farklt 6grenme
mimarisine sahipti. PV-DM 06grenme modeli Word2Vec
modelindeki CBOW’a karsilik gelmektedir.

Sekil 2 PV-DM 6grenme mimarisini gostermektedir. Bu sekil
incelendiginde kelime vektorlerini barindiran W matrisinin elde
edilmesi sirasinda, dokiiman vektorlerini igeren D dokiiman
matrisinin de elde edildigi goriilmektedir.
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Siniflandirici
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Ortalama/Birlegtirme

Dokiiman id

Sekil. 2. PV-DM Modeli

Sekil 3 ise Doc2Vec modelinin bir diger 6grenme mimarisi
olan ve Word2Vec modelinde Skip-gram modeline karsilik gelen
PV-DBOW modelini gostermektedir. Bu modelde de Skip-gram
mantigina paralel bir mantik ile dokiimanlar uzunluklarindan
bagimsiz bir sekilde vektorlestirilmektedir.

|emel| | 1hk |

\\//

Dokiiman Matrisi —_— *

Dokiiman id

Siniflandirici | siit | ic

Sekil. 3. PV-DBOW Modeli
5. Kelime Grubu Modelleme

5.1 Kelime Gruplari

Caligmamizda bazi kelime gruplarinin sahip oldugu
kelimelerden bagimsiz olarak daha 6zel anlamalara sahip oldugu
goriilmiistiir. Ornegin ‘Tiirkiye Biiyiik Millet Meclisi’ ve ‘Tiirkiye
Cumbhuriyeti Devleti’ kelime gruplart metin kiimesinde daha 6zel
bir anlam olustururlar. Bu kelime gruplarinin tek bir vektor
halinde ifade edilmesi, vektér temsilinde kelime boyutunu
azaltilmasim1 ve anlamli kelime gruplariin olusturulmasim

saglamaktadir.

Metin igerisindeki kelime gruplarini taniyabilmek i¢in pek ¢ok
teknik gelistirilmistir. Bunlardan bir tanesi, basit ve veri odakl1 bir
yaklasimdir [2]. Bu yaklasimda kelime gruplari Es. 9 ile belirtilen
ifade yardimiyla tespit edilebilmektedir.

say(w;wj)—6

skor(w;, w))= o e

(€))

Bu formiilde say(w;) metodu w; kelimesinin ilgili dokiiman
belirtmektedir. sekilde
say(wi,wj) metodu iki kelimenin dokiiman igerisinde birlikte

icerisinde ka¢ kez gectigini Ayni
kag kez gectigini ifade etmektedir. § bir katsay1 olarak kullanilir.

Ilgili kelime grubunun minimum kag kez metin kiimesinde gegtigi

e-ISSN: 2148-2683

ile ilgilenir. Kullanic1 tarafindan tanimlanan bir parametredir. Cok
nadir kelime &beklerinin gegtigi bilyiik bir kelime grubu listesinin
olugsmasini engeller. Kendi dl¢limlerimizi yaparken § katsayisi,
bes olarak secilmistir. Es.9 ile belirtilen formiile gore her kelime
grubuna bir skor degeri verilmektedir. Daha sonra bir esik degeri
belirlenmesi gerekir. Bu deger kullanici tarafindan belirlenen bir
degerdir. Veri kiimesinin biyiikliigline ve igerigine gore degisiklik
gosterebilir. Burada dogru degeri bulabilmek i¢in birkag kez test
yapmak gerekebilir. Kendi testlerimizde bu deger on olarak
almmustir. Yukardaki formiilden hesaplanan skor, esik degerinden
biiyikkse bigram kelime grubu olusturulabilir. Ayrica formiile
eklemeler yapilarak trigram ve diger n-gramlar da kullanilabilir.
Calismamizda n={1,2,3} olacak sekilde kelime gruplari
olusturulmustur.

5.2 Vikipedi Kullanimi

Vikipedi, yazilmis olan verileri toplu sekilde erisime sunmaktadir.
Bu erisimle, Vikipedideki metinlere ait bagliklara, iceriklere ve
iceriklerde gecen baglantilara ulasilabilmektedir. Buradaki
baglantilar genellikle bulunduklart metin ile ilgili anlamsal
ifadeler tasiyan ya da metinin hangi konuyla ilgili oldugu
konusunda bilgi veren baglantilardir.

Bu calismada Bolim 5.1°deki yontemle ardisik kelime gruplari
bulunduktan sonra, veri kiimesininde az sayida bulunabilecek
olan ardisik kelime gruplarini tespit etmek icin, Vikipedi’de
baglanti olarak ifade edilmis kelime gruplariin veri kiimemizde
var olup olmadig1 kontrol edilmistir. Bylece herhangi bir kelime
grubu; Vikipedi’de baglanti olarak ifade edildiyse bu kelime
gruplar1 da tek bir vektor ile ifade edilebilecektir. Bu sekilde
‘Orgeneral James Jones’, ‘Orgeneral Hilmi Ozkék’, *Gaziantep
SSK Bélge Hastanesi’, ‘Anabilim Dali Ogretim Uyesi’ gibi
kelime gruplart da tipki Bolim 5.1°deki ydntem ile tespit
edilebilen kelime gruplari gibi bir vektor ile ifade edilebilmistir.
Bu kullanim sayesinde n>3 oldugunda karsilasilan bellek
problemine bir ¢éziim getirilmeye calistlmistir. Vikipedi’nin
baglantilar1 kullanilarak n>3 olan kelime gruplar1 da tespit
edilebilmistir.

6. Veri Kiimeleri

Calismamiz da dort farkli veri kiimesi kullanilmistir. Bu veri
kiimleri sirastyla ‘1150Haber’, ‘Hiirriyet6e-1k’, ‘Milliyet-9c-1k’
ve ‘AA haber’ veri kiimeleridir. Bu veri kiimeleri ile ilgili bilgiler
Tablo 1°de belirtildigi gibidir.

Tablo 1. Veri Kiimeleri

Smif Dokiiman
Veri Kiimesi Sayisi Sayisi
1150 Haber 5 1150
Hiirriyet6c-1k 8 6000
Milliyet-9c-1k 9 9000
AA Haber 8 20000
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1150Haber veri kiimesi, igerisinde 1150 adet haber
metni iceren bir veri kiimesidir. Bu veri kiimesinin
igerisindeki haber metinleri bes farkli kategoriye
ayrilmigtir.  Bu  kategoriler sirastyla; ‘Ekonomi’,
"Magazin, ’Saglik’, ’Siyasi’ ve ’Spor’ Kkategorileridir.
[14]
® Hiirriyet6e-1k veri kiimesi, icerisinde 6000 adet haber
metni igeren bir veri kiimesidir. Bu veri kiimesinin
icerisindeki haber metinleri alt1 farkli kategoriye
ayrilmiglardir. Bunlar sirasiyla; ‘Diinya’, ’Ekonomi’,
’Giindem’, ’Siyaset’, *Spor’, Yasam’ seklindedir. [15]
e  Milliyet-9c-1k veri kiimesi, 9000 adet haber metni
icermektedir. Bu veri kiimesinde dokuz farkli kategori
bulunmaktadir. Bu kategoriler sirasiyla; ‘Yasam’,
‘Tiirkiye’, ‘Spor’, ‘Siyaset’, ‘Giincel’, ‘Ekonomi’,
‘Ege’, ‘Diinya’ ve ‘Kafe’ seklindedir. [15]
® AA Haber veri kiimesi veri kiimelerimiz igerisinden
20000 adet haber metni ile en bilyiik veri kiimemizdir.

Anadolu Haber Ajanst grubunun haberlerini iceren bir
veri kiimesidir ve sekiz farkli kategoriden olusmaktadir.
Bunlar sirasiyla; ‘Kiiltiir ve Sanat’, ‘Ekonomi’, *Egitim
ve Bilim’, ‘Cevre ve Saglik’, ‘Politika’, ‘Spor’,
‘Tiirkiye’ ve ‘Diinya’ seklindedir. [16]

7. Arastirma Sonuclari ve Tartisma

Bu boliimde arastirma sonuglart paylasilmistir. Tablo 2, 1150
Haber veri kiimesini olusturan dokiimanlarin TF-IDF terim
agiliriklandirma 6l¢limiiniin kullanilmasi ile vektorlestirilmesinin
ardindan veri kiimesinin %80-%20 egitim-test orani ile ayrilmasi
ve 10’lu ¢apraz dogrulama teknigi ile siniflandirilmasi sonuglarini
icermektedir. Bu tablodan goriilecegi gibi ardisik kelime grubu
tespitinin gerceklestirilmesi hem bireysel siniflandiricilarin, hem
de topluluk 6grenmesi siniflandiricilarinin basarim degerlerinin
artmasint saglamistir. Siiflandirma sonuglari incelendiginde en
iyi smiflandirma metotolarinin LR, SVM, MLP ve MV
smiflandiricilari oldugu (0.94) gorilmiistiir.

Tablo 2. 1150Haber TF-IDF Sonuglart

Kelime Grubu Tespiti Kelime Grubu Tespiti
Smiflandiricilar Yapilmadan Yapildiktan Sonra
NB 0.91 (£ 0.06) 0.92 (£ 0.04)
LR 0.93 (£ 0.07) 0.94 (+ 0.04)
SVYM 0.92 (£ 0.06) 0.94 (+ 0.06)
MLP 0.93 (= 0.05) 0.94 (£ 0.02)
DT 0.81 (£ 0.15) 0.82 (£ 0.18)
KNN 0.89 (£ 0.06) 0.90 (£ 0.04)
MV 0.93 (- 0.07) 0.94 (£ 0.06)
RF 0.87 (£ 0.05) 0.91 (£ 0.13)
BG 0.81 (- 0.10) 0.83 (£ 0.02)
AB 0.88 (= 0.05) 0.90 (£ 0.12)

Tablo 3, 1150 Haber veri kiimesini olusturan dokiimanlarin
Doc2Vec metodu ile vektorlestirilmesinin ardindan  veri
kiimesinin %80-%20 egitim-test orani ile ayrilmasi ve 10’lu
capraz dogrulama teknigi ile siniflandirilmasi sonuglarimi
icermektedir. Bu tablodan goriilecegi gibi ardigik kelime grubu
tespitinin  gerceklestirilmesi  ¢ogunlukla siniflandiricilarinin

basarim degerlerinin artmasini saglamigtir (Bagarim degeri artan
algoritmalar koyu renkle vurgulanmistir.) Siniflandirma sonuglari
incelendiginde en 1iyi siniflandirma metodunun Doc2Vec
mimarilerinden elde edilen dokiiman vektorlerinin birlestirilmesi
ile elde edilen durumunda (DBOW+DMC), MV ve BG
algoritmalarinin kullanimiyla elde edildigi goriilmiistiir.

Tablo 3. 1150Haber Doc2Vec Sonuglar

Kelime Grubu Tespiti Yapilmadan Kelime Grubu Tespiti Yapildiktan Sonra |
Smiflandiric1 | PV-DBOW | PV-DMC | DBOW+DMC | PV-DBOW | PV-DMC | DBOW+DMC
NB 0.70(= 0.03) | 0.78(x 0.02) | 0.76(x 0.02) ]0.71(= 0.03) | 0.78(x 0.02) | 0.79(= 0.02)
LR 0.80(= 0.04) | 0.81(x 0.03) | 0.84(x0.03) |0.81(+0.04) | 0.82(+ 0.04) | 0.85(= 0.04)
SVM 0.81(=0.04) | 0.83(x 0.04) | 0.87(x0.04) |0.81(+0.02) | 0.83(x 0.03)| 0.87(= 0.04)
MLP 0.75(= 0.05) | 0.80(= 0.04) | 0.80(x0.04) ]0.75(+ 0.02) | 0.81(+ 0.03)| 0.80(=0.03)
DT 0.84(=0.03) | 0.85(= 0.02) | 0.87(x0.05) |0.84(=0.04) | 0.86(x 0.02) | 0.87(= 0.04)
KNN 0.71(= 0.06) | 0.75(= 0.03) | 0.74(x 0.05) ]0.72(= 0.06) | 0.75(x 0.05) | 0.75(= 0.04)
MV 0.92(=0.04) [ 0.93(=0.01) | 0.93(x0.01) ]0.93(=0.03)|0.93(x0.01)| 0.94(=0.01)
RF 0.91(=0.02) [ 0.92(= 0.04) | 0.93(x0.02) ]0.91(=0.02) | 0.93(x 0.02) | 0.92(=0.01)
BG 0.92(=0.01) [ 0.93(=0.02) | 0.94(x0.01) ]0.92(=0.01) | 0.93(x0.01)| 0.94(= 0.04)
AB 0.89(=0.03) [ 0.91(x= 0.04) | 0.92(x0.02) ]0.89(= 0.02) | 0.91(x 0.02) | 0.93(+ 0.04)
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Tablo 4 Milliyet haber veri kiimesini olugturan dokiimanlarin TF-
IDF terim agiliriklandirma Ol¢limiiniin - kullanilmasi ile
vektorlestirilmesinin ardindan veri kiimesinin %80-%20 egitim-
test orani ile ayrilmast ve 10’lu ¢apraz dogrulama teknigi ile
smiflandirilmasi sonuglarini icermektedir. Bu tablodan goriilecegi

gibi ardisik kelime grubu tespitinin gerceklestirilmesi hem
bireysel siniflandiricilarin - hem de topluluk  6grenmesi
smiflandiricilarinin bagsarim degerlerinin artmasii saglamistir.
Smiflandirma sonuglar1 incelendiginde en iyi siniflandirma
metodunun SVM siniflandiricisi oldugu (0.91) goriilmiistiir.

Tablo 4. Milliyet TF-IDF Sonuglart

Kelime Grubu Tespiti Kelime Grubu Tespiti
Smiflandiricilar Yapilmadan Yapildiktan Sonra
NB 0.79 (£ 0.03) 0.81(+0.02)
LR 0.85 (£ 0.022) 0.86(+0.02)
SVYM 0.90 (£ 0.03) 0.91(%0.03)
MLP 0.89 (£ 0.02) 0.90(0.02)
DT 0.70 (£ 0.04) 0.71(x0.05)
KNN 0.70 (£ 0.03) 0.71 (= 0.02)
MV 0.88 (+0.02) 0.90(%0.01)
RF 0.81 (£ 0.01) 0.82(%0.04)
BG 0.82 (£ 0.03) 0.84(+0.01)
AB 0.82 (£ 0.01) 0.85(%0.03)

Tablo 5 Milliyet Haber veri kiimesini olusturan dokiimanlarin
Doc2Vec metodu ile vektorlestirilmesinin ardindan elde edilen
sonuglar1 gostermektedir. Oncelikle bu tablonun ilk yarisina
bakildiginda Doc2Vec’in iki 6grenme mimarisinin birlesimi ile

elde edilen durumun mimarilerin ayr1 ayr1 uygulanmasiyla elde
edilen durumdan siklikla daha iyi sonuc¢ verdigi goriilmiistiir.
Tablonun ikinci yarist incelendiginde ardisik kelime grubu
tespitinin yine bazi metotlarin basarim degerini arttirdigi tespit
edilmigtir.

Tablo 5. Milliyet Doc2Vec Kelime Gruplama Kullaniimadan

Kelime Grubu Tespiti Yapilmadan Kelime Grubu Tespiti Yapildiktan Sonra |
Smiflandiric1 | PV-DBOW | PV-DMC | DBOW+DMC | PV-DBOW | PV-DMC | DBOW+DMC
NB 0.70(=0.01) | 0.74(= 0.01) | 0.78(x 0.01) ]0.73(x0.01) | 0.74(x 0.01) | 0.78(+ 0.02)
LR 0.85(=0.01) | 0.86(= 0.02) | 0.93(x0.01) ]0.90(x0.01) | 0.86(+ 0.01) | 0.93(+0.02)
NZ74 0.90(% 0.04) | 0.86(= 0.01) | 0.94(% 0.02) ]0.89(=0.02)]0.86(x0.02) | 0.94(x 0.01)
MLP 0.89(£0.02) | 0.84(=0.02) | 0.93(= 0.03) ]0.90(= 0.03)] 0.90(x0.03) | 0.94(£ 0.02)
DT 0.82(=0.03) | 0.83(=0.03) | 0.88(x0.02) |0.83(x0.04) | 0.84(x 0.01) | 0.89(% 0.01)
KNN 0.89(= 0.06) | 0.87(x 0.04) | 0.87(x0.01) ]0.89(x0.01) | 0.89(+ 0.02) | 0.88(% 0.02)
MV 0.94(£ 0.02) | 0.92(= 0.02) | 0.95(% 0.02) ]0.94(=0.02)] 0.94(x 0.01) | 0.95(+ 0.03)
RF 0.84(x0.01) | 0.88(= 0.03) | 0.88(% 0.03) ]0.84(% 0.05)]0.89(x 0.03) | 0.88(x 0.05)
BG 0.93(£0.05) | 0.92(= 0.04) | 0.94(% 0.05) ]0.94(=0.03)]0.93(+0.03) | 0.94(+ 0.01)
AB 0.88(x0.02) | 0.90(= 0.01) | 0.90(% 0.02) ]0.89(=0.04)]|0.91(x0.02) | 0.91(+ 0.03)

Tablo 6 Hiirriyet haber veri kiimesini olusturan dokiimanlarin TF-
IDF terim aguiliklandirma Ol¢iimiiniin - kullanilmas: ile
vektorlestirilmesinin ardindan veri kiimesinin %80-%20 egitim-
test orani ile ayrilmast ve 10’lu ¢apraz dogrulama teknigi ile
siiflandirilmasi sonuglarimi icermektedir. Bu tabloda ardisik
kelime tespitinin, pek c¢ok algoritmanin basarim degerini
arttirdigini gézler oniine sermistir. Topluluk 6grenmesi metotlari
bireysel siniflandiriclara gére daha iyi sonuglar liretmiglerdir. En
iyi basarim degeri (0.82) topluluk d6grenmesi metotlarindan olan
BG ve AB algoritmalarina ait ¢ikmuistir.
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Tablo 7 Hiirriyet Haber veri kiimesini olugturan dokiimanlarin
Doc2Vec metodu ile vektorlestirilmesinin ardindan ulasilan
bagarim degerlerini igermektedir. Yine bu tablonun ilk yarisina
bakildiginda Doc2Vec’in iki 6grenme mimarisinin birlesimi ile
elde edilen durumun mimarilerin ayr1 ayr1 uygulanmasiyla elde
edilen durumdan siklikla daha iyi sonu¢ verdigi goriilmiistiir.
Tablonun ikinci yarisi incelendiginde ardisik kelime grubu
tespitinin yine bazi metotlarin basarim degerini arttirdig1 tespit
edilmistir. Topluluk 6grenmesi metotlar1 bu veri kiimesi iizerinde
daha yiiksek smiflandirma sonuglari {iretmistir.
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Tablo 6. Hiirriyet TF-IDF Sonuglari

Kelime Grubu Tespiti Kelime Grubu Tespiti
Siniflandiricilar Yapilmadan Yapildiktan Sonra
NB 0.78 (£ 0.04) 0.78 (£0.02)
LR 0.79 (£ 0.04) 0.80 (+0.02)
N2 0.78 (£ 0.03) 0.79 (£0.04)
MLP 0.78 (£ 0.04) 0.80 (+0.02)
DT 0.76 (+0.05) 0.76 (+0.02)
KNN 0.71 (£ 0.03) 0.72(x0.04)
MV 0.79(x0.04) 0.80 (+0.01)
RF 0.78 (£ 0.02) 0.80 (+£0.04)
BG 0.79(x0.03) 0.82(+0.02)
AB 0.80 (£ 0.02) 0.82(+0.01)

Tablo 7. Hiirriyet Doc2Vec Kelime Gruplama Kullanmilmadan

Kelime Grubu Tespiti Yapilmadan

Kelime Grubu Tespiti Yapildiktan Sonra |

Smiflandirici | PV-DBOW | PV-DMC | DBOW+DMC | PV-DBOW | PV-DMC | DBOW+DMC
NB 0.69(+ 0.05) [ 0.75(+ 0.02) | 0.78(x0.02) [0.75(x0.01)[0.76(x 0.01) | 0.78(+ 0.02)
LR 0.78(+0.01) [ 0.74(= 0.01)| 0.81(x0.01) [0.78(x0.02) [ 0.78(x0.02) | 0.81(+ 0.02)
SVM 0.78(+ 0.02) [ 0.76(= 0.02) | 0.83¢x0.03) [0.77(x0.02)[0.76(x 0.02) | 0.82(+0.01)
MLP 0.81(x0.01)]0.77(x 0.03)| 0.82¢x0.01) [0.82(x0.02)[0.81(x0.02)| 0.82(x0.01)
DT 0.79(+ 0.01) | 0.78(= 0.02) | 0.85(x0.02) [0.78(x0.01)|0.80(x 0.01)| 0.85(x 0.01)
KNN 0.77(+ 0.01) | 0.80(= 0.01)| 0.78(x0.02) [0.76(x0.01) | 0.81(+0.03)| 0.78(x 0.01)
MV 0.92(+ 0.03) | 0.88(= 0.02) | 0.92(x0.02) |0.94(x0.02) [ 0.88(x0.01)| 0.92(x0.01)
RF 0.87(+ 0.02) | 0.85(= 0.01)| 0.88(x0.01) |0.87(x0.01)]0.86(+ 0.01)| 0.88(x0.01)
BG 0.93(+0.01) | 0.86(= 0.02) | 0.94¢x0.02) [0.93(x0.03)]0.87(x0.01)| 0.94(x 0.02)
AB 0.87(+ 0.02) | 0.89(+ 0.03) | 0.89(+ 0.02) |0.88(x 0.02) | 0.90(x 0.02) | 0.90¢x 0.03)

Tablo 8 TF-IDF terim agirliklandirma degerinin kullanilmasi ile
sayisallagtirilan ~ dokiimanlarin sonuglarini
yansitmaktadir. Ardisik kelime grubu tespiti hem bireysel hem de
topluluk 6grenmesi metotlarinin timiiniin basarim degerlerini

siniflandirilmasi

arttirmistir. Topluluk dgrenmesi metotlarindan olan AB ve MV
algoritmalar1 0.84 degeri ile en iyi basarim degerlerine sahip olan
algoritmalar olmustur.

Tablo 8. AAHaber TF-IDF Sonuclart

Kelime Grubu Tespiti Kelime Grubu Tespiti
Siiflandiricilar Yapilmadan Yapildiktan Sonra
NB 0.80 (= 0.02) 0.81 (£0.02)
LR 0.81 (£ 0.02) 0.82(%0.03)
SVYM 0.80 (= 0.04) 0.81 (+£0.03)
MLP 0.77 (£ 0.02) 0.78 (£0.02)
DT 0.75 (£ 0.02) 0.77 (£0.04)
KNN 0.75 (£ 0.01) 0.76(%0.01)
MV 0.82 (+£0.03) 0.84(%0.05)
RF 0.79 (= 0.02) 0.81 (+0.01)
BG 0.80 (£ 0.02) 0.82(%0.03)
AB 0.82 (£ 0.03) 0.84 (£0.05)

Tablo 10. AA Haber veri kiimesini olusturan dokiimanlarin
Doc2Vec metodu ile vektorlestirilmesinin ardindan ulasilan
basarim degerlerini igermektedir. Yine bu tablonun ilk yarisina
bakildiginda Doc2vec’in iki 6grenme mimarisinin birlesimi ile
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elde edilen durumun, mimarilerin ayr1 ayr1 uygulanmastyla elde
edilen durumdan siklikla daha iyi sonu¢ verdigi goriilmiistiir.
Tablonun ikinci yarist incelendiginde ardistk kelime grubu
tespitinin yine bazi metotlarin basarim degerini arttirdigi tespit
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edilmistir. Topluluk 6grenmesi metotlar1 bu veri kiimesi iizerinde
daha yiiksek siniflandirma sonuglar1 iiretmistir. En iyi basarim
degeri 0.94 degeriyle topluluk Ogrenmesi metotlarindan BG

algoritmasina aittir. Doc2Vec, TF-IDF degerlerinden daha yiiksek
degerler elde edilmesini saglamistir.

Tablo 10. AA Haber Doc2Vec Kelime Gruplama Kullaniimadan

Kelime Grubu Tespiti Yapilmadan Kelime Grubu Tespiti Yapildiktan Sonra
Smiflandiric1 | PV-DBOW | PV-DMC | DBOW+DMC | PV-DBOW | PV-DMC | DBOW+DMC
NB 0.70(=0.03) | 0.71(£ 0.02) | 0.71(x 0.02) ] 0.76(x 0.01) | 0.72(= 0.02) | 0.72(x 0.02)
LR 0.78(=0.05) | 0.71(£ 0.03) | 0.78(x 0.03) ]0.79(x0.01) | 0.71(= 0.02) | 0.79(x 0.01)
SVYM 0.78(=0.04) | 0.72(= 0.04) | 0.79(£0.04) |0.77(=0.01) | 0.80(x 0.03) | 0.78(= 0.02)
MLP 0.81(=0.05) | 0.73(= 0.04) | 0.82(x0.04) |0.81(=0.02)|0.72(= 0.01) | 0.83(% 0.03)
DT 0.75(=0.05) | 0.70(= 0.08) | 0.85(x0.05) |0.75(=0.03) | 0.71(x 0.01) | 0.85(= 0.04)
KNN 0.82(= 0.06) | 0.70(= 0.05) | 0.82(x0.05) |0.81(=0.01) | 0.73(x0.02) | 0.81(%x0.02)
MV 0.90(= 0.02) | 0.84(= 0.01) | 0.90(x 0.01) ]0.90(=0.01) | 0.84(x 0.02) | 0.91(% 0.01)
RF 0.80(= 0.02) | 0.70(= 0.02) | 0.77(x0.01) |0.77(=0.03) | 0.72(x 0.02) | 0.78(% 0.03)
BG 0.93(=0.01) | 0.92(=0.01) | 0.93(x0.02) ]0.92(=0.01) | 0.93(x 0.04) | 0.94(% 0.02)
AB 0.92(=0.03) | 0.85(= 0.03) | 0.82(x0.04) ]0.93(x 0.02) | 0.85(= 0.03) | 0.84(% 0.03)

8. Sonuc¢

Bu calismada, geleneksel kelime ¢antasi modeli (TF-IDF
terim agirliklandirma 6l¢iimii) ve YSA’lara dayali bir yontem
olan Doc2Vec yontemi ile vektorlestirilen dokiimanlar {izerinde
bireysel siniflandiricilar ve topluluk dgrenmesi algoritmalarinin
basarim degerleri kiyaslanmistir. Bu amagla farkli uzunluklarda
haber dokiimanlarmi iceren 4 farkli Tiirk¢e veri kiimesi
kullanilmustir.

Geleneksel kelime cantasi modeline dayali olan TF-IDF
terim agirliklandirma Ol¢iimii kelimeler arasindaki anlamsal
iliskileri yansitmamaktadir. Ustelik kelime cantas1 modelinde veri
kiimesinin boyutunun artmasi dokiimanlarin vektorlestirilmesi
sirasinda  vektdr uzayinin boyutunun artmasina da neden
olmaktadir. YSA’lara dayali bir metot olan Doc2Vec metodu ise
kelimeler ve dolayisiyla kelimeleri i¢eren dokiimanlar arasindaki
anlamsal iliskiyi barindirmakta ve yonetilebilir boyutta dokiiman
vektorlerinin elde edilmesini saglamaktadir. Calismamizda TF-
IDF ve Doc2Vec metotlar1 ile vektorlestirilen dokiimanlar
iizerinde uygulanan siniflandiricilarin basarim  degerleri
kiyaslanmistir. Deneylerimiz sonunda siklikla Doc2Vec ile
vektorlestirilen dokiiman vekorlerinin siniflandirma asamasinda
daha iyi basarim degerlerinin  {iretilmesini = sagladigi
gozlemlenmistir. Ayrica genelde topluluk 6grenmesi metotlar
bireysel algoritmalardan daha yiiksek sonuglar elde edilmesini
saglamistir. Doc2Vec modeli iki farkli 6grenme mimarisine
sahiptir. PV-DM 0grenme modeli Word2Vec modelindeki
CBOW’a karsilik gelmektedir. PV-DBOW 06grenme modeli ise
Word2Vec modelindeki Skip-gram modeline karsilik gelir. Bu
caligmada bu iki 6grenme modelinin {iretmis oldugu vektorler
birlestirilmis ve metinler bu sekilde sayisallastirildiktan sonra
hem bireysel, hem de topluluk Ogrenmesi metotlar1 ile
siiflandirilmistir. Sonug olarak iki 6grenme mimarisinden elde
edilen dokiiman vektorlerinin birlesimimin siklikla daha iyi
sonuglar iirettigi gézlemlenmistir.

Bu c¢alismanin literatiire olan katkisi; siniflandirma
asamasina gecilmeden o©nce dokiimanlarin igindeki ardisik
kelimelerin tespitinin gerceklestirilmesi ve dokiimanlarm bu
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kelime obeklerinin tek bir kelime gibi ele alinmasiyla
vektorlestirildikten sonra uygulanan siniflandiricilarin basarim
degerlerinin arttiginin gosterilmesi olmustur. Ardisik kelime
tespiti sirasinda kullanilan kelimelerin birlikte gegcme siklig:
prensibine dayali olan bir prensip disinda, Tiirk¢e Vikipedi’nin
kelime baglantilar1 da kullanilmig ve dokiimanlar i¢inde az sayida
gecmesine ragmen anlamli ardisik kelime Obeklerinin tespiti
gerceklestirilebilmistir.  Ardisik  kelime grubu tespiti ile
siiflandirma deneylerinin hemen hemen tiimiinde daha yiiksek
basarim degerleri elde edilmistir.
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